Propuesta de un modelo de Credit Scoring mediante la aplicacion de técnicas de inteligencia artificial para el Fondo de
Empleados y Trabajadores de la Universidad del Valle - FETRABUV

‘j lﬂl &U ” : :l_{n'f;'y (‘Tl e\
Kathleen G. Salazar Serna
Director

@

Diego Fernando Manotas Duque
Jurado

Edgar David Varcarcel Trujillo

Nota de Aceptacion
Certificamos que el presente Trabajo de Grado

Satisface, en alcances y calidad, todos los requisitos
Que demanda un Trabajo de Grado de Maestria.

llel. T G«ﬂ—q‘,

Isabel Cristina Garcia Arboleda
Co - Director

Qokin (Zeobar

JohANilmer Escobar Velasquez
Jurado

Aprobado en cumplimiento de los requisitos exigidos por la
Pontificia Universidad Javeriana Cali, para optar el titulo de
Magister en Ingenieria énfasis Industrial.

(onile Yok

HERNAN CAMILO ROCHA NINO Ph. D.
Decano Facultad de Ingenieria y Ciencias

!“M‘ ¥ w]

JUAN CARLOS MARTINEZ ARIAS

Director Posgrados de Ingenieria y Ciencias

Santiago de Cali, Junio 8 de 2020




Maestria en Ingenieria
Facultad de Ingenieria y Ciencias

Acta de Correcciones al Documento de Trabajo de Grado

Santiago de Cali, Junio 08 de 2020

Autor: Edgar David Varcarcel Trujillo

Titulo del Trabajo de Grado: “Propuesta de un modelo de Credit Scoring mediante la
aplicacion de técnicas de inteligencia artificial para el Fondo de Empleados y Trabajadores de
la Universidad del Valle - FETRABUV".

Director: Kathleen Salazar Serna.
Co - Director: Isabel Cristina Garcia Arboleda.

Como indica el articulo 2.13 de las Directrices para Trabajo de Grado de Maestria, he verificado que
el estudiante indicado arriba ha implementado todas las correcciones que los Jurados del Proyecto
de Trabajo de Grado definieron que se efectuaran, como consta en el Acta de Evaluacion
correspondiente.

L - "
VA\AﬂT/&ﬁV J&.[a'{uz L>4.1'7?L\

Firma del Director del Trabajo de Grado




Datos del estudiante
Nombre completo: Edgar David Varcarcel Trujillo.
Direccion: Avenida 4N # 131 99, Calii Valle del Cauca.
Teléfono de contacto: 321 832 6418.

Correo electronico: edgarvarcarcel@gmail.com

Profesién: Ingeniero Industrial.
Empresa donde labora: Banco de Occidente.

Cargo: Administrador Financiero.


mailto:edgarvarcarcel@gmail.com

PROPUESTA DE UN MODELO DE CREDIT SCORING MEDIANTE LA APLICACION DE
TECNICAS DE INTELIGENCIA ARTIFICIAL PARA EL FONDO DE EMPLEADOS Y
TRABAJADORES DE LA UNIVERSIDAD DEL VALLE i FETRABUV

EDGAR DAVID VARCARCEL TRUJILLO

Trabajo de Grado para optar por el titulo de Magister en Ingenieria

Directores:
Kathleen Salazar Serna

Isabel Cristina Garcia Arboleda

PONTIFICIA UNIVERSIDAD JAVERIANA DE CALI
DEPARTAMENTO DE INGENIERIA INDUSTRIAL
MAESTRIA EN INGENIERIA INDUSTRIAL
CALI
2020

4



PROPUESTA DE UN MODELO DE CREDIT SCORING MEDIANTE LA APLICACION DE
TECNICAS DE INTELIGENCIA ARTIFICIAL PARA EL FONDO DE EMPLEADOS Y
TRABAJADORES DE LA UNIVERSIDAD DEL VALLE i FETRABUV

EDGAR DAVID VARCARCEL TRUJILLO

PONTIFICIA UNIVERSIDAD JAVERIANA DE CALI
DEPARTAMENTO DE INGENIERIA INDUSTRIAL
MAESTRIA EN INGENIERIA INDUSTRIAL
CALI
2020

5



TABLA DE CONTENIDO

RESUMEN . ... e 12
INTRODUGCCION ... .ottt ettt ettt te et e te e et e et e ate et e eteeteateareeseesreareaneeens 14
1. DEFINICION DEL PROBLEMA .......coiiiiitiiieiece ettt 15
R © 12 N 1 I LY 1 TP 19
2.1, OBJIETIVO GENERAL ....uuuiii s 19
2.2. OBJIETIVOS ESPECIFICOS.....coi ittt ettt 19
3. MARCO TEORICO .....coiiiiiietiictiieteete ettt sttt sttt 20
3.1. COOPERATIVISMO EN COLOMBIA........ e 20
3. 1.1, FETRABUY et 20

3.2.  APRENDIZAJE AUTOMATICO ..ot 23
3.2.1.  Aprendizaje N0 SUPEIVISAUO............ccuiiiiiiiiiiiiiiiiiiiiiiiieieeeeeeeeeeeee e 24
3.2.2. Aprendizaje Por refUBIZO...........couuuiiiiiiiiiiiieeeeeeeeeeeeeeeeee 25
3.2.3. Aprendizaje SUPEIVISAUO...........ccuuiiiiiiiiiiiiiiiiiieeeeeeeee e 25

3.3. METRICAS DE DESEMPERNO........cceiviiiitiicteteteeeeeeeee e, 36
3.3.1.  Matrizde CONfUSION..........ccooiiiiiiii 36
3.3.2.  PIECISION....cciiiiiiiiee 37
3.3.3. PUNAJE FL ..o 37

3.4. TECNICAS DE PROCESAMIENTO DE DATOS......ccoveieieeieeeeeeeeee e, 37
341, ONe HOLENCOAING ...ccoiiiiiiiiiiei e 37
3.4.2.  NOMANZACION ......ccciiiiiiii e 38
3.4.3. Synthetic Minority Over-sampling Technique i Técnica de generacion de
muestras SiNtEtiCas (SMOTE) .......coouuiiiiii e e e e e e e e e aaaaaes 38

4. REVISION DE LITERATURA . .....ccoiiiitteteeteete ettt ettt eae e 40
5. DESARROLLO DE LA METODOLOGIA........ccceiiieeieeeceee e 45
5.1. GENERACION DE BASES DE DATOS .......cotiieiieeieete e, 45
5.2. SELECCION DE MODELOS DE CLASIFICACION ......ccccceeieeiieieeeceee e, 50
5.2.1. Andlisis descriptivo de las bases de datos..........cccoeeeeiiiiiiiiiiin e, 50
5.2.2.  Seleccion de variables de entrada............cccccccvvviiiiiiiiiiiiiiii 66
5.2.3.  Aplicacidn de SMOTE.......cccoii i e 67
5.2.4. Normalizacién de variables de entrada y codificacion de variables categoéricas.

68

5.2.5. Andlisis de resultados de 10S Modelos .............ccccvvvvviiiiiiiiiiiiiiiiieeeee 69

5.3.  EVALUACION DE MODELOS ......c.ociiieieeeee ettt 75
5.3.1. Evaluacion de modelos contra base de prueba ...........cccccoeeeeiiiiiiiiiennn. 82



5.3.2. Importancia de variables..............cccccciiiiiiiiii
6. CONCLUSIONES ..ottt ettt e et e e et e e ee e e e e e e e e e e e eeeeneees
7. RECOMENDACIONES.......oot ittt eeeeeeeeeeees

BIBLIOGRAFIA



LISTA DE CUADROS

Cuadro 1. Comparacion entre modelos tipo bagging y boosting ..........ccccovviiiiiiiinnnn, 34
Cuadro 2. Descripcion de las variables internas utilizadas. ..............ccevvvveeeeeiiieiiiiieeennnnne. 47
Cuadro 3. Variables exdgenas de la Supersolidaria. ...........ccccooivuiiiiiiiiieeeiiiiiiiieeee e 47
Cuadro 4. Variables exdgenas de la SuperfinanCiera............cccooocuviiiiiiiiiiiiiiiiiiiiceeeee s 48
Cuadro 5. Descripcion de bases de datos a utilizar...............eeevvevivieeiieiiiieeieiiiiiiiiiiieeeeee 49
Cuadro 6. Codificacion variable de respuesta 1. ............eeeiiieiiiiiiiiiiiiiiiee i 49
Cuadro 7. Codificacion variable de reSPUESta 2. ...........uueeiiieeiiiiiiiiiiiiieee e 49
Cuadro 8. Codificacion variable de respuesta 3. ............eeeiiieeiiiiiiiiiiiiiiee e 50
Cuadro 9. Resumen de andlisis de variables continuas de labase 1.............cccccceeeeee. 50
Cuadro 10. Andlisis de variable categoria de cartera, base 1. ........ccccccceeeiiiiiiiiiiiiinnnnnnns 51
Cuadro 11. Analisis de variable clase de descuento, base 1..........ccoccvevveiieiiiieiiiiieeeeeennnn. 51
Cuadro 12. Analisis de variable ciclo de descuento, base 1.......cccoccovvveiiiiiiiiiieiiiiieeeeeeinnn. 51
Cuadro 13. Analisis de variable periodo de descuento, base 1. .......ccccccvvvvvvevveviiiiieeennnne. 51
Cuadro 14. Analisis de variable empresa, base 1. .........ccccccevvviiiiiiiiiiiiiiiiiiiiieeeeeeeeeeeeeeeee 52
Cuadro 15. Analisis de variable ciudad, base 1.........cccoooviiiiiiiiiiii e, 53
Cuadro 16. Analisis de variable SEX0, DASE L........ociuiiiiiee e 53
Cuadro 17. Andlisis de variable de respuesta 1, base 1.........cccoccviviiiiiieeiiiiiiiiiiieeeeeee s 53
Cuadro 18. Andlisis de variable de respuesta 2, base 1..........cccccvvviiiiieeeiiiiiiiiiiieeeeeee s 53
Cuadro 19. Andlisis de variable de respuesta 3, base 1.........cccoccviviiiiieieiiiiiiiiiiiieee e 53
Cuadro 20. Resumen de andlisis de variables continuas, base 2.............ccccovvvvvvieeeeeeennne, 54
Cuadro 21. Andlisis de variable categoria de cartera, base 2. ........ccccooevveeviiiiiiiiieieeeee, 54
Cuadro 22. Analisis de variable clase de descuento, base 2..........ccccoveeeeviiiiiieiiiiiieeeennnnn. 54
Cuadro 23. Analisis de variable ciclo de descuento, base 2........ccoeevvvveieeiiiiiiieiiiiieeeeeennnn. 54
Cuadro 24. Andlisis de variable periodo de descuento, base 2. ........ccccooeeevvvviiiiiiiiiieeenee, 55
Cuadro 25. Andlisis de variable empresa, base 2. .........cccccooviiiiiiiiiiii 55
Cuadro 26. Andlisis de variable empresa, base 2. .........ccccooiiiiiiiiiiiiii 56
Cuadro 27. Analisis de variable SEX0, DASE 2.......ccuuviiuiiiee et 56
Cuadro 28. Analisis de variable MMB, DASE 2. ......couiiiuiiiiieie e 56
Cuadro 29. Analisis de variable MMGC, DASE 2.......cuuiiriiiiieiieee et e e eae e 56
Cuadro 30. Analisis de variable MMD, DASE 2.......cuuiiiuiiiiiieiee et e e enees 57
Cuadro 31. Analisis de variable CAR, DASE 2.......ccuuiiiiieiieee et e e eae e 57
Cuadro 32. Analisis de variable CAM, DASE 2. .....oouriiiiiieee e 57
Cuadro 33. Analisis de variable CRB, DASE 2.......ccuuiiiiiiiieie et e e eae e 57
Cuadro 34. Andlisis de variable de respuesta 1, base 2..........cccovvviiiiiiie i, 57
Cuadro 35. Andlisis de variable de respuesta 3, base 2..........ccoovvvviiiiiiee e, 58
Cuadro 36. Andlisis de variable de respuesta 3, base 2,.........ccccvvviiiiiiiii i e, 58
Cuadro 37. Resumen de analisis de variables continuas, base 3........c..ccovveveiveiiieiineinns 58
Cuadro 38. Andlisis variable categoria cartera, base 3. ..........cooviiiiiiiiiiii e, 58
Cuadro 39. Analisis variable clase de descuento, base 3........ccocovviviiiiii e 59
Cuadro 40. Analisis variable ciclo de descuento, base 3.......covvveeveeei e 59
Cuadro 41. Andlisis variable periodo de descuento, base 3..........ccccceeeeviiiiiiiiiie e, 59
Cuadro 42. Andlisis variable empresa, base 3. ..., 59
Cuadro 43. Analisis de variable ciudad, Dase 3........coomiiie e 60
Cuadro 44. Analisis de variable SEX0, DASE 3B.....c.ooeriee e 60
Cuadro 45. Andlisis de variable de respuesta 1, base 3..........cccoovviiiiiiii i, 61
Cuadro 46. Analisis de variable de respuesta 2, base 3..........oevvvvviiiiiiiiiiieiiiieiiiiiieeieeee 61

8



Cuadro 47.
Cuadro 48.
Cuadro 49.
Cuadro 50.
Cuadro 51.
Cuadro 52.
Cuadro 53.
Cuadro 54.
Cuadro 55.
Cuadro 56.
Cuadro 57.
Cuadro 58.
Cuadro 59.
Cuadro 60.
Cuadro 61.
Cuadro 62.
Cuadro 63.
Cuadro 64.
Cuadro 65.

Analisis de variable de respuesta 3, base 3.........cccccuvvrmiiiimimiiiiiii. 61
Resumen de andlisis de variables continuas, base 4...........cccccoeeeeeiieeiiiennnne, 62
Analisis de variable categoria de cartera, base 4. ..........cccooeviiniiinnnns 62
Andlisis de variable clase de descuento, base 4..........ccccoeeeiiiiiiiiiiiiiineenn, 62
Andlisis de variable ciclo de descuento, base 4.........ccccceeeeiiiiiiiiiiiiiiienieeeee, 62
Analisis de variable periodo de descuento, base 4. ..........ccccccviiiiiiiiiiiinnnnnnn. 62
Analisis de variable empresa, base 4. ............uuuvvvriiiiiiiiiiiii————- 63
Andlisis de variable ciudad, base 4.............ccoooeiiiiiiii 64
Analisis de variable SEX0, DASE 4.........oiviviiie e 64
Analisis de variable MMB, DASE 4. .......cooouviieiieeeee e 64
Andlisis de variable MMGC, DASE 4........oeeeeiieeeeeeeee e 64
Andlisis de variable MMD, DASE 4........coeeuiiieieeeeeee et 64
Andlisis de variable CAR, DASE 4.........ooiieiiieeeeeeeeee e 65
Andlisis de variable CAM, DASE 4. .......iiieieie e 65
Andlisis de variable CRB, DASE 4.........ooiieiiieeeeeeee e 65
Analisis de variable de respuesta 1, base 4...........cccccvvvvviiiiiiiiiniiiini. 65
Analisis de variable de respuesta 2, base 4...........ccccvvvvvviiiiinmiiiiiiiiians 65
Analisis de variable de respuesta 3, base 4..........c.ccccvvvvrviiiiiniiiiiiians 66
Eliminacion de variables de entrada. ...........c.cueeiiviiiiiiiiiiieeee e, 67



LISTADO DE FIGURAS

Figura 1. Distribucion de entidades del sector solidario. .............ccceeeeeriiiiiiiiiiiieeeeee e, 15
Figura 2. Proporcion de depositos de FETRABUV en comparacion con los demas Fondos
(oL a1 o] (== To [0 1 PP P PP PPPPPPPPPPPPPP 16
Figura 3. Proporcion de Cartera de FETRABUV en comparacion con los demas Fondos
(oL a1 o] (== To [0 1 S PP P PP P PPPPPPPPPPPPPP 17
Figura 4. Provisiones Fondos de Empleados de nivel 1...........oooooiiiiiii 18
Figura 5. Estructura organizacional de FETRABUV. ..., 22
Figura 6. Campos del aprendizaje aULOMALICO. ..........ocieeeiiiiiiiiiiiiiiee e 23
Figura 7. Estructura de un modelo de aprendizaje aUtOMALICO. ............oevvvvrieeieeeenriiinnne. 24
Figura 8. Ejemplo de un problema de clasificacion ..............cccovviiiiiiiiiiiiiie e 26
Figura 9. Ejemplo de problema de regreSion.............ccccceeviiiiiiiiiiiiie e 26
Figura 10. Ejemplo de &rbol de deCiSiON ...........cc.uvviiiiiiiiiiiiie e 27
Figura 11. Visualizacion de funcionamiento de un random forest.............cccccceeeeeeiiiinnnne. 28
Figura 12. Visualizacion de funcionamiento de maquinas de vectores de soporte. .......... 29
Figura 13. Visualizacion de 10S Kernel ...........ooouiiiiiiiiiiiiiiieeee e 30
Figura 14. Arquitectura perceptron MultiCapa............cuueeeeeiiiiiiiiiiiiiee e 31
Figura 15. Visualizacion de funcionamiento de bagging..........ccceeeveeeeeiiiiiiiiiiiieenees i 32
Figura 16. Visualizacion de funcionamiento del boosting. ..........ccccceeviiiiiiiiiiiiiinie, 33
Figura 17. Visualizacion de esquema de un clasificador por votacion. ...........cccccceeeeeueneee. 36
Figura 18. Ejemplo matriz de CONfUSION. ........cooiiiiiiiiiiieee e 37
Figura 19. Ejemplo de aplicacién de One Hot ENCoding ............ceevveeeeiiiiiiiiiiiieeneee s 38
Figura 20. Visualizacion de normalizacion de datos. ............cccceeeiiieiiiiiiciii e 38
Figura 21. Ejemplo de aplicacion de SMOTE. ........cccoii i 39
Figura 22. Metodologia del ProyeCtO .......ccccoeiiiiiiiiiiii e 45
Figura 23. Importancia promedio de variables de entrada................cccccccveeeiii i, 66
Figura 24. Andlisis de indicadores vs variable de respuesta. ............cccccceeeeiieeeeveeivininnnnnn. 68
Figura 25. Formula para escalado de variables continuas. ............ccccvvvvviieiiieeeeeeviivinn. 69
Figura 26. Configuracion del clasificador AdaBOOSt ..............cceeviiiieiiiiiiii e 69
Figura 27. Configuracion del clasificador Bagging ........cccoovuviiiiiiieeiiiiiiiii e 70
Figura 28. Configuracion del clasificador BOOStING.............ccuviiiiiiiieiiiiiiiie e 70
Figura 29. Configuracién del clasificador del arbol de decision .............ccccoeeeeeiiiiiiiiinnn. 70
Figura 30. Resumen del perceptron MUltiCapa.......cccoooeevviiiiiiiiiiii e 71
Figura 31. Configuracion del perceptrdn multicapa. ............cccceeeiiieeiiiiiiiii e 72
Figura 32. Configuracién del clasificador Random Forest. ............cccoovviiieiii e, 72
Figura 33. Configuracién del clasificador de maquina de vectores de soporte. ................ 73
Figura 34. Configuracién del clasificador por votacion. ..........ccccoeevviiiiiiiin e 73
Figura 35. Configuracion del clasificador XGBOOSL. .............ciiiiiiiieiiiiiiiii e 73
Figura 36. Indicadores de eficiencia por modelo. ..........cccooviiiiiiii i 74
Figura 37.Indicadores de eficiencia por base de datos. .........cccoeeeeeiiiiiiiiiiiiineececen, 75
Figura 38. Parametros para optimizar para el AdaBOOSt. .............ccoooviiiiiiiiii e, 76
Figura 39. Busqueda por grilla, AdaBOOST. ............ccoiiiiiiiiiiiie e 77
Figura 40. Implementacién blsqueda por grilla, AdaBOoOSt. .............ccovviiiiiiieiiiiiii. 77
Figura 41. Parametros para optimizar para la maquina de vectores de soporte. .............. 77
Figura 42. Busqueda por grilla, maguina de vectores de SOpPOorte. ........cccceeeeveeeeeeveviiinnnnnn. 78
Figura 43. Implementacién de la busqueda por grilla, magquina de vectores de soporte... 79
Figura 44. Pardmetros perceptron multicapa. .........coooeeeeeeieee e 79

10



Figura 45. Disefio del perceptron MultiCapa. ............eeeiiieeiiiiiiiiiiiiiiee e 80

Figura 46. Método de entrenamiento del perceptron multicapa. ............ccccvveeeeeeeeeiinnnnee. 80
Figura 47. Implementacion de la busqueda por grilla, perceptron multicapa. ................... 81
Figura 48. Reporte de clasificacion contra base de entrenamiento, AdaBoost. ................ 82
Figura 49. Reporte de clasificacién contra base de entrenamiento, maquina de vectores

(0 LET0] oTo] £ (= TP PP PP PP P PPPPPPPPPPPPPP 83
Figura 50. Reporte de clasificacién contra la base de entrenamiento, perceptrén

MUITICAPA. ..o 83
Figura 51. Resumen de resultados, base de entrenamiento. .............c.occcvvvvviieeeenniiienne 84
Figura 52. Resumen de resultados, base de prueba.............cccccvviiiiiiiiii 85
Figura 53. Comparacion de tiempos de entrenamiento. ............eeeevieeeniiiiiiiiiiieeee e 85
Figura 54. Importancia de variables de modelo final. ..............ccccccceiiiiiiii 86

11



ABSTRACT

Credit risk analysis is important for financial institutions because reduces the losses
associated with wrong decisions about loans granting. The Superintendencia de la
Economia Solidaria of Colombia proposes the implementation of a Credit Risk Management
System (SARC) that provides to the entities a legislative and technical framework to make
right decisions. In this context, the present work aims the implementation of statistical
techniques to a series of both quantitative and qualitative variables within a database
provided by an Employee Fund of Valle del Cauca. Thus, it is intended to define credit risk
profiles and more flexible the granting policies of the entity

Keywords: Credit risk, supervised learning, credit scoring
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RESUMEN

Analizar el riesgo crediticio es importante para las instituciones financieras, debido a que se
disminuyen las pérdidas asociadas a politicas incorrectas de otorgamiento de créditos. La
Superintendencia de la Economia Solidaria de Colombia esta proponiendo la
implementacion de un Sistema de Administracién del Riesgo Crediticio (SARC) para que
las entidades del sector tengan un marco legislativo y de referencia, con el cual se puedan
estructurar sus decisiones de esta indole. En este marco, el presente trabajo buscara la
implementacion de técnicas y modelos estadisticos a una serie de variables cuantitativas y
cualitativas dentro de una base de datos provista por un Fondo de Empleados del Valle del
Cauca. Con esto, se pretende definir perfiles de riesgo crediticio y flexibilizar las politicas
de otorgamiento de la entidad.

Palabras clave: Riesgo de crédito, aprendizaje supervisado, scoring crediticio.
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INTRODUCCION

El andlisis de riesgo crediticio es un factor importante para que las instituciones financieras
puedan tomar decisiones en pro de aumentar el rendimiento de la entidad, asi como un
mecanismo efectivo para la generacién de politicas de otorgamiento crediticio competitivas
gue contribuyan a la retencion de clientes.

Como se presentara en la Seccion 1, el presente trabajo aborda la probleméatica del CREDIT
SCORING en donde se desea generar un modelo que permita predecir el nivel de riesgo
crediticio, con la finalidad de generar politicas de otorgamiento de crédito acordes a dicho
riesgo; de esta manera se tendra un fundamento técnico al momento de estructurar las
condiciones de otorgamiento de crédito y asi, disminuir el nivel de riesgo asociado. Por otra
parte, en la Seccion 2, se presentan los objetivos del proyecto. En la Seccion 3, se
presentan los conceptos tedricos generales que se aplicaron en el proyecto.

En la Seccion 4 se muestra que la problematica abordada en el presente trabajo ha sido
ampliamente estudiada. No obstante, las aplicaciones y desarrollos generados no han sido
implementados en entidades del sector solidario y, de manera mas especifica, en fondos
de empleados. El presente trabajo hace aportes sobre cémo se puede abordar la
problematica del CREDIT SCORING en este tipo de entidades.

El objetivo del presente trabajo es la comparacion de técnicas estadisticas basadas en
aprendizaje supervisado para la clasificacion de operaciones de crédito, de acuerdo con su
nivel de riesgo. De esta manera, se encontré que, aplicando modelos basados en Arboles
de Decision, Redes Neuronales Densas y Maquinas de Vectores de Soporte, fueron los que
tuvieron mayor capacidad predictiva para la problematica planteada y mediante estos se
pudieron generar predicciones acertadas sobre el nivel de riesgo de una solicitud de crédito
lo que permitira flexibilizar las politicas de otorgamiento.
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1. DEFINICION DEL PROBLEMA

De acuerdo con las cifras presentadas por la Superintendencia de la Economia Solidaria,
al corte del 30 de diciembre de 2018, en Colombia existian 1.446 fondos de empleados,
con una base social que creci6 hasta los 1.065.127 asociados. Estas entidades ofrecieron
oportunidades laborales a un total de 17.191 empleados. Los Fondos de Empleados
reportaron una cartera de créditos de COP $7.719.491.815.895 y unos ingresos
operacionales por COP $1.153.715.623.352. En la Figura 1, se muestra la distribucion de
entidades del sector solidario a corte del 2018.

15000, Tipos de Entidades Sector Solidario

29,00;1% ™ 14,00;0%

10,00;0%

ADMINISTRACIONES PUBLICAS COOPERATIVAS
m APORTES Y CREDITO
® ASOCIACIONES MUTUALES
B COOPERATIVAS DE TRABAJO ASOCIADO

® ESPECIALIZADA DE AHORRO Y CREDITO
1.087,00;30%
M ESPECIALIZADA SIN SECCION DE AHORRO
324,00;9% FONDOS DE EMPLEADOS
INSTTUCIONES AUXILIARES ESPECIALIZADAS
INTEGRAL CON AHORRO Y CREDITO
INTEGRAL SIN SECCION DE AHORRO
MULTIACTIVA CON AHORROY CREDITO
A MULTIACTIVA SIN SECCION DE AHORRO
34,00;1%
ORGANISMO DE CARACTER ECONOMICO
103,00; 3% o
2,00; 0% B R m ORGANISMO DE REPRESENTACION
27,00;1% m OTRAS ORGANIZACIONES

B PRECOOPERATIVAS

Figura 1. Distribucién de entidades del sector solidario.
Fuente: Superintendencia de la Economia Solidaria de Colombia.

De acuerdo con (Alberto & Orozco, 2015), un fondo de empleados es una entidad sin &nimo
de lucro con el objetivo de ofrecer servicios de ahorro, crédito y bienestar social. Este tipo
de entidades capta recursos mediante el ejercicio de intermediacion financiera, similar al
sector bancario, pero con regulaciones distintas. Asi, la principal fuente de ingresos de las
entidades de este sector esta construida por los intereses generados por la colocacion de
cartera de créditos.

El Fondo de Empleados y Trabajadores de la Universidad del Valle (FETRABUYV), es un
fondo de empleados de nivel de supervision 1 dedicado a ofrecer servicios de ahorro,
crédito y bienestar social a sus asociados. Actualmente, tiene constituido un Reglamento
de Crédito que fija las directrices generales de como se debe realizar el proceso de
otorgamiento de crédito. No obstante, dicho Reglamento no presenta factores de analisis
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de riesgo de crédito mas alla de los requisitos minimos exigidos por el marco legal vigente.
De manera que se tiene en cuenta el nivel de endeudamiento y el comportamiento de pago
externo, mediante la consulta a las centrales de informacion financiera, como Unico criterio
de andlisis para el otorgamiento de crédito ya que el Reglamento actual fijja garantias
personales o hipotecarias para montos superiores a los ahorros que tiene el asociado en
FETRABUV. En la Figura 2, se muestra la proporcion de depésitos de ahorro que tiene
FETRABUV en comparacion con los demas fondos de empleados, indicando que el nivel
de ahorros que tiene la entidad esta inferior a la media de las entidades de su mismo nivel
de supervisién, lo cual indica una oportunidad de mejoramiento para adoptar estrategias
gue permitan incrementar los niveles de captacion. Por otra parte, en la Figura 3, se muestra
la proporcion de cartera vs activos de FETRABUV, la cual esta por encima del promedio de
las demas entidades de nivel uno de supervision, lo que indica que la entidad tiene mayor
cantidad de activo productivo que el promedio de la competencia. Por Gltimo, en la Figura
4, se muestra el comportamiento de las provisiones de FETRABUV contra el promedio del
sector, indicando una tendencia creciente desde enero de 2018.
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Figura 2. Proporcion de depdsitos de FETRABUV en comparacion con los demas Fondos
de Empleados.

Fuente: Superintendencia de la Economia Solidaria de Colombia.
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Figura 3. Proporcion de Cartera de FETRABUV en comparacién con los demas Fondos de
Empleados.

Fuente: Superintendencia de la Economia Solidaria de Colombia.
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Figura 4. Provisiones Fondos de Empleados de nivel 1.
Fuente: Superintendencia de la Economia Solidaria de Colombia.

Lo anterior presenta un escenario de mejora para FETRABUV en donde se pueden aplicar
técnicas computacionales para generar modelos que permitan estimar el nivel de riesgo de
una operacion de crédito con mayor nivel de precision que el que se tiene actualmente.
Ademas, en el contexto tecnolégico actual, permite disefiar este tipo de modelos en un
esquema de alto nivel, con software libre, y con el recurso humano competente para poder
administrar este tipo de herramientas. Esto, con la finalidad de encontrar una metodologia
con mayor sustento técnico que permita estimar el nivel de riesgo de una operacion de
crédito.

La oportunidad de mejora que tiene FETRABUYV se puede abordar como un problema de
CREDIT SCORING en donde se busca la implementacion de un modelo que permita
estimar la probabilidad con que un cliente pagara la obligacion crediticia que desea realizar,
de manera que con esta informacion se puedan flexibilizar las condiciones de otorgamiento
de crédito. Esta problematica se trata generalmente con modelos basados en aprendizaje
automatico como lo muestra (Lessmann, Baesens, Seow, & Thomas, 2015), y se abordara
en las secciones siguientes.

En el entorno nacional, la Superintendencia Financiera de Colombia (Superfinanciera,
2008) emiti6 en el afio 2008 un modelo de referencia para la cartera de consumo, en donde
muestra las variables a considerar y el modelo que las entidades del sector financiero deben
utilizar para medir el nivel de riesgo crediticio, por lo que se observa que en el sector
financiero ya estan establecidos los mecanismos que se deben abordar para dar solucion
a esta problemética.

No obstante, en el sector cooperativo y solidario al cual pertenece FETRABUV, la
Superintendencia de la Economia Solidaria (Supersolidaria, 2018) emitié un proyecto de
circular externa para la implementacion del Sistema de Administracion de Riesgo de Crédito
(SARC), el cual adopta muchas metodologias dispuestas por la Superfinanciera, no
obstante, no propone un modelo de referencia para la medicion del riesgo crediticio.

De acuerdo con lo anterior, se buscara con el presente trabajo la comparacién de técnicas
de clasificacién para medir el nivel de riesgo de crédito, con la finalidad de caracterizar los
perfiles de operacién de crédito con baja y alta probabilidad de impago y asi, generar
politicas de otorgamiento de crédito con un sustento técnico robusto que permita disminuir
el riesgo de crédito asociado a la colocacién de cartera.

Adicionalmente, el presente trabajo aportara al desarrollo de metodologias de medicion de
riesgo crediticio, basados en técnicas de aprendizaje supervisado, para el contexto de los
fondos de empleados que, como se podra apreciar en la Seccién 4 no ha sido ampliamente
estudiada aun.
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2. OBJETIVOS
2.1. OBJETIVO GENERAL

Proponer un modelo computacional, basado en inteligencia artificial, como una herramienta
de apoyo al proceso de otorgamiento de créditos en FETRABUV, con la finalidad de
predecir el nivel de riesgo de impago de una operacion crediticia.

2.2. OBJETIVOS ESPECIFICOS

1 Generar diferentes instancias de entrenamiento y validacion a fin de tener diferentes
versiones que se utilizaran para entrenar los diferentes modelos de clasificacion.

1 Generar diferentes modelos de clasificacion, a fin de ser entrenados, con un
conjunto optimo de parametros de control.

1 Validar las mejores versiones de cada uno de los modelos entrenados, a fin de
seleccionar el modelo que se adopte a las condiciones de FETRABUV segun
condiciones de eficiencia, capacidad predictiva y entendimiento.
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3. MARCO TEORICO
3.1. COOPERATIVISMO EN COLOMBIA

De acuerdo con Pardo Martinez & Huertas de Mora (2014), han existido un total de cinco
periodos en el sector cooperativo distribuidos de la siguiente forma:

9 Primer periodo (1930 i 1945): Surgimiento del mutualismo y el cooperativismo.

1 Segundo periodo (1946 i 1964): Promocién y expansion del cooperativismo.

1 Tercer periodo (19651 1976): Consolidacién del cooperativismo.

1 Cuarto periodo (1977 1 1990): Crecimiento del cooperativismo como sector y
movimiento social.

1 Quinto periodo (19911 2010): Crisis y economia solidaria o de la solidaridad.

El sector cooperativo se resalta por tener entidades no capitalistas, sin &nimo de lucro y con
un modelo de negocio orientado al beneficio de sus asociados, a diferencia del sector
bancario. No obstante, debido a la falta de politica publica durante los primeros 5 periodos
mencionados con anterioridad, se generé que el sector no tuviera suficiente control para la
regulacion de sus actividades, generando crisis como la sucedida en el quinto periodo, lo
gue repercutié en desconfianza en el sector por parte de las personas. Sin embargo, desde
el 2015, la Superintendencia de la Economia ha generado una serie de circulares
enmarcadas en la gestion integral del riesgo, con la finalidad que las organizaciones del
sector generen protocolos, politicas y procedimientos que mitiguen este tipo de situaciones.

Por otra parte, los fondos de empleados tuvieron sus primeras apariciones en la década de
los afios 30 del siglo XX. Estos fondos surgieron a partir de la necesidad de los empleados
de las empresas para resolver necesidades financieras y de indole social y, por parte de
los empleadores, como una herramienta para promover el bienestar de sus trabajadores
(GRUPOFEP, 2015).

En cuanto al marco normativo, no fue sino hasta los afios 80 del siglo XX que se expidio el
Decreto Ley 1481 de 1989 que establecié el marco juridico especifico para los Fondos de
Empleados, lo cual les permitio facilitar la constitucion, desarrollo y consolidacién dentro de
una legislacién acorde a su naturaleza.

3.1.1. FETRABUV

El Fondo de Empleados y Trabajadores de la Universidad del Valle T FETRABUV es una
entidad de la economia solidaria con participacidbn democratica, que lleva mas de 50 afios
mejorando la calidad de vida de sus asociados y su entorno familiar por medio del bienestar
social, el estimulo al crédito y la promocién del ahorro.

Constituido en el afio 1964 por José Maria Rivas y Sergio Rivas, trabajadores de la
Universidad del Valle, quienes se interesan en el cooperativismo buscando con esto el
bienestar de la comunidad trabajadora. Con total respaldo de la Universidad del Valle, estas
personas estudiaron por 18 meses sobre el cooperativismo y la economia solidaria.

Diez afios después, el fondo que se denominaba FONTRABUV, obtiene su personeria
juridica por la Superintendencia Nacional de Cooperativas. En 1987, su cobertura se
extiende a empleados y docentes de la Universidad, pues hasta ese momento el Fondo era
para trabajadores sindicalizados, de tal forma que cambia su razén social denominandose
FETRABUV, Fondo de Empleados y Trabajadores de la Universidad del Valle.
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En el afio de 1994, FETRABUV, extiende sus servicios a los contratistas de la Universidad
del Valle, posibilitando asi, el acceso a toda forma de contratacion laboral que ofrece la
Institucion Universitaria, logrando dar mayor cobertura a sus asociados con el esfuerzo,
aporte y compromiso de quienes lo conforman, junto a su claro sentido de Responsabilidad

Social.

La planeacion estratégica de FETRABUYV se fundamenta en:

1

Mision: Mejorar el bienestar social a los asociados y su nucleo familiar, fomentando
el desarrollo de su calidad de vida, a través del ofrecimiento de servicios de ahorro
y crédito, dando cumplimiento al objeto social.

Vision: Al 2022, seremos la mejor alternativa socioecondémica para los empleados,
trabajadores, docentes, jubilados y su nucleo familiar de la Universidad del Valle,
con un portafolio de servicios acorde a sus necesidades, con bienestar, calidad y
sostenibilidad.

Politica de calidad: Nos comprometemos a lograr la satisfaccion de nuestros
asociados, a través de las diferentes lineas de crédito, servicios de ahorro y
actividades de bienestar social, que mejoren la calidad de vida del asociado y su
grupo familiar, contando siempre con un recurso humano competente y
comprometido, logrando el mejoramiento continuo del Sistema de Gestion de la
Calidad, bajo los principios de solidaridad, igualdad y equidad para los asociados.
Valores corporativos: Los valores corporativos de FETRABUV son:

0 Ayuda mutua, es la capacidad que tiene los asociados de FETRABUV de
trabajar juntos alrededor de un interés u obijetivo, para lograr un beneficio
mutuo.

0 Responsabilidad, es el nivel de desempefio en el cumplimiento de las
actividades para el logro de metas que deben tener directivos, empleados y
asociados, sintiendo un compromiso moral que los obliga a tomar decisiones
orientadas al cumplimiento de las metas, a asumir sus consecuencias y
responder ante quien corresponda.

0 Responsabilidad social, es la contribucion activa y voluntaria al mejoramiento
social, econémico y ambiental, que estamos obligados a retribuir los
miembros de FETRABUYV a la sociedad y a nosotros mismos.

o Democracia, todos los asociados de FETRABUV poseen los mismos
derechos y su relacion esta establecida mediante mecanismos participativos
basados en el respeto a la dignidad humana, a la libertad y a los derechos
de todos y cada uno de los miembros.

o Equidad, es el reconocimiento justo, a que tienen derecho todos los
asociados, de tener las mismas posibilidades individuales de acceder a los
servicios y beneficios de la entidad.

0 Solidaridad, es el conjunto de intereses, sentimientos y propdsitos que
conforman el lazo social que une a los asociados de FETRABUV, para
alcanzar la solucién de sus problemas, su desarrollo y el bienestar de sus
familias.

0 Honestidad, es la cualidad caracterizada por la rectitud e integridad con la
cual los asociados, directivos y empleados de FETRABUYV deben proceder
en el actuar, respetando por sobre todas las cosas las normas que lo rigen
y las que se consideran como correctas y adecuadas.

21



o Transparencia, toda la labor administrativa y de direccion de FETRABUV se
realizard con base en principios y valores y se comunicara a los asociados
sin deformaciones ni ocultamientos.

Actualmente, FETRABUV esta conformado por una base social de méas de 1200 asociados,
una Junta Directiva conformada por 10 asociados, diversos comités de apoyo como son el
de Riesgo, de Calidad, de Cartera, entre otros, y un grupo administrativo de 15
colaboradores. En la Figura 5 se muestra la estructura organizacional de FETRABUV.
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Figura 5. Estructura organizacional de FETRABUV.

Fuente: FETRABUV.
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3.2.  APRENDIZAJE AUTOMATICO

De acuerdo con Hurwitz & Kirsch (2018), el aprendizaje automatico es una subconjunto de
inteligencia artificial que permite a un sistema aprender patrones de una base de datos de
informacioén, con un nivel de desempefio mayor que la programacion explicita. El
aprendizaje automatico utiliza una variedad de algoritmos que de manera iterativa aprende
a mejorar su desempefio con la finalidad de generar predicciones para nuevos valores
nunca vistos.

En ese orden de ideas, en la Figura 6, se muestran los campos en donde se puede aplicar
el aprendizaje automatico.

Artificial Intelligence

sl Machine Learning

Natural
Language
Processing
(NLP)
Supervised Unsupervised Reinforcement | Deep Learning
Learning Learning Learning s Naural Networks

Planning

Figura 6. Campos del aprendizaje automatico.

Fuente: (Hurwitz & Kirsch, 2018)

Por otra parte, la comunidad de desarrolladores de Google (2020), define al aprendizaje
automatico como un programa o sistema que desarrolla un modelo predictivo a partir de
datos de entrada. Dicho sistema utiliza el modelo aprendido para realizar predicciones Gtiles
a partir de datos nuevos (nunca vistos) obtenidos de la misma distribucién de la que se usé
para entrenar el modelo.

La arquitectura de un modelo de aprendizaje automatico es la siguiente:
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Figura 7. Estructura de un modelo de aprendizaje automatico.
Fuente: Elaboracion propia a partir de (Linares, 2019).

Como se puede observar en la Figura 7, este tipo de modelos aprenden de acuerdo con
una base de datos de ejemplos de la tarea a resolver y luego generan predicciones a
nuevos registros del mismo tipo de problemas.

Las tareas que un modelo de aprendizaje automatico puede resolver se pueden clasificar
en tres grandes grupos:

1 Aprendizaje no supervisado: En donde no se sabe la variable de respuesta, sino
que el modelo intentara descubrir patrones y regularidades en los datos
proporcionados.

1 Aprendizaje por refuerzo: En donde el modelo aprende luego de una serie de
acciones en un entorno de simulacion.

1 Aprendizaje supervisado: En donde se le especifica al modelo las respuestas a la
tarea a realizar y este aprende a generalizar a partir de ellas.

En las secciones siguientes se abordara cada uno de estos tipos de aprendizaje.

3.2.1. Aprendizaje no supervisado

De acuerdo con Hurwitz & Kirsch (2018), al aprendizaje no supervisado se utiliza para
segmentar una base de datos en grupos (clUster) con caracteristicas similares. Este tipo de
modelos se utilizan cuando se tiene una gran cantidad de informacion que no esta
etiquetada y que, por tanto, no puede ser utilizada para problemas de aprendizaje
supervisado o reforzado. Asi, el modelo debera comprender la esencia de la informacion
por si mismo ya que no existe intervencion humana en el proceso de aprendizaje.
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Los usos mas comunes del aprendizaje no supervisado son:

1 Andlisis de conglomerados o clustering, en donde se segmenta una base de datos
de acuerdo con la similitud en las caracteristicas de cada uno de los registros.
Algunos modelos que hacen este tipo de acciones son el de K'i Medias.

1 Reduccién de dimensionalidad, en donde a partir de una base de datos con muchas
caracteristicas, se compilan en una base de datos con menor cantidad de
caracteristicas, con la finalidad de disminuir la complejidad computacional. Algunos
modelos utilizados en estas aplicaciones son el Andlisis de Componentes
Principales (PCA por sus siglas en inglés).

1 Modelos generativos, en donde a partir de una base de datos, se desean generar
nuevos registros similares. Algunos modelos en estas aplicaciones incluyen el
SMOTE, tratado en la Seccién 4.

9 Autoencoders, son un tipo de estructuras utilizadas en las redes neuronales
convolucionales, cuya finalidad es percibir las caracteristicas de la estructura de
datos proporcionada. Sus mayores usos son en el procesamiento de lenguaje
natural, y en los modelos que utilizan imagenes.

3.2.2. Aprendizaje por refuerzo

Segun Hurwitz & Kirsch (2018), el aprendizaje por refuerzo es un modelo de tipo conductual,
ya que estos reciben retroalimentacion del analisis de los datos para maximizar el
desempefio del modelo. Este tipo de aprendizaje difiere de los demas debido a que el
modelo no es entrenado a partir de las observaciones, sino que el modelo aprende a través
de un proceso iterativo de ensayo y error.

Las aplicaciones mas comunes de este tipo de modelos son en la robotica,
direccionamiento de automdéviles autbnomaos, entre otros.

3.2.3. Aprendizaje supervisado

De acuerdo con (Aidan, 2019), los algoritmos de aprendizaje supervisado estan disefiados
para aprender a partir de los ejemplos proporcionados, de manera que el modelo creara
una funcioén de la forma:

® "Qw

Donde Y es el valor predicho por el modelo mediante el mapeo de la funcion dependiendo
de los valores de entrada determinados por las variables independientes X. Esta funcion es
el resultado del entrenamiento del modelo.

Los problemas de aprendizaje supervisado pueden dividirse en problemas de
clasificacion, como se muestra en la Figura 8, o problemas de regresidn, como se muestra
en la Figura 9.

En el presente trabajo, se abordara un problema de aprendizaje supervisado de
clasificacion.
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Figura 8. Ejemplo de un problema de clasificacion
Fuente: https://towardsdatascience.com/a-brief-introduction-to-supervised-learning-
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Figura 9. Ejemplo de problema de regresion.
Fuente: https://towardsdatascience.com/a-brief-introduction-to-supervised-learning-

54a3e3932590

Dentro del aprendizaje supervisado, existen una gran cantidad de modelos a utilizar, a
continuacion, se detallaran las caracteristicas de los modelos utilizados en el presente

trabajo.
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3.2.3.1. Arboles de decisién

De acuerdo con Shalev-Shwartz & Ben-David (2013), los arboles de decisién son un modelo
de prediccion en donde, dado un conjunto de datos, se construye una légica condicional en
funcién de las variables de entrada y los valores que estos toman. La representacion de las
reglas de un arbol de decision se muestra en la Figura 10.

Root Node
Savings = Low, Med, High?

Savings = High
Savings = Low,

Savings = Med

Good Credit Risk @
Yc/ \10\

Yes No

BadRisk | | GoodRisk | | BadRisk | | Good Risk

Figura 10. Ejemplo de arbol de decisién

Fuente: https://medium.com/greyatom/decision-trees-a-simple-way-to-visualize-a-decision-
dc506a403aeb

De acuerdo con Maimon & Rokach (2013), las principales ventajas de este modelo son:

1 Son modelos que se explican de manera sencilla, ya que sus reglas de decision son
visibles.

Pueden manejar tanto datos numéricos como categéricos.

Pueden manejar bases de informacién que contengan ruido.

Pueden manejar bases de informacién que contengan valores perdidos.

Es un modelo no paramétrico, por tanto, no se necesitan supuestos sobre el espacio
de entrada de la informacion.

= =4 -4 =9

Por otro lado, las principales desventajas de este modelo son:

1 La mayoria de los métodos de solucion de este tipo de modelos requiere que la
variable dependiente sea discreta.
1 Es muy sensible a cambios en la base de datos de entrenamiento.

3.2.3.2. Random Forest

De acuerdo con Yiu (2019), un random forest consiste en un amplio nimero de arboles de
decision que operan en conjunto como un modelo més grande. Cada arbol realiza una
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prediccion por separado y de manera independiente, con la finalidad de que se entregue
una prediccion por votacion de cada uno de los modelos independientes, como se muestra

en la Figura 11.
Observation samples

Random

Forest 1 Random

Forest 3

N

2

Figura 11. Visualizacion de funcionamiento de un random forest.

Fuente: http://www.soloentendidos.com/random-forest-2007

Asi, un largo nimero de modelos (arboles) no relacionados entre si, podran tener mayor
poder predictivo que un modelo individual. De manera que los errores individuales de cada
uno de los arboles tenderan a corregirse entre si.

Las principales ventajas de los random forest son:

9 Alto poder predictivo debido a la capacidad de votacion.

1 Desarrollo e implementacion eficiente ante bases de datos de gran tamafo.

1 Manipulacién de variables de entrada tanto cualitativa como cuantitativa sin
necesidad de procesamiento previo de las mismas.

1 Manejo eficiente de datos perdidos en la base de datos.

Las principales desventajas de los random forest son:

1 Tendencia a sobre entrenamiento para bases de datos con alto nivel de volatilidad
en sus variables de entrada.
9 Dificil interpretacién de las reglas de decision gque tiene el modelo.
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1 Tendencia a favorecer a variables cualitativas cuyo tamafio del dominio de estas
sea mayor.
1 Tendencia a favorecer variables correlacionadas en las reglas de decision.

Como se puede observar, las ventajas y desventajas de este modelo son muy similares a
la de los arboles de decision.

3.2.3.3.  Maquinas de vectores de soporte

De acuerdo con Masutani, Nemoto, Nomura, & Hayashi (2012), son un tipo de modelo que
se utiliza para modelos de clasificacién en donde la variable a predecir sea binaria. Este
modelo busca un hiperplano que separe de forma 6ptima a los valores de entrada que
pertenece a cada una de las clases de la variable independiente.

El concepto de separacion optima es lo fundamental en este tipo de modelos ya que traduce
el problema como un modelo de optimizacion en donde se encontrara aquel hiperplano que
maximice la distancia o margen con los puntos que estén mas cerca de dicho hiperplano.
Como se muestra en la Figura 12, el vector de soporte, que indica la clase de la variable
independiente, estara a partir del punto mas cercano al vector.
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Figura 12. Visualizacion de funcionamiento de maquinas de vectores de soporte.

Fuente: https://iartificial.net/tag/support-vector-machines/

En principio, este tipo de modelos se aplica en principio para modelos linealmente
separables, sin embargo, al hacer uso de funciones de transformacion (denominados
Kernel) para convertir un problema que no es linealmente separable, tal y como se muestra
en la Figura 13.
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Figura 13. Visualizacion de los Kernel

Fuente:

https://www.researchqgate.net/figure/Basic-idea-of-kernel-function-in-

SVM figl 4344800

Las principales ventajas de las maquinas de vectores de soporte son:

)l
)l

)l
)l

Las principales desventajas de las maquinas de vectores de soporte son:

Son muy efectivos en cuando se tiene una gran cantidad de variables de entrada.
Funcionan relativamente bien cuando no se tiene idea sobre la distribucion de las
variables de entrada.

Las predicciones encontradas por el modelo son las éptimas globales.
Tienen menor riesgo al sobre entrenamiento.

9 La seleccion de las funciones de Kernel se realiza de manera experimental.
9 Altos tiempo de entrenamiento para bases de datos grandes.
9 Dificil de entender e interpretar las reglas del modelo.

3.2.3.4.

Redes neuronales artificiales

De acuerdo con Hurwitz & Kirsch (2018), la arquitectura basica de un perceptron multicapa

se muestra en la Figura 14.

input

hidden hidden

output
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Figura 14. Arquitectura perceptron multicapa

Fuente: https://medium.com/@joshua.payne/an-introduction-to-recurrent-neural-networks-
8151823daeb?

Como se puede observar, un perceptron multicapa estd compuesto por:

1 Capadeentrada: Es aquella capa que esta visible para el usuario. Usualmente esta
compuesta por un numero de entradas igual al nimero de variables de entrada, es
decir, una fAineuronad por variable de entrada.
capa sera pasar la informacion de las variables de entrada a las capas ocultas.

1 Capas ocultas: Son aquellas capas que estan entre a capa de entrada y la capa de
salida, la funcion de estas capas es para linealizar el problema, es decir, que a las
variables de entrada (que pueden no ser linealmente separables) se les realice
algun tipo de transformacion para convertirlos en un problema que pueda ser
separado por un hiperplano.

i Capa de salida: Esta capa es la encargada de mostrar el resultado de la variable
de respuesta (o variables de respuesta) del problema abordado.

1 Conexiones entre neuronas: Representan como estan relacionadas las neuronas
de una capa, con las neuronas de la capa siguiente. Estas conexiones en el
perceptron multicapa estan relacionadas hacia adelante, es decir, todas las
neuronas de la capa n estan relacionas con todas las neuronas de la capa n+1, no
existen relaciones entre neuronas de una misma capa ni con neuronas de capa
anteriores.

1 Neuronas: Son la unidad basica de procesamiento del perceptron, estas hacen la
funcion de tomar los valores de entrada (provenientes de la capa anterior o
directamente de los datos de entrada), realizar una transformacion de los datos y
dar un valor de salida para las neuronas de la siguiente capa.

Las principales ventajas de este modelo son:

1 Almacenamiento de informacion en toda la red, lo que le permite al modelo realizar
predicciones aun cuando no se tiene informacién completa.

I Tolerancia a errores individuales, de manera que, si una o varias neuronas del

modelo esta errada, no significa que todo el modelo esté errado.

La red aprende el problema por distintas fases.

9 Capacidad de procesamiento en paralelo, lo que se traduce en menores tiempos de
entrenamiento.

=

Las principales desventajas de este modelo son:

1 Computacionalmente costoso para bases de datos grande.
9 Altos tiempos de entrenamiento.
1 Requerimiento de grandes datos para generar predicciones acertadas.

3.2.3.5. Métodos tipo ensemble

De acuerdo con Lutins (2017), este tipo de métodos son técnicas aplicados en el
aprendizaje automatico las cuales combinas una serie de modelos base con la finalidad de
producir una mejor prediccion. Los tipos mas comunes de este tipo de técnicas son:
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1 Promedio simple: Se combinan las predicciones de todos los modelos bases y se
toma el promedio simple de dichas decisiones. A pesar de parecer un método muy
simple, ha presentado mejoras en la eficiencia del modelo final debido a que esta
técnica reduce la varianza de la variable de salida.

1 Generalizacion apilada: Se utiliza un nuevo modelo base para corregir los errores
del modelo base anterior, de manera que se crea un modelo padre que toma como
valores de entrada las salidas de las predicciones de cada uno de los modelos base.

1 Bagging: Esta técnica genera multiples conjuntos de entrenamiento a partir de la
base de entrenamiento inicial, a cada uno de estos se les genera un modelo base
individual. A partir de las predicciones de estos modelos base, se genera un modelo
mas grande el cual agrega los resultados para genera una prediccion final, tal y
como se muestra en la Figura 15. Visualizacién de funcionamiento de bagging.

Bagging: Prediction

Final Prediction

!
Bagging
[

1
:
T Predictions '

Model 1 Model N

New instance

Figura 15. Visualizacion de funcionamiento de bagging

Fuente: http://deepnote.me/2019/08/25/datascience-18-machine-learning-with-tree-based-
models-in-python/

1 Boosting: Es un tipo de modelo en donde se generan varios modelos de manera
individual con baja capacidad predictiva. Cada modelo toma una entrada diferente
y le entrega al siguiente modelo una version mejorada de la base de entrenamiento
para que este maximice los indicadores de desempefio. Al finalizar el entrenamiento,
se genera la prediccion con base en las predicciones de cada uno de los modelos
individuales. La estructura de este modelo se describe en la Figura 16. Visualizacion
de funcionamiento del boosting.
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Figura 16. Visualizacion de funcionamiento del boosting.

Fuente: https://www.educba.com/boosting-algorithm/

Las principales ventajas de este tipo de modelos son:

9 Intuitivos, estos modelos permiten detectar las diferentes necesidades de los
problemas a tratar.

1 Disminucion de sesgo y varianza debido a la compensacion entre los modelos base.

9 Poca probabilidad al sobre entrenamiento.

Las principales desventajas de este tipo de modelos son:

i En caso de conocer la distribucién de los problemas (como los problemas
linealmente separables), existen modelos mas efectivos que los tipo ensemble.

1 Son modelos tipo caja negra debido a la que interpretacién del modelo es compleja.
Se puede ayudar con el analisis de la importancia de las variables predictoras.

I Son computacionalmente costosos, lo que se traduce en altos tiempos de
entrenamiento y consumo de memoria.

Se detallaran los modelos especificos que se utilizaron en el presente documento.

3.2.3.5.1. Adaboost Classifier

De acuerdo con Patel (2017), el algoritmo de boosting adaptativo, es un meta algoritmo que
se puede usar con modelos de aprendizaje automatico, mejorando su desempefio. La
esencia de esta técnica radica en que se generan una serie de modelos base (como en las
demas técnicas tipo ensemble vistas anteriormente). Los resultados de un modelo son
ponderados y sirven como valor de entrada cuyos resultados son ponderados de acuerdo
con la precisién de cada uno, asi como se observé en la Figura 16. La logica de este
algoritmo es similar a la propuesta en los algoritmos evolutivos (como colonias de hormigas
o0 algoritmos genéticos), en donde, de manera iterativa, se mejora la precisién de la solucién
deseada.

Las principales ventajas de esta técnica son:
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1 Puede ser utilizado con una variedad de clasificadores base, como maquinas de
vectores de soporte, arboles de decision, regresiones logisticas y lineales, entre
otros.

1 Mejora la capacidad predictiva del modelo.

1 Facil implementacion.

1 Tiene menos riesgo al sobre entrenamiento.

Las principales desventajas de esta técnica son:

1 Sensibilidad a ruido, valores perdidos y valores atipicos en la informacion.
1 Computacionalmente costoso de implementar para plataformas que capturan datos
en tiempo real.

3.2.3.5.2. Bagging Classifier

De acuerdo con Scikit - learn developers (2019b), este tipo de modelos toma un tipo de
clasificador base designado por el usuario y una base de datos de entrenamiento y, a partir
de esto, genera subconjuntos aleatorios e independientes de la base de entrenamiento los
cuales servirdn como entrada para los clasificadores base, de manera que la prediccion del
modelo final estara determinada por las decisiones individuales de los clasificadores base
(cuya metodologia puede variar, dependiendo del parametro asignado), como se observo
en la Figura 15.

Este tipo de modelos, a diferencia de los vistos en las Secciones 3.2.3.5.1y 3.2.3.5.3, los
cuales son modelos de tipo boosting, emplean una serie de decisiones de disefo
particulares, las cuales se pueden diferenciar en el Cuadro 1.

Modelo Bagging Boosting
Similitudes Utilizan la votacibn como mecanismo para realizar la
prediccion del modelo final.
Utiliza un mismo modelo base.

Diferencias Los modelos base son Cada nuevo modelo esta
creados de manera influenciado por el
independiente. desempefio del modelo

creado previamente.
Todos los modelos base Los modelos base tienen
tienen la misma importancia una ponderacion de
para el modelo final. acuerdo con su
desempefio.
Cuadro 1. Comparacion entre modelos tipo bagging y boosting

Fuente: https://www.quora.com/What-are-the-pros-and-cons-of-bagging-versus-boosting-
for-ensemble-machine-learning-technigues

Las principales ventajas de este modelo son:

1 Reduce la varianza de la prediccién de la variable de respuesta.

1 Puede hacer uso de variables clasicas de desempefio como el indicador de
concentracién de Giniy el error cuadratico medio.

1 Puede manejar variables cuantitativas y cualitativas sin necesidad de
preprocesamiento de datos.
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Las principales desventajas de este modelo son:

1 Pérdida de la interpretaciéon del modelo debido a que, al ser la prediccion un
resultado de la ponderacién de muchos clasificadores individuales, la trazabilidad
de las reglas utilizadas es compleja de interpretar.

1 Complejidad computacional, debido a que se utiliza un nimero determinado de
modelos base (generalmente una cantidad considerable), lo que se traduce en que
los tiempos de entrenamiento aumenten como si se estuvieran entrenando cada uno
de los modelos base de manera individual. No obstante, esta desventaja puede ser
tratada con computacion paralela y/o distribuida.

1 La eficiencia del modelo puede decaer en caso de que las variables de entrada
estén correlacionadas.

3.2.3.5.3. XGBoost Classifier

De acuerdo con Calvo (2018), el modelo del Extra Gradient Boosting (0 XGBoost por su
abreviacién en inglés), es un tipo de técnica en donde a partir de varios arboles de decision
organizados de manera secuencial con la finalidad de mejorar el desempefio del modelo
final.

Las ventajas de este modelo en concreto son similares a las de los modelos basados en
bagging y boosting, con la adicion de una mejora en la eficiencia del modelo en cuanto a
tiempos de procesamiento y capacidad predictiva.

Las principales desventajas de este modelo son:

9 Alto consumo de memoria RAM, por lo que es recomendable tanto el procesamiento
previo de las variables como en la seleccion del modelo base a utilizar.

3.2.3.5.4. Voting Classifier

De acuerdo con Scikit - learn developers (20199), este tipo de modelos siguen la misma
estructura de los modelos tipo bagging vistos anteriormente, con la particularidad que los
modelos base utilizados pueden diferir uno del otro. Adicionalmente, las reglas de decision
para la seleccion de la prediccion final se limitan Unicamente a la votacién por mayoria, tal
y como se muestra en la Figura 17.
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Figura 17. Visualizacion de esquema de un clasificador por votacion.

Fuente: https://medium.com/@sanchitamangalel2/voting-classifier-1be10db6d7a5

3.3. METRICAS DE DESEMPENO

Para la seleccién del modelo a implementar, es necesario realizar dos pasos previos. En
primer lugar, se debera generar una serie de preprocesamientos a la base de datos con la
finalidad de tener observaciones que sirvan para evaluar el desempefio tanto intra como
entre modelos. En segundo lugar, hacer uso de métricas de desempefio con la finalidad de
tomar decisiones sobre qué modelo es mas efectivo para la problematica planteada. En las
siguientes secciones, se explicaran los indicadores utilizados.

3.3.1. Matriz de confusién

De acuerdo con Masutani et al. (2012), es una métrica de desempefio usada ampliamente
para observar qué tan bien un modelo realiza predicciones en un problema de clasificacion
supervisado. De manera que se comparan los valores reales de la variable de respuesta
para cada observacion contra los valores predichos por el modelo y, a partir de estos, se
infiere el desempefio de este. En la Figura 18, se muestran los valores basicos que tiene
esta herramienta, en la cual se distinguen los siguientes valores:

1 Verdaderos positivos: Son aquellos valores positivos predichos por el modelo que
coinciden con los valores reales.

1 Verdaderos negativos: Son aquellos valores negativos predichos por el modelo
gue coinciden con los valores reales.

i Falsos positivos: Conocido también como error tipo 1, se esta prediciendo como
positivo una observaciéon que en realidad es negativa.

i Falsos negativos: Conocido también como error tipo 2, se esta prediciendo como
negativo una observacion que en realidad es positiva.

Evidentemente, para calcular cada uno de los valores, se resume a contar el nimero de
observaciones que cumplen con los criterios descritos anteriormente.
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Figura 18. Ejemplo matriz de confusion.

Fuente: https://rpubs.com/chzelada/275494

De esta matriz se podran calcular indicadores mas especificos que se detallaran en
secciones posteriores.

3.3.2. Precisién

Conocido también como accuracy (por su traduccion al inglés), indica qué tan bueno fue el
modelo para predecir los valores positivos de la base de entrenamiento. Este indicador esta
definido por:

5 . @0
Vi Q&XQI 95—
wu "0Ov
3.3.3. Puntaje F1

Conocido también como F1 1 Score (por su traduccién al inglés), sirve como métrica mas
balanceada para saber, de manera mas holistica, qué tan bueno fue el modelo para predecir
tanto valores positivos como negativos. Este indicador esta definido por:

01 Q&ERIYQOO A &
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Donde el Recall es el indicador opuesto a la precision, definido por:
YQwowks——
w  "Ou
3.4. TECNICAS DE PROCESAMIENTO DE DATOS

Se debe realizar diferentes técnicas de andlisis de datos previo a la implementacion de los
modelos de clasificacion. Entre las actividades que se deben realizar se incluye la limpieza
de datos (mediante la deteccion de datos duplicados, datos perdidos y datos atipicos),
seleccién de variables de entrada y las transformaciones necesarias a esta. Lo anterior, con
la finalidad de proveer una base de datos de entrenamiento de alta calidad a fin de que esta
no sea un factor que limite el desempenfo de los modelos a implementar. A continuacion, se
detallaran las técnicas precisas de preprocesamiento de datos utilizadas en el presente
trabajo.

3.4.1. One Hot Encoding

Hace referencia al proceso de transformacién de variables categéricas con n valores
distintos, en un vector de tamafio n (igual al nimero de posibles valores que puede tomar
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la variable categérica) en donde se asigna el valor de 1 a la posicién correspondiente que
representa uno de los valores de la variable, y 0 en los deméas campos. En la Figura 19, se
muestra como se transforman las variables utilizando este método.

Figura 19. Ejemplo de aplicacion de One Hot Encoding

Fuente: https://medium.com/@michaeldelsole/what-is-one-hot-encoding-and-how-to-do-it-
f0ae272f1179

3.4.2. Normalizaciéon

Esta técnica hace referencia a escalar los dominios de las variables hacia una métrica
comun, con la finalidad que las diferencias entre las escalas de magnitud de las variables
generen un sesgo en el modelo y, por tanto, afecte su desempefio y capacidad de
prediccion. En la se muestra graficamente como afecta este método a los datos de entrada.

Figura 20. Visualizacion de normalizacién de datos.

Fuente: http://lijiancheng0614.github.io/scikit-
learn/modules/generated/sklearn.preprocessing.StandardScaler.html

3.4.3. Synthetic Minority Over-sampling Technique T Técnica de generacion de
muestras sintéticas (SMOTE)

Existen problemas de clasificacion en donde se tiene una base de datos cuya variable de
respuesta esta desbalanceada, es decir, la cantidad de observaciones cuya variable de
respuesta tiene un valor especifico es mucho mayor con respecto de los otros valores.
Generando que los modelos se sesguen hacia la clase con mayor cantidad de registros y
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