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Resumen

El SARS-CoV-2 es un virus que produce una enfermedad respiratoria conocida como coronavi-
rus del 2019 (COVID-19). Este pertenece a la familia de los coronavirus, siendo un tipo de virus
que infecta a seres humanos y algunos animales alrededor del mundo. De hecho, la infeccién por
SARS-CoV-2 fue identificada por primera vez en personas expuestas a un mercado de mariscos en
el sector de Wuhan, China, sobre el mes de noviembre del 2019, [22]. Desde entonces, ha sido una
de las problemaéticas de salud ptublica mas grandes de la historia de la humanidad en los tltimos
siglos, debido a que este virus tiene una rapida tasa de transmisién y contagio. Es asi como, la Or-
ganizacién Mundial de la Salud (OMS) emitié un estado de pandemia en cuestién de pocos meses,
ocasionando grandes pérdidas econdémicas a nivel mundial. Dada la dimensién de esta problematica,
se ha despertado el interés por parte de diferentes equipos cientificos con el objetivo de identificar
el comportamiento de la propagacién, a fin de hallar una forma pertinente para su tratamiento.

En virtud de esta situacién, en este proyecto de grado se presentard un método emergente im-
pulsado por datos, denominado Descomposicién en Modos Dindamicos (DMD), el cual permitird
conocer la dindmica epidemiolégica de manera espacio-temporal sobre un periodo corto de tiem-
po [25, 15], utilizando los reportes generados dentro del drea metropolitana de Santiago de Cali,
Colombia, ver [4]. En este sentido, se empleardn las herramientas computacionales MATLAB y R
para ejecutar las diferentes simulaciones que seran de utilidad para comprender el comportamiento
de este virus; como de igual manera, se analizaran algunos conceptos complementarios y auxiliares
que seran pertinentes para tener un adecuado manejo del método DMD, como son la Descompo-
sicién en Valores Singulares (SVD), el Analisis de Componentes Principales (PCA), el Andlisis de
Componentes Independientes (ICA) y finalmente el Analisis de Koopman.

Palabras Clave: Descomposicién en Modos Dindmicos, Coronavirus, DMD, COVID-19, SARS-
CoV-2.






Abstract

The SARS-CoV-2 is a virus that produces a respiratory disease known as coronavirus 2019
(COVID-19). This belongs to the family of coronaviruses, being a type of virus that infects humans
and some animals around the world. In fact, SARS-CoV-2 infection was identified for the first time
in people exposed to a seafood market in the Wuhan sector, China, around November 2019, [22].
Since then, it has been one of the biggest public health problems in the history of mankind in
recent centuries, since this virus has a rapid rate of transmission and contagion. Thus, the World
Health Organization (WHO) issued a state of pandemic in a matter of a few months, causing great
economic losses worldwide. Given the dimension of this problem, interest has been aroused by dif-
ferent scientific teams to identify the behavior of the spread, to find a relevant way for its treatment.

By virtue of this situation, in this degree project an emergent method driven by data will be
presented, called Dynamic Mode Decomposition (DMD), which will allow to know the epidemiolo-
gical dynamics in a spatio-temporal way over a short period of time [25, 15], using the reports
generated within the metropolitan area of Santiago de Cali, Colombia, see [4]. In this sense, the
computational tools MATLAB and R will be used to run the different simulations that will be
useful to understand the behavior of this virus; Likewise, complementary, and auxiliary concepts
that will be relevant to have an adequate handling of the DMD method will be analyzed, such as
Singular Value Decomposition (SVD), Principal Component Analysis (PCA), Independent Com-
ponent Analysis (ICA) and finally the Koopman Analysis.

Keywords: Dynamic Mode Decomposition , Coronavirus, DMD, COVID-19, SARS-CoV-2.
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Introduccion

Los avances del ser humano se encuentran en interaccién con el medio que los rodea, lo cual lleva a
concebir diferentes estrategias para avanzar en dmbitos personales, sociales y econémicos. Sin embargo, las
acciones realizadas para alcanzar estos avances, de alguna manera acarrean diversos problemas sociales y
medioambientales, [19, 21]. De hecho, actualmente, una de las problemadticas en el entorno del ser humano
ha ocasionado un virus que produce una grave enfermedad respiratoria a nivel mundial, llevando a cada pais
a una crisis de salud y escasez en ambitos socioeconémicos de grandes proporciones.

Esta afectacién mundial estd dada por el virus SARS-CoV-2 (Severe Acute Respiratory Syndrome Coro-
navirus 2) siendo este, un tipo de virus que produce una enfermedad respiratoria denominada coronavirus del
2019 o COVID-19; esta enfermedad zoondtica (enfermedad que se transmite entre animales y seres humanos)
fue identificada por primera vez en algunas personas en la ciudad de Wuhan, China, dentro de un mercado
de productos hiimedos. Tal problema de salud tuvo su primer registro el dia 17 de noviembre del 2019, lo
que derivé en la actualidad (marzo del 2021) en un registro con casos confirmados de mas de 125 millones
de personas en todos los continentes. La gravedad de esta enfermedad fue tal que conllevé a la Organizaciéon
Mundial de la Salud (OMS), a declarar el inicio de un estado de pandemia el dia 11 de marzo del 2020,
cuando presenté una tasa de mortalidad del 3% al 7% aproximadamente [37, 17, 9].

En este sentido, al declarar el estado de pandemia a raiz del virus, se presenté un incremento exponencial
de contagio en diferentes sectores del mundo que obligd a sus gobernantes a decretar aislamientos preventivos
y cierres de fronteras a fin de mitigar las tasas de contagio, no obstante, realizar este tipo de estrategias, ge-
ner6 efectos secundarios, llevando a la poblacién a un estado de salud grave en conjunto con una gran paralisis
de la economia mundial, la cual implicaria millonarias pérdidas monetarias y una crisis socioeconémica por
cuestiones de la pandemia, [22]. Dada la dimensién de este problema, se desperté el interés por parte de
diferentes equipos cientificos de todo el mundo, apostando por una carrera en la identificacién del compor-
tamiento de la propagacién del virus con el fin de hallar una forma efectiva de tratar esta enfermedad, ver [16].

En virtud de esta situacién, en este proyecto de grado se presentard un método emergente impulsado por
datos, denominado Descomposicién en Modos Dindmicos (DMD), el cual permitird conocer la dindmica epi-
demioldgica sobre un corto periodo de tiempo [32], utilizando los reportes de Covid19 que fueron generados
en la zona metropolitana de Santiago de Cali, ver [4]. En este orden de ideas, el proyecto de grado esta desa-
rrollado en cuatro capitulos empezando por el Planteamiento del Proyecto donde se tendrd una breve
descripcion del problema a abordar y que antecedentes se han estudiado para el método de interés, luego se
tiene el Desarrollo del Proyecto donde se definira el marco tedrico con algunos conceptos complementarios
y auxiliares que serdn de utilidad para el método DMD, tales como la Descomposicién en Valores Singulares
(SVD), el Analisis de Componentes Principales (PCA), el Anélisis de Componentes Independientes (ICA)
y por iltimo, el Andlisis de Koopman. Seguido de esto, se tendrd los Resultados del Proyecto donde
se llevara a cabo la teorfa que fue estructurada en el capitulo anterior a partir de tres segmentos que son
la “Recoleccion”, “Organizacion” y “Ejecucion” de los datos, finalmente se llega a las Conclusiones del
proyecto donde se centralizaran las perspectivas e interpretaciones de los resultados que fueron ejecutados

bajo las herramientas computacionales MATLAB y R.






CApPiTULO 1

Planteamiento del Proyecto

1.1. Descripcion

El SARS-CoV-2 siendo una de las afectaciones de salud fuertes en la actualidad, ha generado
que diversos equipos cientificos a nivel mundial se encuentren analizando el comportamiento de
propagacién del virus Covid19, aunque en muchos casos de estos acercamientos se han realizado
por modelos compartimentales, ver [7], puesto que estos modelos presentan ciertos inconvenientes
al confrontar los datos obtenidos con la realidad, porque no estudian el virus de manera geogréfica y
por ende, no es una forma adecuada para planear politicas de tratamiento con este tipo de modelos.

Sin embargo, en virtud de esta situacién, se espera que este proyecto de grado al emplear un
método emergente impulsado por datos denominado Descomposicién en Modos Dindmicos (DMD)
el cual no es nuevo y donde se han tenido diferentes acercamientos en contextos variados, tal como
se vera en la siguiente seccién. Este pueda suplir la deficiencia que presentan los modelos que fueron
previamente descritos, ya que este modelo de DMD se ejecuta de manera espacio-temporal captando
los datos en un corto lapso de tiempo de los contagiados segiin la comuna, utilizando los registros
emitidos por la secretaria de salud de Santiago de Cali, [4]

1.2. Antecedentes

Tal como se menciono en la seccién anterior, la Descomposicion en Modos Dinamicos es método
reciente, de facil aplicacion y con diversos alcances; lo cual ha permitido que investigadores apliquen
este proceso en diferentes contextos. Por ende, a continuacién se describiran algunos articulos que
han venido trabajando el método DMD, desde su creacién en el ano 2008 por Peter Schmid bajo
procesos novedosos en sectores como: la industria de turbinas, mecénica de fluidos, neurociencia,
epidemiologia y otros campos de interés social.

= Dynamic mode decomposition and reconstruction of tip leakage vortex in a mixed
flow pump as turbine at pump mode [11]

En este trabajo, publicado en el afio 2020 por los autores Yadong Han y Lei Tan, presentan
con éxito el tratamiento de reconstruccion grafica para un campo de flujo dindmico. En él
utilizan el método DMD centralizado en un analisis para el comportamiento de un vértice
de fuga, sobre una bomba de turbina mixta (TLV); obteniendo modos de descomposicién a
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partir de métodos complementarios como la Descomposicién Ortogonal Adecuada (POD) que
mejoran el rendimiento y prondstico en sectores industriales.

( ) )

(a) Original flow field

V. V.

(b) Flow field by DMD reconstruction

\

& N

(¢) Flow field by POD reconstruction

Wimis -14 -118 -96 74 -52 -3 8 14 36 58 8

Figura 1.1: Resultado de reconstruir un campo de flujos TLV desde un estado original [11]

= The identification of coherent structures using proper orthogonal decomposition
and dynamic mode decomposition [36]
En este otro trabajo el cual fue publicado en el ano 2013 por 3 matematicos chinos, presentan
un estudio exhaustivo de la dindmica del agua como un fluido sobre tubos cilindricos de
diferentes tamanos, destacando los procesos de mejor respuesta, siendo estos los métodos
DMD y POD, con la finalidad de verificar estructuras altamente arménicas y coherentes,

dentro de todo el campo de fluidos.

Region I Region 11
0

=

400

e, 11

200f 3

x/D x/D

Figura 1.2: Energfa espectral y espacial en el tiempo, para los casos o modos de DMD [36]
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= Extracting spatial-temporal coherent patterns in large-scale neural recordings
using dynamic mode decomposition [5]

Por consiguiente, para este proyecto publicado en el afio 2016 por diversos cientificos es-
pecializados en el dmbito biolégico y matematico, deciden acoplar el método DMD, para
aproximarse a entender y visualizar los flujos grabados de las actividades neuronales de ma-
nera espacio temporal en las lecturas de diferentes electrodos, los cuales captan la interaccién
de las neuronas respecto a los diversos estimulos fisicos y sensoriales.

a Tongue Moverment b Hand Movernent

2-5c0r8
of change from
Low baseline

Frequency

High
Frequency

Figura 1.3: Mapeo moto-sensorial, derivado de los estados o modos de DMD [5]

= Discovering dynamic patterns from infectious disease data using dynamic mode
decomposition [25]

Finalmente, para este trabajo realizado por Joshua L, Proctor y Philip A, Eckhoff, desarrollan
una aplicaciéon en el ambito epidemiolégico para verificar el comportamiento de la gripe en
diferentes estados de EE. UU, utilizando una base datos denominada “Google Flu” elaborada
en el ano 2008.

Con este analisis se empled el método DMD, donde se presenté la dinamica de la gripe y
los patrones que se pueden obtener a partir de dicha informacién a fin de controlar esta
enfermedad.
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Figura 1.4: Resultado sobre la base de datos “Google Flu” por medio de DMD [25]

En definitiva, aunque el método de Descomposicién en Modos Dindmicos sea algo reciente, se
han elaborado hasta la actualidad proyectos de alta calidad, donde ademas de emplear el método
DMD, también se utilizan otros procesos complementarios como son la Descomposicién Ortogonal
Adecuada, la Descomposicion en Valores Singulares, el Andlisis de Koopman y otras técnicas que
posteriormente se irdn abordando.



CAPITULO 2

Desarrollo del Proyecto

2.1. Marco Tedrico

2.1.1. Descomposicién en valores singulares (SVD).

Histéricamente, el método de Descomposicién en Valores singulares o Singular Value Decompo-
sition (SVD), se originé en el &mbito de las ciencias sociales a partir de pruebas inteligentes. En sus
comienzos, los investigadores de este método analizaron las pruebas ejecutadas, donde evaluaron
diferentes indicadores de inteligencia, para los cuales, hallaron una correlacién entre lo verbal y lo
espacial.

Debido a esto, los investigadores plantearon una hipdtesis que mencionaba una medida de la
inteligencia general, caracterizada con la letra “g”, elucidando la palabra General Intelligence o “In-
teligencia General”. Actualmente esta es conocido como “I.Q.” (Intelligence Quotient o Coeficiente
Intelectual). Por este motivo, los investigadores se dedicaron exclusivamente a analizar diferentes
factores de valor que componian la inteligencia, a fin de extraer el factor mas importante [18].

La SVD se conoce con diferentes nombres. En sus primeros momentos, debido a lo explicado
anteriormente se le llamo “anélisis factorial”, otros términos con el cual se identifico fue la “Descom-
posicién de Componentes Principales” (PC) y el“andlisis de funcién ortogonal empirica” (EOF).
Todos estos son matematicamente equivalentes, aunque la forma en que se trata dentro de la lite-
ratura es a menudo diferente. Hoy en dia, la Descomposicién en Valores Singulares se ha extendido
a muchas ramas de la ciencia como: la psicologia, sociologia, climatologia, astronomia. Tenido una
gran utilidad en dreas como machine learning y estadisticas descriptivas como predictivas.

2.1.1.1. Desarrollo del método Descomposicién en Valores Singulares.

El método de descomposicién en valores singulares es una factorizacién de matrices con entradas
reales o complejas en tres matrices diferentes con propiedades relevantes que posteriormente se
relatardn. De esta forma, dada una matriz A se tiene:

Anxm - Unxnznxmv*

mxXm?

donde:
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1. La matriz U: es un arreglo matricial cuadrado de orden de n x n, es conocida como “Matriz
de vectores singulares a izquierda”. Esta matriz presenta ortogonalidad, es decir, que satisface
la propiedad de U*U = I, donde I es la matriz identidad.

2. La matriz X: es un arreglo matricial diagonal de orden n x m, llamada “matriz de valores
singulares”. Los valores de la diagonal [0}, 09,...,0,] con r <= n son sus valores singulares
y se encuentran ordenados de la forma o; < o; donde ¢ > j.

3. La matriz V: Es un arreglo similar a la matriz U debido a que presenta ortogonalidad,
aunque se conoce como “Matriz vectores singulares a derecha” con un orden de m x m.

Se puede caracterizar el método SVD para una matriz A de tamano n X m con entradas reales o
complejas como una transformacion geométrica, donde una hiperesfera n x n en un hiper elipsoide
de m x m se encuentra dentro un sistema de coordenadas; A modo de ejemplo, considere A como
una matriz real de orden 2 x 2, donde mapea un circulo unitario a una elipse tal como se muestra
en la figura 2.1. Siendo asi, cuando se multiplica las coordenadas del circulo unitario por la matriz
V* esta genera una rotacién de el mismo en el origen, donde luego, al multiplicar por la matriz X
este circulo se transforma en una elipse, para finalmente al multiplicarse por la matriz U esté rota
la elipse en sus coordenadas originales. Por conclusién, note que el sistema de coordenadas [v1, v2]
envia su vector v; — 01U y va — 02Us, donde [Uy, Us] es otro sistema de coordenadas con oy, 09
como numeros no negativos, ver [28].

/]_“

X 01
—— o

A=UxV"

Figura 2.1: Descomposicion en Valores Singulares UXV™ de una matriz A con orden 2 x 2.

Arriba: La accion de A indicando su efecto en el disco unitario D y sus dos vectores candnicos ey y es.
Izquierda: La accion de V* que genera una rotacion de D, e1 y es.

Abajo: La accion de X donde hace un escalado por los valores singulares o1 y os.

Derecha: La accion de U que genera otra rotacion.
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Finalmente, si deseas profundizar en este capitulo de SVD para entender adecuadamente el
método de interés que es la Descomposiciéon en Modos Dindmicos, ver el anexo A.1. En este anexo se
tendran diferentes secciones, donde se comprenderdn cuales propiedades relevantes para SVD, como
es el proceso para calcular este método y algunas variantes tales como: los métodos econémicos,
truncados y que relacion existe entre estos.

2.1.2. Anilisis de Componentes Principales (PCA).

En esta nueva seccién, se pretende examinar la técnica de Anélisis de Componentes Principales
o Principal Component Analysis (PCA), éste es uno de los procesos centrales mas utilizados en el
método de la Descomposicién en Valores Singulares (SVD); Esta técnica, provee una metodologia
impulsada por datos con sistemas que representan informacién en altas dimensiones [6]. Fue inven-
tada en el afio de 1901 por Karl Pearson , como analogia a un teorema de la mecanica denominada
“principal axis theorem” o teorema de ejes principales [23], tiempo después, se desarrollé de manera
independiente en la década de 1930 por Harold Hotelling [12].

Frente a esto, PCA procesa los datos mediante la resta de la media para establecer una varianza
con nuevas variables, la geometria resultante estd determinada por los Componentes Principales
(PCs) no correlacionados entre si, pero si con las medidas i.e. PCA es una técnica para reducir
conjuntos de datos grandes, preservando la mayor variabilidad de informacién [14].

2.1.2.1. Interpretacién geométrica del Analisis de Componentes Principales

Para entender el proceso de PCA, se visualizard los componentes principales desde un pun-
to de vista geométrico y grafico de acuerdo a la figura 2.2. Por tanto, supéngase un conjunto de
observaciones para las que se dispone de dos variables (X1, X2). El vector que define la primera
componente principal (Z7, linea de color roja en 2.2), sigue la direccién donde las observaciones
varfan mas, es decir, la proyeccion de cada observacion sobre esa direcciéon equivale a la primera
componente para dicha observacién (principal component scores, z;1) [13].

Por otro lado, la segunda componente principal (Z2, linea de color verde en 2.2) sigue una
direccién alterna, tal que los datos muestran mayor varianza y no tienen correlaciéon con la primera
componente. Puesto que la condiciéon de no correlaciéon entre componentes principales equivale a
decir que sus direcciones son perpendiculares/ortogonales.

2.1.2.2. Funcionamiento del Analisis de Componentes Principales

La ejecucién de esta técnica, se origina a partir de una matriz de informacién, denominada X
de orden n x m tal que cada columna m representa un estado temporal del estudio en n entradas
descriptivas de este estado, como se ve a continuacién [6]:

X =[h,I,...,I,] donde Iy =1xmn, con k=[1,m].
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100 4

1.0 ).f.‘ 3‘(_" r'-"’J
Figura 2.2: Explicacion geométrica de PCA en sus dos componentes principales.
PCA de una distribuciéon normal multivariada centrada en (24,70), donde los vectores (rojo y verde)

muestran los autovectores de la matriz de correlacion escalados mediante la raiz cuadrada del correspondiente
autovalor, y desplazados para que su origen coincida con la media estadistica.

Si se calcula & la media de todas las filas, se tendria:

1
Si se substrae & de X, resulta B y por esta relacién se tiene:
B =X - B.

Luego, la matriz de covarianza en filas de B esta dada por:

1

n—1

C:

B*B. (2.1)

Justo aqui, se conoce el primer componente principal ui, que esta dado como:

uy = argmax uiB*Buy,
lluall=1

donde el primer autovector de la matriz B*B corresponde a sus autovalores mas grandes y la
matriz de covarianza (2,1), tiene una estrecha relacién con el método SVD. El arreglo matricial

de autovectores B*B representa a la matriz U, que son los componentes principales para las
transformaciones de SVD, puesto que crean proyecciones de la forma ¥ = U*X.
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2.1.2.3. Proporcién de varianza en el Analisis de Componentes Principales

Uno de los cuestionamientos mas frecuentes que surgen tras haber realizar el Analisis de Com-
ponentes Principales es: ; Cuanta informacién del conjunto original se pierde al proyectar las obser-
vaciones en un espacio de menor dimension? Para contestar esta pregunta se recurre a la proporcién
de varianza que explica el comportamiento de cada componente principal [13].

Asumase que las variables se han normalizado para tener media cero, donde la varianza total
en el conjunto de datos esta definida como:

P P,
;V‘W(Xj) = Z n Z%‘ja

j=1 i=1

<

y la varianza explicada por la componente m es:

Teniendo que la proporcién de varianza acumulada esta explicada por:

2
> i (Z§=1 ¢jmxij)
?:1 > it x?j .

En conclusién, tanto la proporcién de varianza como la varianza acumulada son dos valores

utiles al momento de decidir el nimero de componentes principales a utilizar.

2.1.3. Anailisis de Componentes Independientes (ICA)

En esta sesidn, se estudiara una técnica similar denominada analisis de componentes inde-
pendientes o independent component analysis (ICA), centralizada en revelar factores ocultos que
subyacen en conjunto de datos aleatorios, asumiendo que los subcomponentes no son gaussianos y
estadisticamente sus valores son independientes. Fue introducida en la década de 1980 por J.Herault,
C.Jutten y B.Ans [31].

El primer problema abordado por la técnica de ICA fue en 1982 dentro un entorno neurofi-
siologico, donde su objetivo era realizar un modelo simplificado de una contraccién muscular a
partir de senales cerebrales, de relevancia en el ambito de las matematicas, la cual con el pasar del
tiempo fue acoplandose a otras areas.

2.1.3.1. Funcionamiento del Andlisis de Componentes Independientes

Tomando una coleccién de vectores columna los cuales son estados temporales y conforman una
matriz X de orden de n x m, esta se encuentra definida como [34]:
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Y = U*X, (2.2)

U es una matriz ortonormal de orden n xn y sus componentes principales (columnas de la matriz
U) son las direcciones de maxima variacién de los datos. Los vectores de componentes principales
son los autovectores de la matriz de covarianza C, = %X X*. Ademas, segtn la ecuacién (2.2),
se tiene que Y es la matriz original de datos proyectada sobre el subespacio PCA definido por
los autovalores. A partir de esta relacién, se puede hacer una reduccién de dimensionalidad en los
datos, seleccionando un subconjunto de k autovectores de (R" — Rk), siendo:

Y = U*X.

De esta manera, Y es una matriz de orden k x m donde k cumpla k < n y la reduccién de
dimension sea considerable. Cabe aclarar que la transformacion PCA tiene una ligera perspectiva,
considerando que U es una de las matrices de descomposiciéon SVD, teniendo:

X =USV*, (2.3)

Si, U y V son matrices con columnas ortonormales de orden m X 7y m X r, 3 es una matriz
diagonal no negativa de tamano r x r. Posibilita crear la representacion de X mediante la suma de
r arreglos de rango unidad:

N

e . . *

X = E TjUjU;.
Jj=1

Lo anterior, implica que los valores singulares nulos sean ignorados, permitiendo realizar una
aproximacién de X mediante los k autovectores de U y V de la forma:

-
X = E ojujv; = UXV™.
j=1
Por otro lado, un vector aleatorio centrado en z se dice que es white si sus elementos no
se encuentran correlacionados y presentan varianza igual a la unidad, denotando que su matriz

de covarianzas es igual a la matriz unidad I. Como la operacién de whitening puede realizarse
mediante una decorrelacion seguida de un escalado desde una matriz original, se tiene:

Z=3"10*X =V*, (2.4)

en el desarrollo de ICA si se toma una matriz de observaciones aleatorias X, se puede ver lo
siguiente:
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X = AS,

donde S es la matriz que contiene los vectores aleatorios estadisticamente independientes y A es
la matriz mezcla, que se ve:

S =WX,

W es equivalente a la matriz pseudoinversa de A, es decir, W = AT (tabla A.1). En el modelo ICA,
los vectores w; se obtienen en relacién a las filas de la matriz S de distribucién no-gaussiana mu-
tuamente decorrelacionada. Para conseguir esto, hacer whitening sobre los datos segin la ecuacién
2,4, luego, buscar una proyeccién ortogonal no-normal (R) de la siguiente manera:

S=RY'U*X = R*Z,

respecto a esta ecuacion, se puede decir que ICA es una operacién de whitening seguida de una
rotacién, expresandose de la forma:

X ~USV* =USRR'V* = AS.
A S
Es importante enfatizar que en el modelo ICA ninguna de las matrices de transformacién (A o

W) estén restringidas a arreglos ortogonales [30].

2.1.4. Descomposicién en Modos Dindmicos (DMD)

Para desarrollar el método Descomposiciéon en Modos Dindmicos o Dynamic Mode Decomposi-
tion (DMD), cientificos a nivel mundial han creado diferentes estrategias para conocer el comporta-
miento de las dindmicas sobre los campos de flujos; solo hasta el afio 2008 se desarrolla el novedoso
método DMD, con la capacidad de descomponer patrones graficos obteniendo modos representa-
tivos de estos comportamientos dindmicos. El cual utiliza la combinacién de la Descomposicién
Ortogonal Adecuada (POD) y la Descomposicién de Valores singulares (SVD).

Para mayor informacién ver [29].

2.1.4.1. Desarrollo de la Descomposicion en Modos Dinamicos

El método de descomposicién en modos dindmicos fue desarrollado en el ano 2008, por el Phd.
Peter Schmid, profesional en el area de la ingenieria aeroespacial, doctor en matematicas y actual
profesor de la universidad Imperial College London, UK. El crea este método a fin de contribuir en
la comunidad de fluidos dinamicos y asi identificar estructuras espacio-temporales, en datos de alta
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dimension, identificando mejores sistemas lineales para adquirir una aproximacién al momento de
predecir datos.

La naturaleza de DMD se fundamenta en los métodos de Descomposiciéon Ortogonal Adecuada
(POD) y el de Descomposicién en Valores Singulares (SVD) [8]. Este contraste, da como resultado
a una jerarquia de modos, basados en la correlacién entre la energia y lo espacial, permitiendo que
lo temporal predomine sobre la informacién. En conclusién, ademés de reducir las dimensiones de
estos estados de funcionamiento, también, provee modos de evolucién en el tiempo [6] (Véase la
Figura 2.3).

mode] mode3

Figura 2.3: Modos evolucionados para un moédulo de turbulencia en una simulacién con plasma.

Clinco autovectores dominantes que representan la evolucion de una turbulencia en un espacio con patrones
de dos dimensiones, donde se derivan de los resultados del andlisis de DMD. Estos modos propios dominantes
son tipicamente estructuras fuertes no lineales, ver [27].

2.1.4.2. Funcionamiento de la Descomposicion en Modos Dindmicos

Desde que surgi6 la idea del método DMD se han propuesto diferentes formas de representar su
funcionamiento, debido a que la definicién mas técnica, se encuentra relacionada con la eficiencia y
el buen condicionamiento del método Descomposicién en Valores Singulares. Esta se relaciona con
una coleccién de datos desde un sistema dindmico de la forma:

d
d_j = f(@,t;p), (2.5)
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donde z(t) € R™ representa los estados del sistema dindmico en un tiempo ¢ y u contiene los parame-
tros de este sistema bajo la representaciéon dindmica f(-). Generalmente, estos sistemas dinamicos
se representa por ecuaciones diferenciales ordinarias que a menudo son no lineales, donde los esta-
dos « tienen dimensién n > 1, creando la discretizaciéon de una ecuacién diferencial parcial en un
numero de localizaciones espaciales discretas.

Por lo tanto, la ecuaciéon 2.5 conduce a una correspondencia o flujo en tiempo discreto, en la
que muestrea el sistema cada At en el tiempo como un subindice zj = z(kAt). En este sentido, al
evolucionar este flujo para At en F' se tiene:

Lh+1 = F(a:k)
Con medidas del sistema, iguales a:

Yk = g(mk)a

esta coleccién de medidas temporales t;, con k = 1,2,...,m, en muchas aplicaciones son del modo
Yy = Tp; aunque algunas veces, la comunidad en este d&mbito asimila estas medidas con expresiones
implicitas G(z,t) = 0,con condiciones iniciales prescritas como z(ty) = xo.

Ahora bien, previamente se destacé que @ es un vector n-dimensional (n > 1) que surge de la
discretizacién de un sistema complejo, donde la ecuacién que emplea y su condicion inicial, especi-
fican un problema de valor inicial bien planteado. Sin embargo, no es posible construir soluciones
adecuadas a problemas no lineales evolucionados (2.5), por lo que se utilizan soluciones numéricas
a fin de evolucionar un sistema a estados futuros.

Siendo asi, en el marco de DMD donde la dindmica f(z,t; 1) puede ser desconocida. Las medi-
ciones de los datos del sistema solo se utilizan para aproximarse a la dindmica y predecir estados
futuros, por ende, DMD construye una aproximacién de un sistema dinamico lineal, de la siguiente
manera

dx

A se refiere a la matriz de dindmica en un tiempo continuo y si dada una condicién inicial z(0) se
tiene una solucién conocida

2(t) =Y or exp(wit)by = B exp(Q)b,
k=1

donde ¢y, v wy son autovectores y autovalores de la matriz A, y los coeficientes by son las coorde-
nadas x(0) en la base de autovectores.
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Dada la dindmica lineal continua en (2.6), siempre es posible describir un sistema anélogo de
tiempo discreto muestreado cada At en el tiempo, de la forma:

Tpy1 = Az, (2.7)
donde
A = exp(AAL).

La solucién de este sistema es expresada en términos de autovalores A\, y autovectores ¢ que
mapean una discretizacion en el tiempo para A, siendo asi:

s
zp =Y GiNb; = ®AKD. (2.8)
j=1

Por lo anterior, b son los coeficientes de la condicién inicial z; en la base de autovectores, por
ende, 1 = ®b. El algoritmo DMD produce una descomposicién en (2.8) de la matriz A que se
ajusta a las medidas en la trayectoria xp para k = 1,2,...,m; teniendo una esencia de minimos
cuadrados de la forma:

|Zrs1 — Az, (2.9)

minimizando en todos los puntos £ = 1,2,...,m — 1. La optimizacién de esta aproximacién se
mantiene inicamente en las muestras construidas para la matriz A, y su solucién aproximada no
solo es usada para realizar predicciones futuras sino también para descomponer la dindmica en
varias escalas de tiempo, ya que se prescriben \; veces.

Para aproximarse a la minimizacién del error en (2,9), DMD primero colecciona pares de datos
o snapshots de un sistema que va evolucionando a medida que transcurre el tiempo; estos pares
de snapshots se denotan como {x(t;),z(t})}7,, donde t) = t; + At, teniendo una variacién At
suficientemente pequena, como para resolver altas frecuencias dinamicas. Permitiendo que todos
los pares de datos se ajusten en dos matrices grandes X y X’, de la siguiente manera:

| | |
X = |xz(t1) =(t2) ... x(tm)|,
| | |

| | |
X' = |z(t)) =@ty ... =(t,)

Peter Schimd y C.W. Rowley originalmente formularon en asumir una muestra uniforme en el
tiempo, tal que t, = kAt y tj, =t + At = t41. De ahi, al asumir esta uniformidad de las muestras
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en el tiempo, se adopta la siguiente notacién xy = x(kAt). Por lo tanto, como el algoritmo DMD
busca y lidera descomposiciones espectrales para obtener el mejor ajuste lineal de un operador A
en el tiempo, se obtiene lo siguiente:

X' =~ AX.

De este modo, A es el mejor operador que se ajusta a un sistema dindmico lineal que avanza
las medidas de los snapshots al futuro, tal como en (2.7). Si se asume que las muestras presentan
uniformidad en el tiempo, esto se convierte en:

Xk+1 =~ A$k .

Mateméticamente, A esta definido como:

A =argmin || X’ — AX|, = X'X", (2.10)
A

donde ||-||» es la norma de Frobenius y T denota la pseudo-inversa. Estos procesos, optimizan el
algoritmo de DMD, para realizar regresiones sobre sus tiempos dindmicos, a fin de mejorar los
modos del método y sus valores propios.

A partir de lo anterior, en teorfa, A contiene n? elementos, lo cual hace que representar este
operador o calcular una descomposicion espectral del mismo, sea una cuestién intratable. En cam-
bio, el algoritmo DMD aprovecha la reducciéon de dimensionalidad para calcular sus autovalores
y autovectores sin requerir ninguna operacion explicita usando A directamente. En particular, la
pseudo-inversa X T en (2.10), es calculada por la descomposicién en valores singulares de la matriz
X. Debido que esta matriz, normalmente presenta menos columnas que filas, es decir, m < n
donde a lo méximo m serfan sus valores singulares distintos de cero, haciendo que la matriz A sea
de rango m.

Por lo tanto, en lugar de calcular A directamente, se calcula la proyecciéon de A sobre sus vec-
tores singulares, creando una matriz A de orden m X m que permite obtener una aproximacién a
los modos de DMD. Finalmente, este algoritmo se da en los siguientes pasos:

Paso 1: Calcular el método de descomposicién en valores singulares para X:
X =UZVT,

donde U € C™", & € C™*", V € C™ ",y r < m denotando el rango exacto o aproximado de
la matriz X, En la practica, elegir un rango aproximado r es uno de los pasos importantes para
la reduccién de dimensional en el método DMD, adicionalmente, las columnas de la matriz U y
V son conocidas como modos de la Descomposicién Ortogonal Adecuada (POD), ya que satisface
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respectivamente UTU = Iy VTV = I dado que son matrices ortonormales.

Paso 2: De acuerdo a (2.10), la matriz A se obtiene por la pseudo-inversa de X:
A=X'VETIDT,
sin embargo, como solo interesan los autovalores y autovectores de la matriz A, se realiza una
proyeccion de esta matriz en los modos POD de U, siendo de la siguiente manera:

A=UTAU =U0"x'VE~L

La clave hasta ahora, es que la matriz A presenta los mismos autovalores distintos de cero que
la matriz A completa. Por lo tanto, es éptimo calcular la matriz reducida A directamente, que su
matriz completa. Por otro lado, la matriz reducida A define un modelo lineal para el vector de
coeficientes & de POD, con la dindmica:

Tpy1 = Ay,
note que U proporciona un mapa para reconstruir el estado completo de «, a partir de la reduccién
dex:x=Uxz.

Paso 3: Calcular la descomposicion espectral de A:
AW = WA,

las entradas de la matriz diagonal A son los autovalores de DMD, ademés, corresponden a los
autovalores de la matriz completa A. las columnas de W representan los autovectores del arreglo
A, donde proporciona una transformaciéon de coordenadas que diagonaliza estd matriz y estas co-
lumnas, siendo asi, pueden considerarse como combinaciones lineales del modo POD, con un patrén
temporal dnico dado por A.

Paso 4: Los modos de DMD @, se construyen utilizando los autovectores W del sistema
reducido y la matriz de snapshots en el tiempo X', de acuerdo con:

d=XVEw,

estos modos de DMD, sorprendentemente son autovectores de la matriz completa A, en virtud de
los autovalores A, como se muestra a continuacién (mas informacién ver [6]):

AP = (X'VETLU(X'VETIW)
A
= X'VElAwW
=X'VE'WA
= A .
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Finalmente, este método DMD se puede ver graficamente de la siguiente manera:

Experiment Collect Data DMD

a) Diagnostics

¢ g‘“&
. |
‘ —=
¥
o
&
=
: L g
E
=
-
(2]

AX'X
o

Regression

Dynamic modes

Figura 2.4: Descripcién esquemadtica de un flujo con el comportamiento de DMD [6].

Tener presente que el paso de regresion normalmente no construye A, sino que construye A donde evoluciona
la dindmica de un subespacio en un bajo rango a través de POD. Debido que la descomposicion propia de A
es usada para aprorimarse a la descomposicion propia de la matriz A en una alta dimension.

2.1.5. Analisis de Koopman

Parte del interés que rodea al método DMD se debe a la fuerte conexiéon que existe con los
sistemas dindmicos de la teoria espectral que tiene el operador Koopman. Este operador fue intro-
ducido en el ano de 1931 por el matemético francés Bernard Osgood Koopman (1900-1981),
como un operador lineal de dimensién infinita, que describe como las dimensiones de un sistema
dinamico evolucionan a través de la dindmica no lineal. Debido que estas medidas son funciones
que forman un espacio de Hilbert ¢, por ende, el operador de Koopman es de dimensién infinita.

En el anio 2009, el matematico estadounidense C.W.Rowley demostré que, en determinadas
condiciones, el método DMD proporciona una aproximacién de dimensién finita en autovalores y
autovectores de un operador de Koopman con dimensién infinita (ver [15]). Por lo tanto, en esta
seccion se presentaran cuestionamientos teéricos, operativos y funcionales del operador de Koopman
y su fuerte conexién con el método DMD.

2.1.5.1. Funcionamiento del operador de Koopman

El trabajo original de B.O. Koopman en 1931, consider6 los sistemas hamiltonianos y formulo
el operador de Koopman en tiempo discreto; sin embargo, este operador se comenzd en tiempo
continuo donde su derivada conlleva a un tiempo discreto asociado a esta formulacién.
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Operador de Koopman: Considere un sistema dindmico en tiempo continuo de la forma:
dr __
dat — f(m)7
donde x € ., siendo este un estado suavizado n — dimensional bajo .# . El operador
de Koopman % es un operador lineal de dimension infinita, tal que
actia sobre toda las funciones observables g : .# — C teniendo:

& = 9(@) = A g(x) = Vy(2) - f ().

Cuadro 2.1: Definicién del operador de koopman|[15]

Por definicién, el operador de Koopman acttia en espacios de Hilbert 7Z con escalares medibles
de una funcién g, siendo en si, un operador de dimensién infinita. Por lo tanto, la transformacién
que se obtiene de la representacién en el espacio de estados del sistema dinamica a la representacién
de Koopman, genera un cambio de la dinamica no lineal finita a una dinamica lineal de dimensién
infinita [24, 6].

La ventaja de tal compensacion es que se puede resolver ecuaciones diferenciales lineales usando
una representacién espectral de la dindmica de fluidos. Por supuesto, una representacién de dimen-
sién infinita puede ser bastante problemética, pero en la préctica, se utiliza una suma de modos lo
suficientemente grande y finita, tal que dé solucién al espectral del operador Koopman. Ahora, cabe
senalar que la definicion del cuadro 2.1 se puede representar por una composicién de observaciones
con la evolucién no lineal, de la siguiente manera:

HAg=gof.

En este sentido, el operador de Koopman también se puede definir para sistemas dindmicos
en tiempo discreto, dado que son mas general que los sistemas de tiempo continuo. De hecho, el
sistema dindmico ‘fi—”f = f(«) inducird un sistema dindmico de tiempo discreto por el mapa de flujo

Fy: /4 — A bajo el mapa en su estado x(fp) que avanza al tiempo futuro x(tg + t):
to+t
Fi(e(to) =alto—t) =alt) + [ fla(r))dr.

to

esto impulsa a tener un sistema dindmico discreto, de la forma:

xr1 = Fyi(xy),

donde x;, = x(kt), andlogamente el operador de Koopman de tiempo discreto esta dado por 7
donde #;g = go F. Por lo tanto, el operador de Koopman un sistema dindmico de tiempo continuo
en la funcién g como:

Hig(xr) = g(Fi(xy)) = g(@Tpy1)-
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Ahora, la descomposicion espectral del operador de Koopman sera fundamental para representar
soluciones de un sistema dindmico de interés. Por lo tanto, considerar el problema de sus autovalores.

H Qi = Ak,

las funciones ¢ (x) son funciones propias de Koopman, que definen un conjunto de coordenadas
de medidas intrinsecas, sobre las cuales es posible avanzar estas medidas con un sistema dindmico
lineal. Siendo asi, se puede representar la evolucién de la dindmica, utilizando una expansién para
la solucién de una funcién propia del operador de Koopman, como se ve a continuacion:

g1(x)
ga2(x) >
g(@) = |7 | =D en@)Vy,
: k=1
91)(33)

donde Vi, es el k-esimo modo de Koopman asociado a la k — esima funcién propia de Koopman
¢r(x). En la teoria original, Koopman consideraba los flujos hamiltonianos, es decir, la evolucién
de un sistema dindmico gobernado por ecuaciones de hamilton, donde describe mediante un mapeo
particular un desarrollo que se asemeja al flujo de fluidos como preservadores de medidas, conlle-
vando a que el operador de Koopman sea unitario. Por esta razén, las funciones propias son todas
ortonormales y la ecuacion anteriormente descrita se puede escribir explicitamente como:

<<Pkag1>
RGECH I
. k=1

(©k, 9p)

g(x) = pi(x)
k=1

DMD se utiliza para aproximar los autovalores de Koopman A; y los modos V. Donde la idea
principal que se puede obtener de esta transformacién, es que la dimensién finita de un sistema
dindmico no lineal definido por f y la dimensién infinita de un sistema dinamico lineal definido por
2 de acuerdo al cuadro 2.1, es que son dos representaciones equivalentes del mismo comportamiento
fundamental. Lo critico de esto, es que para que la teoria de Koopman tenga éxito, es valioso tener la
capacidad de enlazar las observaciones g y la asociacién de la expansién de los modos de Koopman
en su evolucion original definida por f. Bajo condiciones adecuadas, esto se puede lograr de la
siguiente manera:

Hg(@) =AY or@Vi=> Hon@Vi=> \epr(@)V.
k=1 k=1 k=1

Por lo tanto, las soluciones futuras se pueden calcular mediante una simple multiplicacién con
el autovalor de Koopman. Cabe resaltar que el operador de Koopman captura todo sobre el sistema
dindmico no lineal ‘fi—f = f(x), y sus funciones propias definen un cambio no lineal de coordenadas
en las que el sistema se vuelve lineal. De hecho, si se restringe las observaciones g a un subespacio
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invariante abarcado por funciones propias del operador de Koopman, induciria a un operador lineal
K de dimensién finita y que avanza en estos subespacios de funciones auto-observables, como
aparece en la siguiente ilustracién:

Fp: @p — @pa

g:TE Yy,

Ki Uk Ui

Figura 2.5: Funcionamiento del Operador de Koopman

Esto es el Operador de Koopman restringido a un subespacio invariante de dimension finita atravesado por
funciones auto-obsevables [15]. Teniendo presente que la restriccion de & da como resultado el subespacio
K, que induce a un sistema lineal de dimensién finita en el espacio invariante.

2.1.5.2. Conexion con el método de Descomposicion en Modos Dinamicos

El algoritmo DMD determina los autovalores y modos de Koopman directamente desde datos
en condiciones adecuadas. Especificamente, la eleccién de observaciones desempenan un papel fun-
damental para el éxito del método de Koopman. La figura 2.6 muestra un acercamiento al método
DMD de forma estédndar y la contrasta con la descomposicién de los modos de Koopman. Aunque
antes de demostrar esta conexién, recordar la definicién de DMD.

DMD: supoéngase un sistema dindamico con dos conjuntos de datos

— A / / 4
X=|z1 2 ... Tm—1|, X' =|x] x5 ... x4/,
con xj como condicién inicial y x’; como su salida después de una evolucién en el tiempo At,
considerando m — 1 condiciones iniciales. los modos de DMD son autovectores de la forma
Ay = X'XT,
Donde 1 denota la Pseudoinversa de Moore-Penrose.

Cuadro 2.2: Definicién del método DMD. [15]
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Con esta definicién, se puede considerar formalmente un conjunto de p observaciones, de la
siguiente manera:

gj: M — C; donde j =1,2,3,...,p,

tal que g = [g1 g2 ... gp]T, denotando un vector columna de observaciones. Ahora, con esto
ya se construyen matrices de datos Y y Y’ considerando un conjunto de condiciones iniciales
{z122...2m—1}. Las columnas de la matriz Y estan dadas por y, = g(xx), mientras que las
columnas de Y’ se dan evolucionando ‘fi—f = f(x) hacia un tiempo futuro prescrito en un tiempo
At y visualizéndose como un vector salida, denotado por y’;, = g(«},). El algoritmo DMD resultante
de esto es Ay = Y'Y T, generando asi el requisito de la aproximacién de Koopman. Finalmente, el
procedimiento y la comparacién del método DMD estandar se presentan en la siguiente ilustracion:

Datos Dinamicas

Observaciones
no lineales

9X),gX') - VY

Modelo de Koopman
9(x.y) ~ Kglx)

=4y

Matrices de datos Mediciones

XX

Modelo de DMD

Observaciones N
Xpyy ¥ AXg

XX A=Ay

Figura 2.6: Generar sistemas dindmicos de un sistema complejo desconocido en DMD /Koopman.

En el método DMD, se toman medidas de los estados del sistema y se construye un modelo que mapea X a
X'. En el andlisis espectral de Koopman se enriquecen estas medidas con observaciones no lineales y = g(x)
para proporcionar un mejor mapeo de Y a 'Y’ donde se aproxime a los mapas de Koopman de dimensidn
infinita. Las predicciones que se tienen de las observaciones futuras en este modelo de Koopman, pueden
usarse para recuperar el estado futuro T, 4+1, siempre que la funcion g sea inyectiva. En ultimas, tanto DMD
como Koopman son ecuaciones libres, en el sentido que no se centran en conocer Fy [15].

Ahora bien, teniendo esta teoria e ilustraciéon anteriormente descrita, se puede introducir el
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siguiente teorema:

Descomposicién de los modos de Koopman y DMD: Sea ¢, una funcién propia de 2
con autovalores A y suponiendo que ¢y, € span{g;} se tiene:

or(®) = wigi(x) + wega(x) + ... + wpgp(x) =W - g

para algin W = [wjws ... w,)T € CP. Si W € R(Y) donde R es el rango, entonces W serfa
un autovector izquierdo de Ay con autovalor \; donde W' Ay = A\, W ' .

Cuadro 2.3: Definicién de la descomposicién de los modos de Koopman y el método DMD [15]

Esto muestra, que los autovalores de Koopman sean los autovalores de DMD, proporcionando:

1) El conjunto de observaciones sea lo suficientemente grande para que ¢i(x) € span{g;}.

11) Los datos sean lo suficientemente enriquecidos para que W € R(X)

En conclusién, se considera que la eleccién de observaciones sea fundamental para conectar la
teoria de DMD con el anélisis espectral de Koopman. Si esto puede hacerse, simplemente se puede
tomar snapshots de informacion como sistema dindmico no lineal finito y reparametrizarlo como
un sistema lineal de dimensién infinita, siendo esto susceptible de una simple descomposiciéon de
funcién propia. Esta representacion diagonaliza la dindmica y muestra que la evolucién temporal
de cada funcién propia corresponde a la multiplicacién por su valor propio correspondiente.



CAPIiTULO 3

Resultados del Proyecto

Desarrollo de la simulaciéon para procesos diagnédsticos

En el desarrollo de este proyecto, se emplearan dos lenguajes de programacién denominados
MATLAB y R, a fin de ejecutar y visualizar el método de Descomposicién en Modos Dindmicos
de acuerdo a los casos positivos de COVID-19 presentes en el drea metropolitana de Santiago de
Cali. Por lo tanto, se estructuraran tres fases de desarrollo: su primera fase serd el tratamiento de
datos, la segunda fase tendrd una interpretacién basica de los datos y finalmente, se elaborara
la implementacién del método DMD respecto a cada enfermedad mencionada.

3.1. Covid19

3.1.1. Tratamiento de datos

Para ejecutar el tratamiento de informacién del SARS-CoV-2 se empleé un conjunto de datos
que fue emitido por la secretaria de salud de Santiago de Cali, para més informacién ver [4]. Este
conjunto contiene el nimero de contagiados que fueron reportados en cada semana dentro de un
periodo temporal de poco més de un ano, comenzando desde la semana 10 del ano 2020 (mitad de
Marzo del 2020) hasta la semana 12 del afio 2021 (finales de Marzo del 2021) contabilizando asi un
total de 56 semanas. Adicionalmente, la informacién fue recolectada a través de los reportes que
generaban las prestadoras de salud de Santiago de Cali, de acuerdo a los lineamientos de deteccién
y manejo de casos de esta enfermedad, ver [2].

Estos lineamientos contribuyeron a que las entidades prestadoras de servicios de salud confirmen
situaciones de Covid19 de acuerdo a la informacién personal del paciente y la fecha en que se realiz6
los exdmenes particulares de dicha enfermedad. De lo anterior, estos pacientes son organizados de
acuerdo a los criterios del Ministerio de Salud Colombiana, donde seguidamente se le define una
estructura de pasos ordenados para el manejo clinico de su proceso [1]. En sintesis, esta captura de
casos positivos se muestra en el siguiente flujograma:
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[ DEFINICION DE CASO ]
CRITERIOS CASD 1, Pacienta con fiebre y fos, con cusdm de Infleceién CRITERIOS CASO 2. Persona con presencia de & menos 2 de los siguentes
Respiratoria Aguda Grave -IRAG, qua desarrolla un curse climics inusual o sinlomas maa frecuentes: fiebre, tos, dificultad respiratora, edinofagia o fabiga

meaparado, especalments un detenon repenting a pesar del tralansento
BoecUBt, quUE requIsra Intermacian

¥ ademas que tenga
a  Histonal de vae o que haya vivido en China o paises y dreas con arculacion viral confirmada del nuevo coonavirus (SARS-CoV-2) en los 14 dias anlenoies
shinice de los sinfomas, o
b Una ocupacion como frabajador de fa salud u olro porsonal que labom en un antorno que alianda a pacientes con IRAG con eltiologia desconocda, o
o Antecedanies de contadio estracho en los (brmas 14 dias con un caso probable o confirmada de infeccitn reapiratona aguda grave por el nuevo comnanns

Link para consulta dreas con circulacidn viral, hitps: Uwww.mins slud. gov cofsaludipublicaPETIPaginas/NusvoCoronavirus-nCoV aspx

patiameento de kerceros

HoREano

Figura 3.1: Diagrama de flujo para pacientes Covid19 del Ministerio de salud de Colombia [2].

Flujograma elaborado para la deteccion y manejo de casos por los prestadores de servicios de salud frente a
la introduccién del SARS-CoV-2 a Colombia [2]; tener presente, que cada paso de estos se adaptd al contexto
del drea metropolitana de Santiago de Cali.
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Por lo tanto, conociendo como se confirma cada paciente positivo de Covidl9, la secretearia
de salud de Santiago de Cali decidié estructurar su conjunto de datos en relacién a las siguientes
variables:

= Ano - Identifica los registros desde su origen en Cali, Colombia en el 2020 hasta 2021.
= Semana - Identifica los registros de la semana 10 del 2020 hasta la semana 12 del 2021.

s Comunas - Identifica cada una de las 22 comunas que comprende la ciudad.

Dicho conjunto refleja un arreglo matricial de orden 58 x 25, donde sus primeras dos columnas
contienen los anos y las semanas de casos registrados por esta enfermedad, luego desde la tercera
columna hasta la penultima columna se tienen las 22 comunas de la ciudad de Santiago de Cali
y finalmente, se tiene una columna de totales que presenta la suma o total de contagiados que
fueron hallados en cada comuna segiin su semana registrada. Por otro lado, en cuanto a las filas
su primera fila representa las etiquetas de las variables que fueron anteriormente mencionadas y
su ultima fila tiene la suma o total de contagiados que fueron hallados en cada semana segin
la comuna de la ciudad, debido que entre esta primera y ultima fila se tienen registradas las 56
semanas de contagio. Ahora bien, es valido aclarar que el cruce entre fila y columna (Semana
y Comuna) representa un valor entero que denota la cantidad total de pacientes confirmados en
esa respectiva semana, ano y comuna segun el procedimiento del ministerio de salud de la figura 3.1.

Luego, por cuestiones practicas para posteriores pasos en la simulacién de este proceso diagnésti-
co, este arreglo matricial se le realizaran dos modificaciones pertinentes:

1. Eliminacién de valores totales y columna de ano: Debido que el arreglo matricial contiene
filas y columnas totales como una de afios registrados, se decidid solo representar los valores que
tienen pacientes contagiados que existe entre cada semana y comuna, a fin de tener una matriz
de orden 56 x 22.

2. Transposicion del arreglo: Por situacion de orden en esta informacién, se decidié visualizar
los datos de manera Comuna X Semana, a fin de tener una matriz con un orden de 22 x 56.

Finalmente, denominemos a este conjunto matricial de datos como Xy de orden 22 x 56 donde
se le puede crear subconjuntos matriciales, tal que estos subconjuntos pueden ser conformados por
cada columna (semana) que contiene el total de contagiados en sus 22 comunas de Santiago de
Cali. De este modo, los vectores columna generados anteriormente se les conoce dentro del método
DMD como Snapshots y estdn esquematizados de la siguiente manera:
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4 )

xl,m i1
X2,m iz
X3 m iz
[ J
[ J
. -
xk,m ln
Snapshot de una

\ semana

Figura 3.2: Estructura de un Snapshot en la ciudad de Santiago de Cali

Esquema matricial de un vector colummna que representa la cantidad de contagiados por la enfermedad de
Covid19 en una semana, donde i, € N° son el mimero de contagiados conn =1,2,...,22 (n=k). Y donde
cada uno de estos contagiados se encuentra asociado a una semana m en el rango de 1 a 56, segin la comuna
k que son 22 para la ciudad de interés en este trabajo, considerando asi este vector como un Snapshot.

De la ilustracién anterior, se tiene que el comportamiento matricial de un Snapshot estd com-
puesto por la cantidad de contagiados que existe en una semana particular con sus 22 comunas,
por ende, se puede decir que estos Snapshots reflejan un fragmento temporal de una semana para
el Covid19 en la ciudad de Santiago de Cali, visualizdndose esto en un paralelo de 56 vectores (14

Agrupacién de Snapshots para
la ciudad de Santiago de Cali

meses) tal como se tiene a continuacién:

Figura 3.3: Estructura total de Snapshots en la ciudad de Santiago de Cali
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Esquema con todos los arreglos matriciales y/o geograficos de los Snapshots, donde se representa en cada
arreglo la cantidad de contagiados por la enfermedad de Covidl9 en una semana, siendo in € N® el nimero
de contagiados conn =1,2,...,22 (n=~k). Y donde cada uno de estos contagiados se encuentra asociado a
una semana m en el rango de 1 a 56, indicando incluso el avance de Snanpshots x,, € Xy, siendo Xy el
arreglo matricial de orden 22 x 56.

Por 1ltimo, teniendo identificado cada Snapshot del Covid19 que fue anteriormente presentado, se realizé
un proceso de normalizacién en este conjunto de datos final con el objetivo de centralizar la informacion,
lo cual contribuye a optimizar el proceso de diagndstico con esta matriz final. Por tanto, estos snapshots
(semanas) normalizados se visualizan como la matriz Xy dentro de un mapa de calor de la siguiente forma:

Snapshots de los contagiados por Semana

[ R =P A Y LG R

1400

1 300

Comunas de Santiago de Cali
=

MEOO~D 00 MEOORBD OO R R =] MYnORD o0 MEnORD OO g
pofih e B Shags b gt g SRR P TR e b ik fe bt el ok

Semanas registradas
Figura 3.4: Snapshots normalizados de los contagiados por Covid19 a través del tiempo.

Mapa de calor que representa las franjas de contagio por Covidl9 en las 56 semanas registradas segun su
comuna (x, =1,2,...,56), donde a simple vista se reconocen dos picos de mediano y alto contagio, siendo
estos aproxrimadamente entre la semana 19 y 20 para su primer pico y el sequndo entre la semana 46 y 47.

3.1.2. Interpretacion basica de los datos

Luego de haber examinado y estructurado de manera general este conjunto de datos de los pacientes
contagiados por Covid19, en esta seccién se optard por entender cudl es el comportamiento de dicha infor-
macién recopilada en relacion a planteamientos estadisticos basicos. De esta manera, si se ejecutan algunos
analisis de medias, desviaciones, minimos y méximos, se tendria lo siguiente:
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Commna sSemanas mean Covid std Covid min Cowvid max_ Cowvid
1 5& 37..857 30.763 L] 114
2 5& 123.48 103.38 1 474
3 5& 72.643 54.291 L] 0%
4 =1 63.821 47187 4] 216
L= 5& 112.63 83.244 L] 275
& 5& 126.02 93.01% 1] 400
) 5& €l.679 44,005 L] 179
g 5& 111.2 81.487 4] 378
L 5& 57357 42.1 Q 209

10 5& 124.29 BE.D64 o] 416
Tl 58 107.5 74.205 L] 316
12 Se &0.107 42 .91 L] 82
13 5& 109.54 T74.36 o] 297
14 5& 83.125 57.798 1 231
IS 5& B85.964 5G9.254 2 236
1& 5& 83.982 B.679 L] 263
17 5& 189 150.0%8 2 893
18 5& S9g.875 T8.447 #] 344
19 5& 141.45 105.64 4] 450
20 5& 34.054 26.028 ] a9
21 56 75.464 54.668 L] 213
22 5& 26.375 23.489 1] g8

Figura 3.5: Estadisticas bésicas para el Covid19 en Santiago de Cali.

Esta tabla presenta estadisticos bdsicos en relacion a los datos capturados de la matriz Xy, ante esto, tener
presente que la poblacion total estudiada es de 111.238 pacientes positivos para la enfermedad de Covid19
en la ciudad de Santiago de Cali. Por lo tanto, dada esta informacion, a partir de la tabla se percibe que
las comunas 17, 19 y 6 son los sectores de la ciudad con mayor promedio de contagio por Covidl9, aunque
de estos tres seleccionados se resalta la comuna 17, dado que tiene una mayor media de contagios respecto
a otras comunas, teniendo en si una representacion del 9.51 % de la poblacién total, involucrando a que
aproximadamente 189 personas se contagien por Covidl9 cada semana, adicionalmente, esta comuna pre-
senta una alta variabilidad de aproximadamente 150 persona por semana, es decir, indica la posibilidad que
el nimero de contagiados fluctué en aumento o disminucion de manera considerable. Por otro lado, toman-
do nuevamente todas las comunas de la ciudad, la comuna 22 es el sector que presenta menos indicadores
estadisticos, es decir, esta comuna tiene una representacion del 1.83 % de la poblacion total con una variabi-
lidad pequena, denotando que aproximadamente cerca de 26 personas se contagian por Covid19 cada semana.

Ahora bien, en relacién a la tabla anterior y por cuestiones de percibir esta informaciéon de
manera grafica lo que fue anteriormente descrito, véase lo siguiente:



3.1. Covid19 31

Analisis basico del Covid19
700 £

800 [

g

B

[}

o
T

#*

300

il

NI o

contagiados por comuna
#*

3

[}

L=
T

I

—

Fa
4
15‘
o

L9

Figura 3.6: Diagrama de Cajas para el Covid19 en Santiago de Cali.

Comu nas

Grdfico que presenta las estadisticas de medias, varianzas y cuartiles de cada comuna segun las 56 semanas
de registros que fueron emitidas por la secretaria de salud de Santiago de Cali. Andlogamente a la figura
anterior, aqui se confirma visualmente la percepcion de que las comunas 17, 19 y 6 son las tres comunas de
mayor promedio de contagios por Covid19, adicional a esto, se puede percibir grificamente que la comuna
17 tiene una mayor media y desviacion estandar respecto a las otras comunas, conllevando a interpretar que
esta comuna presente una alta dispersion de pacientes contagiados por Covid19 en las 56 semanas respeto
a su media. Por otro lado, entre los cuartiles Q1 y Q3 presenta una concentracion del 50 % de casos por
contagio Covid19, los cuales llevan a temer numerosos pacientes positivos en esta enfermedad que oscilan
entre 45 personas y 217 personas cada semana aprorimadamente.

3.1.3. Implementacion del método DMD en el Covid19

El método DMD analiza la matriz X de la figura 3.4 tomando su informacién como una relacién
entre pares de datos de manera espacio temporal, es decir, consiste en una medicién futura xg41 y
una medicion previa g donde x € R™, organizandose cada uno de estos Snapshots o registros de
acuerdo a la teoria explicada en el capitulo 2.1.4 con la siguiente expresion:

LTl+1 — Awk, (31)
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de esto, se tiene que los datos captados de la figura 3.3, se expresan de la siguiente manera:

T9 = Axq
xr3 = AZL‘Q
Ty = A:Eg

Tpy1 = Azg = X1 = AX,

donde la matriz A € R™*"™ se puede encontrar como la mejor aproximacién en norma 2 aplicando
la Pseuda-Inversa de Moore Penrose, tal como se menciona en el cuadro A.1, viéndose asi:

X1 (Xe)' = A

Posteriormente, habiendo analizado el comportamiento de estos estados temporales anteriores,
se pueden crear dos arreglos matriciales de las siguiente forma:

X=|x1 2 T3 ... Tym_1 X' = |z 3 T4 ... Tom|,

recordar, m indica el avance de semanas o Snapshots lo cual permite definir una matriz X compues-
ta desde el primer registro hasta el penultimo registro de X, y de manera anéloga, se puede definir
la matriz X' la cual estd compuesta desde el segundo registro hasta su ultimo registro de X¢. Por lo
tanto, el orden de estas matrices previamente explicadas serian X, X’ € R"*™~1 adicionalmente,
dado que A € R™ " es necesario que n > m con el fin de que el rang(A) sea completo. De esta
manera, las matrices X y X'’ se escogen particularmente para la implementacién con un orden de
22 x 17 datos relacionados con el Covid19 en la ciudad de Santiago de Cali.

Por lo tanto, utilizando recursivamente la ecuacién 3.1 y teniendo presente lo anterior se obtiene
el siguiente comportamiento:

X' ~ AX. (3.2)

Por otra parte, el manejo de informacién en esta etapa del modelado es crucial, por lo que sim-
plificar los célculos y el costo computacional que involucra la ejecucion de estos arreglos matriciales,
se convierte en una necesidad y ganancia para el modelo futuro. En este sentido, aplicando lo visto
en la Sub-Seccién 2.1.1 con relacion a la reduccién de elementos, se tendria el siguiente grafico que
presenta la identificacion de caracteristicas por medio SVD a fin de abordar estos sistemas:
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/ Método para la reduccion de elementos empleando \
SVD en el método DMD
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Figura 3.7: Representacion del método de reduccién utilizando SVD para DMD.

Izquierda: Esquema de tres matrices que presenta la descomposicion del método SVD.
Derecha: Representacion de los autovectores de rotacion U y los elementos caracteristicos de la matriz 2.

De acuerdo con el esquema anterior y retomando con la ecuacién 3.2, se aplica una descomposi-
cién de la matriz X siendo esta como X = UXV™ permitiendo que esta descomposicién ejecutada
caracterice los valores singulares (o; € X), a fin de ejecutar una reduccién de estos elementos des-
de el método SVD. Adicional a esto, el proceso de SVD también es conocido como una accién
andloga del método PCA (2.1.2) como proceso auxiliar a DMD. Por tanto, teniendo la descompo-
sicién y sus valores singulares, se contribuye al analisis y simplificacion de estos datos por medio
de truncamientos, de acuerdo al siguiente grafico:

Estudio de energia de los valores singulares (X)
1 T T T T T T e ¥ @
e ®

* X 16
Y 0.998823
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Figura 3.8: Valores singulares por el método de reduccién SVD en el Covid19.
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Grdfica que presenta todos los valores caracteristicos o singulares o; con i = 1,2,...,22 de manera ascen-
dente, los cuales pertenecen a la matriz ¥ de la descomposicion SVD. Cada valor o; estd presentando una

relevancia como condicion de representacion porcentual en una matriz completa X .

La figura anterior, muestra un estudio de la energia del sistema donde se encuentran los valores
singulares o representantes del comportamiento de la matriz total, estos valores, particularmente
también son considerados como parte de los componentes principales del método PCA que son
explicados bajo el método SVD. Por ende, estos valores enriquece y permite conocer con ciertos
grados relevancia que influencia tiene cada comuna respecto a los contagios de la enfermedad
Covid19. Siendo asi, véase el siguiente andlisis e interpretacién de algunos componentes principales:
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Figura 3.9: Estudio de relevancias que ejecutan los componentes principales.

Grdfica que muestra un estudio de los primeros 8 componentes principales, donde a simple vista se puede
notar que después del 60 % de relevancia o explicacidn del sistema X, se puede notar una alta influencia de
contagio por parte de las comunas 17 y 19, teniendo un rango de contagio por paciente en aproximadamente
120 a 205 pacientes. De manera individual cada componente principal tiene lo siguiente:

s PCA1: explica con una relevancia de 62,6 % del total de los datos X. Donde la comuna de mayor
influencia estd dada por la comuna 17 teniendo un total aproximado de 165 pacientes cada semana
bajo esa relevancia escogida, por otro lado, se identifica en el top 8 de influencia de contagio a la
comuna 10 con un aproximado de 110 pacientes cada semana.
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s PCA2: explica con una relevancia de 77,9% del total de los datos X . Se evidencia una prevaleciendo
como mayor influencia de contagio por parte de la comuna 17 pero ahora con un total aproximado de
202 pacientes por semana dentro de esta relevancia, mientras que la comuna 19 a comparacion del
anterior componente principal, se baja dentro del top 3 para estar de ultimo lugar y adicional a esto
comienza a influir mds en ese top 3 la comuna 11 con un aproximado de 159 pacientes semanalmente.

= PCA3: explica con una relevancia de 84,9 % del total de los datos X . Y nuevamente se visualiza como
la comuna 17 sigue teniendo la mayor influencia de los de contagio semanalmente, aunque por otro
lado, para esta relevancia mds alta dentro del tercer componente se evidencia que la comuna 2 tiene
una influencia sobresaliente de alrededor 140 pacientes semanales.

De este modo, el método SVD permite explorar la influencia de la enfermedad por componentes
tal como se vio anteriormente y de manera adicional, también este permite realizar reducciones o
truncamientos de la matriz para tener explicaciones con cierto grado de relevancia, en este caso,
para todo el modelo de DMD que sigue a continuacién se tomara un truncamiento en relacién a la
grafica 3.8 segun el dato 16, debido que hasta este valor se retrata todo el sistema matricial X en
un 99,88 %.

Luego, habiendo realizado este proceso de reduccién, se toma la matriz A de la ecuacién 3.2
dado que es el mejor ajuste para el sistema, entendiéndose esto desde la conexién con el cuadro 2.2
donde A = X’XT con el objetivo generar una proyeccién alterna en los modos POD de U como
A =U*AU = U*X’'VE~1, siendo este arreglo matricial A, la forma adecuada para obtener la
descomposicién espectral geométrica vista como AW = W A y que se representa desde el siguiente
esquema general:

4 )

Descomposicion espectral

'

\ ' »

Figura 3.10: Geometria de la descomposicion espectral con sus autovalores A.

llustracion de un circulo unitario en un plano complejo con tres autovalores teéricos A, de los cuales explican
el comportamiento en magnitud de sus autovalores de contagio por comunas sobre tiempos futuros, dado que
este trabajo se realiza en relacion a un sistema diferencial lineal. Por lo tanto, En el caso del autovalor
1, se visualiza que la magnitud estd por debajo del circulo unitario, lo cual indica que su autovalor tienda
al origen y esto defina que la enfermedad para tiempos futuros pueda anularse, segquido de esto se tiene
que el autovalor 2 en magnitud se encuentra exactamente sobre la frontera, lo cual indica que el autovalor
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oscile dado que es una multiplicacion por la unidad y conlleve a que la enfermedad sea oscilante en tiempos
grandes y perdure, por ultimo, se tiene el autovalor 3 el cual en magnitud esta por fuera de la unidad, lo
cual indica que el autovalor puede crecer rapidamente dada su solucion diferencial lineal conllevando asi, a
que la enfermedad para este caso crezca y tome un papel problemdtico en el sector salud. Ahora bien, dada
la grafica e informacién anterior, ejecutando la descomposiciéon espectral para los datos de Covidl9 en la
ciudad de Santiago de Cali, se tiene lo siguiente:

Descomposicion Espectral

05
X -1.18366 ®
Y0
D -
[ ]
05

Figura 3.11: Geometria de la descomposicion espectral aplicado al Covid19.

Este grdfico presenta la magnitud de sus autovalores donde la mayoria se encuentra por encima del circulo
unitario, implicando por teoria que el comportamiento de la enfermedad Covid19 tenderd a crecer en tiempos
futuros cercas para cada comuna de la ciudad. Aunque si bien, diagnosticar el comportamiento de estas
magnitudes, conlleva a focalizarse en al menos uno de los autovalores de mayor magnitud dentro de este
sistema, siendo este el autovalor resaltado que se encuentra un poco aislado de la frontera del circulo unitaria,
indicando este una de las mayores magnitudes existente con un comportamiento propio de contagio entre
comunas.

Por lo tanto, este comportamiento de autovalores y autovectores de A que previamente fueron hallados,
puede construir un nuevo arreglo matricial de la forma ® = X’V ~1W, tal que se denominan como “los
modos dindmicos del método DMD” y donde este también puede ser un autovector de la forma ® = U*W
donde se precisa como la dindmica de avance en relacién a lo diagnostico en A y A dado que es el mejor
ajuste dentro de esa ecuacion diferencial ordinaria de la enfermedad Covid19.

Siendo asi, ahora se analizara el aporte de contagio que ejerce cada comuna de la ciudad de Santiago de
Cali, tomando como relacién el autovalor de mayor magnitud que fue seleccionado en la grafica 3.11, por
ende, esto se visualiza de la siguiente manera:
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Representacion de contagio asociado a la mayor magnitud vectorial
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Figura 3.12: Magnitudes de comunas que generan aportes de contagio por Covid19.

Este grdfico evidencia de manera diagnostica un alto aporte por magnitud de contagio Covid19 en cinco focos
o comunas de la ciudad de Santiago de Cali, encabezadas por la comuna 18, sequida de la comuna 2,luego
la comuna 13, luego la 16 y por ultimo la comuna 19. Particularmente, es sorprendente notar algunas
comparaciones de estos aportes por magnitud de contagio en esas 17 semanas seleccionadas con lo obtenido
del andlisis estadistico bdsico (figura 3.6), ya que por ejemplo la comuna 8 se evidencia como una comuna
de mayor aporte o influencia de contagia en esas semanas anteriormente dichas, mientras que para las
estadisticas bdsicas parece que esta comuna disminuye un poco su aporte de contagio en el tiempo. Por otro
lado y en otro andlisis, se evidencia que las comunas 2 y 19 han sido comunas destacadas desde comienzo de
la pandemia y al parecer se mantienen dentro de ese rango de aporte a contagio por un buen tiempo, dado
que sus valores de medias y variabilidad son altos respecto a las otras comunas.

Dado lo anterior se visualizara de manera geogréafica como aparece a continuacién:

Comunas de contagio COVID19 asociado
a la mayor magnitud vectorial para

la ciudad de Santiago de Cali

L

Figura 3.13: Mapa geografico con las comunas de mayor aporte de contagio por Covid19.
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Adicional al grifico previo (8.12), este mapa presenta de manera diagnostica los focos de contagio segin las
magnitudes halladas de cada comuna, por lo que la comunas 18 correspondiente al corredor sur de la ciudad
es la comuna de mayor influencia en aporte de contagio Covidl9, sequido de la comuna 2 en el corredor norte
de la ciudad, mientras que en términos de aporte moderado-alto se tienen a las comunas 13 y 16 ubicadas en
el sector centro-occidente de la ciudad. Por otro lado, se evidencia que las comunas en el sector Noroccidente

y centro de la ciudad no intervienen mucho en aportes a contagio de esta enfermedad.

Ahora bien, habiendo realizado el comportamiento de los aportes en magnitud de contagio
Covid19 por comunas, posiblemente surge la pregunta: “Dentro de esta enfermedad, ;Cuéles son
las comunas que tienen mayor frecuencia?”’por tanto, en este nuevo desarrollo se conoceran los
aportes de frecuencia que presenta la enfermedad de Covidl9 segin la ecuacidon que se muestra a
continuacion:

imag(log(A;))
2w At

frecuencia; = ,
la ecuacién, describe el nimero de repeticiones u oscilaciones de acuerdo a las magnitudes de los
autovalores en A ya que como se habia mencionado antes, esta matriz tiene una relaciéon con el
método DMD en 2.2, debido que cada uno de estos valores presenta en su sistema una combinacién
lineal de datos espacio-temporales de la enfermedad Covid19. Por lo tanto, ejecutando este proceso
de frecuencia para conocer las oscilaciones en el Covid19 de la ciudad de Santiago de Cali, se tendria
lo siguiente:

Representacion de la frecuencia de contagio en el Covid19
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Figura 3.14: Gréfica que describe las magnitudes de frecuencia para el Covid19.
Esta grdfica se encuentra elaborada con un periodo de 17 semanas las cuales oscilan en relacion a las mag-

nitudes de los autovalores de la matriz A, con el fin de explicar cudles de estas magnitudes aportan en mayor

medida a la frecuencia de contagio Covid19 en la ciudad de Santiago de Cali. Siendo ast, dado los autovalores
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presentes en esta grdfica se tiene que el autovalor de mayor magnitud se encuentra en su entrada 12, lo cual
conlleva a tener un patrdén similar en comunas de las grdficas anteriores, pero ahora en relacion a que estas
comunas de la ciudad efectian un mayor aporte a la frecuencia de contagio bajo este autovalor de mayor

magnitud que fue seleccionado.

En este sentido, dada la figura previa y tomando de ella ese autovalor de mayor frecuencia, se
tiene el siguiente grafico de aportes a mayor frecuencia por comuna:
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Figura 3.15: Magnitudes de comunas que generan aportes de frecuencia por Covid19.

Se puede notar en este grdfico de manera diagnostica la existencia de varias comunas que aportan diferentes
frecuencias de contagio en la enfermedad del Covidl9, aunque de estos resultados se resaltan nuevamente
los cinco focos anteriores de la ciudad de Santiago de Cali, encabezando estos aportes en primer lugar por
la comuna 18, luego la comuna 2, sequida la comuna 13, después la comuna 16 y por ultimo la comuna 19.
En relacion a este grdfico y su contexto de frecuencia, se puede inferir que tanto las comunas de aporte
a magnitud de contagio son incluso también las frecuentadoras de la enfermedad Covid19, por lo que estas
comunas son las precursoras de posibles problemas de contagio en el futuro cercano de acuerdo a sus comunas.

De este modo, habiendo obtenido estos aportes de frecuencia en contagio para la ciudad de
Santiago de Cali, se visualiza lo anteriormente descrito pero de manera geografica como aparece a
continuacion:
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Frecuencia al contagio de COVID19 asociado
a la mayor oscilacion de frecuencia para

la ciudad de Santiago de Cali
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N

Figura 3.16: Mapa de los mayores aportes a la frecuencia de contagio por comuna en el Covid19.

Nuevamente, este mapa presenta de manera diagnostica los aportes a frecuencia de contagio asociados a
su autovalor de mayor magnitud, donde de manera andloga al caso de aportes en magnitud, se tiene que
la comuna 18 correspondiente al corredor sur de la ciudad es la comunas de mayor aporte a frecuencia de
contagio y magnitud, sequido de esto se tiene la comuna 2 ubicada en el corredor norte de la ciudad donde
también presenta un aporte alto en frecuencia y magnitud. Por otro lado, en cuanto al aporte moderado-alto
de frecuencias y magnitud de contagio se tiene las comunas 13 y 16 ubicadas en el sector centro-occidente.
Por dltimo, se evidencia nuevamente que en el Noroccidente y centro de la ciudad no hay mucha influencia
por aporte a frecuencia de contagio.

Finalmente, habiendo realizado este andlisis diagnéstico, donde se clarifico el comportamiento
de la enfermedad Covid19 en la ciudad de Santiago de Cali y como esto contribuird a lo que viene
a continuacion, se ha deciddio ejecutar algunas estimaciones y predicciones de la enfermedad con el
modelo de DMD. Pues bien, dado que el sistema completo presenta un orden de 22 x 56 siendo este
una Ecuacién Diferencial Ordinaria no lineal, donde al dar solucién se busca utilizar la definicién
del operador de Koopman de la figura 2,6 donde se solucionan estas predicciones realizando una
conexién por medio de una ecuacién lineal de infinita dimensién X’ &~ AX en su mejor ajuste
matricial A de orden n X n.

Ahora bien, al generar un truncamiento particular de esta aproximacién tal como se ha venido
haciendo en la construccién diagnostica, se puede tomar un valor n determinado si o solo si n > m
haciendo que X' = f(x, u,t) = (X' =~ AX) y permitiendo que la matriz A sea diagonalizable en la
forma de A ~ PDP~!. Por lo tanto, a partir de esto se pueden ver las siguientes aproximaciones
lineales como solucién de lo previamente definido:

Xy = AX, = Xo = PDP !X,
X3=AXy = X3 = (PDP Y (PDP X, = PD?’P !X,

Xpi1=AX, = X,41 = PD"P7'X, = PD"b,
N——
b
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de lo anterior, se tiene que P es la matriz de autovectores de A, D es la matriz de valores dia-
gonales y b = P~1X; como la condicién inicial particular que soluciona este sistema lineal. De
este modo, partiendo ahora desde la descomposiciéon espectral realizada en el sector diagndstico
y tomando el autovector de A conocido como los modos dindmicos del método DMD, se tiene a
® = U*W la cual permite crear una ecuacién soluciéon para reconstruir estas proyecciones de la
manera Xp+1 = PA"® 1 X; = ®A"b, recordar, W y A son los autovalores y autovectores que
tienen en comun las matrices A y A.

Tomando esta anterior ecuacién solucion del método de Descomposiciéon en Modos Dinamicos,
podriamos ver las siguientes proyecciones de contagio en la enfermedad del Covid19:

. ] Linea de ent jento |
Datos de la cantidad de contagiados ﬂﬁ; _ein_re Eaﬂlin_o|

Comunas de Santiago de Cali

1 2 3 4 5 6 7 8 9 0 1 12 1B 14 15 1B 17 1@ 18 20 2
Semanas iniciales (Original)

Datos de la cantidad de contagiados

Comunas de Santiago de Cali

1 2 3 4 5 6 7 8 9 w1 12 13 14 15 1B 17 18 19 2 2
Semanas proyectadas

Figura 3.17: Reconstruccion y proyeccién futura de los modos de DMD.

En esta figura se presentan dos grdficas en mapas de calor, de esto, el primer mapa representa los valores
originales que fueron registrados por la Secretaria de Salud de Santiago de Cali desde la semana 1 hasta la



42 Capitulo 3. Resultados del Proyecto

semana 21, ahora bien, debido que en el proceso de diagnostico se decidid truncar la matriz completa X de
orden 22 x 56 hasta el valor 17, esto conllevo a que esas semanas seleccionas fueran los datos de entrada
para el entrenamiento del modelo DMD vy que a partir de estas se crearan los modos del método DMD para
obtener asi ciertas estimaciones, siendo ellas las resultantes del seqgundo mapa de calor.

De este modo, en el sequndo mapa de calor se perciben predicciones bastante cercanas a los datos origi-
nales del primer mapa, siendo estos desde la semana 1 hasta la 17, después, se comienzan ahora a visualizar
varios incrementos de contagio en cada comuna y es justo aqui donde la parte diagnostica de la figura 3.11
cobra bastante sentido, ya que en esa figura de la descomposicion espectral se tenian wvalores por fuera del
circulo unitario los cuales indicaban mayores contagios en futuros cercanos y es que en cierta medida, se
puede notar que la cifras se apegan un poco a los datos originales del primer mapa, adicional a esto, también
se puede notar que las predicciones se encuentran advirtiendo y retratando el comportamiento del primer

pico de contagio que se percibe en la figura 3.4 y tan solo con 17 semanas de entrenamiento.

Por tltimo, es de gran valor verificar que tan aproximado se estdn haciendo las predicciones del
método DMD respecto a los datos originales, por lo tanto, se analizé el comportamiento de estos
desfases utilizando los procesos de Error Cuadrético Medio (MSE) y la Raiz del Error Cuadratico
Medio (RMSE) tal como se ve a continuacién:

Semana MSE RMSE
1 5.2856 2.299
2 2.5358e-27 5.0357=-14
3 2.3583e-25 4_.891%=-13
4 8.7216e-25 5.338%e-13
5 l.8118=-24 1.26%62-12
g 3.0265e-24 1.7397e-12
7 3.26l5=-24 1.806e-12
g 2.6884e=-24 1.63%6e-12
o 1.8613=-24 1.36432-12
10 1.4421e-24 1.200%e-12
11 2.8177e-24 1.7081le-12
1z 1.0043e-23 3.16%=-12
13 2.3337e-23 4,8308e-12
14 5.4404=-23 T7.375%=-12
15 1.2063e-22 1.0983e-11
1& 2.1146e-22 1.4542e-11
1 2.60432-22 1.6138e-11
18 1259.3 36.046
19 3466.6 58.878
20 3107 55.74
21 8115.1 90.084

Figura 3.18: Tabla de errores para el modelo DMD entre lo predicho y lo actual.
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Esta tabla muestra que tanto desfase o error hubo en las 21 semanas que fueron utilizadas en el grdfico
anterior de mapas de calor, mostrando asi como los valores predichos y los originales en cuanto al MSE
presentan desviaciones bastante pequenas entre las semanas 2 al 17 como también unas varianzas muy
minimas dentro de misma semana segun indica la columna de RMSE. Por otro lado, se notan algunas
varianzas en los datos después de la semana 17 pero es debido a la informacion que se tomd dada la condicion
de que n > m.

3.1.4. Conclusiones

Habiendo ejecutado lo diagnostico y predictivo del método de Descomposicion en Modos Dindmicos para
el drea metropolitana de Santiago de Cali en la enfermedad del Covid19, se llegé a las siguientes deducciones:

1) De acuerdo a la gréfica 3.12 con el mapa 3.13 y su otra gréfica andloga 3.15 con su mapa 3.16, se tiene que
las comunas 18,2,13,16 y 19 son las comunas que mayor aportan en magnitud y frecuencia de contagio
para la enfermedad de Covid19, esto se debe ya que gran parte de las comunas anteriormente descritas se
encuentran dentro de los 10 primeros sectores de mayor densidad poblacional segun la alcaldia de Santiago
de Cali (ver [10]) y adicional a esto, también algunas de estas comunas comprenden diferentes puntos de
interés turisticos u ocio dentro de la ciudad, lo cual genera una afluencia considerable de personas en estas
comunas de manera diaria. Por lo tanto, se propone crear una politica publica que posicione entidades
pertinentes en cada una de estas comunas con el fin de crear campanas de higiene y regularizacién de
salud enfocadas al uso constante de implementos de bioseguridad y espacio de cuidado, permitiendo que
estas campanas tengan una poblacién méas consiente que conlleve a reducir las cifras de contagio para
estos sectores y que adicionalmente, esto genere ganancias para los centros hospitalarios ya que al haber
un reduccién de contagios habra una mayor disponibilidad de recursos fisicos como camas UCI evitando
asi posibles colapsos en los servicios de salud por los casos Covid19.

2) Habiendo construido el modelo de prediccién para la grafica 3.17 se dedujo que es necesario tener muy
en cuenta el nimero de entradas que se establecen de input”para entrenamiento el modelo ya que de
ellas depende para la matriz A sea de rango completo y adicional a esto, también se debe tener cuidado
con la seleccién de condicién inicial, ya que esta es demasiado sensible a los cambios del sistema y pude
presentar ciertas fallas al momento de hacer estimaciones futuras.

3) la cuantificacién de los datos son necesario verificarlos si presentan una buena calidad de captura, ya que
las malas précticas de esta captacién de informacién pueden afectar crucialmente la ejecucién del modelo
de predicciones.






CapiTULO 4
Conclusiones del Proyecto y Trabajos
Futuros

En conclusién final, el método de Descomposicién en Modos Dindmicos (DMD) puede pensarse como
una combinacién ideal de técnicas de reduccién de dimensionalidad espacial. Puesto que las correlaciones de
estos modos espaciales estan asociadas con una frecuencia temporal, donde su ejecuciéon, demuestra tasas de
comportamientos en crecimiento o decadencia. Por lo tanto, el proceso de este método se centra simplemente

en recopilar Snapshots xj de un sistema dindmico en un nimero de veces t;, donde k = 1,2, 3,...,m. Siendo
as{, DMD es algoritmicamente una regresién lineal dindmica de datos locales &1 = Axy, donde A se elige
para minimizar ||€y4+1 — Axk||, bajo k =1,2,...,m Snapshots.

Todo esto trayendo ventajas como la sencillez de ejecucién de este método y las pocas suposiciones que
se tienen que elaborar sobre su sistema, ya que el costo de este algoritmo es una Descomposicién en Valores
Singulares (SVD) de la matriz de Snapshots X que fue construida a partir de la matriz de datos Xy. Por
tanto, se puede decir que DMD tiene varios usos e interpretaciones, siendo dos de ellos ya elaborado en este
proyecto de los tres procesos que en sintesis se pueden ejecutar:

I. Diagnostico: Este proceso particular fue el que se ejecuté en este proyecto de grado asociado a la
enfermedad del Covid19. Puesto que este algoritmo extrae caracteristicas espacio-temporales de sistemas
de alta dimensién, donde histéricamente desde sus inicios para el método DMD, se utilizé como una
herramienta diagnostica, lo que permite tener resultados fisicamente interpretables en términos de
estructuras espaciales y sus respuestas temporales asociadas. Curiosamente, esta es quizas la funcién
principal de DMD en muchas areas de aplicacion, puesto que la naturaleza del método permite el
descubrimiento de sistemas complejos y andlisis de flujos en relacién a datos estructurados.

II. Estimacion y predicciéon de datos futuros: Este es un uso maés sofisticado y desafiante que presenta
el algoritmo DMD debido que se asocia con el uso de estructuras espacio-temporales que son dominantes
en los datos, teniendo el objetivo de construir modelos dindmicos desde la informacién observada. En
si, esta es una labor dificil, especialmente porque DMD esta limitada al construir el sistema dindmico
lineal de mejor ajuste (minimos cuadrados) al sistema dindmico no lineal que genera los datos. Asi, a
diferencia del objetivo diagndstico, el objetivo de esta temaética es anticiparse a un estado futuro del
sistema del que no se han realizado mediciones. De este modo, lo que confunde la naturaleza regresiva
del método DMD es el hecho de que la dindmica de los datos puede exhibir una dindmica multiescala
tanto en el tiempo como en el espacio. Aunque, existen algunos modelos estratégicos del Big data como
intelligent sampling y updating the regression, que permiten a DMD ser eficaz para generar este modelo
de dinamica lineal 1til, ya que esta ejecucion de modelos han sido casos de éxito en muchas areas de
aplicacion para la prediccion de estados futuros.

ITII. Control: Habilitar estrategias de control viables y sélidas directamente desde el muestreo de datos es
el objetivo final y més desafiante del algoritmo DMD. Dado que se usa un modelo dindamico lineal para
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predecir el futuro de un sistema dindmico no lineal, es razonable esperar que solo exista un tiempo
limitado, donde una ventana de corta duracién en el futuro pueda modelar los sistemas de diagnéstico
y prediccién al tiempo. Aunque la esperanza de esta ventana de prediccién es que tenga una duracién
temporal lo suficientemente larga como para permitir una decisién de control, que sea capaz de influir
en el estado futuro de un sistema. El algoritmo DMD en este caso permite un enfoque completamente
basado en datos para controlar la teoria, proporcionando asi un marco matemético convincente que de
paso a controlar sistemas dindmicos complejos cuyas ecuaciones que gobiernan estos sistemas atin no
se conocen o sencillamente son dificiles de modelar computacionalmente.

Finalmente, al utilizar el método DMD, siempre se debe tener en cuenta el uso previsto y el resultado
esperado. Ademds, aunque parece bastante obvio, el éxito del algoritmo DMD también dependerd en gran
medida de cudl de las tareas anteriores se esté intentando en conseguir. En el caso de este proyecto de grado,
como se menciond previamente, se opté por las teméaticas diagnésticas y predictivas de las cuales se consi-
guieron panoramas con técnicas diferentes y novedosas a las que ya se ha venido empleando en relacién a los
estudios del Covid19, donde cabe aclarar que este desarrollo conllevo a diagnosticar de manera epidemioldgi-
ca cuales son esos comportamientos de aporte a contagio y frecuencias que esta generando la enfermedad,
para asi luego predecir posibles valores que pongan en riesgo a la poblacién de Santiago de Cali.

Como sugerencia para posibles trabajos futuros, se recomienda ejecutar el mismo método diagndstico y
de prediccion que se elaboraron en este proyecto, pero tomando datos a nivel nacional y no municipal como
se hizo en este trabajo, esto debido a que la ciudad de Santiago de Cali bajo nuestra experiencia solo tiene
22 comunas, lo cual hace que se limite un poco esa indagaciéon de datos debido a la condicién n > m, por
ende, trabajar a nivel nacional es més aconsejable ya que permitiria refinar la técnica de modelado dado
que se puedo entrenar con cantidades grandes de datos en este modelo de DMD. Adicionalmente, también
se sugiere de manera alcanzable continuar con la investigacién de este proyecto a nivel municipal en cuanto
a la tematica predictiva para la condicion inicial, ya que la sensibilidad de esta condicion es tan alta, que
cualquier perturbacién por decimal hace que el modelo no pueda tener un funcionamiento correcto y lo
cual no permitiria tener modelos tan acertados. Motivarse con estas sugerencias, hacen parte del proceso
investigativo realizado y el empeno personal que se tuvo con este proyecto, puesto que esta puede ser la
entrada a un nuevo campo de andlisis epidemiolégico y a una forma de monitorear y predecir no solo el
Covid19 sino también otros tipos de enfermedades que se puedan presentar.



APENDICE A

Anexo: Toépicos tedricos

A.1. Descomposiciéon en Valores Singulares (SVD).

Propiedades de la Descomposicion en Valores Singulares.

Este método presenta cuatro propiedades fundamentales, en primera instancia asumir que el rango de
una matriz A de orden m x n es linealmente independiente por filas (o equivalentemente por columnas),
siendo asi, véase lo siguiente:

Propiedad 1: Elrango de una matriz A = UXV™* es igual a los niimeros que no son cero en las entradas de 3.

Demostracién: [35] Para comprobar esta propiedad, por hipétesis A = UXV*, donde las definiciones
anteriormente descritas, muestran que tanto U y V* son matrices invertibles, es decir, UV* = I. Concluyen-
do asi, que A = ¥, por lo tanto, el Rang(A) = Rang(X).

|

Propiedad 2: Si A es una matriz de tamano n x m, entonces |det(A)| de rango completo es igual a
01,02,...,0n.

Demostracién: [35] Por hip6tesis A es un arreglo matricial de orden n X m, por consiguiente:

det(A) = det (ULV™),

siendo asi, el det (UXV™) se visualiza de la siguiente manera:

det (UEV™) = det (U) det (X) det (V).

Aunque, por definicién las matrices U y V son ortogonales, implicando que sus determinantes sean equiva-
lentes a 1, Por lo tanto:

det(A) = det (X) = |det(A)| = 01,02, ..., On.

Concluyendo asi, que los determinantes de los productos son iguales a el producto de los integrales.
[ |

Propiedad 3: Si A es una matriz invertible de tamafio m x m, entonces A~! = VX ~1U*
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Demostracién: [35] Considere como punto de partida la Propiedad 1, teniendo presente que por
hipétesis ¥ es una matriz invertible, indicando lo siguiente:

Rang((A)™") = Rang((UXV*)™),
Rang((A)™") = Rang((U)~'(2)7' (V) ™),

1

por definicién U y V son ortogonales, empleando la propiedad de que U* = U™, se podria decir que

(U*)~t = (U~1)*; siendo esto una analogia para la matriz V, para obtener:

Rang((A)~!) = Rang ((U)*(X)"'(V*)™1),
Rang((A)~!) = Rang ((U)*(Z)"'(V™1)"),
en conclusién, como V es ortogonal, es vélido afirmar que la propiedad (V~1)* = v, logra el resultado
At =VyTlU~.
[ |

Propiedad 4: Sea la matriz A de tamano m x n, donde A puede ser escrita como la suma del rango de
matrices:

i=1

A=) SUVy,

donde 7 es el rango de A y tanto U; como V; se encuentran en las i-esimas columnas de U y V, siendo
claramente de manera respectiva.

Demostracién: [35]
01

A=USV*=U V¥,

Or

o1

= o1u1v] + o2uavs + ... + oruLU;.

Nota: Parala metodologia SVD y el dlgebra lineal, tener presente el concepto de inversa, puesto que para
una matriz A de tamafio n X n su rango coincide con el nimero de filas(o columnas), alcanzando propiedades
como AA™1 = A7'A =T, donde AA~! = A~' A deduciendo asi que A™! es la inversa “bilateral”de A, ver
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Si A € R™ ™ entonces existe una tnica matriz AT € R"*™ donde satisface cuatro

condiciones:
1. AATA = A,
2. ATAAT = AT,

3. ATA = (AtA)*,
4. AAT = (AAY)*,

estas condiciones se denominan como condiciones de Penrose.

Cuadro A.1: Definicién para la Pseudo-Inversa de Moore Penrose [26]

[26]. Si se llegara a obtener una matriz A que no presenta inversa, se puede realizar una generalizacién de la
matriz, denominada Pseudo-inversa de Moore Penrose, definida de la siguiente manera:
En sintesis, la pseudo-inversa se ve reflejada en la siguiente expresion:

At = (4*A)71 A*

Proceso para calcular la Descomposicion de Valores Singulares.

Conociendo las propiedades del método SVD, verificar tedricamente si una matriz A con tamano m X n
siendo m > n, su factorizacién se presenta como:

A=USV*,

a modo descriptivo, sea U una matriz que presenta columnas ortogonales de orden m x n luego, sea V una
matriz ortogonal de orden n X n, y por ultimo, sea 3 una matriz diagonal de orden n x n. Tal que, sus valores
singulares 1 > 02 > ... > 0, > 0, con r < n.

Dado el rango de la matriz A donde r < n, entonces, 0,41 = 0p42 = ... = 0, = 0, si la matriz X es de or-
den n x n tendria forma de bloques, siendo el primer bloque en su diagonal principal denominado D de orden
r x r (considerando que probablemente r = n). Los siguientes bloques son matrices nulas(ceros) denotados
como 9, tal que en el sector derecho a D presenta un orden de r x n—r, luego, en la parte inferior D tiene un
bloque de orden n —r X r por ultimo, se tiene un bloque diagonal de orden n—r xn —r, de la siguiente forma:

D ©
Z_DD’

los bloques matriciales anteriores, se pueden describir como:
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D=
0o ... o,

Ahora bien, es relevante hallar los factores de U y V*, para hallar la matriz ortogonal V siendo
ésta generada por una base ortogonal (V1,Va,...,V,,) de vectores en R™, tal que esté compuesta
por autovectores de la matriz A*A de orden n x n, siendo:

V:[‘/laVQa"'aVn]a

Tal como se visualiza, V' es una matriz ortogonal de orden n x n.

Por otro lado, para determinar la matriz U de orden m X n, observar que los vectores en R™ se
comportan como:

AV, AV, AV,

lo anterior es un conjunto de n vectores, que dependen de r, para ser r vectores ortogonales,
obtenidos a partir de los autovectores A*A, v; y vj con i # j, al conocer que son ortogonales se
cumple que:

v; A" Av; = v\ = 0,

de ahi Av; es ortogonal a Avj, en el caso de que sean no nulos v; es ortogonal a v;. Ahora bien, los

valores singulares de o; = ||Av;||, con sus primeros r no nulos (con la posibilidad que r = n) . Por
lo tanto, se normalizard los Av; con ¢ = 1,...,r, considerando:
AUZ‘
U; = ’
o
para i = 1,...,r, corresponde un o; no nulo, garantizando [ui,...,u,| siendo ortonormales en R™
bajo la premisa que r < n donde r + 1,...,n, dando como resultado:

v; A" Av; = v\ = 0,

. 2 . .
si A\; = 0, entonces ||Av;||” = 0, cumpliendo: Av; = 0, por ende, son nulos para i =+ 1,2,...,n.
Posteriormente a esto, se abordaria el caso r < n.

En este orden de ideas, es importante extender el conjunto U = [Uy,Us,...,Up, Uy ... Uy
para llegar a obtener n vectores ortonormales en R".

En este punto, la factorizacién serd compleja, ya que se desea obtener: A = UXV*. como la
matriz U estd conformada por columnas ortonormales que son U = [Uy,..., Uy, |Upy1,...Uy]. Si
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m > n la matriz U no es una base ortogonal de R™*™,

Por tanto, verificar que las matrices V', U y X, son de la siguiente manera:

A=USV*,

dado que V* = V! por ser matrices ortogonales, se valida lo formulado, si se multiplica por V
teniendo como posibilidad que r < n , se obtendria:

AV =U%,
desde este punto, se conoce que Av; = oyu; para i =1,2,...,7; que a su vez:
|Av;|| = o; > 0; i=r+1,...,n.
Por lo tanto, si r < n, se tiene:
AV; = 0; i=r+1,....n,

generando lo siguiente:

AV = Ay, ... v = [Avy, ..., Avy].

En conclusién

AV = [Avy, ..., Av.,0...0] = [o1uy ... opuy, 0... 0],

g1 ... 0

AV = (wus.up) | 0 0 O =us.
0o ... o,

(0] (0]

Finalmente, esta verificacion tedrica para la Descomposicién de Valores Singulareses A = UX V™,
ver [33].

Nota: El método SVD Consiste en encontrar autovalores y autovectores de AA* y A*A. Ya que
los autovectores A*A construyen las columnas de V' y los autovectores AA* forman las columnas
de U. Por ultimo, los valores singulares 3 son raices cuadradas de los valores propios AA* y A*A;
ubicados en la diagonal principal de la matriz ¥ de manera descendente, ver [20].
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Es conveniente observar un ejemplo a modo de afianzar la aplicacién del método SVD:

S W o

Sea el vector de orden 4 x 2, el cual es: A =

S O~ N

0

Solucién: primero, para hallar la matriz U es necesario hacer AA*, teniendo lo siguiente:

2 4 20 14 0 0
. |1 3[[2 40 0] (14 10 0 0]
AA_OOLi&OO]_OOOO_W’
0 0 [0 0 00

con esta matriz de tamano 4 x 4, se procede a calcular los autovalores, partiendo de Wz = Az —
(W — IX)x = 0 y observandose como:

20— A 14 0 0
14 10-Xx 0 0
0 0 N0 r=(W—1IX\)z =0,
0 0 0 =X

por consiguiente, se obtendrian los siguientes autovalores:

1.\ =0,
2. Ao = 0,
3. \3 = 0,1339,
4. \y = 29,883

Luego de hallar estos autovalores, se encontraran los autovectores, siendo el primer caso con el
valor A = 0,1339, obteniendo:

19,883 14 0 0] [z1 0
14 9883 0 0| [z2| |0
0 0 1 0| |x3]| |0}’
0 0 0 1] [z4 0

posteriormente, si se toma el valor de A = 29,883 y se realiza el proceso anterior, se obtiene:

—9,883 14 0 0] [x1 0
14 -19,883 0 Of |z2| |0
0 0 1 0| |x3| |0}’
0 0 0 1] x4 0

finalmente, realizando una combinacién de las dos matrices halladas, se obtendra la matriz U, de
la siguiente manera:
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0,82 —0,58 0 0

0,58 0,82 0 0

V=10 0 10

0 0 0 1

Si se replica este proceso anterior se puede hallar la matriz V' aplicando A*A, obteniendo lo
siguiente:

2 4

«q |2 40 0]|1 3

ATA = [1 30 0] 0 0|’
00

luego de ejecutar la expansion del producto A*A, para hallar sus autovalores, se empleardan cada
uno estos a fin de conseguir sus autovectores donde al realizar una combinacién entre ellos, se
definirfa como:

0,40 —0,91
V= {0,91 0,40]

Por tdltimo, se tiene en cuenta realizar las raices cuadradas a los autovalores AA* y A*A, para
obtener la matriz X, la cual se define como:

5,47 0
0 0,37
Y= ’
0 0
0 0

Método econémico para la Descomposicion de Valores Singulares

Dada una matriz A € M,;,x,(C) con m > n, se formaliza lo siguiente:

A=UXV",
si n > m, conlleva que la matriz 3 presente mas elementos ceros en su diagonal principal y por

ende, se denota como X = E}} .

Lo anterior, posibilita representar la matriz A, usando método alterno denominado: Descom-
posicién en Valores Singulares Econémico (SVD econdmico), visualizandose de la siguiente forma
[6]:

A=USV* = [U UL} . m VE=UsV,
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segun lo anterior, la columna U~ mide un vector en el espacio, el cual es complementarlo y ortogonal
a U. Posteriormente, los elementos de la diagonal estan comprendidos 5 e cmam, Concluyendo: el
rango de A es igual al nimero de valores singulares no negativos, como se puede ver a continuacién:

SVD Completo

i b = ) "G
x |=|l @ @ @ [[E= %
i 0
——
U p
SVD Economico
S
> Vv*
= u =

Figura A.1: Esquema de matrices, para SVD Completo y SVD econémico.[6]

Relaciéon entre el método econémico y el método truncado para SVD

Para entender de que se trata esta relacion, es necesario conocer el método de truncamiento,
denotando: U, & y V como matrices truncadas, donde solo ocurre esto si A no tiene un rango
completo. Conllevando que para algunos valores singulares de 3! puedan ser cero y por lo tanto,
este método llegue a ser exacto. Sin embargo, en valores de truncamiento donde r sea mas pequeno
que los valores singulares distintos de cero, se puede obtener que solo se aproxime a A, siendo de
la siguiente manera:

A= UZV*,

si se llegara a escoger un truncamiento especifico donde los valores singulares sean diferentes de
cero, se tendria que: A = UX V™ seria exacta. y su esquema es el siguiente:
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SVD Completo

>
I
S|

— U‘rem
—
——
U
SVD Truncado
(=g ()
= U

Figura A.2: Esquema de matrices para SVD Completo y SVD truncado.[6]

Es importante tener presente que una de las estrechas relaciones entre el método econémico
y truncado de SVD, es que reducen la dimensionalidad de una matriz original, obteniendo un
mecanismo mas eficiente.

Norma de Frobenius

La norma de Frobenius o también conocida como la norma de Hilbert - Schmidt, estd definida
por una matriz A € M,.,,(C), tal que:

1/2
m n /

A p = (tr (A= A2 = (SN 4P|

=1 k=1

cabe aclarar, que la variable tr es la funcién traza para las matrices.

Requisitos: dentro de esta norma, son relevantes los siguientes requisitos: que la norma esté en
C™ y R™, que tenga normas matriciales inducidas por normas vectoriales, notaciones para renglones
y columnas de una matriz, desigualdad de Cauchy, definicién formal del producto de matrices,
propiedades de la multiplicacién de matrices, producto interno en un espacio vectorial complejo y
por ultimo propiedades de la traza de matrices, ver [3].
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