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INTRODUCCIÓN 
 
La tuberculosis (TB) es una enfermedad infectocontagiosa, prevenible y curable, que ha 
reemergido como una amenaza para la salud pública en el mundo, aunque cuenta con  un 
tratamiento efectivo, la no continuidad del tratamiento se convierte en un factor de alto 
riesgo tanto para los pacientes y para la comunidad en general, convirtiéndose en una 
problemática de salud pública; ya que no se logra cortar la cadena de transmisión, 
generando nuevos casos y puede dar lugar a aparición de cepas resistentes a los 
medicamentos de primera elección. La cura y el control de la enfermedad dependen en 
forma directa de la adherencia al tratamiento por parte del paciente, el cual tiene una 
duración aproximada de entre seis a nueve meses según la gravedad de la enfermedad. La 
pérdida de seguimiento se ha asociado a diferentes determinantes en salud, como la falta 
de acceso a los servicios de salud, la falta de conocimiento y percepción del riesgo, la 
existencia de comorbilidades, los frecuentes efectos secundarios de los medicamentos o 
las barreras socioeconómicas de los pacientes.  
 
Cada vez que un paciente no logra el éxito terapéutico debe reiniciar el tratamiento; 
elevando los costos en el sistema de salud, sociales y familiares. De igual manera, se 
incrementa el riesgo de padecer formas resistentes de la enfermedad, las cuales tienen un 
mayor tiempo de tratamiento, presentan aún más efectos secundarios y las tasas de 
curación son significativamente, más bajas. 
 
Para dar respuesta a esta problemática, se desarrolló el presente proyecto con el fin de 
obtener un modelo de Machine Learning para predecir el riesgo de pérdida de seguimiento 
en pacientes pertenecientes al programa de TB en el distrito capital, a partir de 
determinantes sociales en salud contenidos en el sistema de información. El cual se obtuvo 
posterior a realizar diferentes análisis estadísticos de los datos, aplicando diferentes 
técnicas de selección de variables, aplicación de 4 algoritmos diferentes de aprendizaje 
automático supervisado con diferentes técnicas de remuestreo; para finalmente obtener 3 
modelos que fueron validados comparando sus métricas de desempeño (Sensibilidad, 
Exactitud y área bajo la curva).  
 
Se obtuvo un modelo de aprendizaje supervisado de tipo predictivo (XGBoost con 
submuestreo)  que mostró buen desempeño en la métrica de sensibilidad (70 %), generado 
a partir de la identificación por métodos estadísticos de 3 variables con 8 atributos 
relacionadas con el riesgo de pérdida de seguimiento en pacientes del distrito capital; el 
modelo fue entrenado a partir de bases históricas del sistema de información del programa 
de TB (2016 a 2022) y validado en una segunda fase con base preliminar de 2023; este 
modelo será entregado a la entidad con el fin de permitir a los tomadores de decisiones, 
enfocar sus esfuerzos y recursos en la priorización de los pacientes identificados por el 
modelo como futuras pérdidas en el seguimiento, actividades desarrolladas por los equipos 
locales en salud del distrito. 
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1. DEFINICIÓN DEL PROBLEMA 

 
La tuberculosis (TB) al ser una enfermedad de origen bacteriano, es prevenible y curable. 
Se estima que entre 2000 y 2021 se salvaron 74 millones de vidas gracias al diagnóstico y 
el tratamiento.  Según la Organización Mundial de la Salud (OMS), esta enfermedad es la 
decimotercera causa de muerte y la más mortífera por detrás de la COVID-19, entre las 
enfermedades infecciosas. Cerca de una cuarta parte de la población mundial se encuentra 
infectada, y entre el 5 y el 10 % de éstos, desarrollarán la enfermedad. Siendo las de mayor 
riesgo las personas inmunodeprimidas (VIH, cáncer, desnutrición, diabetes) o personas con 
estilos de vida poco saludables, consumo de tabaco o alcohol [1]. Por tanto, acabar con la 
epidemia de TB para 2030, corresponde a una de las metas de los Objetivos de Desarrollo 
Sostenible (ODS).  
 
En este sentido, se aprueba por parte de la OMS en 2014, la estrategia: Fin a la 
tuberculosis, con la cual se busca reducir la mortalidad en un 90 % y la incidencia para 2030 
en un 80 %, comparado con 2015. Para lograrlo, se necesitan $13.000 millones US anuales 
[1]. En Colombia, la TB también es una prioridad en salud pública, por lo cual desde el 
Ministerio de Salud y Protección Social (MSPS) se cuenta con el Programa Nacional de 
Prevención y Control de la Tuberculosis (PNPCT), que garantiza acciones para el 
diagnóstico, tratamiento y seguimiento de casos y sus contactos, y está articulado con el 
Plan Decenal de Salud Pública (PDSP) [2], el Plan estratégico programático y los 
lineamientos nacionales.  
 
Con la expedición de la Resolución 227 de 2020, el MSPS actualizó los algoritmos 
diagnósticos y esquemas de tratamiento para esta enfermedad, el cual consta de cuatro 
antibióticos suministrados en un solo comprimido (tetraconjugado). La eficacia del 
tratamiento depende de la adherencia del paciente y tiene una duración de 
aproximadamente 6 meses.  
 
Una suspensión del tratamiento sin autorización médica por un tiempo mayor a 30 días, 
hace que el paciente deba reiniciar su esquema, aumentando además del riesgo de sufrir 
complicaciones de la enfermedad, la aparición de formas resistentes a estos antibióticos [1] 
(TB farmacorresistente); convirtiéndose una amenaza a nivel de salud pública, ya que el 
paciente continúa transmitiendo la enfermedad a personas no infectadas [3], incluso de las 
cepas resistentes. 
 

1.1 PLANTEAMIENTO DEL PROBLEMA 

 

De acuerdo con el informe de evento tuberculosis año 2022 del MSPS, el éxito terapéutico 
para Colombia desde el año 2009 al 2020 ha oscilado entre 60.9 % para el 2016 y para el 
año 2014 de 76.5 %, como se observa en la Figura 1; no alcanzando el cumplimiento a los 
estándares mínimos establecidos por la OMS (tratamiento exitoso debe ser al menos del 
90 %), en los últimos 11 años. 
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Figura 1. Evaluación de resultados al tratamiento casos de TB pulmonar y extrapulmonar (nuevos 

y recaídas) en Colombia años 2009 al 2020 [2]. 

 
En este mismo informe, se indica además que el índice de pacientes con pérdida en el 
seguimiento (abandono) para 2020 (año pandémico) en el país es del 10 %, el de fallecidos 
16.3 % y los casos resistentes fueron 350; situación que se asemeja al distrito capital según 
cifras del mismo informe: 68.6 % de éxito en el tratamiento, 6.4 % pérdida en el seguimiento, 
23.3 % fallecidos y aportando el 13 % de la totalidad de casos resistentes del país para ese 
año [4].  

 
La no continuidad en el tratamiento de tuberculosis se ha relacionado en la literatura, con 
factores socioeconómicos y el estado de salud de las poblaciones; la enfermedad se 
presenta en personas de bajos recursos con bajo nivel educativo, circunstancias laborales 
no favorables y falta de alimento [5]. Se han descrito otros factores individuales como: 
antecedente de tratamiento previo para TB, bajo Índice de Masa Corporal (IMC) asociado 
a estados de malnutrición [3], hábitos como alcoholismo, tabaquismo, consumo de 
sustancias psicoactivas, antecedente familiar de tuberculosis, presencia de comorbilidades 
como VIH, predominancia en el sexo masculino [6],  ausencia de reporte de supervisión del 
tratamiento, pertenecer a un grupo social vulnerable: indígena, habitante de calle o privados 
de la libertad, ser inmigrante, incluso estar desempleado [7]. Otra causa común de no 
continuidad del tratamiento, son los síntomas generados como efectos secundarios de los 
medicamentos [8]. Por otro lado, también se ha reportado que no contar con afiliación al 
sistema de salud es un factor relacionado en el abandono al tratamiento de TB [9]. Las 
enfermedades mentales y la escasa red de apoyo familiar, también se han descrito como 
factores que predisponen la no adherencia al tratamiento [10]. 
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A través del PNPCT se realiza la captura, consolidación y análisis de la información de 
manera rutinaria y sistemática, con la cual es posible realizar monitoreo y evaluación de 
indicadores programáticos; mucha de esta información se relaciona con los Determinantes 
Sociales en Salud (DDS) de los pacientes, la cual se encuentra disponible en el sistema de 
información del programa distrital de tuberculosis. 
 
A nivel mundial se ha descrito la construcción de diferentes modelos de Machine Learning 
para optimizar el diagnóstico, predecir incidencias, desarrollo de resistencias de ésta y otras 
enfermedades, también se describen estudios predictivos para identificar pacientes con 
pérdida de seguimiento. No obstante, en Colombia estos estudios son escasos, si bien se 
encuentran caracterizados factores asociados a la falla terapéutica de TB en otros 
territorios; existen limitantes en el sector salud, sobre generación de modelos predictivos 
apoyados en el uso de herramientas computacionales avanzadas. 

 

En este sentido, el problema se plantea en términos de utilizar metodologías modernas 
como Machine Learning, para identificar de manera temprana (predictiva) a los pacientes 
que presenten un alto riesgo de pérdida de seguimiento para el distrito basado en sus DSS.  

 

1.2 FORMULACIÓN DEL PROBLEMA 

 
¿Cómo clasificar de manera predictiva y con un buen desempeño, a los pacientes con 
riesgo de pérdida de seguimiento para el programa de tuberculosis del distrito capital, 
según sus determinantes sociales en salud a partir del sistema de información del 
programa?  
 
Preguntas de sistematización:  
 
¿Cuáles son los determinantes sociales en salud relacionados con la pérdida de 
seguimiento de los pacientes del programa de tuberculosis de Bogotá? 
 
¿Cómo predecir el riesgo de pérdida en el seguimiento de las actuales cohortes del 
programa de tuberculosis de Bogotá, a partir de registros históricos de pacientes que no 
tuvieron éxito en el tratamiento? 
 
¿Cómo determinar que el modelo propuesto presenta un buen desempeño en la 
predicción de pacientes con alto riesgo de pérdida de seguimiento en el programa de 
tuberculosis en el distrito capital? 
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2. OBJETIVOS DEL PROYECTO 

 

2.1 OBJETIVO GENERAL 
 
Desarrollar un modelo de Machine Learning para predecir el riesgo de pérdida de 
seguimiento en pacientes pertenecientes al programa de tuberculosis en el distrito capital, 
a partir de determinantes sociales en salud contenidos en la base de tuberculosis 
sensible, el cual hace parte del sistema de información del programa. 
 

2.2 OBJETIVOS ESPECÍFICOS 

 

• Determinar las variables relacionadas con el riesgo de pérdida de seguimiento de 
los pacientes del programa de tuberculosis en el distrito capital, a partir del sistema 
de información.   
 

• Entrenar un modelo de Machine Learning para la predicción del riesgo de pérdida 
en el seguimiento de los pacientes del programa de tuberculosis en el distrito 
capital. 

• Evaluar el rendimiento del modelo de Machine Learning utilizando las métricas 
exhaustividad (Recall), exactitud (Accuracy), precisión y F1-score, para la 
predicción del riesgo de pérdida en el seguimiento de los pacientes del programa 
de tuberculosis en el distrito capital. 
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3. MARCO DE REFERENCIA 
 
A continuación, se presentarán los temas que se relacionan con el desarrollo del proyecto, 
relacionados con la enfermedad, el aprendizaje automatizado, métodos de selección de 
variables, técnicas de remuestreo para balanceo de clases y las métricas empleadas en la 
evaluación de estos modelos. 
 

3.1 Marco teórico tuberculosis 
 

3.1.1. Tuberculosis 
 

La TB es una enfermedad causada por la bacteria Mycobacterium tuberculosis, también 
llamado bacilo tuberculoso o bacilo de Koch. La bacteria se transmite vía aérea cuando una 
persona enferma habla, tose, ríe, canta o estornuda expulsando al aire pequeñas partículas 
de secreciones respiratorias que contienen bacilos. Estos bacilos ingresan a las vías 
respiratorias de personas sanas y se alojan en los pulmones. Por lo general, el bacilo es 
contrarrestado por la respuesta inmune del huésped (infección latente); no obstante, 
cuando el sistema inmune se debilita por diferentes factores, la bacteria se multiplica 
originando una infección activa la cual puede diseminarse a otros órganos. Cerca del 90 % 
de las personas infectadas con el bacilo nunca llegan a desarrollar la enfermedad, sin 
embargo, el 5 % generará manifestaciones tempranas en los cinco años posteriores a la 
exposición, mientras que el otro 5 % puede presentar manifestaciones tardías (varias 
décadas) [11]. 
 
Dentro de los factores que favorecen el desarrollo de la enfermedad se han descrito, el 
número de bacilos y su virulencia (determinada genéticamente), el hacinamiento que 
favorece la transmisión, las edades extremas (primeros dos años y posterior a los 65 años), 
el sexo (más frecuente en hombres adultos), la raza (personas afro presentan 2 veces más 
riesgo ante la misma intensidad de exposición), la presencia de comorbilidades que 
debilitan el sistema inmune o factores que favorecen el daño pulmonar (tabaquismo, 
silicosis, desnutrición, diabetes mellitus, neoplasias, hemodiálisis, trasplantados y VIH) [11]. 
 
En 1993, la OMS declara la TB como “emergencia mundial” con el fin de llamar la atención 
de los países miembros y aunar esfuerzos sobre una enfermedad que es curable y 
prevenible [11]. Entre 2014 y 2015, los Estados Miembros de la OMS y la ONU se 
comprometieron a poner fin a la epidemia de TB, a través de la adopción de la estrategia 
“Poner Fin a la Tuberculosis” y de los Objetivos de Desarrollo Sostenible (ODS) [12]. Con 
esta estrategia se busca que ninguna persona con TB y su familia, tengan que hacer frente 
a gastos catastróficos para tratar esta enfermedad (gastos superiores al 20 % de la renta 
doméstica). Sin embargo, cerca de la mitad de los pacientes y sus familias actualmente, se 
siguen viendo afectadas económicamente por ese motivo [1]. Entre 2017 y 2019 se 
intensificaron esfuerzos para lograr el compromiso político, y se reafirmaron metas 
mundiales para la movilización de fondos para prevenir y atender la enfermedad. No 
obstante, con la pandemia COVID-19, se generaron retrocesos debido a la no disponibilidad 
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de los servicios de salud para los pacientes. La consecuencia más inmediata fue la gran 
caída en el número de personas recién diagnosticadas con TB y un aumento en el número 
de fallecidos por TB en 2020 [12].  
 
La OMS estima que alrededor de un cuarto de la población mundial está infectada por el 
bacilo [12]. La mayor parte de los casos se presentan en países pobres o de ingreso medio, 
donde los menores de 50 años (población económicamente activa) son los principales 
afectados [11]. Para el año 2020, en todo el mundo 9.9 millones de personas enfermaron 
de TB de los cuales más de 1 millón fueron niños. Geográficamente, Asia aportó 43 % de 
los casos, África 25 %, el Pacifico Occidental 18 %, Mediterráneo Oriental 8.3 %, América 
3 % y Europa 2.3 %. Los 30 países con alta carga de TB representaron el 86 % de casos 
incidentes en todo el mundo, siendo los mayores aportantes: India (26 %), China (8,5 %), 
Indonesia (8,4 %), Filipinas (6 %), Pakistán (5,8 %), Nigeria (4,6 %), Bangladesh (3,6 %) y 
Sudáfrica (3,3 %), países que representaron dos tercios del total mundial de casos. A nivel 
de las Américas, para 2019 el 88.1% del total de casos diagnosticados se concentraron en 
12 países, siendo los mayores aportantes en su orden: Brasil (33,1 %), Perú (13,4 %), 
México (10,3 %) y Colombia (6.6 %) [12].  
 
Para 2021, en nuestro país se notificaron al sistema de vigilancia en salud pública 
(SIVIGILA) 14.060 casos de tuberculosis de todas las formas. Las tasas de incidencia más 
altas se presentaron en orden descendente en: Amazonas, Risaralda, Meta, Barranquilla, 
Cali, Guaviare y Arauca. En cuanto al contexto sociodemográfico el 66.2 % de los casos 
ocurrieron en hombres, el grupo de edad más afectado fue el de 25 a 34 años (23.6 %), 
seguido de mayores de 65 años (18.5 %). La pertenencia étnica más afectada corresponde 
a afrocolombianos 3.6 % seguido de indígenas 3.5 %. A nivel clínico, la forma pulmonar 
aporta el mayor porcentaje de los casos (84,3 %). Los grupos poblacionales afectados más 
frecuentes son: Personas Privadas de la libertad (PPL), indígenas, habitantes de calle, 
trabajadores de la salud y migrantes. Las comorbilidades más frecuentes asociadas con TB 
fueron:  desnutrición (15,2 %), seguida de la coinfección TB-VIH (12,1 %) y diabetes (9,7 
%) [12]. 
 
El distrito capital no es ajeno a esta situación, acorde a la información de SaluData en los 
últimos 10 años la incidencia de TB ha oscilado entre 11,5 y 16,0 casos por cada 100.000 
habitantes. Siendo la tasa de incidencia (casos nuevos y recaídas) para 2022 la más alta 
de los últimos cinco años (15.7 por cada 100 mil habitantes). Al analizar comparativamente, 
con el año inmediatamente anterior, se observa un incremento del 13,3 % en la detección 
de casos, atribuido a la implementación de los algoritmos diagnósticos de la resolución 227 
del 2020 del Ministerio de la Protección Social, donde se incluyó el cultivo líquido y la prueba 
molecular para el diagnóstico de TB. La tasa de mortalidad para 2022 fue de 1 por cada 
100 mil habitantes, manteniéndose estable en los últimos diez años. Las localidades con 
mayores tasas de incidencia para 2022 fueron: Los Mártires, Antonio Nariño, Santafé, La 
Candelaria, Sumapaz y Rafael Uribe Uribe. Con relación a variables sociodemográficas se 
evidencia que la enfermedad para Bogotá predomina en hombres 65.9 %, los grupos de 
edad más afectados son mayores de 65 años (32 %) seguido del grupo de 25 a 39 años 
(25.5 %). La forma pulmonar aportó el 75 % de los casos y las comorbilidades más 
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frecuentes fueron:  VIH 19 %, desnutrición 14 %, EPOC y diabetes cada una 11 %. Los 
grupos poblacionales más afectados fueron: migrantes 8.7 %, habitantes de calle 6.3 %, 
PPL 3.7 % y trabajadores de la salud 2.1 % [13].  
 
3.1.2. Tratamiento 
 

Dentro de los factores que han impedido el control de la enfermedad se encuentran: falta 
de financiación, apoyo gubernamental o mala planificación de los programas de control; 
deterioro de las condiciones de vida de la población (migraciones, guerras y hambrunas), 
subdiagnóstico y aparición de formas resistentes a los fármacos. Por lo anterior, los 
objetivos generales de control de la TB apuntan a 3 objetivos: disminuir morbimortalidad, 
transmisión de la enfermedad; y prevenir el desarrollo de resistencias. En este marco, la 
OMS estableció en 1999 la estrategia DOTS (Tratamientos Directamente Observados), es 
un método que asegura la adhesión al tratamiento por parte del paciente, y requiere que un 
trabajador de la salud u otra persona designada para ello, presencie la ingesta de la 
medicación por parte del paciente [11] hasta la finalización del tratamiento; estrategia que 
se encuentra implementada actualmente en nuestro país, en el marco del plan estratégico 
programático. 
 
Para lograr la curación, los medicamentos deben tomarse durante 6 meses en promedio, la 
suspensión del tratamiento antes de tiempo, sin supervisión médica o una mala formulación 
puede provocar que los bacilos tuberculosos vivos presentes en el huésped desarrollen 
mecanismos de resistencia a estos medicamentos (tuberculosis farmacorresistente), 
requiriendo un tratamiento farmacológico más agresivo (segunda línea) y prolongado. En 
algunos casos incluso, se puede desarrollar resistencias a medicamentos de segunda línea, 
dejando pocas opciones de tratamiento disponibles para el paciente (formas 
extremadamente resistentes). Por lo anterior, la tuberculosis multirresistente se considera 
una amenaza para la salud pública, según la OMS solo dos de cada cinco personas con 
tuberculosis farmacorresistente (TB FR) tuvieron acceso al tratamiento en 2022 [1]. 
 
En Colombia, para el año 2021 se reportaron desde el PNPCT del MSPS un total de 14.091 
casos de TB; según la estimación de la OMS el país debió detectar para ese año cerca de 
21.000 casos, representando una detección de solo el 67 % del total de casos estimados. 
Con corte al tercer trimestre de 2022, se reportó de manera preliminar un total acumulado 
de 13.487 casos de TB todas las formas, con un incremento del 31 % comparativo con el 
mismo periodo del año 2021, debido al aumento del diagnóstico molecular, captación de 
sintomáticos respiratorios, acciones de búsqueda activa de casos y contactos a nivel 
institucional y comunitario (acciones programáticas). Para 2021, el 64.2 % de la carga 
nacional de casos de TB del país se concentró en 8 departamentos y distritos, siendo el 
distrito capital el tercero aportando el 8.2 % del total de casos. En cuanto al indicador 
programático de éxito terapéutico entre casos nuevos y recaídas en el 2020, se reportó un 
71 % de casos curados y terminados, 51 % en personas con coinfección TB y VIH, 53.7 % 
en personas previamente tratadas y 60 % en los casos TB FR (indicador procedente del 
año 2019). Comparado con 2019, se evidencia una disminución del éxito terapéutico del 
5.3 %, dado porque persiste una alta proporción de fallecidos con el 16.3 % (n=1.891), la 
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cual se incrementó frente a un 12.3 % del año anterior; también se reportaron 10 % 
(n=1.168) pérdidas en el seguimiento al tratamiento, 2 % (n=237) casos sin evaluar y un 0.9 
% (n=110) de fracasos [4].  
 
El informe destaca los esfuerzos que ha realizado el país en el abastecimiento de 
medicamentos para tratar el 100 % de los casos, así como adquisición de nuevos fármacos 
(2021-2022) para tratar TB FR y profilaxis acortadas en personas con VIH, con el fin de 
fortalecer la adherencia terapéutica por parte de los pacientes. Adicionalmente, enfatiza 
que se requiere fortalecer un sistema de información interoperable que facilite las salidas 
de tableros de control automatizados para consolidar y optimizar información que sirva para 
la toma de decisiones y modelos en TB y VIH, TB infantil, entre otros. Así como incrementar 
el abordaje intersectorial de personas en contexto de vulnerabilidad y efectuar su monitoreo 
a partir del sistema de información [4].  
 
3.1.3. Pérdida de seguimiento 
 

De acuerdo con la Resolución 227 de 2020, la pérdida de seguimiento en personas 
afectadas por tuberculosis sensible se define como el no inició de tratamiento o la 
interrumpió durante un mes o más sin autorización médica [14]. En la literatura se han 
descrito como principales determinantes sociales relacionados con la pérdida de 
seguimiento los factores socioeconómicos [3], que afectan de forma directa el estado de 
salud tales como: bajos recursos económicos, falta de acceso a una adecuada alimentación 
[5], barreras de acceso al sistema de salud [9], presencia de comorbilidades [6],  o 
pertenencia a grupos sociales en condiciones de vulnerabilidad [7]. Los pacientes con 
pérdida de seguimiento se consideran un riesgo a nivel de salud pública ya que perpetúan 
la transmisión de la enfermedad en la comunidad, generan riesgo de aparición de cepas 
resistentes a los medicamentos y generan una mayor carga de morbimortalidad.  Todo esto 
constituye una barrera para el cumplimiento del ODS de controlar la TB para 2030 [15] y 
poner fin a la epidemia. 
 
En el distrito capital el seguimiento de los pacientes en tratamiento para tuberculosis se 
encuentra a cargo de los equipos locales de las Subredes Integradas de Servicios de Salud 
(SISS), quienes realizan el respectivo seguimiento de cada paciente acorde con la localidad 
de residencia de éste; dentro de las acciones descritas se encuentra realización  de visitas 
domiciliarias, seguimiento a los contactos, apoyo en la gestión de ayudas sociales en caso 
de requerirlas, disminución de barreras de acceso en salud en articulación con las IPS y 
EAPB, así como oferta de apoyo psicosocial en caso de requerirlo. No obstante, pese a 
estas acciones en muchas ocasiones no es posible asegurar la adherencia terapéutica por 
parte de los pacientes.  
 

3.2 Marco teórico Aprendizaje Automático 
 
3.2.1 Aprendizaje automático 
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Acorde con IBM el Machine Learning (ML) o aprendizaje automatizado se define como una 
rama de la inteligencia artificial (IA) que se centra en el uso de datos y algoritmos con el fin 
de imitar por parte de computadoras la forma en que los humanos aprenden [16], esto 
sucede al alimentarlas con datos e información en forma de observaciones de interacciones 
de la vida real [17] lo que mejora de manera gradual su precisión de manera autónoma [16]. 
El ML permite analizar de manera efectiva grandes volúmenes de datos, utilizando métodos 
estadísticos para entrenar algoritmos que posteriormente permiten clasificar o predecir, así 
como descubrir patrones de comportamientos, que posteriormente son usados en la toma 
de decisiones dentro de aplicaciones o empresas [16]; requiere de tiempo y expertos para 
su configuración [17]. Se divide en tres tipos: supervisado, no supervisado y 
semisupervisado.  
 
3.2.1.1. Aprendizaje Supervisado 
 
En el aprendizaje automático supervisado, se crea un modelo que realiza predicciones 
basadas en pruebas en presencia de incertidumbre. El algoritmo se entrena con un conjunto 
de datos (entrada) y respuesta (salida) conocidos y entrena un modelo para generar 
predicciones razonables como respuesta a datos nuevos. Se utiliza cuando se dispone de 
datos conocidos para la salida que se desea predecir. Este tipo de aprendizaje emplea 
técnicas de clasificación y regresión para el desarrollo de los modelos [18].  
 
Técnicas de clasificación: estos modelos clasifican los datos de entrada en categorías y 
predicen respuestas de variables discretas. Esta técnica se utiliza cuando los datos se 
pueden etiquetar, categorizar o dividir en clases o grupos específicos [18]. Luego de ser 
expuesto a suficientes ejemplos, el sistema de aprendizaje supervisado comenzará a 
reconocer las imágenes y podrá distinguirlas de manera automática [17].  
 
Técnicas de regresión: predicen respuestas de variables continuas, se utiliza cuando se 
trabaja con un intervalo de datos o la respuesta es un número real. Se aplica en la 
sensorización virtual, predicción de carga eléctrica y trading algorítmico [18].  
 
3.2.1.2. Aprendizaje No Supervisado 
 
Este tipo de aprendizaje identifica patrones ocultos o estructuras intrínsecas en los datos, 
sin necesidad de la intervención humana, permitiendo descubrir similitudes y diferencias en 
los datos [16]. Se utiliza para determinar conclusiones sobre conjunto de datos de entrada 
sin respuestas etiquetadas. También se utiliza para reducir la cantidad de funciones en un 
modelo a través del proceso de reducción de dimensionalidad [16]. La técnica más común 
es la agrupación en clústeres, que permite realizar análisis exploratorios para identificar 
patrones ocultos en los datos, como en las ciencias ómicas, segmentación de mercado y 
reconocimiento de imágenes y patrones [18].  
 
3.2.1.3. Aprendizaje Semisupervisado  
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El aprendizaje semisupervisado brinda un punto intermedio entre el aprendizaje 
supervisado y el no supervisado. En este tipo de aprendizaje, durante el entrenamiento se 
utiliza un conjunto de datos etiquetado más pequeño para guiar la clasificación y la 
extracción de características de un conjunto de datos más grande y sin etiquetar. A través 
de este, se puede resolver el problema de no tener suficientes datos etiquetados para 
aplicar un algoritmo de aprendizaje supervisado o cuando el costo de etiquetarlos es muy 
alto [16].  
 
3.2.1.4. Algoritmos más comunes en ML 
 

Redes neuronales: las redes neuronales simulan la forma en que funciona el cerebro 
humano, con una gran cantidad de nodos de procesamiento vinculados. Las redes 
neuronales son buenas para reconocer patrones y juegan un papel importante en las 
aplicaciones, como la traducción de lenguaje natural, el reconocimiento de imágenes, el 
reconocimiento de voz y la creación de imágenes [16] 
 
Regresión lineal: este algoritmo se utiliza para predecir valores numéricos, basándose en 
una relación lineal entre diferentes valores. Por ejemplo, la técnica podría usarse para 
prever los precios de la vivienda en función de los datos históricos del área [16]. 
 
Regresión logística: hace predicciones para variables de respuesta categórica (como las 
respuestas "sí/no" a las preguntas). Se puede utilizar para aplicaciones como la 
clasificación de spam y el control de calidad de una línea de producción [16]. 
 
Agrupación en clústeres: pueden identificar patrones en los datos para que puedan ser 
agrupados. También pueden utilizarse para identificar las diferencias entre los elementos 
de datos que los humanos han pasado por alto [16]. 
 
Árboles de decisión: los árboles de decisión se pueden usar tanto para predecir valores 
numéricos (regresión) como para clasificar datos en categorías. Los árboles de decisión 
utilizan una secuencia de ramificación de decisiones vinculadas que se pueden representar 
con un diagrama de árbol. Una de las ventajas de los árboles de decisión es que son fáciles 
de validar y auditar, a diferencia de la caja negra de la red neuronal [16]. 
 
Bosques aleatorios: en un bosque aleatorio, el algoritmo predice un valor o categoría 
combinando los resultados a partir de una serie de árboles de decisión [16]. Una variante 
de este algoritmo es Random Forest balanceado (BRF) el cual presenta restricciones con 
las clases desequilibradas porque utiliza una muestra de arranque del conjunto de 
entrenamiento para formar cada árbol. Para superar esta limitación, se debe realizar 
previamente un balanceo de clases, ya sea mediante un muestreo descendente o un 
muestreo excesivo. El algoritmo BRF lo hace extrayendo iterativamente una muestra de 
arranque con proporciones iguales de puntos de datos tanto de la clase minoritaria como 
de la mayoritaria [19].  
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Naive Bayes: Es un algoritmo de aprendizaje automático generativo de tipo supervisado 
que utiliza principios de probabilidad, supone que los predictores son condicionalmente 
independientes, es decir, que no están relacionados con ninguna de las otras 
características del modelo y también supone que todas las características contribuyen por 
igual al resultado. Se utiliza para tareas de clasificación, como la clasificación de texto. A 
diferencia de los clasificadores discriminativos, como la regresión logística, no aprende qué 
características son más importantes para diferenciar entre clases [20].  
 
XGBOOST (Extreme Gradient Boosting): este método permite generar un modelo de 
clasificación o regresión sobre una muestra descrita por variables cualitativas y/o 
cuantitativas. El método maneja eficazmente grandes conjuntos de datos con un gran 
número de variables. Puede usarse en tareas de clasificación ya que permite predecir la 
clase a la que pertenece cada observación, basándose en variables explicativas que 
pueden ser cuantitativas y/o cualitativas. Un ensemble es una combinación de modelos 
individuales simples que al interactuar de manera conjunta generan un modelo más potente. 
El boosting de aprendizaje automático es un método que crea este tipo de conjuntos. 
Comienza ajustando un modelo inicial (en nuestro caso un árbol de regresión o 
clasificación) a los datos. A continuación, se construye un segundo modelo que se centra 
en predecir con exactitud las observaciones que el primer modelo predijo mal. Se espera 
que la combinación de estos dos modelos sea mejor que cada uno de ellos. Este proceso 
de refuerzo se repite varias veces, y cada modelo sucesivo intenta corregir las deficiencias 
del conjunto refuerzo combinado que contiene todos los modelos anteriores. El refuerzo de 
gradiente se basa en la intuición de que el mejor modelo siguiente posible, cuando se 
combina con los modelos anteriores, minimiza el error de predicción global. La idea clave 
es establecer el peso de cada observación para este próximo modelo con el fin de minimizar 
el error. En cada paso de boosting y para cada observación, se calcula una puntuación 
basada en el error de predicción del modelo. El nombre de boosting de gradiente surge del 
hecho de que cada peso se establece en función del gradiente del error con respecto a la 
predicción. Cada nuevo modelo da un paso en la dirección que minimiza el error de 
predicción, en el espacio de predicciones posibles para cada observación [21]. 
 
3.2.2 Selección de variables 
 

Una selección de variables adecuada tiene grandes ventajas: reducción del sobreajuste 
(overfitting), mejora de la precisión de las predicciones, favorece la eliminación de atributos 
redundantes (multicolinealidad), simplificación de los modelos y reducción del tiempo de 
proceso. El objetivo que persiguen las técnicas de selección de variables es obtener la lista 
de atributos más relevantes de un conjunto de datos, es decir seleccionar aquellas variables 
que contienen la mayor información con respecto a la variable objetivo, de resultado o 
dependiente. Si dicho proceso se realiza de forma exitosa, un subconjunto de atributos 
aportará la misma información que el conjunto original sin tener en cuenta los atributos 
irrelevantes o redundantes que pudieran existir en los datos originales [22]. 
 
Existen diferentes métodos descritos para ello a continuación, se describen los utilizados 
en la selección de variables categóricas del proyecto. 
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3.2.2.1 LASSO 

Este modelo de regularización determina la magnitud de los coeficientes del modelo, para 
ello deben estar escalados. La regularización Lasso penaliza la suma del valor absolutos 
de los coeficientes de regresión y tiene el efecto de forzar a que los coeficientes de los 
predictores tiendan a cero [23]. Por lo que, consigue excluir los predictores menos 
relevantes. Cuando las variables conjunto de datos corresponden a variables categóricas, 
aplicar Lasso no es apropiado como técnica de selección de características debido a que 
trata a cada atributo de forma independiente, ignorando cualquier relación entre ellas 
(variables dummy) es decir, que se ignora el hecho de que las variables ficticias generadas, 
tomadas en su conjunto, representan la misma variable categórica. 

Para ello, se requiere una penalización que incorpore la “estructura de grupo” subyacente 
entre las variables ficticias cuando se trabaja con variables categóricas. Existe entonces 
una variante de este modelo llamado Group LASSO, en el cual se modifica ligeramente su 
penalización para que pueda manejar grupos de variables, reorganizando los coeficientes 
de regresión que pertenecen al mismo grupo en vectores. De esta manera, permite realizar 
la selección de características, de una mezcla de variables continuas/categóricas. 
 

3.2.2.2 Regresión Logística 
 
El objetivo de este modelo es predecir la probabilidad de que una observación determinada 
pertenezca a una clase particular y permite identificar las características más relevantes de 
un conjunto de datos. Para ello se pueden incorporar una a una las variables ya sea con 
selección hacia adelante o Fordward, la cual consiste en que el modelo comienza sin 
predictores y, sucesivamente, ingresa predictores significativos hasta alcanzar un criterio 
estadístico de detención. En este enfoque, se agregan variables al modelo una a la vez. En 
cada paso, se prueba cada variable que aún no está en el modelo para su inclusión en el 
modelo. La más significativa de estas variables se agrega al modelo, siempre que su valor 
p esté por debajo de un nivel preestablecido. De igual manera, la incorporación de variables 
se puede hacer hacia atrás o Backward; en este enfoque, se comienza ajustando un modelo 
con todas las variables de interés; posteriormente, se descarta la variable menos 
significativa, siempre que no sea significativa en el nivel crítico elegido [24] y se itera esta 
operación hasta tener la totalidad de variables con p valor significativo para el modelo.  
 
A su vez, la selección por pasos (Stepwise) es un método que permite movimientos en 
cualquier dirección, eliminando o agregando variables en los distintos pasos. El proceso 
consiste en alternar la selección de variables, iniciando por las menos significativas para 
eliminar y luego volver a considerar todas las variables eliminadas (excepto la eliminada 
más recientemente) para reintroducirlas en el modelo. Esto significa que se deben elegir 
dos niveles de significación separados para eliminar del modelo y para agregar al modelo. 
La significancia de la adición debe ser más estricta (valor p menor) que la significancia de 
la eliminación (valor p mayor). El método de regresión por pasos combina estos dos 
enfoques, agregando y eliminando predictores a medida que construye el modelo [24].  
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3.2.2.3 Eliminación Recursiva de Características (RFE) 
 

Es un método iterativo de selección de características que funciona eliminando 
recursivamente características del conjunto de datos y evaluando el rendimiento de un 
modelo de aprendizaje automático en cada paso. Comienza con todas las características y 
las clasifica en función de su importancia o relevancia para la variable de destino, y luego 
elimina las características menos importantes y repite el proceso hasta que se alcanza el 
rendimiento deseado del modelo [25] 
 

3.2.2.4 Estadísticos para comparación de modelos 
 
El mejor modelo por elegir corresponde a aquel que proporciona los mejores valores 
predichos por lo que para comparar los resultados obtenidos entre los diferentes modelos 
generados, se debe utilizar un estadístico. La elección de modelos candidatos de 
crecimiento individual no deben basarse en criterios como valores de coeficientes de 
determinación (R2) o coeficientes de variación (CV), y en su lugar se sugieren criterios 
robustos como la teoría de la información [22]. Dentro de estos se encuentran: 
 
El criterio de información de Akaike (AIC) proporciona un método simple y objetivo que 
selecciona el modelo más adecuado para caracterizar los datos experimentales. Se define 
como:  AIC = −2 log(L(θb)) + 2K (1) 22, donde log(L(θb)) es el logaritmo de la máxima 
verosimilitud, que permite determinar los valores de los parámetros libres de un modelo 
estadístico y K es el número de parámetros libres del modelo. Esta expresión proporciona 
una estimación de la distancia entre el modelo y el mecanismo que realmente genera los 
datos observados, que es desconocido y en algunos casos imposible de caracterizar. Como 
la estimación se hace en función de los datos experimentales, esta distancia es siempre 
relativa y dependiente del conjunto de datos experimentales. Por tanto, un valor individual 
de AIC no es interpretable por sí solo, y los valores AIC sólo tienen sentido cuando se 
realizan comparaciones utilizando los mismos datos experimentales [22]. 
 
Otro criterio de selección de modelos se basa en el denominado Criterio de Información 
Bayesiano (BIC). La expresión matemática que estima el BIC se define como:  BIC = (−ln L 
× 2) + [θ × ln (n)] Donde θ es el número de parámetros estimados y n es el número de 
observaciones. Ya con el valor estimado de BIC, el modelo candidato que resulta ganador 
se define con la menor estimación de BIC [22]. 
 
3.2.3 Balanceo de clases 
 
El desbalanceo de clases se presenta cuando en un conjunto de datos existe desequilibrio 
entre grupos en la variable objetivo uno dominante y otro minoritario. Estadísticamente el 
grupo con mayor número de observaciones acumula el resultado final de la clasificación 
opacando la clase minoritaria [26]. Para superar esta dificultad se ha empleado diferentes 
técnicas de remuestreo o resampling, las cuales se describen a continuación: 

Sobremuestreo (Oversampling): Genera nuevas muestras para la clase que está 
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subrepresentada. 

Submuestreo (Undersampling): Elimina muestras de la clase que están 
sobrerrepresentadas. 

En la mayoría de los casos, se prefiere el sobremuestreo en lugar del submuestreo, ya que 
no es ideal eliminar información importante para el modelado. De igual manera, ambas 
técnicas pueden introducir sesgos, dado que donde se toman más muestras de una clase 
que de la otra para neutralizar el efecto del desequilibrio presente en los datos, por lo cual 
se han desarrollado otro tipo de técnicas [27]. 

Técnica de sobremuestreo sintético de minorías (SMOTE): genera nuevas ilustraciones 
a través de la interpolación con los k-vecinos más cercanos de la clase minoritaria [27]. 

Enlaces Tomek (Tomek links): se utiliza para reducir el desequilibrio en conjuntos de 
datos desequilibrados eliminando instancias de la clase mayoritaria que están cerca de 
instancias de la clase minoritaria. Las ventajas de utilizarla incluyen: simplicidad, eficacia 
reducción de ruido y mejora la precisión de la clasificación, y la capacidad de identificar 
instancias importantes de la clase minoritaria. Una desventaja de utilizar esta técnica 
consiste en que eliminar demasiadas instancias de la clase mayoritaria, puede provocar un 
ajuste insuficiente y una disminución del rendimiento general de la clasificación [28]. 

SMOTE-Tomek Links: este método combina la capacidad de SMOTE para generar datos 
sintéticos para la clase minoritaria y la capacidad de Tomek Links para eliminar los datos 
que se identifican como enlaces Tomek de la clase mayoritaria (es decir, muestras de datos 
de la clase mayoritaria que son más cercanas a los datos de la clase minoritaria). Este 
método es eficaz porque los datos sintéticos que se generan son relativamente cercanos al 
espacio de características de la clase minoritaria, lo que agrega nueva “información” a los 
datos, a diferencia del método de sobremuestreo original. [29].  
 
3.2.4 Medidas de evaluación del modelo 
 
Posterior a la construcción de un modelo y elegir los parámetros, es de gran importancia 
evaluar su desempeño con el fin de escoger el más adecuado, esto depende de la forma 
en que se está llevando a cabo la clasificación de los datos. La matriz de confusión se basa 
en el teorema de Bayes (probabilidades condicionales), es útil para evaluar el rendimiento 
de un modelo de clasificación binaria, ya que presenta la relación entre las predicciones del 
modelo y las clases verdaderas [30]: Verdaderos Positivos (TP) y Verdaderos Negativos 
(TN), así como Falsos Positivos (FP) y Falsos Negativos (FN). A partir de esta matriz se 
pueden calcular las siguientes métricas: 
 
Exactitud o Accuracy: Es una métrica que mide la proporción de predicciones correctas 
del modelo (TP+TN) sobre el total de predicciones (TP+TN+FP+FN). Tiene buen 
rendimiento cuando las clases están equilibradas en el conjunto de datos [30].  
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Precisión: Es el número de clases identificados correctamente como positivos (TP) de un 
total de datos identificados como positivos en los datos de desempeño (TP +FP), es decir 
que solo da cuenta de los casos clasificados como positivos [31]. 
 
Sensibilidad, Exhaustividad o Recall: Conocida como tasa de verdaderos positivos. 
Calcula la capacidad del modelo para identificar correctamente las instancias positivas de 
la clase objetivo, identificando instancias positivas correctamente clasificadas por el 
modelo. Se define como la proporción de verdaderos positivos (TP) sobre la suma de 
verdaderos positivos y falsos negativos (TP+FN) [30].  
 
Especificidad: También llamada tasa de verdaderos negativos. Se refiere a la capacidad 
del modelo para identificar correctamente las instancias negativas de la clase objetivo, 
identificando instancias negativas que fueron correctamente clasificadas por el modelo. Se 
define como la proporción de verdaderos negativos (TN) sobre la suma de verdaderos 
negativos y falsos positivos (TN+FP) [30]. 
 
Puntaje F1: Es la medida armónica entre la precisión del modelo y su exhaustividad 
(Recall), y la relación se basa que a mayor porcentaje de F1 el modelo es mejor [31]. 
 

Curva ROC y AUC: La curva ROC es una representación gráfica de la sensibilidad, contra 
el inverso de la especificidad (1- especificidad) para un clasificador binario y de acuerdo 
con cierto umbral. Esto se mide con el área bajo la curva (AUC) que muestra el 
funcionamiento del modelo al diferenciar y predecir entre las dos clases. Si el resultado del 
AUC es 1 demuestra que el modelo distingue perfectamente todas las muestras o 
características de cada una de las clases asignándoles la clase correcta, denota que el 
modelo está sobreentrenado y solo es útil para los datos que se usaron para su 
entrenamiento, pero no para nuevos datos; si el AUC es de 0,5 o menos, el modelo es 
incapaz de diferenciar entre ambas clases. Por lo anterior, un valor entre 0,8 y 0,9 es el 
ideal [31]. 
 
 

3.3 Antecedentes 
 

A continuación, se relacionan algunos trabajos en los que se ha hecho uso de herramientas 
de ciencia de datos como aporte en el tratamiento y pronóstico de la TB. Se hace especial 
énfasis en aquellos estudios enfocados en detectar riesgo de falla terapéutica utilizando 
metodologías de Machine Learning (ML), los cuales se han realizado principalmente en 
países con alta carga de la enfermedad. 
 
En el trabajo realizado por Naidu A y su equipo en 2023, mencionan que para lograr el 
objetivo de la estrategia de la OMS “Acabar con la tuberculosis” para 2035, se requiere de 
un enfoque multisectorial que se vería beneficiado por los últimos avances 
computacionales. Presenta un resumen de estudios en los que han utilizado herramientas 
y algoritmos computacionales avanzados para el diagnóstico precoz de la tuberculosis, 
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descubrimiento de fármacos antimicobacterianos, el diseño y selección de fármacos y en el 
diseño de la próxima generación de vacunas contra la TB. Menciona el uso de algoritmos 
de aprendizaje automático supervisado, no supervisado, el análisis de componentes 
principales y las redes neuronales, para comprender los patrones subyacentes asociados 
a la presencia de componentes genéticos específicos del bacilo. Propone el uso de 
enfoques de aprendizaje automático en el proceso de descubrimiento de fármacos, ya que 
su aplicación implica desarrollo de modelos de clasificación basados en propiedades 
antibacterianas y la extracción de características que definen estas propiedades [32] [33] 
[34]. En este estudio se resalta las bondades del uso de Machine Learning en la generación 
de clasificadores para el desarrollo de nuevos fármacos que permitan el control de la 
enfermedad brindando evidencia al presente proyecto en cuanto a la utilidad de estas 
herramientas. 
 
Por su parte Peetluk y colaboradores en 2021, realizaron una revisión sistemática de 
modelos de predicción de resultados de tratamiento en adultos con TB pulmonar, a partir 
de publicaciones de estudios en bases de datos entre el 01-01-1995 y el 09-01-2020. La 
calidad de los estudios se evaluó mediante la herramienta de evaluación del riesgo de sesgo 
del modelo de predicción. Identificaron 14 739 artículos relacionados, de los cuales 
revisaron 536 textos completos y se incluyeron dentro de la revisión sistemática 33 estudios 
que presentaban 37 modelos de predicción. Los resultados del tratamiento incluyeron 
muerte (n=16, 43 %), fracaso del tratamiento (n=6, 16 %), incumplimiento (n=6, 16 %) o un 
resultado compuesto (n=9, 25 %). La mayoría de los modelos (n=30, 81%) midieron la 
discriminación (mediana del estadístico c=0,75; IQR: 0,68-0,84), y 17 (46 %) informaron de 
la calibración, a menudo aplicando la prueba de Hosmer-Lemeshow (n=13). Los factores 
predictivos más frecuentes fueron la edad, el sexo, la TB extrapulmonar, el índice de masa 
corporal, los resultados de la radiografía de tórax, la TB previa y el VIH. El riesgo de sesgo 
varió de unos estudios a otros, pero todos presentaron un alto riesgo de sesgo en su 
análisis; concluyendo que los modelos de predicción de resultados de la tuberculosis son 
heterogéneos con definiciones de resultados, predictores y metodología dispares [35] [36]. 
Los trabajos de revisiones sistemáticas permiten sintetizar factores predictivos a partir de 
los resultados obtenidos del análisis de varios modelos, en este caso 37 que pueden 
analizarse acorde con los resultados obtenidos en el presente proyecto.  
 
En la publicación de Ma y colaboradores en 2023, se desarrolló y validó un modelo clínico 
sencillo para predecir resultados de fallos terapéuticos en pacientes con tuberculosis 
pulmonar multirresistente; a través de un estudio de cohortes retrospectivo entre enero de 
2017 y diciembre de 2019 en un hospital en China. Se utilizaron la regresión del operador 
de selección y contracción mínima absoluta (LASSO) y la regresión logística multivariante, 
para seleccionar los factores pronósticos de los resultados del tratamiento no exitoso. Se 
construyó un nomograma basado en cuatro factores pronósticos. Para evaluar el modelo 
se utilizó la validación interna y la validación cruzada leave-one-out. Se identificaron como 
factores pronósticos la falta de educación en salud, la edad avanzada, el sexo masculino y 
mayor extensión de la afectación pulmonar. El área bajo la curva del modelo fue de 0,757 
(IC del 95 %: 0,711 a 0,804) y el índice de concordancia (índice C) fue de 0,75. La pendiente 
de la curva de calibración fue de 0,968, esto indica que el modelo era exacto en la mayoría 
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de los casos y preciso para predecir los resultados del tratamiento sin éxito [37]. Este 
estudio fue relevante para el proyecto, ya que proporcionó metodologías utilizadas en el 
proyecto para la selección de las variables.  
 
En 2017 Perfura-Yone y su equipo, desarrollaron y validaron una sencilla puntuación para 
predecir la mortalidad durante el tratamiento de la tuberculosis en zonas de alta 
endemicidad de Camerún entre 2012 y 2013. Las características basales asociadas con la 
mortalidad se investigaron mediante regresiones logísticas. Se construyó una puntuación 
de pronóstico simple (CABI) con coeficientes de regresión para los predictores en el modelo 
final. La validación interna utilizó procedimientos de remuestreo bootstrap. La 
discriminación de los modelos se evaluó mediante el estadístico c y la calibración mediante 
gráficos de calibración y el estadístico de Hosmer y Lemeshwow (H-L). La puntuación 
óptima se basó en el índice de Youden. La forma clínica de la tuberculosis (C), la edad (A, 
años), el índice de masa corporal ajustado (B) y el estado de infección por el VIH (I) fueron 
predictores significativos en el modelo final (p < 0,0001) [38], apoyando los predictores 
descritos en el trabajo de Moreno et al [39]. El umbral de riesgo absoluto óptimo fue del 4,8 
%, lo que corresponde a una sensibilidad del 81 % y una especificidad del 67 % [38]. Este 
trabajo aporta al proyecto las técnicas de remuestreo empleadas, el uso de coeficientes de 
regresión logística para selección de los predictores y resultados de métricas obtenidas que 
son discutidas acorde con resultados obtenidos. 
 
En el estudio realizado por Sauer y otros en 2018, se identificaron las características 
asociadas al fracaso terapéutico, logrando discriminar pacientes que predictivamente 
presentan mayor riesgo de fracaso terapéutico, utilizando un conjunto de datos de varios 
países a los que se aplicaron diferentes técnicas de ML para identificar factores 
estadísticamente significativos a partir de variables demográficas y clínicas: antibiograma, 
hallazgos imagenológicos, resultados de baciloscopia, nivel educativo y situación laboral, 
tal como se describe en otro trabajo de Chen y colaboradores [40]. El modelo más predictivo 
fue la selección escalonada hacia delante (AUC: 0,74), aunque la mayoría de los modelos 
funcionaron con un AUC igual o superior a 0,7. El aprendizaje automático ayuda a identificar 
a los pacientes con mayor riesgo de fracaso terapéutico. Un seguimiento más estrecho de 
estos pacientes puede disminuir las tasas de fracaso del tratamiento y prevenir la aparición 
de resistencias a antibióticos [6]. Este trabajo resalta el uso de variables demográficas y 
clínicas (insumos bajo costo) como útiles predictores de la falla terapéutica utilizando 
modelos de ML, enfoque llamativo para ser implementado en países de renta baja y media. 
 
Por su parte en el trabajo de Hussain y Junejo de 2019, se buscó predecir el resultado del 
tratamiento de un paciente concreto al inicio de éste, de modo que el personal de salud 
pueda utilizar esta información de forma selectiva y rentable. Se realizó con información de 
4 213 pacientes de Pakistán (país alta carga de la enfermedad). Se modeló como un 
problema de clasificación, y el resultado del tratamiento se predijo utilizando 3 algoritmos 
de aprendizaje automático (Neural Networks, Random Forest y Support Vector Machines). 
Los resultados se evaluaron utilizando cuatro medidas de rendimiento: exactitud, precisión, 
sensibilidad y especificidad. Los modelos ofrecieron una mejora de más del 12 % con 
respecto a la predicción de referencia [41] [42]. Este estudio es muy importante ya que, en 
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él se utiliza uno de los algoritmos empleados en el presente proyecto permitiendo realizar 
comparaciones. 
 
En 2021 Peetluk y colaboradores, generaron un modelo de predicción del fracaso 
terapéutico de la tuberculosis a partir de datos clínicos de referencia en Brasil, evaluando 
el valor incremental con el VIH y el uso de isoniazida en la gravedad de la enfermedad. El 
estudio incluyó 944 participantes con TB pulmonar confirmada por cultivo, susceptible a 
fármacos, quienes comenzaron la terapia antituberculosa de primera línea y estuvieron ≥12 
meses de seguimiento. El criterio de valoración de fracaso terapéutico TB fue: muerte, 
fracaso del tratamiento, cambio de régimen, tratamiento incompleto o no evaluado. Los 
predictores se eligieron mediante selección hacia atrás con bootstrap. La discriminación y 
la calibración se evaluaron con c y gráficos de calibración, respectivamente. El 20 % de los 
participantes no tuvo éxito terapéutico. El modelo final incluía 7 predictores basales: 
hemoglobina, infección por VIH, consumo de drogas, diabetes, edad, educación y consumo 
de tabaco, similares a los descritos en otros trabajos [38]. El modelo demostró una buena 
discriminación (estadístico c = 0,77; intervalo de confianza del 95 %, 0,73- 0,80) y estaba 
bien calibrado. Utilizando información fácilmente disponible al inicio del tratamiento, el 
modelo de predicción funcionó bien en esta población; los factores relacionados con el VIH 
y el estado uso de isoniazida no mejoraron la predicción del modelo final [43]. Este estudio 
aportó metodologías para selección de predictores, así como el tipo de predictores finales 
y comparativo del porcentaje de clases, para ser discutidos acorde con los resultados 
obtenidos en el presente proyecto. 
 
De igual manera en 2022 Kulkarni y otros, implementaron el uso de un indicador medida de 
la falta de adherencia extrema a partir de un conjunto de datos de casi 700 000 pacientes 
de cuatro estados de la India. Se formuló y resolvió un problema de ML de predicción 
temprana en la falta de adherencia terapéutica basada en una métrica personalizada. 
Entrenaron modelos de ML (árboles de decisión, k-NN y clasificadores bayesianos), y los 
evaluaron frente a líneas de base, logrando una mejora de ∼ 100 % con respecto a las 
líneas de base basadas en reglas y ∼ 214 % con respecto a un clasificador aleatorio. Los 

resultados obtenidos indican que la estratificación del riesgo de los pacientes no adherentes 
es una solución viable y desplegable a gran escala [44]. Esta publicación demuestra la 
utilidad de otro tipo de algoritmos de ML en la predicción de fallas terapéuticas, los cuales 
se discuten en los resultados obtenidos en el documento. 
 
A su vez Kheirandish y colaboradores en 2022, establecieron un modelo de predicción de 
los resultados de tratamiento utilizando el seguimiento a pacientes nuevos con TB en 
Moldavia, con el fin de detectar a tiempo a aquellos en los cuales el plan de tratamiento 
puede no ser eficaz. Se diseñó un marco de predicción dinámica que integra modelos de 
referencia y algoritmos de aprendizaje automático, para predecir los resultados del 
tratamiento de los pacientes durante el seguimiento. Se calcularon la sensibilidad y el valor 
predictivo positivo (VPP) para evaluar el rendimiento del modelo en puntos críticos. Se 
definieron nuevas medidas para determinar cuándo debían realizarse pruebas de 
laboratorio de seguimiento (cultivo y baciloscopia). El algoritmo de bosque aleatorio 
funcionó mejor que los modelos de máquina de soporte vectorial y regresión logística 
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multinomial penalizada para predecir los resultados del tratamiento de la tuberculosis. Para 
las 3 clases de resultados (curado, no curado y fallecido a los 24 meses del inicio del 
tratamiento); la sensibilidad y el VPP de los modelos de predicción mejoraron a medida que 
se recopilaba más información de seguimiento. En concreto, la sensibilidad y el VPP 
aumentaron de 0,55 a 0,84 y de 0,32 a 0,88, respectivamente, para la clase no curada [45]. 
Este estudio aportó el tener en cuenta dentro del modelo variables de laboratorio se 
seguimiento (resultados de cultivos y BK), así como el uso del métricas como sensibilidad 
y VPP como indicador de desempeño, en la evaluación de los modelos desarrollados en el 
proyecto. 
 
En nuestro país, se encuentra el reporte de un estudio realizado por Díaz en el año 2012 
en Cartagena, en el cual utilizó las redes neuronales artificiales para clasificar el riesgo de 
contraer tuberculosis en población vulnerable, a partir de factores predictivos y propone una 
clasificación matemática para el nivel de riesgo.  Se seleccionó una muestra probabilística 
conformada por 370 individuos, de una población de 10 363 personas (IC 95%, error 5%). 
Se realizó un análisis de tres fases: análisis descriptivo de factores; definición de propuesta 
de clasificación para el riesgo de tuberculosis por medio de un lenguaje de modelado 
matemático de factores predictivos; y construcción del modelo de RNA Perceptron 
Multicapa de Red Supervisada Unidireccional (MLP: Multilayered Perceptron). Dentro de 
los resultados se describen como factores de riesgo predictores: género (63.7 %), fumador 
(100 %), ingesta de alcohol (65,5 %), ingreso familiar (57,6 %), conocimiento sobre 
identificación de los signos y síntomas de la enfermedad (54,5 %) y en menor grado los 
propios síntomas (35,2 %) para la predisposición de presentar tuberculosis [46]. En este 
estudio se describen predictores acordes con el contexto del país y la población objeto del 
proyecto, los cuales se discuten más adelante acorde con los resultados obtenidos. 
 
Por otro lado, se encuentra el estudio de Bedoya y equipo en 2023, en el cual se proponen 
modelos basados en cuatro técnicas de aprendizaje supervisado (redes neuronales, 
árboles de decisión, y dos métodos de ensamble) que permiten realizar un diagnóstico, 
positivo o negativo, de tuberculosis pulmonar a partir de unas variables de entrada y de 
diagnósticos anteriormente registrados de pacientes sanos y otros con tuberculosis 
pulmonar, de la ciudad de Cali. De acuerdo con los resultados obtenidos, el método de 
ensamble Extra Trees resulta ser el más exacto comparado con las otras técnicas utilizadas 
para la predicción de tuberculosis pulmonar alcanzando un área bajo la curva ROC de 
95.63% [47]. Este estudio demuestra que, en nuestro país ya se utilizan herramientas 
avanzadas para la generación de modelos propios, acordes con nuestra realidad, para 
solucionar temas de diagnóstico temprano de tuberculosis. Dado que el enfoque es distinto, 
no se comparan los resultados de este estudio con el presente proyecto.  
 
En el trabajo de grado de Sánchez de 2023, se diseñaron e implementaron algoritmos 
basados en redes neuronales artificiales, el filtro de Kalman y modelos autorregresivos, 
para realizar la predicción de los posibles nuevos casos de Tuberculosis en los 
departamentos de Colombia, basado en notificaciones de casos realizados en SIVIGILA. 
Los algoritmos implementados, arrojaron resultados aceptables en la predicción de casos 
de TB. Para medir el porcentaje de eficiencia se implementaron los índices de error MAE, 
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RMSE y TRS. Los índices MAE y RMSE permitieron conocer que tan dispersos estaban los 
datos obtenidos con los algoritmos en comparación a los datos de la serie real. Por su parte 
el TRS indicó que tan distantes se encontraban los datos obtenidos con relación a los picos 
de la señal original. El estudio hace parte del proyecto de investigación “Generación de 
modelos alternativos basados en inteligencia computacional para tamización y diagnóstico 
de Tuberculosis pulmonar” financiado por Minciencias y ejecutado por la Universidad 
Antonio Nariño [48]. El estudio demuestra la voluntad política para dar respuesta a esta 
problemática, a través del uso de herramientas de ciencias de la computación en la 
construcción de modelos de tipo predictivo para determinar incidencias por esta 
enfermedad, acorde con datos históricos del país. Dado que el enfoque de este estudio es 
distinto, no se comparan los resultados con el presente proyecto. 
 
En el distrito capital se encuentra un trabajo de grado relacionado con el tema realizado por 
Orjuela y colaboradores en 2022, quienes utilizaron técnicas de inteligencia computacional 
para realizar tamización y diagnóstico de TB pulmonar activa en conjunto con profesionales 
dela Unidad de Servicios de Salud Santa Clara (Subred Centro Oriente), empleando 
algoritmos basados en redes neuronales y lógica difusa aplicados en datos que permitieron 
tener una caracterización de la TB en entornos con situaciones precarias [49]. Se utilizaron 
factores de riesgo médicos y sociodemográficos de pacientes con sospecha de TB (2017-
2019) como variables predictoras para los siguientes modelos: Maquinas de soporte 
vectorial (MSV), Bosques aleatorios (RF), arboles de decisión (AD) y regresión logística 
(RL), obteniendo las siguientes métricas: exactitud con los siguientes resultados: 86 % 
exactitud para RL, 95 % sensibilidad MSV y 68 % especificidad MLP. Estos resultados 
permiten establecer que para el distrito capital ya se utilizan herramientas computacionales 
desde la academia y aportan otro tipo de algoritmos a ser tenidos en cuenta para la fase de 
modelado. 
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4. METODOLOGÍA 
 
El presente proyecto se realizó siguiendo la metodología CRISP-DM (Cross-Industry 
Standard Process for Data Mining), la cual consta de seis fases: entendimiento del negocio, 
entendimiento de los datos, preparación de los datos, modelado, evaluación e 
implementación. Es importante tener en cuenta que la fase de implementación se encuentra 
fuera del alcance del proyecto dado que es potestad de la entidad [50]. En la Figura 2, se 
describe las fases con las cuales se llevó a cabo el proyecto. 
 

 
Figura 2. Diagrama de flujo del proyecto (Fuente: construcción propia). 
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4.1 Comprensión del negocio 

El objetivo de esta fase consistió en alinear los objetivos del proyecto con los objetivos de 
la entidad y específicamente del programa distrital de tuberculosis. Durante esta fase, se 
evaluó la situación de la pérdida de seguimiento en el distrito, se fijaron los objetivos para 
analizar el conjunto de datos con el fin de descubrir información útil, y se trazó el plan para 
alcanzar los objetivos planteados en el proyecto.  

Debido a que la información de la base de TB sensible del programa corresponde a datos 
privados de la Secretaría Distrital de Salud, se tuvo la necesidad de contar con la 
aprobación por parte del comité de ética de la entidad, con el cual se realizó acercamiento 
en el mes de diciembre de 2023, se indagó por el proceso y requisitos para presentar el 
anteproyecto. En enero de 2024 se postuló el anteproyecto de manera oficial ante el comité, 
recibiendo respuesta en el mismo mes sobre la programación de la presentación del 
proyecto, el cual fue presentado en la sesión ordinaria del 21 de febrero de 2024, por parte 
de los investigadores y la directora del proyecto (Anexo 1). Se solicitaron ajustes por parte 
del comité a finales de febrero y en marzo se remitieron los ajustes anexando una consulta 
elevada a la oficina de asuntos jurídicos de la Secretaría Distrital de Salud, sobre cesión de 
derechos patrimoniales y de transformación (Anexo 2), recibiendo respuesta de este (Anexo 
3). En el mes de abril se recibe concepto ético aprobatorio del proyecto a través de correo 
electrónico (Anexo 4), y también se recibe aval con autorización para entrega de bases de 
datos (Anexo 5), con el cual la referente distrital del programa del tuberculosis, procedió a 
realizar la entrega de las bases de datos solicitadas bajo las restricciones de seguridad 
informática indicadas por parte del comité de ética: anonimización de los datos de los 
pacientes, restricciones de acceso para la Universidad, restricciones de uso acorde con la 
política de seguridad de la información y política de protección de datos personales 
establecidas en la entidad. 
 

4.2 Comprensión de los datos 
 

Para el proceso de entrenamiento de los modelos de aprendizaje automático, se requiere 
la mayor cantidad de datos disponible por tal motivo, se realizó la solicitud formal a la 
entidad de la información a partir el año 2009. La población del estudio fueron los pacientes 
diagnosticados con tuberculosis sensible, que han sido reportados al sistema de 
información del programa distrital de tuberculosis (Libros de TB sensible 2009-2022). No se 
tuvo en cuenta año 2023, dado que existen cohortes que no han finalizado el tratamiento 
debido al tiempo de duración de éste.  
 
Se recibieron dos bases de datos consolidadas (2009-2015 y 2016-2022) en el mes de 
mayo de 2024, las cuales se entregaron completamente anonimizadas. Por requerimiento 
del comité de ética, las bases de datos deben ser trabajadas dentro de la entidad y deben 
reposar en los Drive de las cuentas institucionales por seguridad de la información; también 
se gestionó la instalación de R Studio y Python en los equipos de cómputo en articulación 
con el área de TIC de la entidad, dado que el acceso se encuentra restringido por la entidad. 
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4.3  Preparación de los datos 
 

Una vez verificada la información, se encontró diferencia sustancial de los dos conjuntos de 
datos entregados. Se realizó reunión con la directora del quien solicitó realizar un 
prediagnóstico por cada una de las variables para determinar viabilidad de uso de ambas 
bases de datos, este análisis se describe a detalle en la Tabla 1. De esta forma, se 
determinó que la calidad de la base de datos 2009-2015 no permite su uso para el presente 
proyecto, dado que no es posible obtener la información faltante o inferirla.  
 

Tabla 1. Análisis comparativo de las variables de las dos bases de datos 2009-2015 y 2016 a 
2022 (Fuente: construcción propia). 

Variable Base desde 2016 
Total Registros 10.102 

Bases antes de 2015 
Total Registros 8.437 

IPS de Diagnóstico nominal-no faltantes-repetidos no existe la variable 

IPS de Seguimiento de 
Tratamiento 

nominal-207SD-Repetidos Nombre: IPS Donde recibió el 
TAES-50 % SD (4860) 

Fecha de Inicio de Síntomas formato Date- 54 SD no existe la variable 

Ingresa a Tratamiento Dicotomica-1 SD no existe la variable 

Fecha de inicio de tratamiento 
(dd/mm/aaaa) 

formato Date- 356 SD de los cuales 14 
refieren si entraron a tratamiento y 341 no 
tratamiento - 74 No o no aplica no 
tratamiento - hay dos casos con inicio de 
tratamiento de 2023 (eliminar) 

no existe la variable, esta fecha de 
ingreso al programa que es diferente 
al tratamiento 

Pertenencia étnica 

nominal 6 categorías, 2 SD Mezclado en tres variables: Grupo 
Poblacional (columna D), Etnia/ 
situación social, Grupo Poblacional 
(columna AH). 2987 SD 12 
categorías 

Pueblo indígena 
nominal, ajustar 3 no indígenas (No, NA, 
Ninguno), 42 indígenas sin pueblo 
diligenciado 

no existe la variable-solo 3 registros 
con pueblo indígena inga 

Grupo poblacional 

nominal 16 categorías, 53 SD de los cuales 
52 refieren otro en pertenencia étnica y 1 SD 
-dos categorías se deben unificar (otros y 
PPL) 

nominal, 12 categorías que se 
encuentran en tres variables: Grupo 
Poblacional (columna D), Etnia/ 
situación social, Grupo Poblacional 
(columna AH). 2987 SD  

Barrio de residencia nominal, 114 SD, barrios de otras ET nominal, 6148 SD 

Tipo tuberculosis dicotómica-completo 3 categorías- 8 SD 

Localización de la TB 
extrapulmonar 

24 registros inconcordantes- no existe la variable 

Prueba molecular 
ordinal (-+) -SD 3957 (recodificar Pos o 
Neg), 

no existe la variable 

Se realizó APV 
nominal, 4 categorías, 37 SD Nombre: Consejería Pre y Post- 6 

categorías – 30 % SD (2281) 

Se realizó prueba nominal, 4 categorias, 66 SD- no existe la variable 

Resultado prueba nominal, 4 categorías, 531 SD- no existe la variable 

Prueba confirmatoria acorde a 
la norma 

nominal, 4 categorías, 2 SD-4  no existe la variable 

Recibe TAR 
nominal, 3 categorías, 2 inconcordancias-53 
SD 

nominal, 5 categorías, 453 SD  
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Recibe trimetoprim (TMSX) 
nominal, 3 categorías, 1 inconcordancias-56 
SD 

nominal, 4 categorias-729 SD  

BK (Final 1a Fase) 
ordinal, 10 categorías  (recodificar Pos o 
Neg), 4512 SD 

ordinal, 4 categorías, (recodificar 
Pos o Neg), 50 % SD (4824) 

BK (Mitad de la 2a Fase) 
ordinal, 8 categorías (recodificar Pos o 
Neg), 5201 SD 

ordinal, 3 categorías, (recodificar 
Pos o Neg), 50 % SD (4975) 

BK  (Final del tto) 
ordinal, 7 categorías (recodificar Pos o 
Neg), 3 5102 SD 

ordinal, 4 categorías, (recodificar 
Pos o Neg), 50 % SD (4999) 

Cultivo al final del tratamiento 
ordinal, 4 categorías, SD 6329, con Fracaso 
y cultivo y BK negativo 

no existe la variable 

Tipo de farmacorresistencia nominal, 13 categorías (recodificar) no existe la variable 

Condición de egreso 
nominal, 8 categorías, 195 SD (27 
migrantes, 10 habitantes de calle, 
carcelarios FDB, 2 desplazados-9 

nominal, 11 categorías, 942 SD 

FECHA DE EGRESO 
(dd/mm/aaaa) 

2 fechas erradas, 1553 SD no existe la variable 

Comorbilidad 1 
nominal, separar categorías, más de una 
comorbilidad asociada 

nombre:  Comorbilidades 
Asociadas, solo se diligenció una Comorbilidad 2 nominal, unificar tipo de categorías 

Comorbilidad 3 nominal, unificar tipo de categorías 

Departamento de residencia 
nominal, (recategorizar Bta-FDB)-5543 SD 
se pueden recuperar 5419 con barrio y 
comuna 

no existe la variable, se puede 
inferior de localidad y barrio de 
residencia-763 SD 

Municipio de residencia 
nominal, (recategorizar Bta-FDB)-5545 SD 
se pueden recuperar 5419 con barrio y 
comuna 

no existe la variable, se puede 
inferior de localidad y barrio de 
residencia-763 SD 

Modalidad de tratamiento 
directamente observado 

nominal, 5 categorias-50%SD (5572) no existe la variable 

Tipo de programas de 
protección social que recibe 

nominal, 5 categorías-completo no existe la variable 

Reacciones adversas al 
tratamiento 

ordinal, 4 categorías-completo no existe la variable 

Metodología de captación del 
caso 

nominal, 4 categorías-completo no existe la variable 

Fecha de nacimiento Formato Date-50% SD (5567)- no existe la variable 

Subred 

nominal, 4 categorías, 8924 SD, no se 
especifica subred de residencia o de DX- Se 
puede generar a partir de residencia o DX o 
ambas 

no existe la variable 

 
Por lo anterior, el proyecto se desarrolló con la base de 2016 a 2022, ya que cuenta con 
calidad, completitud y suficiencia de registros. Esta base contiene un total de 104 variables 
y 10.102 observaciones. Las variables contienen información del paciente: sexo, edad, 
grupo poblacional, residencia, régimen de afiliación al SGSSS; contienen información de la 
enfermedad: fecha inicio de síntomas, IPS diagnóstico, resultados de pruebas de 
laboratorio, tipo de tuberculosis, tipos de resistencias y existencia de otras comorbilidades; 
contiene información del programa: fecha de ingreso, condición de ingreso y egreso al 
programa, IPS de seguimiento, modalidad de tratamiento, reacciones adversas a 
medicamentos, pertenencia a programas de protección social, metodología de captación 
del caso, localidad de seguimiento, persona que realiza el seguimiento al paciente, cierre 
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del caso, soporte del cierre del caso, observaciones. 
 
Se realizó depuración de la información: se estandarizaron formatos de las variables, se 
unificaron datos, se diligenciaron campos vacíos como no aplica, se recategorizaron la 
mayoría de las variables (resultados de laboratorio), con el fin de facilitar los análisis 
estadísticos descriptivos. Producto de este proceso, se obtuvo una base de datos con un 
total de 60 variables y 10.102 observaciones. 
 
Con el fin de realizar entendimiento de los datos, se procedió a realizar análisis estadístico 
univariado por cada una de las variables utilizando software R Studio el cual se detalla en 
el numeral 5.2. También se generó un análisis bivariado teniendo como punto de referencia 
la condición de egreso, donde se encuentra la pérdida de seguimiento. A las variables en 
las que se identificó que la proporción era más alta para esta condición de egreso, se les 
aplicó test de Chi cuadrado e índice de Cramer para determinar la fuerza de asociación (p 
valor <= 0.05), utilizando el software R Studio, los resultados del análisis se detallan en el 
numeral 5.3. De esta manera, se hizo una primera selección de variables consensuado con 
la directora del proyecto, que incluyó 17 predictores a utilizar en la fase de modelado, que 
describen en el numeral 5.4. 
 
Posteriormente, al aplicar la discretización de las variables categóricas fue necesario 
realizar reducción de dimensionalidad, para ello se hizo una revisión metodológica 
determinando como apropiados el uso de los siguientes métodos: Group LASSO, Regresión 
logística combinado con Fordward, Backward y Stepwise, así como el método RFE, los 
resultados se detallan en el numeral 6.2. En esta fase se utilizó Pyhton con IDE Colab de 
Google. 
 

4.4 Modelado 
 
Esta fase es importante ya que a partir de ella se logra cumplir el objetivo principal de 
construir un modelo de predicción, a partir de la clasificación de etiquetas basado en el 
aprendizaje automático. 
 
Teniendo en cuenta el desbalance de clases, fue necesario aplicar diferentes técnicas de 
remuestreo en la fase de entrenamiento para garantizar un adecuado desempeño en las 
métricas acorde con las clases de la variable objetivo (pérdida de seguimiento), dentro de 
las que se aplicaron: Oversampling, SMOTE, Undersampling, Tomek y combinaciones de 
éstas. Los resultados se detallan el numeral 6.3. Para esta fase se utilizó Pyhton con IDE 
Colab de Google, dado debido a que cuenta con un mayor número de librerías disponibles 
que el software R Studio. 
 
Se utilizaron 4 tipos de algoritmos supervisados: Random Forest [16], Regresión Logística 
[16], XGBoost [21] y Naive Bayes [20], en el cual se usaron las variables seleccionadas a 
partir de las técnicas de reducción de variables aplicadas y las técnicas de balanceo de 
clases. Para optimizar los parámetros de los modelos, se empleó un proceso de validación 



34 

 

 

cruzada de diez pasos combinado con una búsqueda en grilla. Los resultados de cada uno 
de los modelos se describen en el ítem 6.4. Para esta fase se utilizó Pyhton con IDE Colab 
de Google, dado debido a que cuenta con un mayor número de librerías disponibles que el 
software R Studio. 
 

4.5 Evaluación 

En esta fase se tuvo en cuenta el desempeño de los modelos con las diferentes métricas 
obtenidas a partir del modelamiento. Teniendo en cuenta el gran desbalance de clases en 
la base de datos, se definió utilizar la métrica Sensibilidad (Recall) como base para 
determinar el desempeño en la adecuada clasificación del modelo, esto teniendo en cuenta 
que la exhaustividad resume qué tan bien se predijo la clase positiva y corresponde al 
mismo cálculo para la sensibilidad (verdaderos positivos), es decir que permite identificar a 
los pacientes que realizan pérdida de seguimiento en el programa distrital de tuberculosis. 
La exhaustividad se define como la relación de los verdaderos positivos sobre la suma de 
verdaderos positivos y falsos negativos [51] a partir de la matriz de confusión y se calcula 
de la siguiente forma:  

Sensibilidad (Recall) = Verdaderos Positivos / (Verdaderos Positivos + Falsos Negativos) 

El valor obtenido puede variar de 0 a 1 y por lo general, se expresa de forma porcentual 
sobre el total de observaciones de la matriz de confusión (n). Los resultados de las métricas 
de cada uno de los modelos se describen en el numeral 7. Para esta fase se utilizó Pyhton 
con IDE Colab de Google, dado debido a que cuenta con un mayor número de librerías 
disponibles que el software R Studio. 

Con el fin de realizar una validación más exhaustiva se usó un tercer conjunto de datos 
(validación) a partir del mismo conjunto de datos, conteniendo el 20% del total de base de 
datos como se describe en el numeral 6.2. Adicionalmente, se hizo una segunda validación 
externa utilizando el conjunto de la base de datos del programa preliminar del año 2023, la 
cual contiene 1.953 observaciones y se realizó el mismo procedimiento de 
preprocesamiento ya descrito. En esta base de datos se cuenta con 137 pérdidas de 
seguimiento, que corresponde a la clase 1. 
 

4.6 Despliegue 

El archivo que contiene el modelo seleccionado será cedido a la entidad a través de un 
contrato de cesión de derechos patrimoniales a cargo de la Subdirección de contratación. 
El cual podrá ser utilizado por la referente distrital del programa de tuberculosis para el 
despliegue a los equipos locales que permitan la identificación temprana de pacientes con 
alto riesgo de pérdida de seguimiento, al ingreso del programa. Por último, se aclara que 
se encuentra fuera de alcance del presente proyecto, la integración del mejor modelo en un 
sistema de producción de la entidad.  
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5. ANÁLISIS EXPLORATORIO DE DATOS 

Del apartado de datos generales se usaron 17 variables (Tabla 2): 
 

Tabla 2. Variables del componente datos generales base TB sensible requeridas. (Fuente: 
construcción propia). 

Nombre variable Definición Posibles valores 
Tipo 

variable 
Formato 

Importan
cia 

IPS DE 
DIAGNÓSTICO 

Nombre del prestador que realizó el 
diagnóstico del caso de 

tuberculosis. 
Múltiples Nominal String Alta 

IPS DE 
SEGUIMIENTO DE 

TRATAMIENTO 

Nombre del prestador donde 
actualmente está recibiendo el 

tratamiento el usuario. 
Múltiples Nominal String Alta 

FECHA DE INICIO 
DE SÍNTOMAS 
(dd/mm/aaaa) 

Fecha de inicio de síntomas 
presuntivos en la persona que fue 
confirmada posteriormente con la 

TB 

Fecha Fecha Date Alta 

INGRESA A 
TRATAMIENTO 

Seleccionar si el paciente ingresó o 
no al tratamiento de la tuberculosis. 

Si, No Nominal Binaria Alta 

FECHA DE INICIO 
DE TRATAMIENTO 

(dd/mm/aaaa) 

Fecha de ingreso a tratamiento del 
paciente 

Fecha Fecha Date Alta 

SEXO Seleccionar el sexo 
Femenino, 
Masculino 

Nominal Binaria Alta 

EDAD (EN AÑOS) 
Si es un niño o niña con meses de 
nacimiento, se selecciona <1año 

Numérico Discreta Interger Alta 

PERTENENCIA 
ÉTNICA 

Diligenciar la pertenencia étnica 
acorde con autorreconocimiento 

Indígena, 
afrodescendiente, 

rom, raizal o 
gitano 

Nominal String Alta 

PUEBLO INDÍGENA 
Se la persona tiene pertenencia 
étnica como indígena se debe 

reportar el pueblo al cual pertenece 
Múltiples Nominal String Alta 

BARRIO DE 
RESIDENCIA 

Barrio en áreas urbanas o en zonas 
rurales la vereda de la persona 

afectada por tuberculosis 
Múltiples Nominal String Media 

COMUNA/LOCALIDA
D DE RESIDENCIA 

comuna o localidad de residencia 
de la 

persona afectada por tuberculosis 
Múltiples Nominal String Alta 

RÉGIMEN DE 
AFILIACIÓN 

desplegable el régimen al que 
pertenece el usuario, según 

corresponda: 

Contributivo, 
subsidiado, no 

asegurado, 
especial, 
excepción 

Ordinal String Alta 

EAPB 
desplegable la EAPB según 

corresponda. 
Múltiples Nominal String Media 
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Nombre variable Definición Posibles valores 
Tipo 

variable 
Formato 

Importan
cia 

GRUPO 
POBLACIONAL 

Diligenciar el grupo poblacional al 
que pertenece el paciente, 

desplegable: 

discapacidad, 
desplazado, 

migrante, 
población 
carcelaria, 
gestante, 

habitante de 
calle, población 
infantil a cargo 

del ICBF, madres 
comunitarias, 

desmovilizados, 
población en 

centros 
psiquiátricos, 

LGBTIQ+, víctima 
de la violencia 

armada, 
trabajador de la 

salud 

Nominal String Alta 

TIPO 
TUBERCULOSIS 

localización anatómica de la 
enfermedad 

Tuberculosis 
pulmonar, 

extrapulmonar 
Nominal String Alta 

LOCALIZACIÓN DE 
LA TB 

EXTRAPULMONAR 

desplegable el tipo de tuberculosis 
extrapulmonar. 

· Meníngea 
· Peritoneal 
· Ganglionar 

· Renal 
· Intestinal 

· Osteoarticular 
· Genitourinaria 

· Pericárdica 
· Cutánea 
· Pleural 

· Otro 

Nominal String Alta 

CONDICIÓN DE 
INGRESO 

desplegable la condición de ingreso 

Nuevo, Reingreso 
tras recaída, 

Reingreso tras 
fracaso, 

Reingreso tras 
pérdida en el 
seguimiento,  

Otros 
previamente 

tratados, 
Remitido 

Nominal String Alta 

 

Del componente diagnóstico de la tuberculosis, se usaron 3 variables (ver  

Tabla 3): 
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Tabla 3. Variables del componente diagnóstico de la tuberculosis, base TB sensible requeridas. 
(Fuente: construcción propia). 

Nombre variable Definición Posibles valores Tipo variable Formato Importancia 

BK 
resultado de la 
baciloscopia 

negativo, (1 a 9) 
BAAR,(+),(++),(+++), 

No realizado(NR). 
Ordinal String Alta 

CULTIVO LÍQUIDO 
resultado de cultivo 

de diagnóstico 

Negativo, (1 a 19) 
BAAR,(+),(++),(+++), 
No Realizado (NR), 

contaminado, en 
proceso. 

Ordinal String Alta 

PRUEBA MOLECULAR 
resultado de la 

prueba molecular 

Detectado, No 
detectado, No 
interpretable, 
Contaminado 

Ordinal String Alta 

 

De las actividades colaborativas tuberculosis y VIH, se utilizaron 6 variables (ver Tabla 4): 
 
Tabla 4. Variables del componente COINFECCIÓN TB/VIH, base TB sensible requeridas. (Fuente: 

construcción propia). 

Nombre variable Definición Posibles valores Tipo variable Formato Importancia 

SE REALIZÓ APV 
Usuario recibió asesoría 

para Prueba de VIH, 
desplegable 

Si, No, paciente no 
acepta, VIH + 

previo. 
Ordinal String Media 

SE REALIZÓ 
PRUEBA 

Usuario se realizó la 
prueba de VIH 
desplegable, 

Si, No, paciente no 
acepta, VIH + 

previo. 
Ordinal String Media 

RESULTADO 
PRUEBA 

desplegable el resultado 
de la prueba presuntiva 

del VIH 

Si, No, paciente no 
acepta, VIH + 

previo. 
Ordinal String Alta 

PRUEBA 
CONFIRMATORIA 

ACORDE A LA 
NORMA 

Solo se diligencia si el 
resultado de la prueba 

presuntiva fue positiva o 
el paciente es VIH + 

Previo 

Si, No, paciente no 
acepta, VIH + 

previo. 
Ordinal String Alta 

RECIBE 
 TAR 

siempre y cuando se 
confirme el resultado 

positivo de la prueba de 
VIH o el caso sea 
VIH + PREVIO, 

Si, No Nominal Binaria Media 

RECIBE 
TRIMETOPRIM 

(TMSX) 

siempre y cuando se 
confirme el resultado 

positivo de la prueba de 
VIH o el caso sea 
VIH + PREVIO, 

Si, No Nominal Binaria Media 
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Del control bacteriológico, se utilizaron las 4 variables de la base de datos (ver Tabla 5): 
 
Tabla 5. Variables del componente control bacteriológico, base TB sensible requeridas. (Fuente: 

construcción propia). 

Nombre variable Definición Posibles valores Tipo variable Formato Importancia 

BK  
(Final 1a Fase) 

desplegable el 
resultado de BK 

seriado de control de 
final de la primera fase 

Negativo, 1 a 9 
BAAR, (+), (++), 

(+++), no 
realizado 

Ordinal String Media 

BK  
(Mitad de la 2a Fase) 

desplegable el 
resultado de BK 

seriado de control de 
mitad de la segunda 

fase 

Negativo, 1 a 9 
BAAR, (+), (++), 

(+++), no 
realizado 

Ordinal String Media 

BK  
 (Final del tto) 

desplegable el 
resultado de BK 

seriado de final de 
tratamiento 

Negativo, 1 a 9 
BAAR, (+), (++), 

(+++), no 
realizado 

Ordinal String Media 

CULTIVO AL FINAL DEL 
TRATAMIENTO 

desplegable el 
resultado de cultivo de 

final del tratamiento 

Negativo, 1 a 9 
BAAR, (+), (++), 

(+++), no 
realizado 

Ordinal String Media 

De la susceptibilidad a fármacos, se utilizaron 2 variables de la base de datos (ver Tabla 6): 
 

Tabla 6. Variables del componente susceptibilidad a fármacos, base TB sensible requeridas. 
(Fuente: construcción propia). 

Nombre variable Definición Posibles valores Tipo variable Formato Importancia 

PRUEBA DE 
SUSCEPTIBILIDAD A 

FÁRMACOS 

desplegable el tipo 
de prueba de 

susceptibilidad a 
fármacos 

antituberculosos 
realizada, 

· Nitrato reductasa 
· proporciones en LJ 

· BACTEC MGIT 
· proporciones en 

agar 
· LIPA (Genotype, 

Anyplex) 
· PCR en T' real 

(Genexpert) 
· no realizada 

Nominal String Media 

TIPO DE 
FARMACORRESISTENCIA 

desplegable el tipo 
de 

farmacorresistencia 

Monorresistencia: 
Polirresistencia, 

MDR, RR, PreXDR, 
XDR 

Ordinal String Alta 

 

Del componente condición de egreso, se utilizaron 2 variables (ver  
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Tabla 7): 
 

 

 

Tabla 7. Variables del componente condición de egreso, base TB sensible requeridas. (Fuente: 
construcción propia). 

Nombre variable Definición Posibles valores Tipo variable Formato Importancia 

CONDICIÓN DE 
EGRESO 

Resultado del 
tratamiento de las 

personas 
afectadas por 

tuberculosis sensible 

Curado, 
Tratamiento 
Terminado, 

Fracaso, 
Pérdida de 

Seguimiento,  
Fallecido, 

No Evaluado,  
Descartado 

Nominal String Alta 

FECHA DE EGRESO 
(dd/mm/aaaa) 

fecha de egreso del 
tratamiento 

Fecha Fecha Date Alta 

 

De la condición de comorbilidades, se utilizaron las 3 variables (ver Tabla 8): 
 

Tabla 8. Variables del componente comorbilidades, base TB sensible requeridas. (Fuente: 
construcción propia). 

Nombre variable Definición Posibles valores Tipo variable Formato Importancia 

COMORBILIDAD 1 
COMORBILIDAD 2 
COMORBILIDAD 3 

Seleccionar del 
desplegable la primera 
comorbilidad asociada 

a la 
persona afectada por 

tuberculosis, 

· Alcoholismo 
· Cáncer 

· Consumo SPA 
· Desnutrición 

· Diabetes Mellitus 
· Enfermedad 
autoinmune 

· Enfermedad 
hepática 

· Enfermedad 
Renal Crónica 

· EPOC 
· Ninguna 
· Silicosis 

· Tabaquismo 
· COVID-19 

Otras 

Nominal String Alta 

Del componente de seguimiento al tratamiento directamente observado, se utilizaron 6 
variables de la base de datos (ver Tabla 9): 
 
Tabla 9. Variables del componente datos de seguimiento al tratamiento directamente observado, 

base TB sensible requeridas. (Fuente: construcción propia). 
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Nombre variable Definición Posibles valores Tipo variable Formato Importancia 

MODALIDAD DE 
TRATAMIENTO 

DIRECTAMENTE 
OBSERVADO 

desplegable el tipo de 
TDO en el que se le 

está administrando el 
tratamiento 

TDO en IPS 
TDO Domiciliario 
TDO Comunitario 
TDO Hospitalario 

TDO virtual 

Nominal String Alta 

TIPO DE PROGRAMAS 
DE PROTECCIÓN 

SOCIAL QUE RECIBE 

desplegable el tipo de 
programas de 

protección social que 
recibe el paciente con 

tuberculosis 

· Subsidio 
alimentario 

· Subsidio de 
vivienda 

· Subsidio de 
desempleo 
· Subsidio 
educativo 
· Subsidio 
monetario 

· Cuenta con 
varios subsidios de 

apoyo 
· No aplica a 

subsidios 

Nominal String Alta 

REACCIONES 
ADVERSAS AL 
TRATAMIENTO 

desplegable si el 
paciente presenta 

reacciones adversas al 
tratamiento. 

Leve 
Moderado 

Grave 
Ninguna 

Ordinal String Alta 

METODOLOGÍA DE 
CAPTACIÓN DEL CASO 

desplegable la 
metodología por 

el cual se captó el 
caso de tuberculosis 

· Búsqueda activa 
institucional 

· Búsqueda activa 
derivado de 

agente comunitario 
· Búsqueda activa 

derivado de 
trabajador de la 

salud. 
· Remitido por el 
Centro Nacional 
de Enlace-CNE 

· Durante estudio 
de contactos 

Nominal String Alta 

OBSERVACIONES 

observaciones 
relacionadas con el 

paciente de 
tuberculosis 

Múltiples Nominal String Baja 

ÁREA GEOGRÁFICA 

Zona geográfica 
urbana, rural o rural 
dispersa. Subred de 

residencia 

Subred Norte 
Subred Centro 

Oriente 
Subred Sur 

Subred 
suroccidente 

Nominal String Baja 

 
 

5.1 Limpieza y transformación de datos 
 
Una vez se cuenta con el conjunto de datos, se verificó calidad en el diligenciamiento de la 
base en formato XLS, verificando:  
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• Se verificó en cada variable que estuviera en el formato correspondiente: fechas, 
variables categóricas y numéricas, acorde con el diccionario de datos. 

• Registros vacíos dependiendo de la variable, se diligenció a partir de otras variables 
como edad a partir de fecha de nacimiento. Subred de residencia a partir de la 
dirección, barrio o municipio en el caso de Fuera de Bogotá.  

• Coherencia: se verificaron variables relacionadas como tipo de TB y localización 
anatómica, en los casos en los que se identificó inconcordancias se solicitó la 
revisión a la referente distrital del programa quien realizó cruces de información con 
otras fuentes entregando el dato verificado casos inconcordantes de VIH, grupos 
poblacionales y comorbilidades principalmente. 

• Estandarización de variables: se realizó depuración de errores de digitación en cada 
una de las variables. Se estandarizaron las variables a partir de tablas de referencia 
para las variables: localidad de residencia, localidad de diagnóstico, tipos de 
farmacorresistencia, comorbilidades, localización TB, grupo poblacional e IPS de 
diagnóstico. 

• Recodificación de variables: se realizó con las variables de resultados de laboratorios 
para BK y cultivo +, ++, +++ y 1 A 9 BAAR se recategorizaron a Positivo, - a Negativo, 
NR a No realizado y los vacíos se manejaron como Sin dato (SD). En la prueba 
molecular Detectado se recategorizó a Positivo y No detectado como Negativo, los 
vacíos se diligenciaron como No realizado. En VIH las categorías positivo y VIH 
previo, se recategorizaron como positivo, Paciente no acepta como No realizado.  

• Nuevas variables: se generó subred de residencia y subred de diagnóstico con el fin 
de agrupar para el análisis debido a la gran cantidad de categorías (20 localidades). 
Se generó la variable objetivo en formato binario pérdida de seguimiento (Si, No), a 
partir de la condición de egreso, pérdida en el seguimiento. 

• No se realizó imputación de datos, ni se eliminaron registros. 
 
Posterior a la limpieza de la base de datos, se seleccionaron las variables relevantes y 
susceptibles de análisis acorde con el conocimiento que se cuenta sobre el evento de 
tuberculosis y la experiencia en el manejo de la base del programa. Producto de este 
proceso, se obtuvo una base de datos con un total de 60 variables y 10.102 observaciones, 
con la cual se realizó el análisis descriptivo cuyos resultados se muestran en el apartado 
5.2.  
 
 

5.2 Análisis Descriptivo 
 

El conjunto de datos utilizados para la resolución de este proyecto consta de 10.102 
observaciones y 60 atributos. De los cuales 2 son variables cuantitativas (Edad y año), 3 
corresponden a fechas y las demás (n=55) corresponden a variables categóricas. A 
continuación, se presenta el análisis de las principales variables, el análisis completo del 
conjunto de datos se encuentra disponible en el link de Rpubs. 

https://rpubs.com/dianaguerrero807/1247558
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La distribución de casos por año se muestra en la Figura 3, donde se evidencia que el 
menor número de casos se presentó en 2016 con 1.311 casos, y el mayor número en 2022 
con 1.808 casos. La media de casos por año fue de 1.443 casos con una desviación 
estándar de 189 casos por año. 

 
Figura 3. Distribución de casos de TB por año por año (2016-2022) en el distrito capital (Fuente: 

construcción propia. Bases distritales del programa de TB 2016-2022) 

 
Con relación a la edad, la media y mediana es de 50 años con un máximo de 109 años y 
un mínimo, de menor de 1 año o 12 meses de edad. La variable no tiene una distribución 
normal, sino trimodal (2, 28 y 69 años) como se observa en la Figura 4. 

 
Figura 4. Distribución de la edad en casos de TB (2016-2022) en el distrito capital (Fuente: 
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construcción propia. Bases distritales del programa de TB 2016-2022) 

El 66.2 % de los pacientes que ingresaron al programa de TB entre 2016 y 2022 son 
hombres (6.687), el porcentaje restante corresponde a mujeres. La razón hombre/mujer es 
de 1.95, es decir que por cada dos hombres que padecen de TB se encuentra una mujer 
en el distrito capital. En la Figura 5, se observa el comparativo de casos distribuido por año 
y por sexo. 

 
Figura 5. Distribución de casos de TB por año y sexo (2016-2022) en el distrito capital (Fuente: 

construcción propia. Bases distritales del programa de TB 2016-2022) 

El 95.7 % de las personas que ingresaron al programa distrital de TB entre 2016 y 2022, 
iniciaron tratamiento tetraconjugado. Del porcentaje restante de quienes no iniciaron 
tratamiento, el 72 % fallecieron o el diagnóstico fue post mortem y en el 14.3 % se descartó 
la tuberculosis como enfermedad causante del cuadro clínico. En el 8 % no alcanzaron a 
iniciar tratamiento porque corresponden a pérdidas en el seguimiento. 
 
Con relación a la pertenencia étnica se encuentra que la mayoría corresponde a indígenas 
1.5 %, seguido de población afrocolombiana 0.8 % y ROOM 0.12 %. El 97.4 % no se 
autorreconoce como parte de una etnia. Dentro de los pacientes pertenecientes a etnia 
indígena se encuentra que los pueblos más frecuentes son: Embera y Embera-Katío con el 
45% de la representación de los pueblos indígenas. 
 
En cuanto a los grupos poblacionales especiales, se encuentra que el 1.33 %  de los 
pacientes con TB refieren tener una condición de discapacidad (n=135), el 0.78 % refieren 
ser víctimas del desplazamiento forzado (n=79), el 5.2 % corresponden a población 
migrante (n=523), el 3.4 % de los pacientes son personas privadas de la libertad (n=339), 
el 0.6 % son gestantes (n=20), el 5.4 % a habitantes de calle (n=541), el 0.14 % a menores 
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en protección del ICBF (n=14), el 0.009 % madres comunitarias (n=1),  el 0.11 % personas 
reportadas como población psiquiátrica (n=11), el 0.16 % son personas víctimas de la 
violencia por conflicto armado (n=16), el 2 % se reportan como trabajadores de la salud 
(n=204). No se reportan desmovilizados dentro de los grupos poblacionales. 
 
A su vez, la localidad de diagnóstico se evidencia que los casos son diagnosticados en su 
mayoría en IPS de la Subred Norte la cual concentra el 34.7 % de los casos diagnosticados 
en el distrito. Esto se debe a la oferta de servicios por parte de los prestadores de servicios 
de salud en Bogotá, se concentra en las localidades de Chapinero 12.6 %, Usaquén 12 % 
y Teusaquillo 10.07 %. La tercera localidad con mayor número de casos diagnosticados 
que no pertenece a la subred Norte es Los Mártires con 11.3 % y la cuarta localidad es San 
Cristóbal con 9.4 %, seguido de Kennedy con 8 %, esto se debe a que en estas localidades 
se encuentran instituciones de alta complejidad con buena capacidad de diagnóstico para 
TB. 
 
De igual manera, al analizar la localidad de residencia como se observa en la  Figura 6, se 
encuentra que el 19.2 % (n=1.942 casos) pese a ser diagnosticados en Bogotá residen 
fuera de la ciudad, el 80.8 % de los casos restantes (n=8.160) residen en localidades de 
Bogotá, siendo la localidad de Suba 12 % donde más residen, seguido de Kennedy 11.8 %, 
Engativá 9 %, Ciudad Bolívar 8.2 %, Rafael Uribe Uribe 8.1 % y Bosa 7 %, las que 
concentran la mayor cantidad de casos de los últimos 7 años. 

 
Figura 6. Distribución de casos de TB por localidad de residencia (2016-2022) en el distrito capital 

(Fuente: construcción propia. Bases distritales del programa de TB 2016-2022)  

Con relación al aseguramiento, se observa en la  Figura 7 que el 55.4 % de los pacientes 
diagnosticados con TB en Bogotá pertenecen al régimen contributivo (n=5.599), seguido 
del régimen subsidiado con 30.6 % (n=3.088), en el 6.6 % los pacientes no se encuentran 
asegurados al sistema de salud (n=669), en el 5.1 % pertenecen a regímenes especiales 
(n=516) y en el 2.3 % a régimen de excepción (n=230). 
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En cuanto al tipo de TB, se encuentra que el 69 % de los casos confirmados en el distrito 
son TB pulmonares (n=6.940) mientras que el 31 % corresponden a formas 
extrapulmonares. De las formas extrapulmonares, la localización anatómica más frecuente 
es pleural 32.4 % (n=1.023), seguida de meníngea 26.8 % (n=848), ganglionar 11.6 % 
(n=366) entre otras formas. 
 
 

 
Figura 7. Distribución de casos de TB según régimen de afiliación (2016-2022) en el distrito capital 

(Fuente: construcción propia. Bases distritales del programa de TB 2016-2022) 

 
Así mismo, en cuanto a la condición de ingreso de los pacientes al programa distrital de TB 
se encuentra que el 93.4 % corresponden a casos nuevos, mientras que el 3.1 % son 
previamente tratados, de los que no se tiene traza de los tratamientos previos recibidos. 
Por otro lado, de quienes es posible verificar el tratamiento previo, el 2.2 % de los casos 
corresponden a recuperados tras pérdida en el seguimiento, 1.06 % reingresos por recaídas 
y 0.25 % reingreso tras fracaso del tratamiento, como se observa en la Figura 8. 
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Figura 8. Distribución de casos de TB según condición de ingreso al programa (2016-2022) en el 

distrito capital (Fuente: construcción propia. Bases distritales del programa de TB 2016-2022) 

 
La condición de egreso de los pacientes adscritos al programa de TB del distrito (variable 
objetivo), el 61 % corresponde a curaciones (para el caso de TB pulmonar) y tratamientos 
finalizados (TB extrapulmonar); es decir, el éxito programático del distrito de los últimos 7 
años. Como se observa en la Figura 9, en el 21.5 % los pacientes fallecieron durante o 
previo al tratamiento (diagnóstico post mortem), es decir que el diagnóstico de la 
enfermedad fue tardío. En el 5.2 % de los pacientes se descartó el diagnóstico de 
tuberculosis, esto sucede cuando se identifican que se trata de micobacterias que no hacen 
parte del complejo tuberculosis (no tuberculosas). La pérdida de seguimiento en los últimos 
7 años para el distrito corresponde al 7.3 %. En el 3 % corresponde a no evaluados, esto 
se da porque no fue posible identificar si el paciente logró terminar su tratamiento de manera 
exitosa, por lo general corresponde a pacientes que residen fuera de Bogotá y no se obtiene 
realimentación del ente territorial frente a la finalización del tratamiento. En menor 
proporción se encuentran los fracasos terapéuticos 0.6 %, en los cuales la enfermedad 
persiste frente al tratamiento de primera línea, así como exclusiones por resistencias a 
medicamentos de primera línea para TB 0.92 %, en este caso hacen parte de formas 
resistentes de la enfermedad y se debe instaurar tratamiento de segunda línea y se 
excluyen de esta cohorte. 
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Figura 9. Distribución de casos de TB según condición de egreso del programa (2016-2022) en el 

distrito capital (Fuente: construcción propia. Bases distritales del programa de TB 2016-2022) 

Por otro lado, en cuanto a la confirmación por laboratorio clínico se encuentra en el 54 % 
las baciloscopias (BK) fueron negativas, en el 30.7 % estas tuvieron un resultado positivo, 
en el 14 % de los casos no se realizó BK y en el 1.3 % no se cuenta con información de si 
se realizó esta prueba en el sistema de información. El 30.54 % de los casos cuenta con 
cultivo negativo para micobacterias, mientras que en el 41.3 % tuvieron un resultado 
positivo, no se realizó cultivo en el 22.5 % de los casos y en el 5.7 % no se cuenta con 
información de si se realizó esta prueba. Con relación a pruebas moleculares para 
micobacterias, se encuentra que en el 45.3 % de los casos cuenta con prueba molecular 
positiva, mientras que en el 15.1 % tuvieron un resultado negativo, no se realizó esta prueba 
al paciente en el 0.44 % de los casos y en el 39.2 % no se cuenta con información de si se 
realizó o no esta prueba en el sistema de información. Al respecto, es importante mencionar 
que a partir del año 2020 se modificaron los algoritmos diagnósticos para tuberculosis en 
nuestro país (Resolución 227 de 2020), debido a las limitantes en sensibilidad que 
representan las baciloscopias y los cultivos en medio sólido. A partir de ese año, se 
implementaron las pruebas moleculares y los cultivos en medio líquido, con el fin de 
disminuir los tiempos de diagnóstico de la enfermedad y garantizar tratamientos oportunos 
con una buena adherencia por parte de los pacientes. 
 
Para la identificación de resistencias a antibióticos, se encuentra que la prueba de 
susceptibilidad a fármacos se le practicó al 48.2 % de los pacientes (n= 4.867). Es 
importante mencionar que esta prueba se priorizaba a personas que cumplían criterios 
específicos, por tal razón el porcentaje de no realización es del 51.8 %. No obstante, con 
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los nuevos algoritmos diagnósticos esta prueba se realiza de manera simultánea con la 
prueba molecular para la detección de genes de resistencia junto con el material genético 
de la bacteria. De las 4.867 pruebas de resistencia realizadas, no se encontró resistencia 
en el 48.5 % de los casos. De los tipos de resistencia más frecuentes en el distrito se 
encuentran: monorresistencia isoniacida 52 %, seguido de resistencia a rifampicina (RR) 
32 %, multidrogorresistencia (MDR) 11.9 %, y en menor proporción se encuentran otro tipo 
de monorresistencias y polirresistencias a otros antibióticos. 
 
Se encuentra que el 19.7 % de los pacientes presentan coinfección con VIH, mientras que 
en el 74.7 % no presentan coinfección y en el 5.6 % el estado de la coinfección es 
desconocido, esto puede deberse a que el paciente fallece o no accede a realizarse las 
pruebas colaborativas entre TB y VIH. De los pacientes con coinfección, se encuentra que 
el 77 % está recibiendo terapia antirretroviral (TAR), el 21.7 % no la recibe y en el 1.1 % no 
se cuenta con esta información. 
 
En cuanto a las comorbilidades de los pacientes que ingresaron al programa de TB en los 
últimos 7 años, se encuentra que el 0.32 % de los pacientes refieren antecedente de 
alcoholismo (n= 33),  el 5.6 % de los pacientes refieren presentar cáncer (n=562), el 0.22 
% presenta antecedente de enfermedades cardiovasculares (n=22), el 1.23 % se reportan 
como consumidoras de sustancias psicoactivas (SPA)  (n=124), el 0.99 % de los pacientes  
cursan con cuadro de COVID-19 de forma simultánea (n=100), el 17.4 % de los pacientes 
presentan desnutrición (n=1.760), en el 8.97 % se reportan con diabetes (n=906), el 0.11 
%  presentan enfermedades mentales (no se incluye adicciones) (n=11), el 2.52 % de los 
pacientes presentan enfermedades autoinmunes (n=255), en el 1.60 %  presentan 
enfermedad hepática (n=162), en el 8.08 % reportan enfermedad renal (n=816), en el 10.71 
% presentan Enfermedad Pulmonar Obstructiva Crónica (EPOC) (n=1.082), en el 1.36 % 
cursan con silicosis (n=137), en el 0.79 % se reporta tabaquismo (n=78), en el 10.76 % los 
pacientes presentan hipotiroidismo (n=1.087),  en el  10.63 % los pacientes reportan otro 
tipo de comorbilidades infrecuentes (n=1.074). Es importante tener en cuenta que un mismo 
paciente puede presentar más de una comorbilidad asociada, adicional a la tuberculosis. 
 
Con relación a la modalidad de tratamiento, esta variable se comenzó a diligenciar por parte 
del programa de TB desde el año 2020 (año pandémico dadas las dinámicas que esto 
generó a la atención de pacientes desde el sistema de salud); por esta razón el 55 % de los 
registros no cuenta con esta información. No obstante, para los últimos dos años el TDO 
en IPS representa el 34 % de las modalidades tratamiento seguido del TDO hospitalario 7.8 
% y TDO virtual 1.33 %. 
 
A su vez, en el 22.1 % de los casos los pacientes no recibieron ningún tipo de subsidio, 
seguido de no aplica a subsidio 20.9 %. De quienes si reciben algún tipo de apoyo el más 
frecuente es el subsidio alimentario 0.92 %, seguido de otros subsidios 0.5 % como 
transporte, vivienda y desempleo. 
 
Por otro lado, las reacciones adversas al tratamiento tetraconjugado, se describen un total 
de 49, de las cuales las reacciones graves son las más frecuentes con 0.41 %, seguido de 
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moderadas 0.39 %. Lo que permite deducir que estos medicamentos son bastantes seguros 
ya que el 98.9 % de los pacientes que ingresaron al programa en los últimos 7 años, no 
reportaron ningún tipo de reacción adversa al tratamiento. 
 
El 98.9 % de los pacientes diagnosticados se captaron a través de Búsqueda Activa 
Institucional (n=4.512). El 0.92 % por búsqueda activa derivada del trabajador de la salud 
(n= 42) y en menor proporción se reporta durante el estudio de contactos 0.08 % (n=4) y 
remitido por el Centro Nacional de Enlace (CNE) 0.02 % (n=1). 
 

5.3 Análisis Bivariado 
 
Se realizaron análisis bivariados teniendo en cuenta todas las condiciones de egreso de los 
pacientes en general (Anexo 6), así como un análisis solamente teniendo en cuenta la 
condición de egreso igual a pérdida de seguimiento (Anexo 7), en el link de Rpubs se 
encuentran los análisis estadísticos con sus respectivas gráficas. 
 
Para el grupo de pérdida de seguimiento se encuentra un total de 739 pacientes entre 2016 
y 2022 (n=10.102). De los cuales el 95.1% lograron ingresar al programa distrital de 
tuberculosis, es decir que iniciaron tratamiento.  
 
Con relación a la variable sexo, en los pacientes con pérdida de seguimiento se evidencia 
que el 72.9 % corresponde a hombres, un porcentaje ligeramente mayor al compararlo con 
otras condiciones de egreso 65.7 %. Se evidenció significancia estadística de chi cuadrado 
entre el sexo y la pérdida de seguimiento (p valor =7.528e-05). 
 
En cuanto a la edad, se evidencia que de forma general los pacientes enferman de TB en 
promedio sobre los 51 años con una mediana de 52 años; no obstante, para el grupo de 
pérdida de seguimiento, la mediana se ubica sobre los 36 años con una media de 41 años. 
Es decir, las personas más jóvenes y económicamente activas, quienes no tienen 
adherencia al tratamiento.  
 
A su vez, frente al régimen de afiliación al SGSSS, se encuentra que las personas del 
régimen contributivo tienen mayor adherencia terapéutica con el 57.4 %, lo que demuestra 
que las EAPB realizan acciones de seguimiento a su población afiliada diagnosticada para 
generar adherencia terapéutica. De igual manera, las personas sin aseguramiento al 
SGSSS tienen un porcentaje mayor de pérdida de seguimiento 18.2 % respecto a las otras 
condiciones de egreso 5.7 %. En el régimen subsidiado es donde se concentra la mayor 
proporción de pacientes que no tienen adherencia al tratamiento de TB 46.7 %, respecto al 
total de condiciones de egreso 29.3 %. Se obtuvo significancia estadística de chi cuadrado 
entre el régimen de afiliación y la pérdida de seguimiento (p valor = < 2.2e-16). 
 
Al analizar el tipo de tuberculosis se identifica que las formas pulmonares predominan en 
las pérdidas de seguimiento 76.8 %, respecto a las otras condiciones de egreso 68.1 %. 
dentro de las formas extrapulmonares, se evidencia diferencia para el grupo con pérdida de 

https://rpubs.com/dianaguerrero807/1247558
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seguimiento únicamente en la forma ganglionar 4.6 % frente a las demás condiciones de 
egreso 3.5 %. Se observó significancia estadística de chi cuadrado entre el tipo de 
tuberculosis y la pérdida de seguimiento (p valor = 9.308e-07). 
 
En cuanto a la condición de ingreso al programa de TB, para los pacientes con pérdida de 
seguimiento, se encuentra que el 11.1 % corresponden a reingresos por pérdida de 
seguimiento frente a 1.4 % de otras condiciones de egreso; y el 6.5 % a otros previamente 
tratados versus 2.9 % de las otras condiciones de egreso, es decir que quienes ya han 
estado en tratamiento para TB y no tuvieron adherencia, tienen mayor probabilidad que 
vuelvan a tener pérdida de seguimiento en futuros tratamientos. Se evidenció significancia 
estadística de chi cuadrado entre la condición de ingreso y la pérdida de seguimiento (p 
valor < 2.2e-16). 
 
Se identifica frente a la coinfección con VIH que los pacientes que presentan coinfección 
en el grupo de pérdida de seguimiento son mayores 32.4 %, que en el resto de las 
condiciones de egreso 18.8 %. Se encontró significancia estadística de chi cuadrado entre 
la coinfección con VIH y la pérdida de seguimiento (p valor < 2.2e-16). 
 
Frente a las prueba diagnosticas de baciloscopia, cultivo y prueba molecular, se observa 
un porcentaje ligeramente mayor para positividad en estas pruebas que entre el grupo de 
pérdida de seguimiento y las otras condiciones de egreso (baciloscopia positiva 39.2 % vs 
30.1 %, cultivo 45.8 % vs 40.9 %, prueba molecular 51.4 % vs 44.8 %). Se obtuvo 
significancia estadística de chi cuadrado entre la pérdida de seguimiento y el resultado de 
baciloscopia (p valor = 7.151e-08) y resultado de prueba molecular (p-valor = 0.01178). 
 
En la prueba de susceptibilidad a fármacos se evidencian ligeras diferencias entre el tipo 
de prueba realizada al grupo de pérdida de seguimiento con LiPA (13.4 % vs 9.3 %) y PCR-
TR (41.3 % vs 35.5 %) frente a pacientes con otras condiciones de egreso. Se observó 
significancia estadística de chi cuadrado entre la prueba de susceptibilidad a fármacos y la 
pérdida de seguimiento (p valor = 5.994e-07). Con relación a los tipos de 
farmacorresistencia, no se evidencia diferencia entre grupos. Es importante aclarar que los 
casos de TB farmacorresistente, el seguimiento se realiza en una base de datos diferente 
a la de TB sensible. Por tanto, las pérdidas de seguimiento de casos con TB resistente no 
son evaluados en el presente proyecto.  
 
Dentro de las comorbilidades se evidenció mayor porcentaje para el grupo de pérdida de 
seguimiento frente a las otras condiciones de egreso en las siguientes: Consumo de SPA 
6.6 % vs 0.8 %, Enfermedad mental 0.5 % vs 0.1 %, Desnutrición 22 % vs 17.1 %, 
Tabaquismo 1.6 % vs 0.7 %. No se encontró significancia estadística de chi cuadrado entre 
la pérdida de seguimiento y alcoholismo (p valor = 0.4655). Si se evidenció significancia 
estadística entre pérdida de seguimiento y las siguientes comorbilidades:  consumo de SPA 
(p valor < 2.2e-16), desnutrición (p valor = 0.0009044), enfermedad mental (p valor = 
0.001773), tabaquismo (p valor = 0.0129).  
 
En cuanto a la modalidad del tratamiento directamente observado (TDO), el 36.7 % de los 
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pacientes que tienen pérdida de seguimiento lo realizan en la modalidad supervisión en 
IPS, un poco mayor frente a las demás condiciones de egreso 33.6 %. No se tuvo en cuenta 
para análisis bivariado dado que el diligenciamiento de esta variable inició en 2020.  
 
Dentro de los programas de protección social se evidencia que las personas con pérdida 
de seguimiento tuvieron acceso a subsidio alimentario en 1.9 % mayor, frente al resto de 
condiciones de egreso 0.8 %, al igual que vivienda 0.5 % vs 0.3 % y otro tipo de subsidios 
1.2 % vs 0.4 %. No se tuvo en cuenta para análisis bivariado dado que el diligenciamiento 
de esta variable inició en 2020.  
 
En cuanto a la descripción de reacciones adversas de los pacientes al tratamiento 
tetraconjugado, se evidencia un mayor porcentaje de reacciones graves en el grupo con 
pérdida de seguimiento 0.4 % vs 0.2 % y moderadas 0.5%, frente a pacientes de otras 
condiciones de egreso 0.1 %. No se observó significancia estadística entre la pérdida de 
seguimiento y las reacciones adversas (p valor = 0.06234). 
 
Frente a la metodología de captación, se evidencia una ligera diferencia porcentual para el 
grupo de pacientes con pérdida de seguimiento 46.9 % identificados por Búsqueda Activa 
Institucional (BAI) frente a las demás condiciones de egreso 44.5 %. No se tuvo en cuenta 
para análisis bivariado dado que el diligenciamiento de esta variable inició en 2020. 
 
Dentro de la pertenencia étnica se identifica que los indígenas 3 % y afrocolombianos 1.6 
%, presentan un mayor porcentaje en pérdida de seguimiento frente a las demás 
condiciones de egreso (1.5 % y 0.8 %, respectivamente). En los indígenas este porcentaje 
solamente se supera para el grupo de no evaluados 4.2 %, dado que regresan a sus 
comunidades. Mientras que, en los afrocolombianos se reporta un mayor porcentaje frente 
al grupo de excluidos por Farmacorresistencia y es igual el porcentaje frente al grupo de no 
evaluados y fracasos. Si se evidenció significancia estadística entre pérdida de seguimiento 
y pertenencia étnica (p valor = 0.002056).  
 
Se evidencia un mayor porcentaje de pérdida de seguimiento en las siguientes poblaciones 
especiales frente a las demás condiciones de egreso: desplazados 2.2 % vs 0.7 %, 
migrantes 10.2 % vs 4.8 %, carcelarios 4.3 % vs 3.3 %, habitantes de calle 27.6 % vs 3.6 
%, población ICBF 0.3 % vs 0.1 %, población psiquiátrica 0.5 % vs 0.1 %, víctima de la 
violencia de conflicto armado y gestante con 0.5 % vs 0.2 %, en igual proporción para ambos 
grupos. No se encontró significancia estadística de chi cuadrado entre la pérdida de 
seguimiento y los siguientes grupos poblacionales: discapacidad (p valor = 0.1464), 
carcelarios (p valor = 0.1528), gestante (p valor = 0.07948) y población a cargo del ICBF (p 
valor = 0.6238). Si se evidenció significancia estadística entre pérdida de seguimiento y los 
siguientes grupos poblacionales: desplazados (p valor = 2.414e-05), migrante (p valor = 
3.786e-10), habitante de calle (p valor < 2.2e-16) y población psiquiátrica (p valor = 
0.001773). 
 
Dentro de la subred de residencia de los pacientes con pérdida de seguimiento, se 
evidencia una mayor pérdida de seguimiento para quienes residen en:  Subred centro 
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oriente 24.5 % vs 18.2 % y Subred Sur 15 % vs 11.7 %, también es más alto en quienes no 
se cuenta con dato de residencia 10.2 % vs 2.9 %. Dentro de estas subredes se encuentran 
localidades donde se concentran en su mayoría habitantes de calle o población flotante.  
Se observó significancia estadística de chi cuadrado entre la localidad de residencia y la 
pérdida de seguimiento (p valor < 2.2e-16).  
 
Este mismo comportamiento se observa al realizar el análisis por Subred de diagnóstico, 
en la subred centro oriente se evidencia una proporción más alta 44 % para las personas 
con pérdida de seguimiento vs otras condiciones de egreso 34.5 %, al igual que para la 
subred sur 9.5 % para el grupo de pérdida de seguimiento vs 5.8 % otras condiciones de 
egreso.  Se encontró significancia estadística de chi cuadrado entre la Subred de 
diagnóstico y la pérdida de seguimiento (p valor = 4.691e-14). No obstante, la subred de 
diagnóstico no fue tenida en cuenta en el modelado, dado que para el distrito los 
seguimientos de los pacientes desde el área de salud pública se realizan por residencia. 
 

5.4 Selección de predictores 

Pérdida seguimiento vs Edad: La variable edad muestra diferencias para el grupo con 
pérdida de seguimiento con una mediana de 36.0 años y media de 40.8 años con una 
desviación estándar de 18 años versus una media de 51 años con una desviación estándar 
de 21.7 años y mediana de 52 años para el grupo No pérdida de seguimiento. Es decir, que 
las personas que no tienen adherencia terapéutica tienen entre 36 y 41 años, como se 
muestra en la Figura 10. 

 
Figura 10. Comparativo de la edad en la pérdida de seguimiento (2016-2022) en el distrito capital 

(Fuente: construcción propia. Bases distritales del programa de TB 2016-2022) 
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Se aplicó prueba de Mann–Whitney–Wilcoxon (WMW), también conocido como Wilcoxon 
rank-sum se trata de un test no paramétrico, que contrasta si dos muestras proceden de 
poblaciones equidistribuidas. La hipótesis nula establece que no hay diferencia entre las 
medianas de los dos grupos mientras que la hipótesis alternativa, indica que sí existe una 
diferencia entre las medianas. Al aplicar la prueba a ambos grupos (con pérdida y sin 
pérdida de seguimiento) se encuentra que si hay diferencia entre ambos con significancia 
estadística (p valor < 2.2e-16), es decir que la mediana del grupo sin pérdida de seguimiento 
es mayor (52 años) respecto a la mediana del grupo con pérdida de seguimiento (36 años).  
 
A continuación, en la  
Tabla 10 se muestran los resultados de las variables categóricas que presentaron una 
proporción más alta para la condición de egreso con pérdida en el seguimiento que tuvieron 
significancia estadística con la prueba de chi cuadrado p (<=0.05) y su respectivo índice de 
Cramer. 

 

Tabla 10. Variables con significancia estadística (Chi-cuadrado) para la pérdida de seguimiento de 
pacientes con TB (2016-2022) en el distrito capital (Fuente: construcción propia). 

Variables contrastadas con pérdida de seguimiento P-valor X2 Índice de 
Cramer 

Régimen de afiliación < 2.2 e-16 0.18 

Tipo de Tuberculosis < 2.2 e-16 0.19 

Coinfección con VIH < 2.2 e-16 0.10 

Condición de ingreso < 2.2 e-16 0.19 

Comorbilidad Consumo de SPA < 2.2 e-16 0.14 

Grupo poblacional habitante de calle < 2.2 e-16 0.28 

Grupo poblacional migrante 3.786 e-10 0.06 

Grupo poblacional desplazado 2.414 e-05 0.04 

Sexo 7.528 e-05 0.04 

Comorbilidad Desnutrición 0.0009 0.03 

Pertenencia étnica 0.0020 0.04 

Comorbilidad Tabaquismo 0.0129 0.03 

Resultado baciloscopia 7.151 e-08 0.06 

Subred residencia < 2.2 e-16 0.13 

Comorbilidad enfermedad mental 0.0020 0.04 

 

Se identifica que las variables predictoras para la pérdida de seguimiento en pacientes del 
programa de TB distrital, que presentan significancia estadística se relacionan con 
población que presentan condiciones de vulnerabilidad. Ya sea por que pertenecen a un 
grupo poblacional especial: migrantes, desplazados, habitantes de calle, pertenencia 
étnica; quienes en su mayoría no cuentan con afiliación al sistema de seguridad social en 
salud (No afiliados o pertenecen al régimen subsidiado), se identifica que corresponden a 
hombres con edades entre los 36 y 41 años. El tipo de tuberculosis que predomina en la 
pérdida de seguimiento es la TB pulmonar que se relaciona con los resultados de 
baciloscopia, lo cual representa un problema a nivel de salud pública ya que al ser bacilífero 
el paciente logra transmitir la enfermedad a otros. Las principales comorbilidades asociadas 
a la pérdida de seguimiento son VIH, desnutrición, tabaquismo, enfermedad mental y 
consumo de SPA. Se evidencia que los pacientes que han tenido abandonos previos tienen 
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mayor probabilidad de no tener adherencia terapéutica. En cuanto a la residencia de los 
usuarios, se identificó que la mayoría residen en las localidades de la Subred Centro Oriente 
y Sur, zonas de alta vulnerabilidad a nivel socioeconómico y que puede estar relacionado 
con estados de mal nutrición y zonas de consumo y expendio de sustancias psicoactivas. 
 

5.5 Preprocesamiento del conjunto de datos 
 
Para esta fase del proyecto, se utilizó el software Python a través del uso de la plataforma 
Google Colab recursos básicos. Dado que se cuenta con una variable numérica y las demás 
categóricas, incluyendo la variable objetivo, se procedió a realizar la conversión de las 
variables categóricas a numéricas, para ello se separaron del conjunto de datos y se 
recodificaron usando la función OneHotEncoder de la librería sklearn.preprocessing, 
generando nuevas columnas por cada categoría de la variable. Por otro lado, la variable 
objetivo se trabajó de forma binaria como pérdida de seguimiento Si=1 y No=0, en una 
misma columna. La variable numérica edad fue normalizada utilizando la función 
StandardScaler de la librería con el mismo nombre. Posteriormente, se unificaron las 
variables en el mismo conjunto de datos obteniendo un total de 50 atributos que contienen 
la información de las 17 variables predictoras y 10.102 observaciones. 
 
El conjunto de datos para realizar las fases de modelado y validación quedó conformado 
por las 17 variables que mostraron significancia estadística respecto a la pérdida de 
seguimiento, de las cuales muchas contienen varias categorías como se describe en la 
Tabla 11. 
 

Tabla 11. Variables utilizadas en el modelamiento (Fuente: construcción propia). 

Variable Nombre variable Dataset Tipo de variable Valores variable 

Sexo paciente Sexo Categórica 
F=Femenino 
M=Masculino 

Edad del paciente en años Edad Numérica continúa 0-107 

Pertenencia étnica Pertenencia_etnica Categórica 
"Indigena", "Afro", "Otro", 

"Palenquero", "Raizal", "Room" 

Grupo poblacional 
desplazado 

gp_desplaz Categórica 
No 
Si 

Grupo poblacional 
migrante 

gp_migrant Categórica 
No 
Si 

Grupo poblacional 
habitante de calle 

gp_indigen Categórica 
No 
Si 

Localidad de residencia 
del paciente 

Loc_res Categórica 
"Sin Dato", "NORTE", 
"CO",  "SO", "SUR" 

"FDB" 

Régimen de afiliación al 
SGSSS 

Regimen_afiliacion Categórica "C", "E", "N", "P", "S" 

Tipo de tuberculosis Tipo_TB Categórica "extrapulmonar", "pulmonar" 

Condición de ingreso al 
programa 

Condicion_ingreso Categórica 
"Nuevo", "OPT", "RTF", "RTPS", 

"RTR", "remitido" 

Resultado de baciloscopia Resultado_BK_recod Categórica "negativo", "NR", "positivo", "SD" 

Condición de coinfección 
con VIH 

Condicion_VIH Categórica 
"desconocido", "negativo", 

"positivo" 

Consumo de sustancias 
psicoactivas 

Consumidor_SPA Categórica 
No 
Si 



55 

 

 

Variable Nombre variable Dataset Tipo de variable Valores variable 

Comorbilidad Desnutrición Desnutricion Categórica 
No 
Si 

Comorbilidad Tabaquismo Tabaquismo Categórica 
Si 
No 

Comorbilidad Enfermedad 
mental 

Enf_Mental Categórica 
No 
SI 

Pérdida del seguimiento 
por parte del paciente 

Pérdida_Seguimiento 
Categórica-

Variable objetivo 
No 
Si 
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6. ENTRENAMIENTO DE MODELOS DE MACHINE LEARNING 
 

A continuación, se describen las fases realizadas al conjunto de datos para el proceso de 
modelamiento.  
 

6.1 Partición del conjunto de datos 
 

Se procedió a particionar el conjunto de datos en tres partes: entrenamiento, pruebas y 
validación, utilizando la función train_test_split de la librería sklearn.model_selection. La 
partición se generó de la siguiente forma: 60% entrenamiento, 20% pruebas y 20% 
validación y quedaron conformados como se observa en la Tabla 12.  
 
Tabla 12. Comparativo de la partición del conjunto de datos: entrenamiento, pruebas y validación. 

(Fuente: construcción propia) 

Conjunto de datos % partición Clase 0 Clase 1 

Original 100 9.364 738 

Entrenamiento 60 5.618 443 

Prueba 20 1.873 148 

Validación 20 1.873 147 

 
 

6.2 Reducción de variables predictoras 
 
Inicialmente se obtuvo 17 variables predictoras para la pérdida de seguimiento de pacientes 
a partir de la aplicación de la prueba de Chi cuadrado; con el fin de determinar si existía 
multicolinealidad entre las mismas, se realizó un comparativo del estadístico Chi-cuadrado 
entre ellas (exceptuando la variable edad) generando una matriz con estos valores 
calculados, como se observa en la Figura 11.  
 
Se aprecia en esta figura que la variable sexo tiene significancia con la mayoría de las 
variables excepto grupo migrante, grupo desplazado y tipo de TB. La pertenencia étnica 
presenta significancia estadística para la mayoría de las variables excepto grupo migrante, 
tipo de TB, resultado de baciloscopia, comorbilidades tabaquismo y enfermedad mental. El 
grupo de desplazado tiene significancia estadística con pertenencia étnica, localidad de 
residencia, régimen de afiliación, tipo de TB y pérdida de seguimiento. El grupo migrante 
no presenta significancia estadística con las siguientes variables: sexo, pertenencia étnica, 
grupo desplazado, condición de ingreso, consumo de SPA y enfermedad mental. El grupo 
habitante de calle presenta significancia con la mayoría de las variables excepto grupo 
desplazado, tabaquismo y enfermedad mental. La localidad de residencia presenta 
significancia estadística con la mayoría de las variables excepto enfermedad mental. El 
régimen de afiliación presenta significancia estadística con todas las variables excepto 
tabaquismo. El tipo de tuberculosis presenta significancia estadística con la mayoría de las 
variables a excepción de Sexo, pertenencia étnica, tabaquismo y enfermedad mental. La 
condición de ingreso al programa presenta significancia estadística excepto con grupo 
desplazados, grupo migrantes, tabaquismo y enfermedad mental. El resultado de 
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baciloscopia (BK) presenta significancia estadística con las demás variables excepto por 
pertenencia étnica, grupo desplazado, tabaquismo y enfermedad mental. La condición de 
VIH presenta significancia estadística con la mayoría de las variables exceptuando el grupo 
de desplazados. El consumo de SPA no presenta significancia estadística con las variables 
grupo desplazado y migrante, con el resto de las variables si presenta significancia. La 
comorbilidad desnutrición presenta significancia estadística con la mayoría de las variables 
excepto por grupo desplazado, tabaquismo y enfermedad mental. La comorbilidad 
tabaquismo solamente presenta significancia estadística con sexo, grupo migrante, 
localidad de residencia, condición VIH, consumo de SPA y pérdida de seguimiento. A su 
vez, la comorbilidad enfermedad mental solo presenta significancia estadística con las 
variables: régimen de afiliación, condición VIH, consumo de SPA y pérdida de seguimiento. 
Por su parte, la variable pérdida de seguimiento presenta significancia estadística con las 
demás variables, confirmado los resultados del análisis bivariado realizado. 

 
Figura 11. Matriz con p-valor de chi cuadrado variables categóricas. (Fuente: construcción propia) 
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Una vez discretizadas estas 17 variables (dummy), se obtuvo un total de 49 atributos o 
características, por lo cual se hizo necesario aplicar técnicas para reducir la cantidad de 
variables a utilizar en la fase de modelado. Para ello se aplicaron las siguientes técnicas de 
reducción de atributos; el script de los modelos generados se encuentra disponibles para 
su consulta en el repositorio de GitHub en el siguiente link: Features.ipynb 
 

Se aplicó la reducción de variables por el método Group LASSO utilizando la librería Celer 
[52] dado no está disponible en la implementación de scikit-learn. Se generaron varios 
modelos Group LASSO variando el coeficiente alfa [0.001, 0.01, 0.1, 1, 10, 50, 100]. Con el 
valor de 0.001 se logró reducir a 38 atributos y con el valor de 0.01 se redujeron a 8 atributos 
como se muestra en la Tabla 13,mientras que con los otros valores alfa indicados se 
penalizó la totalidad de variables. 
 

Aplicando el modelo base de regresión logística estableciendo un valor de p significante por 
debajo o igual a 0.05, se tuvo inicialmente una reducción de 49 a 31 características como 
se observa en la Tabla 13.  Al incorporar variante con selección Forward se obtuvo un total 
de 14 características como se evidencia en la Tabla 13, mientras que con la incorporación 
Backward se obtuvo un total de 15 características seleccionadas como se observa en la 
misma tabla.  A su vez, la selección por pasos (Stepwise) se obtuvo 3 características, como 
se muestra en la Tabla 13. 
 
En cuanto a los resultados con el método de RFE se obtuvo un total de 12 características 
con un p valor significante menor o igual a 0.05, como se muestra en la Tabla 13. 

 

Tabla 13.  Comparativo variables relevantes por cada método empleado (Fuente: construcción 
propia). 

Variables 
Group 
LASSO 
0.001: 

Group 
LASSO 

0.01 
LOGIT 

LOGIT + 
forward 

LOGIT + 
backward 

LOGIT + 
stepwise 

RFE 

Edad' X X X X X  X 

Sexo F X  X     

Sexo M X   X    

Pertenencia Étnica 
Afro  

X       

Pertenencia Étnica 
Indígena 

X     X  

Pertenencia Étnica 
Otro 

X  X     

Pertenencia Étnica 
Palenquero 

       

 Pertenencia Étnica 
Raizal  

X       

Pertenencia Étnica 
Room (Gitano) 

X     X  

Gp desplaz NO   X  X  X 

Gp desplaz SI   X X    

https://github.com/rubenrodriguezc/TesisMCD_TB/blob/main/Features.ipynb
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Variables 
Group 
LASSO 
0.001: 

Group 
LASSO 

0.01 
LOGIT 

LOGIT + 
forward 

LOGIT + 
backward 

LOGIT + 
stepwise 

RFE 

Gp migrant NO   X     

Gp migrant SI        

Gp indigen NO X X X     

Gp indigen SI X X X X X  X 

Loc Res CO X  X     

Loc Res FDB X  X X X  X 

Loc Res Norte X  X     

Loc Res SO X       

Loc Res Sur X  X X X   

 Loc Res Sin Dato X  X     

Régimen Afiliación C X X X X    

Régimen Afiliación E X X      

Régimen Afiliación N X X X X X X X 

Régimen Afiliación P X X X     

Régimen Afiliación S X X X X X  X 

Tipo TB 
Extrapulmonar 

X  X     

Tipo TB Pulmonar X       

Condición Ingreso 
Nuevo 

X  X X   X 

Condición Ingreso 
OPT 

X    X   

Condición Ingreso 
Remitido 

X       

Condición Ingreso 
RTF 

X    X   

Condición Ingreso 
RTPS 

X  X X X  X 

Condición Ingreso 
RTR 

X    X   

Resultado BK 
Negativo 

X       

Resultado BK No 
realizado 

X  X     

Resultado BK 
Positivo 

X  X     

Resultado BK SD X  X     

Condición VIH 
Desconocido 

X  X X   X 

Condición VIH 
Negativo 

X  X  X   

Condición VIH 
Positivo 

X    X   

Consumidor SPA NO X  X X X  X 

Consumidor SPA SI X  X     

Desnutrición NO        
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Variables 
Group 
LASSO 
0.001: 

Group 
LASSO 

0.01 
LOGIT 

LOGIT + 
forward 

LOGIT + 
backward 

LOGIT + 
stepwise 

RFE 

Desnutrición SI   X     

Tabaquismo NO   X     

Tabaquismo SI   X     

Enfermedad Mental 
NO 

  X X X  X 

Enfermedad Mental SI       X 

TOTAL 38 8 31 14 15 3 12 

 
Para determinar el método más adecuado en cuanto al grupo de variables a seleccionar, 
se tuvo en cuenta los valores de: Criterio de Información Bayesiano (BIC) y el Criterio de 
Información de Akaike (AIC) por cada uno de los modelos, como se observa en la 
Tabla 14.  

 
Tabla 14.  Comparativo BIC y AIC por cada método empleado (Fuente: construcción propia). 
Estimador LASSO 

0.001: 
LASSO 

0.01 
LOGIT LOGIT + 

forward 
LOGIT + 

backward 
LOGIT + 
stepwise 

RFE 

AIC 300.14 300.14 3232.22 4533.35 4535.69 3094.16 4541.36 

BIC 533.51 533.51 3424.41 4641.66 4651.22 3123.04 4635.23 

 

De esta manera, se establece que el grupo de variables a seleccionar corresponde al 
método de Group Lasso con valores de alfa 0.001 y 0.01, los cuales presentan los menores 
valores de los estimadores tanto para BIC como AIC. Se decide modelar con ambos valores 
de alfa para determinar el mejor desempeño de las métricas. 

 

6.3 Aplicación de modelos de aprendizaje automático 
 
El aprendizaje automático ofrece un enfoque más que se adapta a las particularidades de 
esta enfermedad y permite emplear métricas personalizadas las cuales se adaptan mejor a 
las necesidades y limitaciones específicas del manejo de la TB [42]. En esta fase se 
aplicaron 4 tipos de algoritmos utilizados ampliamente en problemas de clasificación binaria 
como en este caso (pérdida de seguimiento Si y No): Bosques Aleatorios, Regresión 
logística, XGBoost y Naive Bayes; escogidos acorde con la revisión realizada en el marco 
teórico, que permitió resolver problemas de clasificación al mostrar buenos desempeños 
para discriminar de manera correcta las clases. Adicionalmente, estos modelos se 
reconocen por su capacidad para manejar diversos tipos de datos, su robustez frente al 
sobreajuste y su alto rendimiento en términos de velocidad y precisión [42].  

Dado que existe un marcado desbalanceo de clases en el conjunto de datos generado por 
que la variable objetivo contiene el 7.3% (n=738 casos) con pérdida de seguimiento y 92.7% 
(n= 9.364) sin pérdida de seguimiento; se hizo necesario aplicar técnicas de remuestreo a 
cada conjunto de entrenamiento con el fin de equilibrarlas. Cada una de estas técnicas se 
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aplicó al conjunto de datos de entrenamiento de cada uno de los modelos de aprendizaje 
supervisado descritos en el numeral 6.5, comparando las métricas obtenidas con un modelo 
sin ningún tipo de remuestreo, con el fin de generar una línea base de comparación que 
permitió seleccionar el modelo con mejor desempeño. En cada script por tipo de modelo se 
aprecia cada una de las técnicas utilizadas.  
 
Por otro lado, se definió utilizar la sensibilidad o Recall como punto de referencia con el fin 
de priorizar la correcta clasificación de la clase positiva pérdidas de seguimiento. Es decir, 
la proporción de verdaderos positivos sobre total de verdaderos positivos y Falsos 
negativos. De esta manera, el Recall resume qué tan bien se predijo la clase positiva 
respecto a las predicciones [53] hechas por el modelo. Esto es importante dado que, para 
la fase de despliegue del modelo, se pretende realizar un seguimiento personalizado a los 
pacientes desde su ingreso al programa de TB, por lo cual es importante que la métrica 
utilizada discrimine muy bien a este tipo de pacientes en riesgo de pérdida de seguimiento 
de tal manera que se logre optimizar de la mejor forma al personal de salud de los equipos 
locales encargados de esta actividad. 
 
En cada modelo generado se realizó optimización de hiperparámetros utilizando la función 
GridsearchCV y se hizo validación cruzada con la función Cross_val_score ambas 
pertenecientes a la librería sklearn de Pyhton, esta última permite realizar una validación 
cruzada a partir de la partición del conjunto de datos mientras que la primera permite 
encontrar los parámetros óptimos en cada modelo, acorde con los valores para Recall 
según la combinación de éstos [54]. 
 
Los tiempos de cómputo de todos los modelos generados fueron medidos en un equipo que 
cuenta con las siguientes especificaciones técnicas: Core i7 octava generación, 16 RAM, 
Disco duro de estado sólido de 1 Tera con acceso a canal de internet dedicado ETB 10 MB. 
 

6.3.1 Bosques Aleatorios 

De acuerdo con la revisión realizada sobre remuestreo, se procedió a generar diferentes 
modelos aplicando cada una de estas técnicas y de forma combinada, y posteriormente, se 
compararon las métricas obtenidas con el modelo sin ningún tipo de remuestreo obteniendo 
los resultados de la Tabla 15. El script de los modelos generados se encuentra disponibles 
para su consulta en el repositorio de GitHub en el siguiente link: Random Forest 
models.ipynb 
 
 
Tabla 15. Comparativo de métricas en modelos de Random Forest aplicando diferentes técnicas 

de remuestreo. (Fuente: construcción propia). 

Random Forest con Recall Precision F1 Score Accuracy AUC 

Submuestreo (Undersampling) 0.675676 0.182149 0.286944 0.754082 0.717977 

https://github.com/rubenrodriguezc/TesisMCD_TB/blob/main/Random_Forest_models.ipynb
https://github.com/rubenrodriguezc/TesisMCD_TB/blob/main/Random_Forest_models.ipynb
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Random Forest con Recall Precision F1 Score Accuracy AUC 

Balanceo de clases (Class 
weights) 

0.594595 0.221662 0.322936 0.817417 0.714809 

Sobremuestreo (Oversampling) 0.581081 0.212871 0.311594 0.811974 0.705650 

SMOTE + Tomek 0.547297 0.217158 0.310940 0.822365 0.695699 

SMOTE Sobremuestreo 
(Oversampling) 

0.527027 0.222857 0.313253 0.830777 0.690903 

Tomek submuestreo 
(Undersampling) 

0.135135 0.416667 0.204082 0.922823 0.560094 

Ninguno 0.094595 0.437500 0.155556 0.924790 0.542492 

 
Los hiperparámetros optimizados para estos modelos fueron los siguientes: número de 
árboles del bosque (n_estimators), la profundidad máxima del árbol (max_depth) y 
aleatoriedad del muestreo buscando la mejor división en cada nodo (random_state). La 
combinación de los mejores hiperparámetros para cada uno de los modelos, se encuentran 
en el Script de Github. 
 
En cuanto a la correcta clasificación de las clases de los modelos Random Forest, se 
describe en la Tabla 16, los resultados de las matrices de confusión generadas con el  
conjunto de prueba (contiene 1873 observaciones de la clase 0 no perdida de seguimiento 
y 148 de la clase 1 pérdida de seguimiento); se evidencia que el modelo de Random Forest 
que presenta una mejor identificación de las pérdidas de seguimiento es submuestreo, sin 
embargo presenta un alto número de falsos positivos, seguido de remuestreo con Balanceo 
de clases que logra identificar 88 verdaderos positivos con un alto número de falsos 
positivos 309.   
 

Tabla 16. Comparativo de matriz de confusión en modelos de Random Forest (Fuente: 
construcción propia). 

Random Forest con 
Verdaderos 

positivos 
Verdaderos 
negativos 

Falsos 
positivos 

Falsos 
negativos 

Submuestreo (Undersampling) 100 1424 449 48 

Balanceo de clases (Class weights) 88 1564 309 60 

Sobremuestreo (Oversampling) 86 1555 318 62 

SMOTE + Tomek 81 1581 292 67 

SMOTE Sobremuestreo (Oversampling) 78 1601 272 70 

Tomek submuestreo (Undersampling) 15 1384 21 96 

Ninguno 14 1855 18 134 

 
También se midió el tiempo de cómputo (segundos) en la generación de cada modelo el 
cual se muestra de forma comparativa en la Tabla 17, acorde con las especificaciones ya 
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descritas. 
Tabla 17. Comparativo de tiempos computo en ejecución en modelos de Random Forest. (Fuente: 

construcción propia). 

Modelo num_estimadores Mejor_puntaje Tiempo (s) 

Balanceo de clases (Class weights) 50 0.636517 24.07 

Ninguno 200 0.094867 30.40 

Tomek submuestreo (Undersampling) 50 0.539581 31.07 

Submuestreo (Undersampling) 50 0.548570 50.76 

SMOTE Sobremuestreo (Oversampling) 50 0.143092 56.14 

Sobremuestreo (Oversampling) 50 0.516982 61.38 

SMOTE + Tomek 100 0.521527 108.90 

 
 

6.3.2 Regresión Logística 

Se generaron varios modelos de Regresión Logística uno base y otros aplicando diferentes 
técnicas de remuestreo, obteniendo las métricas descritas en la Tabla 18. El script de los 
modelos generados se encuentra disponibles para su consulta en el repositorio de GitHub 
en el siguiente link: LOGIT.ipynb 
 

Tabla 18. Comparativo de métricas en modelos de Regresión Logística aplicando diferentes 
técnicas de remuestreo. (Fuente: construcción propia). 

Logit con Recall Precision F1 Score Accuracy AUC 

Sobremuestreo (Oversampling) 0.689189 0.155251 0.253416 0.702622 0.696437 

SMOTE Sobremuestreo 
(Oversampling) 

0.682432 0.150746 0.246944 0.695200 0.689321 

submuestreo (Undersampling) 0.682432 0.156347 0.254408 0.707076 0.695728 

SMOTE + Tomek 0.675676 0.148148 0.243013 0.691737 0.684341 

Tomek submuestreo 
(Undersampling) 

0.108108 0.533333 0.179775 0.927759 0.550317 

Ninguno 0.081081 0.545455 0.141176 0.927759 0.537871 

 
Los hiperparámetros optimizados para estos modelos fueron los siguientes: Inverso de la 
fuerza de regularización (C) debe ser un número flotante positivo, algoritmo a utilizar en el 
problema de optimización (solver) y penalización (penalty). La combinación de los mejores 
hiperparámetros para cada uno de los modelos, se encuentran en el Script de Github. 
 
En cuanto a la correcta clasificación de las clases de los modelos de regresión logística, se 
describen en la Tabla 19 los resultados de las matrices de confusión generadas con el  
conjunto de prueba (contiene 1873 observaciones de la clase 0 no perdida de seguimiento 

https://github.com/rubenrodriguezc/TesisMCD_TB/blob/main/LOGIT.ipynb
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y 148 de la clase 1 pérdida de seguimiento); se evidencia que el modelo de Regresión 
logística que presenta una mejor identificación de las pérdidas de seguimiento es 
sobremuestreo con identificación correcta de 102 casos del total de 148 pérdidas de 
seguimiento; sin embargo presenta un alto número de falsos positivos (555), los otros 
modelos que muestran buen desempeño son SMOTE con sobremuestreo y Submuestreo 
ambos clasifican correctamente 101 perdidas de seguimiento de las 148 pero presentan un 
alto número de falsos positivos 569 y 545, respectivamente.   
 

Tabla 19. Comparativo de matriz de confusión en modelos de Regresión logística (Fuente: 
construcción propia). 

Logit con 
Verdaderos 

positivos 
Verdaderos 
negativos 

Falsos 
positivos 

Falsos 
negativos 

Sobremuestreo (Oversampling) 102 1318 555 46 

SMOTE Sobremuestreo (Oversampling) 101 1304 569 47 

Submuestreo (Undersampling) 101 1328 545 47 

SMOTE + Tomek 100 1298 575 48 

Tomek submuestreo (Undersampling) 16 1859 14 132 

Ninguno 12 1863 136 10 

 
Con estos modelos también se midió el tiempo de cómputo (segundos) en la generación de 
cada modelo el cual se muestra de forma comparativa en la Tabla 20, acorde con las 
especificaciones ya descritas. 
 

Tabla 20. Comparativo de tiempos computo en ejecución en modelos de Regresión Logística. 
(Fuente: construcción propia). 

Modelo C_regresión logistica Mejor_puntaje Tiempo (s) 

Ninguno 1.000 0.081231 1.01 

Submuestreo (Undersampling) 0.001 0.688788 42.40 

Tomek submuestreo 
(Undersampling) 

100.000 0.110606 55.11 

SMOTE + Tomek 0.001 0.695707 78.86 

Sobremuestreo (Oversampling) 0.001 0.684394 84.47 

SMOTE Sobremuestreo 
(Oversampling) 

0.001 0.695707 372.17 

 
 

6.3.3 XGBoost 

De igual manera, se generaron varios modelos XGBoost uno de línea base, otro 
favoreciendo el peso de clase positiva (pérdida de seguimiento), los otros con técnicas de 
remuestreo over y under sampling, obteniendo las métricas descritas en la Tabla 21. El 
script de los modelos generados se encuentra disponibles para su consulta en el repositorio 
de GitHub en el siguiente link: XGBOOST.ipynb 

https://github.com/rubenrodriguezc/TesisMCD_TB/blob/main/XGBOOST.ipynb
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Tabla 21. Métricas del modelo XGBoost con diferentes técnicas de remuestreo. (Fuente: 

construcción propia). 

XGBoost con Recall Precision F1 Score Accuracy AUC 

Submuestreo (Undersampling) 0.716216 0.144809 0.240909 0.669471 0.690997 

Balanceo de clases (Class 
weights) 

0.655405 0.139769 0.230404 0.679367 0.668333 

Sobremuestreo (Oversampling) 0.254237 0.214900 0.232919 0.877753 0.590546 

Ninguno  0.167421 0.349057 0.226300 0.916529 0.571433 

SMOTE + Submuestreo 
(Undersampling) 

0.159322 0.251337 0.195021 0.903984 0.560974 

 
Los hiperparámetros optimizados para estos modelos fueron los siguientes: La tasa de 
aprendizaje reduce la contribución de cada árbol mediante learning_rate. Existe un 
equilibrio entre learning_rate y n_estimators. La profundidad máxima de los estimadores de 
regresión individuales (max_depth). Esta profundidad limita el número de nodos en el árbol. 
Ajusta este parámetro para obtener el mejor rendimiento, ya que el valor óptimo depende 
de la interacción entre las variables de entrada. El número de etapas de refuerzo (boosting) 
a realizar (n_estimators). El gradient boosting es bastante resistente al sobreajuste, por lo 
que un número grande de estimadores suele mejorar el rendimiento. El parámetro 
submuestreo por árbol subsample (colsample_bytree) es la proporción de columnas que se 
utiliza al construir cada árbol. El muestreo aleatorio (subsampling) ocurre una vez por cada 
árbol que se construye. La combinación de los mejores hiperparámetros para cada uno de 
los modelos, se encuentran en el Script de Github. 
 
En cuanto a la correcta clasificación de las clases de los modelos de XGBoost, se describen 
en la Tabla 22 los resultados de las matrices de confusión generadas con el  conjunto de 
prueba (contiene 1873 observaciones de la clase 0 no perdida de seguimiento y 148 de la 
clase 1 pérdida de seguimiento); se evidencia que el modelo XGBoost que presenta una 
mejor identificación de las pérdidas de seguimiento es submuestreo con identificación 
correcta de 106 casos del total de 148 pérdidas de seguimiento; sin embargo presenta un 
alto número de falsos positivos (626) pero bajo número de falsos negativos, el siguiente 
modelo es con balanceo de clases el cual clasifica correctamente 97 pérdidas de 
seguimiento de las 148 pero presenta un alto número de falsos positivos 597 y bajo de 
falsos negativos.   
 

Tabla 22. Comparativo de matriz de confusión en modelos de XGBoost (Fuente: construcción 
propia). 

XGBoost con 
Verdaderos 

positivos 
Verdaderos 
negativos 

Falsos 
positivos 

Falsos 
negativos 

Submuestreo (Undersampling) 106 1247 626 42 

Balanceo de clases (Class weights) 97 1276 597 51 

Sobremuestreo (Oversampling) 75 3472 274 220 

Ninguno  37 2741 69 184 
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SMOTE + Submuestreo 
(Undersampling) 

47 3606 140 248 

 
Para estos modelos también se midió el tiempo de cómputo (segundos) en la generación 
de cada modelo el cual se muestra de forma comparativa en la Tabla 23, acorde con las 
especificaciones ya descritas. 
 

Tabla 23. Comparativo de tiempos computo en ejecución en modelos de XGBoost (Fuente: 
construcción propia). 

Modelo num_estimadores Mejor_puntaje Tiempo (s) 

Ninguno 200 0.125641 0.00 

XG Submuestreo (Undersampling) 200 0.688458 0.18 

XG Sobremuestreo (Oversampling) 200 0.996974 175.29 

XG SMOTE + Submuestreo 
(Undersampling) 

200 0.920971 496.80 

 
 

6.3.4 Naive Bayes 
 
Se generaron varios modelos de tipo bayesiano uno de línea base, otro favoreciendo el 
peso de clase positiva (pérdida de seguimiento), los otros con técnicas de sobremuestreo 
y submuestreo, obteniendo las métricas descritas en la Tabla 24. El script de los modelos 
generados se encuentra disponibles para su consulta en el repositorio de GitHub en el 
siguiente link: Bayesiano.ipynb 
 

Tabla 24. Métricas de modelos bayesianos con diferentes técnicas de remuestreo. (Fuente: 
construcción propia). 

Naive Bayes con Recall Precision F1 Score Accuracy AUC 

Balanceo de clases  
(Class weights) 

0.972973 0.081172 0.149844 0.191489 0.551356 

Sobremuestreo 
(Oversampling) 

0.972973 0.083045 0.153029 0.211282 0.562034 

SMOTE 0.972973 0.077670 0.143856 0.151905 0.530000 

Ninguno 0.898649 0.094527 0.171061 0.362197 0.609228 

Submuestreo 
(Undersampling) 

0.364865 0.284211 0.319527 0.886195 0.646127 

 
Para los modelos Gaussian Naive Bayes la optimización de hiperparámetros son estimados 
utilizando el máximo de verosimilitud por el mismo modelo, por lo cual no se optimiza a 
través de GridSearchCV, como se observa en el script. 
 
En cuanto a la correcta clasificación de las clases de los modelos de Naive Bayes, se 
describen en la Tabla 25 los resultados de las matrices de confusión generadas con el  
conjunto de prueba (contiene 1873 observaciones de la clase 0 no perdida de seguimiento 
y 148 de la clase 1 pérdida de seguimiento); se evidencia que estos modelos aunque 

https://github.com/rubenrodriguezc/TesisMCD_TB/blob/main/Bayesiano.ipynb
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identifican correctamente 144 casos como perdidas de seguimiento de los 148, presentan 
un alto número de falsos positivos por lo cual no pueden ser tenidos en cuenta dentro del 
modelamiento.   
 
Tabla 25. Comparativo de matriz de confusión en modelos de Naive Bayes (Fuente: construcción 

propia). 

Naive Bayes con 
Verdaderos 

positivos 
Verdaderos 
negativos 

Falsos 
positivos 

Falsos 
negativos 

Balanceo de clases (Class weights) 144 243 1630 4 

Sobremuestreo (Oversampling) 144 283 1590 4 

SMOTE 144 163 1710 4 

Ninguno 133 599 1274 15 

Submuestreo (Undersampling) 54 1737 136 94 

 
También se midió el tiempo de cómputo (segundos) en la generación de cada modelo el 
cual se muestra de forma comparativa en la Tabla 26, acorde con las especificaciones ya 
descritas. 
 

Tabla 26. Comparativo de tiempos computo en ejecución en modelos Bayesianos (Fuente: 
construcción propia). 

Modelo Mejor_puntaje Tiempo (s) 

NB Ninguno 0.820253 0.00 

NB Submuestreo (Undersampling) 0.820253 0.01 

NB Sobremuestreo (Oversampling) 0.908125 0.02 

Balanceo de clases  
(Class weights) 

0.960124 0.02 

NB + SMOTE 0.340606 0.05 

 

En general, el algoritmo con mejor desempeño es Regresión Logística que muestra 
métricas de Recall entre 67 y 69 % con AUC entre 68 y 69 %, aplicando diferentes técnicas 
de remuestreo. De los modelos de XGBoost solamente dos presentan métricas aceptables 
entre 66 % y 72 % de Recall, priorizando peso de clases y con submuestreo, 
respectivamente. En cuanto al algoritmo de Random Forest solamente uno tiene buen 
desempeño y es con submuestreo 67.5 %. Mientras que los modelos bayesianos presentan 
en general buenas métricas de Recall entre 89 % y 98 % aplicando diferentes técnicas de 
remuestreo; no obstante, la exactitud desmejora entre 15 % y 21%; al verificar los resultados 
de las matrices de confusión Tabla 25, se encuentra que la mayoría de los registros se 
clasifican como falsos positivos, lo cual explica estos resultados.  
 
En cuanto a los tiempos de cómputo de los modelos de bosques aleatorios se ejecutan con 
optimización de hipeparámetros entre 24 y 109 segundos, los modelos de regresión 
logística se ejecutan entre 1 y 372 segundos incluyendo optimización de hiperparámetros y 
validación cruzada con 10 folds; los modelos de XGBoost se ejecutan entre 0.00 y 497 
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segundos e incluye la optimización y validación cruzada con 10 folds. A su vez, los modelos 
bayesianos presentan los menores tiempos de ejecución, menor a un segundo e incluye 
optimización de hiperparámetros y validación cruzada con 10 folds. 
 
De los modelos implementados se encuentra que la mejor métrica de Recall se obtiene con 
XGBoost con submuestreo 71.6 % (exactitud 66.9 %) el Modelo de Regresión logística con 
SMOTE + Tomek 70 % (exactitud 67 %), seguido de varios modelos de regresión logística:  
sobremuestreo 69 % de Recall (exactitud 71 %), SMOTE sobremuestreo 68 % Recall 
(exactitud 69.5 %), con submuestreo 68 % (exactitud 71 %); y tercer lugar Random Forest 
con submuestreo 67 % (exactitud 75 %). Los tres presentan tiempos de ejecución de 0.17 
segundos (XGBoost con submuestreo), los modelos de regresión logística presentan 
tiempos de 42, 78, 84 y 372 segundos (submuestreo, SMOTE + Tomek, submuestreo y  
SMOTE + sobremuestreo) y 50.76 segundos (Random Forest con submuestreo). 

Posteriormente, se decide realizar el modelamiento con los algoritmos seleccionados que 
mostraron mejor desempeño en la métrica Recall, aplicando el conjunto de datos de 
entrenamiento y prueba como se muestra en la Tabla 27. Adicional, se realiza medición de 
tiempos de cómputo de estos modelos como se visualiza en Tabla 28 
 

Tabla 27. Comparativo de métricas en modelos finales con remuestreo. (Fuente: construcción 
propia). 

Modelo Recall Precision F1 Score Accuracy AUC 

XGBoost con submuestreo 
(Undersampling) 

0.714932 0.126097 0.214383 0.617948 0.662626 

Random Forest con submuestreo 
(Undersampling) 

0.687783 0.137931 0.229781 0.663807 0.674852 

Logit con sobremuestreo 
(Oversampling) 

0.674208 0.150810 0.246485 0.699439 0.687816 

Logit con SMOTE + Tomek 0.669683 0.146245 0.240065 0.690861 0.681105 

Logit con submuestreo 
(Undersampling) 

0.665158 0.136111 0.225980 0.667766 0.666565 

 
Al comparar los modelos generados se encuentra que XGBoost con submuestreo presenta 
las mejores métricas en Recall 71 %, exactitud 62 % y AUC 66%, seguido del modelo de 
bosques de árboles aleatorios con submuestreo con 69 % de Recall, 66 % de exactitud y 
AUC de 67%. En tercer lugar, se ubica el modelo de regresión logística con sobremuestreo 
que muestra un Recall 67 %, exactitud de 69 % y AUC 69%, en cuarto lugar, se encuentra 
el modelo de regresión logística con remuestreo por SMOTE + Tomek con Recall de 7 % 
exactitud de 69 % y AUC 68%, y en último lugar se ubica el modelo de regresión logística 
con submuestreo el cual presenta un Recall de 67 %, exactitud de 67% y AUC de 67 %. 
 
En cuanto a los tiempos de ejecución de los modelos se observa en la Tabla 28 que el 
modelo con menor tiempo de ejecución es XGBoost con submuestreo con un tiempo de 
0.09 segundos, seguido por el modelo de regresión logística con sobremuestreo que toma 
un tiempo de ejecución de 7.5 segundos, seguido del modelo de regresión logística con 
submuestreo con un tiempo de ejecución de 47.7 segundos, en cuarto lugar se  encuentra 
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el modelo de bosques aleatorios con submuestreo que toma un total de 109 segundos de 
ejecución, y en último lugar se ubica el modelo de regresión logística con remuestreo por 
SMOTE+ Tomek que tarda 120 segundos en ejecutarse. 
 
Tabla 28.  Comparativo de tiempos de cómputo en modelos finales. (Fuente: construcción propia). 

Modelo num_estimadores Mejor_puntaje Tiempo (s) 

Logit con SMOTE + Tomek C= 0.001 0.645928 120.05 

Logit con sobremuestreo (Oversampling) C= 0.001 0.638198 7.54 

Logit con submuestreo (Undersampling) C= 0.001 0.644042 47.67 

XGBoost con submuestreo (Undersampling) 50 0.700302 0.089 

Random Forest con submuestreo (Undersampling) 100 0.628658 108.83 

De acuerdo con lo anterior, se seleccionan como modelos finales XGBoost con 
submuestreo, Logit con sobremuestreo y Bosques aleatorios con submuestreo, teniendo en 
cuenta los desempeños similares en las métricas de sensibilidad y exactitud. Con éstos tres 
modelos se realizó el proceso de validación aplicando las predicciones sobre el conjunto de 
validación del 20%, cuyos resultados se explican en detalle en el numeral 7.   

Acorde con los resultados obtenidos en las métricas de estos modelos al aplicar la regresión 
LASSO para variables categóricas con valores de alfa 0.01 y 000.1, se evidenció que los 
modelos de XGBoost y Random Forest mejoran su desempeño cuando se reducen de 38 
a 8 atributos predictores (Edad, grupo habitante de calle NO, grupo habitante de calle SI, 
Régimen afiliación Contributivo, Régimen afiliación Especial, Régimen afiliación No 
asegurado, Régimen afiliación Especial, Régimen afiliación Subsidiado); es decir que se 
favorecen con la reducción de la dimensionalidad mientras que los modelos de regresión 
logística mantienen en general sus métricas. En la Tabla 29 se muestra un comparativo de 
las métricas con los dos métodos de selección de variables. El script que contiene los 
modelos generados con Lasso 0.001 se encuentra disponibles para su consulta en el 
repositorio de GitHub en el siguiente link:  Modelo_Final_Lasso_0001.ipynb 
 

Tabla 29. Comparativo de métricas con regresión Lasso alfa 0.001 y alfa 0.01. (Fuente: 
construcción propia). 

Modelo Regresión LASSO con alfa 0.001 Regresión LASSO con alfa 0.01 

Recall Precisi
ón 

F1 
Score 

Accura
cy 

AUC Recall Precisi
ón 

F1 
Score 

Accura
cy 

AUC 

XGBoost con 
submuestreo 
(Undersampli

ng)  

0.6289
59 

0.1252
25 

0.2088
66 

0.6525
90 

0.6417
04 

0.7149
32 

0.1260
97 

0.2143
83 

0.6179
48 

0.6626
26 

Random 
Forest con 

submuestreo 
(Undersampli

ng) 

0.6606
33 

0.1251
07 

0.2103
75 

0.6384
03 

0.6486
44 

0.6877
83 

0.1379
31 

0.2297
81 

0.6638
07 

0.6748
52 

Logit con 
sobremuestr

eo 
(Oversamplin

g) 

0.6696
83 

0.1484
45 

0.2430
21 

0.6958
10 

0.6837
74 

0.6742
08 

0.1508
10 

0.2464
85 

0.6994
39 

0.6878
16 

  

https://github.com/rubenrodriguezc/TesisMCD_TB/blob/main/Modelo_Final_Lasso_0001.ipynb
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7. EVALUACIÓN DEL RENDIMIENTO DE MODELOS DE MACHINE 
LEARNING 

 
Se procede a aplicar a los tres modelos seleccionados y optimizados, el conjunto de datos 
de validación con el fin de evaluar el rendimiento de las métricas y determinar el desempeño 
de estos. El script de los modelos generados con LASSO alfa 0.01, se encuentra disponibles 
para su consulta en el repositorio de GitHub en el siguiente link: 
Modelo_Final_Lasso_001.ipynb 
 
En la Tabla 30 se encuentra el comparativo de las métricas obtenidas con el conjunto de 
datos de validación.  
 

Tabla 30. Comparativo de métricas en modelos finales con set de validación. (Fuente: 
construcción propia). 

Modelo Recall Precisión F1 Score Accuracy AUC 

XGBoost con submuestreo 
(Undersampling)  

0.70068 0.12439 0.21128 0.61930 0.67485 

Random Forest con submuestreo 
(Undersampling) 

0.68027 0.12269 0.20790 0.62277 0.64926 

Logit con sobremuestreo 
(Oversampling) 

0.63945 0.14733 0.23949 0.70445 0.67450 

 
Al aplicar el conjunto de validación 20% compuesto por 147 registros de la case 1 
correspondientes a pérdidas de seguimiento y 1873 registros de la clase 0 no pérdidas de 
seguimiento; dos de los tres modelos muestran buen desempeño para la métrica de Recall 
68 y 70 %, muy similares a las obtenidas en la etapa de entrenamiento y prueba; esto 
demuestra que no hay sobreajuste en éstos y cuentan con la capacidad de predecir de 
manera adecuada la pérdida de seguimiento de tuberculosis que corresponden a la clase 
positiva con una exactitud que oscila entre 62 y 70 %, siendo el mejor Logit con 
sobremuestreo pese a una menor sensibilidad 64 %. A su vez en cuanto a la métrica AUC 
para los tres modelos oscila entre 65 y 67 %, siendo el más bajo para Random Forest con 
submuestreo. 
 
Con el fin de comprender mejor los resultados obtenidos, se procede a comparar las 
matrices de confusión obtenidas por cada uno de los tres mejores modelos en la Tabla 
31Tabla 31.  
 

Tabla 31. Comparación resultados matriz de confusión modelo set de validación. (Fuente: 
construcción propia) 

Modelo 
Verdaderos 

positivos 
Verdaderos 
negativos 

Falsos 
positivos 

Falsos 
negativos 

XGBoost Submuestreo 103 1148 725 44 

Random Forest con submuestreo 
(Undersampling) 

100 1158 715 47 

LOGIT + sobremuestreo 94 1329 544 53 

https://github.com/rubenrodriguezc/TesisMCD_TB/blob/main/Modelo_Final_Lasso_001.ipynb
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Se evidencia que los tres modelos logran discriminar correctamente la clase positiva 
(pérdidas de seguimiento). El modelo de XGBoost con submuestreo logra clasificar de 
manera adecuada 103 casos de los 147 con pérdida de seguimiento, se clasifican 44 como 
falsos negativos y 725 como falsos positivos. A su vez, el modelo Random Forest con 
submuestreo logra clasificar de manera adecuada 100 pacientes con pérdida se 
seguimiento de 147 y 47 corresponden a falsos negativos con 715 falsos positivos, mientras 
que con el modelo Logit con sobremuestreo logra clasificar de manera adecuada como 
pérdidas de seguimiento 94 pacientes de 147, 53 corresponden a falsos negativos y 544 a 
falsos positivos. De esta manera se concluye que el modelo que presenta las mejores 
métricas de desempeño para predecir pérdida de seguimiento es XGBoost con 
submuestreo. 
 
Con el fin de asegurar una segunda validación externa, se utilizó la base preliminar del 
programa año 2023 con previa autorización de la entidad, la cual se compone de 1.953 
registros, de los cuales 137 correspondieron a pérdidas de seguimiento.  A esta base de 
datos se le realizó el mismo preprocesamiento y se generaron predicciones sobre este 
conjunto de datos, los resultados se muestran en la Tabla 32. 
 

Tabla 32. Métricas obtenidas con el conjunto de datos de validación externa. (Fuente: 
construcción propia) 

Modelo Recall Precisión F1 Score Accuracy AUC 

XGBoost con Submuestreo 
(Undersampling) 

0.69343 0.11757 0.20105 0.61341 0.65040 

 
Se obtuvo un Recall del 69 % similar al obtenido en la fase de prueba y validación, 
evidenciando que el modelo no presenta sobreajuste y logra predecir de forma correcta 95 
de las 137 pérdidas de seguimiento para 2023, mientras que 42 fueron clasificadas como 
falsos negativos, es decir, corresponden a pérdidas de seguimiento, pero el modelo no las 
clasificó como tal. Por su parte, 713 registros fueron clasificados como pérdidas de 
seguimiento sin llegar a serlo en la realidad (falsos positivos).  
 
Con el fin de analizar como inciden los 8 atributos de las 3 variables predictoras en el 
modelo de XGBoost, se utilizó la técnica de SHAP (SHapley Additive exPlanations), este 
método muestra la contribución o la importancia de cada característica en la predicción del 
modelo basado en la teoría de juegos cooperativos y se utilizan para aumentar la 
transparencia y la interpretabilidad de los modelos de aprendizaje automático [42], los 
resultados se muestran en la Figura 12.  
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Figura 12. Valores de SHAP para los ocho atributos del modelo XGBoost con submuestreo 

(Fuente: construcción propia) 

Como se observa el modelo permite predecir la pérdida de seguimiento en TB con un 69 % 
de sensibilidad y una exactitud del 61 %, a partir de 8 atributos generados por 3 variables 
Edad, régimen de afiliación y el grupo poblacional habitante de calle; estas últimas se 
subdividen en sus correspondientes categorías (N = No asegurado, C = contributivo, S = 
Subsidiado, P = Especial, E = Excepción).  
 
En la gráfica de SHAP todas las variables se muestran en orden de importancia de 
característica global, siendo la primera la más importante y la última la menos importante. 
La variable edad tiene una contribución positiva muy alta cuando sus valores son bajos, y 
una contribución negativa baja cuando sus valores son altos. Es decir, que las personas 
jóvenes inciden más en la predicción de pérdida de seguimiento por parte del modelo. En 
régimen de afiliación hay una contribución alta cuando no hay aseguramiento o es 
subsidiado, mientras que tiene una contribución negativa alta cuando pertenece al régimen 
contributivo. En cuanto al grupo población habitante de calle, cuando pertenece a este 
grupo poblacional incide en el modelo de forma negativa alta cuando el valor que toma es 
cercano a cero y cuando se acerca a uno incide de forma positiva baja. 
 
En la Tabla 33 se analizan los valores de Chi cuadrado (p<=0.05) para las variables 
habitante de calle (gp_indigen) y régimen de afiliación, las cuales se relacionan fuertemente 
con la mayoría de las demás variables. El grupo habitante de calle no tiene significancia 
estadística con la variable tabaquismo, grupo poblacional desplazado y enfermedad mental. 
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Por otro lado, la variable régimen de afiliación presenta fuerte correlación con la mayoría 
de las variables a excepción de la comorbilidad tabaquismo. 
 
Tabla 33. Valores de chi Cuadrado para las variables predictoras habitante de calle y régimen de 

afiliación (Fuente: construcción propia). 

Variables contrastadas  Habitante de calle 
(p-valor) 

Régimen de afiliación 
(p-valor) 

Sexo  9.59 e-13 1.26 e -21 

Pertenencia étnica 4.71 e-06 1.77 e -40 

Grupo poblacional desplazado 0.71 2.31 e -16 

Grupo poblacional migrante 0.02 0.0 

Grupo poblacional habitante de calle - 2.95 e -163 

Subred residencia 1.49 e -188 1.58 e -209 

Régimen de afiliación 2.95 e -163 - 

Tipo de Tuberculosis 2.86 e -22 5.94 e -18 

Condición de ingreso 1.03 e -133 4.16 e -27 

Resultado baciloscopia 2.23 e -21 5.42 e -41 

Coinfección con VIH 1.12 e -21 5.55 e -76 

Comorbilidad Consumo de SPA 7.02  e -145 3.75 e -20 

Comorbilidad Desnutrición 1.17 e -14 9.32 e -25 

Comorbilidad enfermedad mental 0.22 0.03 

Pérdida de seguimiento 1.15  e -170 1.39 e -69 

Comorbilidad Tabaquismo 0.25 0.61 

 
Estos resultados son esperados si se tiene en cuenta que las personas habitantes de calle, 
por lo general no cuentan con aseguramiento en el sistema de salud o pertenecen a régimen 
subsidiado; muchos de ellos son pacientes previamente tratados para tuberculosis, se 
encuentran en estado de mal nutrición e incluso presentan coinfección con VIH, la gran 
mayoría presenta formas pulmonares de la enfermedad, tienen afectaciones en salud 
mental dado por adicciones, la más frecuente es el consumo abusivo de sustancias 
psicoactivas adicionalmente se localizan o ubican en determinadas zonas de la ciudad 
donde es fácil acceder a este tipo de sustancias. A su vez, el régimen de afiliación presenta 
una fuerte asociación con la subred de residencia y el grupo habitante de calle, por las 
razones ya mencionadas. La pertenencia étnica y el grupo desplazado presentan relación 
al igual que el grupo de migrantes teniendo en cuenta que por ejemplo estos últimos no 
cuentan con afiliación al sistema de salud, los desplazados, indígenas y afrocolombianos, 
en su mayoría pertenecen al régimen subsidiado o no se encuentran afiliados.  
 
Los resultados obtenidos se asemejan a los reportados por Chinagudaba y otros [42] en 
2024, en el cual utilizaron varios algoritmos de aprendizaje automático (Naive Bayes, 
árboles de decisión, Random Forest y k-Nearest Neighbors (k-NN), Gradient Boosting 
Machine (GBM), XGBoost, LightGBM y CatBoost), para predecir los resultados del 
tratamiento de la tuberculosis en pacientes de Karnataka (India). En ese trabajo el conjunto 
de datos usados fue dividido 70:15:15. No obstante, la prevalencia de pérdida del 
seguimiento era mucho más alta (22%) que la nuestra (7%). Para balancear las clases 
también utilizaron técnicas de balance SMOTE y Random Oversampling y midieron el 
desempeño de los modelos utilizando como métrica la sensibilidad (Recall) y promedio de 
sensibilidad (AvRecall), al igual que en el presente proyecto. Nuestros resultados se 
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asemejan dado que obtuvieron los mejores resultados con XGBoost y Random Forest con 
SMOTE que tuvieron 97% de Recall para ambos, mientras que con sobremuestreo 95 % y 
98 %, respectivamente. En nuestro caso, el mejor Recall se obtiene con XGBoost con 
submuestreo 70 % y Random Forest con submuestreo 68 %. De los modelos probados, 
encontraron que XGBoost y GBM demostraron resultados equilibrados en todas las 
técnicas de codificación, lo que indica su robustez y versatilidad. Sin embargo, el modelo 
LightGBM fue particularmente notable, superando a todos los demás modelos en términos 
de Recall. En cuanto a las variables que inciden en la pérdida de seguimiento para TB, 
encuentran a partir del análisis SHAPA que el estado del paciente (comorbilidades), genero, 
condición de VIH influyen positivamente en la predicción, mientras que el consumo de 
alcohol y el diagnóstico de PHI influyen negativamente [42]. En nuestro caso aplicando el 
mismo análisis SHAP se encuentra que la edad, el régimen de afiliación y pertenecer al 
grupo poblacional habitante de calle son las variables más influyentes en el modelo, dado 
que las demás se encuentran fuertemente correlacionadas con ésta. 

 
Nuestros resultados son similares a los reportados por Ferreira y colaboradores en 2021 
[55], quienes desarrollaron y evaluaron modelos de aprendizaje automático (SVM, RF, 
XGBoost y regresión logística) para predecir la pérdida de seguimiento en pacientes con 
tuberculosis (LTFU) en Brasil, encontrando una prevalencia más alta 12,51% (n = 3.036, de 
cohorte integral de 24.265 pacientes) que la encontrada para el distrito capital en el presente 
proyecto. No obstante, separaron a estos pacientes en dos grupos: las pérdidas de 
seguimiento con y sin inicio de tratamiento, evaluando ambos grupos por separado. La 
selección de variables también se realizó con Lasso y otras técnicas (SFS, SFFS, SBS y 
SBFS) al igual que en nuestro proyecto y se balancearon clases con métodos de 
submuestreo. Se seleccionaron 17 variables y se modelaron 9 algoritmos, en todos igual 
que en el presente proyecto se optimizaron hiperparametros y se usó validación cruzada 
con 10 folds. Compararon las métricas usando datos balanceados y no balanceados. En 
los resultados, XGBoost superó en sensibilidad a los otros modelos alternativos Random 
Forest 55 % LTFU antes del tratamiento y 76 % durante el tratamiento; el modelo de 
regresión logística 59 % LTFU antes del tratamiento y 64 % durante el tratamiento; 
mostrando una mayor sensibilidad (0,81), la puntuación F1 (0,85) y el AUC (0,921) para el 
grupo LTFU antes del tratamiento. Comparado con los resultados obtenidos en el presente 
proyecto la sensibilidad para regresión logística fue mayor en nuestros modelos (68 y 70 
%) y para Random Forest con submuestreo, las métricas de sensibilidad nuestras son 
ligeramente superiores 68%. No obstante, en el estudio mencionan como limitante, no 
realizar un análisis general de la pérdida de seguimiento sin hacer distinción sobre el inicio 
del tratamiento lo que no permite capturar el impacto general de la LTFU, como si se 
describe en nuestros resultados. Por otro lado, los pacientes que no inician tratamiento en 
el distrito capital, en la mayoría de los casos corresponden a diagnósticos tardíos (post 
mortem). En el estudio mencionado no es claro el motivo por el cual no inician tratamiento. 
Dentro de los predictores más influyentes en la pérdida de seguimiento describen, el nivel 
de educación, el historial de hospitalización, el consumo de alcohol, el ingreso ambulatorio 
y el historial previo de tuberculosis surgieron como precursores de LTFU previo al 
tratamiento. La situación laboral, la admisión ambulatoria, la presencia de hepatitis 
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crónica/cirrosis, las reacciones adversas a los medicamentos, la disponibilidad de contactos 
alternativos y la cobertura del seguro médico ejercieron una influencia sustancial en la LTFU 
en la fase de tratamiento. Con relación a esto en el presente proyecto se evidenció que, 
muchos de estos predictores se encuentran fuertemente relacionados con tres variables la 
edad, el régimen de afiliación y pertenecer al grupo poblacional habitante de calle. 
 
En un estudio similar realizado por Chen y otros en 2024 [40], desarrollaron y evaluaron 
modelos de aprendizaje automático (SVM, RF, XGBoost y regresión logística) para predecir 
la pérdida de seguimiento en pacientes con tuberculosis en China a partir de datos de 2017 
a 2021, con una cohorte integral de 24.265 pacientes y una prevalencia de LTFU del 12,51 
% (n = 3.036). También se dividió en dos grupos a esta población quienes no iniciaron 
tratamiento y quienes hicieron LTFU durante el tratamiento, entendido como una 
interrupción de este por más de dos meses a diferencia de nuestra definición mayor a un 
mes. Al igual que en nuestro proyecto se utilizaron pruebas de chi-cuadrado y regresión 
logística para las comparaciones entre grupos. Seleccionaron variables con la técnica de 
LASSO, hicieron validación cruzada con 10 folds en los algoritmos seleccionados. No 
obstante, no se mencionan uso de técnicas de balanceo para las clases. Compararon el 
desempeño de los modelos basado en AUC y curva ROC. XGBoost logró el AUC promedio 
más alto (0,921), superando a Random Forest (0,828), Logistic Regression (0,736) y SVM 
(0,677) para LTFU antes de tratamiento. En el conjunto de validación, XGBoost mostró la 
mayor sensibilidad (0,81), puntuación F1 (0,85) y AUC (0,921) respecto a los otros modelos 
igual que en nuestro proyecto. La secuencia descendente de rendimiento para los otros 
modelos fue Logístico (0,811), RF (0,755) y SVM (0,712), similar a los resultados obtenidos 
por nuestro proyecto. En cuanto a la métrica de sensibilidad nuestros modelos de regresión 
logística muestran mejor desempeño 68% (0.64 para el grupo LTFU sin tratamiento y 0.59 
para el grupo con tratamiento), mientras que Random Forest tuvo un comportamiento 
similar con Recall entre 52-68 % (0.76 para el grupo LTFU sin tratamiento y 0.55 para el 
grupo con tratamiento). A su vez, el Recall para XGBoost muestra un resultado dispar 
respecto a nuestros mejores resultados 65-71 % (0.81 para el grupo LTFU sin tratamiento 
y 0.53 para el grupo con tratamiento). Es posible que la disparidad se deba a las técnicas 
usadas para balancear las clases dado que en el estudio reportan mejor sensibilidad para 
el grupo que realiza pérdida de seguimiento durante el tratamiento y a la aplicación 
diferenciada de los modelos para ambos grupos. El nivel de educación, el historial de 
hospitalización, el consumo de alcohol, el ingreso ambulatorio y el historial previo de 
tuberculosis surgieron como precursores de LTFU previo al tratamiento. La situación 
laboral, la admisión ambulatoria, la presencia de hepatitis crónica/cirrosis, las reacciones 
adversas a los medicamentos, la disponibilidad de contactos alternativos y la cobertura del 
seguro médico ejercieron una influencia sustancial en la LTFU en la fase de tratamiento.  
En nuestro caso se evidenció que, muchos de estos predictores se encuentran fuertemente 
relacionados con otras tres variables la edad, el régimen de afiliación y pertenecer al grupo 
poblacional habitante de calle. 
 
En otro estudio realizado por Moreno et al en 2024 [39], desarrollaron una puntuación para 
predecir el riesgo de LTFU durante el tratamiento a partir de una cohorte nacional de casos 
2015-2022 en Brasil. La prevalencia de LTFU fue del 17% (n= 41.373 de un total de 243.726 



76 

 

 

casos incluidos), mucho mayor que la encontrada en el distrito capital para un período de 
tiempo similar. Los algoritmos utilizados fueron regresión logística, bosque aleatorio y 
refuerzo de gradiente ligero, particionando la data en 80% entrenamiento y 20% prueba. 
Utilizaron técnicas de submuestreo para balanceo de clases y RFECV. Las variables 
predictoras seleccionadas fueron 8: TB previa, uso de drogas, edad, sexo, infección por 
VIH y nivel de escolaridad. No obstante, para el estudio excluyeron niños (<18 años), grupos 
vulnerables o TB resistente a medicamentos. En nuestro caso, si se incluyeron a los 
menores (grupos priorizados) y a los grupos vulnerables, acorde con los hallazgos del 
análisis bivariado realizado, donde la enfermedad es más prevalente en algunos de estos 
grupos sociales vulnerables. El modelo de regresión logística al igual que en el presente 
proyecto, demostró sus máximas capacidades predictivas con una fuerte regularización, en 
particular C = 0,01. El modelo RF logró su mejor desempeño al establecer la profundidad 
máxima en 8 y utilizó un conjunto de 500 árboles de decisión. En nuestro caso, la mejor 
profundidad fue de 10 con un conjunto de 50 árboles de decisión, lo que significa que cada 
uno de los árboles de decisión del modelo puede tomar decisiones hasta en 10 niveles de 
profundidad. No obstante, para el estudio mencionado no tuvo el mejor desempeño ya que 
el modelo subestimó la probabilidad real de la clase positiva, en nuestro caso esta situación 
se presentó con los modelos bayesianos. Esos sistemas de puntuación de predicción 
exhibieron un área bajo la curva (AUC) que oscilaba entre 0,71 y 0,72, no se mencionan los 
resultados de las otras métricas como sensibilidad por lo cual no es posible realizar una 
comparación detallada con nuestros resultados. Sin embargo, concluyen que el modelo 
Light Gradient Boosting resultó en el mejor rendimiento de predicción, especificidad de 
ponderación y sensibilidad. Dentro del análisis SHAP, la tuberculosis previa fue la 
característica más importante seguida del consumo de drogas.  En nuestro caso la 
tuberculosis previamente tratada, se relaciona fuertemente con el grupo poblacional 
habitante de calle y el consumo de SPA también se correlaciona con este grupo poblacional. 
Dentro de las limitantes mencionadas indican que la mayoría de las comorbilidades y 
características clínicas fueron autoinformadas (sesgo de clasificación errónea), solo 
incluyeron casos de tuberculosis pulmonar y, en consecuencia, no puede aplicarse a la 
tuberculosis extrapulmonar o diseminada; a diferencia del presente proyecto que si incluye 
la TB en todas las formas clínicas y las comorbilidades son identificadas por el personal de 
salud y/o a través de cruces de información con otras fuentes de información. 
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8. CONCLUSIONES Y TRABAJOS FUTUROS 
 

8.1 CONCLUSIONES 
 

El modelo con mejor desempeño corresponde a XGBoost con submuestreo dado que 
obtuvo la mejor métrica de sensibilidad para identificar pacientes con pérdida de 
seguimiento, lo que es similar a estudios en países con alta carga de la enfermedad.  
 
Dentro de las variables predictoras que influyen en la pérdida de seguimiento de los 
pacientes en el distrito capital, se encuentra el pertenecer a un grupo poblacional 
vulnerable, no contar con afiliación al sistema de seguridad social en salud, tener entre 36 
y 41 años, presentar alguna de las siguientes comorbilidades VIH, desnutrición, 
tabaquismo, enfermedad mental, consumo de SPA y contar con antecedente de pérdida de 
seguimiento previo. Para el modelo final, tres variables edad, régimen de afiliación y grupo 
poblacional habitante de calle; distribuidas en 8 atributos (Edad, grupo habitante de calle 
No, grupo habitante de calle Si, régimen afiliación contributivo, régimen afiliación especial, 
régimen afiliación no asegurado, régimen afiliación excepción, régimen afiliación 
subsidiado) son las que permiten realizar la predicción. 
 
Para el entrenamiento de los modelos es indispensable identificar las variables más 
relevantes a través de diferentes técnicas y posteriormente, realizar la selección teniendo 
en cuenta los resultados de los estimadores BIC y AIC. La mejor técnica de selección de 
variables en nuestro caso fue Group Lasso, reportada también en otros estudios similares. 
En los conjuntos de datos donde las clases se encuentran muy desbalanceadas, se debe 
realizar un tratamiento especial con el conjunto de entrenamiento, siendo la técnica de 
submuestreo (undersampling) la que presentan un mejor resultado de Recall, respecto al 
modelo base (sin balanceo de clases).   
 
Las métricas para utilizar en modelos con clases desequilibradas son más difíciles ya que 
se requiere métricas de rendimiento que se centren en la clase minoritaria. En este caso la 
sensibilidad o Recall, permite identificar los modelos que mejor discriminan la predicción en 
la clase minoritaria y que corresponde, a las personas que tienen mayor probabilidad de 
tener pérdida en el seguimiento de tuberculosis.  
 
 

8.2 TRABAJOS FUTUROS 
 

El despliegue del modelo se encuentra a discreción de la entidad, no obstante, la 
implementación exitosa de este modelos podría marcar un hito importante en la lucha contra 
la tuberculosis fortaleciendo la adherencia terapéutica por parte de los usuarios, 
demostrando así el potencial transformador del aprendizaje automático en la atención 
médica y en el abordaje de problemas de salud pública. 
 
Con las pérdidas de seguimiento identificadas al ingreso del programa de TB en el distrito 



78 

 

 

capital, se pueden enfocar aún más los esfuerzos del personal de salud para contribuir en 
la gestión del riesgo, focalizando de esta manera las actividades existentes para los equipos 
locales del programa de tuberculosis, en articulación con otros actores del sector salud. 
 
El modelo se podría implementar como complemento al sistema de información del 
programa distrital de tuberculosis y se puede incorporar técnicas procesamiento del 
lenguaje natural (NLP) para mejorar el aprendizaje de modelos. Incluso en otros estudios 
reportan el desarrollo de aplicaciones útiles para identificar rápidamente a los pacientes con 
posibles pérdidas de seguimiento, calculadora web de fácil uso por parte del personal de 
salud (https://tbprediction.herokuapp.com/) [30]. 
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ANEXOS 
 

Anexo 1. Presentación ante el comité de ética. 
 

En este anexo se encuentran los correos electrónicos enviados hacia comité de ética de la 
Secretaría Distrital de Salud, en el cual se realiza la postulación del anteproyecto y se agenda 
espacio por parte del comité para la presentación de este.  
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Anexo 2. Consulta cesión de derechos patrimoniales y de transformación a oficina 
de asuntos jurídicas de la Secretaría Distrital de Salud. 

 En este anexo se encuentra la consulta realizada al área jurídica de la entidad solicitando el 
procedimiento de cesión de derechos patrimoniales y de transformación, distribución y 
reproducción de la obra; como requisito solicitado por parte del comité de ética  
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Anexo 3. Respuesta a consulta cesión de derechos patrimoniales y de 
transformación a oficina de asuntos jurídicas de la Secretaría Distrital de Salud. 

En este anexo se encuentra la respuesta emitida por el área jurídica de la entidad sobre la 
consulta realizada al área jurídica de la entidad solicitando el procedimiento de cesión de 
derechos patrimoniales y de transformación, distribución y reproducción de la obra; como 
requisito solicitado por parte del comité de ética.  
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Anexo 4. Aprobación por parte del comité de ética. 
 

En este anexo se encuentra el correo electrónico enviado por el comité de ética aprobando 
el uso de la información para el desarrollo del proyecto aplicado.  
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Anexo 5.  Aval de entrega bases de datos.  
 

Este anexo contiene el aval por parte de la Dirección Epidemiología de la Secretaría Distrital 
de Salud, para la entrega de las bases de datos solicitadas al comité de ética. 

 

 

 
 



 

 

 
Anexo 6. Tabla de análisis Bivariado todas las condiciones de egreso del programa y determinantes sociales 

en salud.  
 

La tabla contiene la distribución porcentual entre las condiciones de egreso del programa y el resto de las variables del 
conjunto de datos, tomado de script de Rstudio. 

Variable categoría 
Curado 

(N=1422) 

Descarta
do 

(N=526) 

Excluido 
RR 

(N=93) 

Fallecido 
(N=2172) 

Fracaso 
(N=61) 

No 
Evaluado 
(N=309) 

Pérdida 
(N=738) 

Tratamiento 
Terminado 
(N=4781) 

Overall 
(N=10102) 

INGRESO_ TTO 
SI 

1422 
(100%) 

464 
(88.2%) 

90 
(96.8%) 

1856 
(85.5%) 

58 (95.1%) 
304 

(98.4%) 
702 

(95.1%) 
4773 (99.8%) 

9669 
(95.7%) 

NO 0 (0%) 
62 

(11.8%) 
3 (3.2%) 

316 
(14.5%) 

3 (4.9%) 5 (1.6%) 36 (4.9%) 8 (0.2%) 433 (4.3%) 

SEXO 
F 

572 
(40.2%) 

176 
(33.5%) 

30 
(32.3%) 

603 
(27.8%) 

20 (32.8%) 73 (23.6%) 
200 

(27.1%) 
1741 (36.4%) 

3415 
(33.8%) 

M 
850 

(59.8%) 
350 

(66.5%) 
63 

(67.7%) 
1569 

(72.2%) 
41 (67.2%) 

236 
(76.4%) 

538 
(72.9%) 

3040 (63.6%) 
6687 

(66.2%) 

EDAD 

Mean (SD) 53.0 (21.4) 
47.2 

(20.6) 
53.0 

(22.7) 
57.5 (21.0) 51.2 (21.1) 44.7 (20.2) 

40.8 
(18.0) 

48.3 (21.7) 50.3 (21.6) 

Median [Min, 
Max] 

56.0 [0, 
97.0] 

45.0 [0, 
94.0] 

56.0 
[7.00, 
100] 

61.0 [0, 
109] 

51.0 [1.00, 
90.0] 

40.0 [0, 
99.0] 

36.0 [0, 
91.0] 

47.0 [0, 98.0] 
50.0 [0, 

109] 

REGIMEN_ 
AFILIACION 

C 
838 

(58.9%) 
303 

(57.6%) 
45 

(48.4%) 
1077 

(49.6%) 
31 (50.8%) 

130 
(42.1%) 

224 
(30.4%) 

2951 (61.7%) 
5599 

(55.4%) 

E 75 (5.3%) 16 (3.0%) 3 (3.2%) 79 (3.6%) 2 (3.3%) 26 (8.4%) 28 (3.8%) 287 (6.0%) 516 (5.1%) 

N 55 (3.9%) 29 (5.5%) 4 (4.3%) 
174 

(8.0%) 
5 (8.2%) 41 (13.3%) 

134 
(18.2%) 

227 (4.7%) 669 (6.6%) 

P 73 (5.1%) 10 (1.9%) 0 (0%) 35 (1.6%) 2 (3.3%) 8 (2.6%) 7 (0.9%) 95 (2.0%) 230 (2.3%) 

S 
381 

(26.8%) 
168 

(31.9%) 
41 

(44.1%) 
807 

(37.2%) 
21 (34.4%) 

104 
(33.7%) 

345 
(46.7%) 

1221 (25.5%) 
3088 

(30.6%) 

TIPO_TB 

Extrapulmon
ar 

4 (0.3%) 
234 

(44.5%) 
21 

(22.6%) 
726 

(33.4%) 
12 (19.7%) 

114 
(36.9%) 

171 
(23.2%) 

1880 (39.3%) 
3162 

(31.3%) 

Pulmonar 
1418 

(99.7%) 
292 

(55.5%) 
72 

(77.4%) 
1446 

(66.6%) 
49 (80.3%) 

195 
(63.1%) 

567 
(76.8%) 

2901 (60.7%) 
6940 

(68.7%) 

CONDICION_ 
INGRESO 

Nuevo 
1356 

(95.4%) 
505 

(96.0%) 
68 

(73.1%) 
2052 

(94.5%) 
53 (86.9%) 

283 
(91.6%) 

588 
(79.7%) 

4532 (94.8%) 
9437 

(93.4%) 

OPT 31 (2.2%) 19 (3.6%) 
10 

(10.8%) 
59 (2.7%) 5 (8.2%) 14 (4.5%) 48 (6.5%) 131 (2.7%) 317 (3.1%) 

RTF 3 (0.2%) 0 (0%) 6 (6.5%) 3 (0.1%) 0 (0%) 1 (0.3%) 6 (0.8%) 6 (0.1%) 25 (0.2%) 

RTPS 22 (1.5%) 1 (0.2%) 6 (6.5%) 32 (1.5%) 0 (0%) 10 (3.2%) 
82 

(11.1%) 
61 (1.3%) 214 (2.1%) 

RTR 10 (0.7%) 1 (0.2%) 3 (3.2%) 25 (1.2%) 3 (4.9%) 1 (0.3%) 14 (1.9%) 51 (1.1%) 108 (1.1%) 

Remitido 0 (0%) 0 (0%) 0 (0%) 1 (0.0%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 1 (0.0%) 

CONDICION_VIH Desconocido 30 (2.1%) 51 (9.7%) 5 (5.4%) 266 0 (0%) 21 (6.8%) 54 (7.3%) 134 (2.8%) 561 (5.6%) 



 

 

Variable categoría 
Curado 

(N=1422) 

Descarta
do 

(N=526) 

Excluido 
RR 

(N=93) 

Fallecido 
(N=2172) 

Fracaso 
(N=61) 

No 
Evaluado 
(N=309) 

Pérdida 
(N=738) 

Tratamiento 
Terminado 
(N=4781) 

Overall 
(N=10102) 

(12.2%) 

Negativo 
1293 

(90.9%) 
298 

(56.7%) 
65 

(69.9%) 
1296 

(59.7%) 
52 (85.2%) 

211 
(68.3%) 

445 
(60.3%) 

3885 (81.3%) 
7545 

(74.7%) 

Positivo 99 (7.0%) 
177 

(33.7%) 
23 

(24.7%) 
610 

(28.1%) 
9 (14.8%) 77 (24.9%) 

239 
(32.4%) 

762 (15.9%) 
1996 

(19.8%) 

RESULTADO_ BK_  
RECOD  

Negativo 
517 

(36.4%) 
378 

(71.9%) 
45 

(48.4%) 
1237 

(57.0%) 
22 (36.1%) 

152 
(49.2%) 

378 
(51.2%) 

2722 (56.9%) 
5451 

(54.0%) 

NR 74 (5.2%) 
94 

(17.9%) 
3 (3.2%) 

325 
(15.0%) 

6 (9.8%) 45 (14.6%) 64 (8.7%) 799 (16.7%) 
1410 

(14.0%) 

Positivo 
828 

(58.2%) 
39 (7.4%) 

45 
(48.4%) 

582 
(26.8%) 

31 (50.8%) 93 (30.1%) 
289 

(39.2%) 
1201 (25.1%) 

3108 
(30.8%) 

SD 3 (0.2%) 15 (2.9%) 0 (0%) 28 (1.3%) 2 (3.3%) 19 (6.1%) 7 (0.9%) 59 (1.2%) 133 (1.3%) 

RESULTADO_ 
CULTIVO _ RECOD 

Negativo 
313 

(22.0%) 
320 

(60.8%) 
8 (8.6%) 

682 
(31.4%) 

9 (14.8%) 91 (29.4%) 
226 

(30.6%) 
1436 (30.0%) 

3085 
(30.5%) 

NR 
249 

(17.5%) 
94 

(17.9%) 
17 

(18.3%) 
517 

(23.8%) 
6 (9.8%) 71 (23.0%) 

134 
(18.2%) 

1180 (24.7%) 
2268 

(22.5%) 

Positivo 
799 

(56.2%) 
61 

(11.6%) 
68 

(73.1%) 
844 

(38.9%) 
46 (75.4%) 

114 
(36.9%) 

338 
(45.8%) 

1902 (39.8%) 
4172 

(41.3%) 

SD 61 (4.3%) 51 (9.7%) 0 (0%) 
129 

(5.9%) 
0 (0%) 33 (10.7%) 40 (5.4%) 263 (5.5%) 577 (5.7%) 

RESULTADO_ 
PRUEBA_  

MOL_RECOD 

Negativo 74 (5.2%) 
311 

(59.1%) 
3 (3.2%) 

335 
(15.4%) 

4 (6.6%) 54 (17.5%) 
92 

(12.5%) 
652 (13.6%) 

1525 
(15.1%) 

NR 4 (0.3%) 0 (0%) 0 (0%) 17 (0.8%) 0 (0%) 0 (0%) 3 (0.4%) 21 (0.4%) 45 (0.4%) 

Positivo 
747 

(52.5%) 
43 (8.2%) 

60 
(64.5%) 

962 
(44.3%) 

56 (91.8%) 
141 

(45.6%) 
379 

(51.4%) 
2183 (45.7%) 

4571 
(45.2%) 

SD 
597 

(42.0%) 
171 

(32.5%) 
30 

(32.3%) 
856 

(39.4%) 
1 (1.6%) 

114 
(36.9%) 

264 
(35.8%) 

1924 (40.2%) 
3957 

(39.2%) 

NI 0 (0%) 1 (0.2%) 0 (0%) 2 (0.1%) 0 (0%) 0 (0%) 0 (0%) 1 (0.0%) 4 (0.0%) 

PRUEBA_ 
SUSCEPTIBILIDAD 

_FARMACOS 

BACTEC 
MGIT 

48 (3.4%) 0 (0%) 
24 

(25.8%) 
39 (1.8%) 4 (6.6%) 10 (3.2%) 13 (1.8%) 133 (2.8%) 271 (2.7%) 

LIPA 
189 

(13.3%) 
3 (0.6%) 

29 
(31.2%) 

209 
(9.6%) 

7 (11.5%) 13 (4.2%) 
99 

(13.4%) 
422 (8.8%) 971 (9.6%) 

NR 
670 

(47.1%) 
361 

(68.6%) 
8 (8.6%) 

1160 
(53.4%) 

1 (1.6%) 
154 

(49.8%) 
321 

(43.5%) 
2560 (53.5%) 

5235 
(51.8%) 

PCR-TR 
515 

(36.2%) 
162 

(30.8%) 
32 

(34.4%) 
764 

(35.2%) 
49 (80.3%) 

132 
(42.7%) 

305 
(41.3%) 

1666 (34.8%) 
3625 

(35.9%) 

FARMACORRESISTE
NCIA 

Isoniacida 2 (0.1%) 0 (0%) 
47 

(50.5%) 
7 (0.3%) 25 (41.0%) 0 (0%) 1 (0.1%) 6 (0.1%) 88 (0.9%) 

Monoresiste
ncia 

2 (0.1%) 0 (0%) 1 (1.1%) 0 (0%) 0 (0%) 0 (0%) 1 (0.1%) 1 (0.0%) 5 (0.0%) 

Ninguna 
778 

(54.7%) 
165 

(31.4%) 
4 (4.3%) 

1040 
(47.9%) 

8 (13.1%) 
167 

(54.0%) 
421 

(57.0%) 
2315 (48.4%) 

4898 
(48.5%) 

NR 
639 

(44.9%) 
361 

(68.6%) 
0 (0%) 

1121 
(51.6%) 

1 (1.6%) 
142 

(46.0%) 
313 

(42.4%) 
2459 (51.4%) 

5036 
(49.9%) 

RR 1 (0.1%) 0 (0%) 
26 

(28.0%) 
3 (0.1%) 22 (36.1%) 0 (0%) 2 (0.3%) 0 (0%) 54 (0.5%) 



 

 

Variable categoría 
Curado 

(N=1422) 

Descarta
do 

(N=526) 

Excluido 
RR 

(N=93) 

Fallecido 
(N=2172) 

Fracaso 
(N=61) 

No 
Evaluado 
(N=309) 

Pérdida 
(N=738) 

Tratamiento 
Terminado 
(N=4781) 

Overall 
(N=10102) 

MDR 0 (0%) 0 (0%) 
14 

(15.1%) 
1 (0.0%) 5 (8.2%) 0 (0%) 0 (0%) 0 (0%) 20 (0.2%) 

Poliresistent
e 

0 (0%) 0 (0%) 1 (1.1%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 1 (0.0%) 

Alcoholismo 
NO 

1417 
(99.6%) 

521 
(99.0%) 

92 
(98.9%) 

2165 
(99.7%) 

61 (100%) 
309 

(100%) 
734 

(99.5%) 
4770 (99.8%) 

10069 
(99.7%) 

SI 5 (0.4%) 5 (1.0%) 1 (1.1%) 7 (0.3%) 0 (0%) 0 (0%) 4 (0.5%) 11 (0.2%) 33 (0.3%) 

Cancer 

NO 
1373 

(96.6%) 
473 

(89.9%) 
92 

(98.9%) 
2006 

(92.4%) 
58 (95.1%) 

291 
(94.2%) 

710 
(96.2%) 

4537 (94.9%) 
9540 

(94.4%) 

SI 49 (3.4%) 
53 

(10.1%) 
1 (1.1%) 

166 
(7.6%) 

3 (4.9%) 18 (5.8%) 28 (3.8%) 244 (5.1%) 562 (5.6%) 

Cardiovascular 
NO 

1415 
(99.5%) 

526 
(100%) 

91 
(97.8%) 

2167 
(99.8%) 

61 (100%) 
309 

(100%) 
738 

(100%) 
4773 (99.8%) 

10080 
(99.8%) 

SI 7 (0.5%) 0 (0%) 2 (2.2%) 5 (0.2%) 0 (0%) 0 (0%) 0 (0%) 8 (0.2%) 22 (0.2%) 

Consumidor_ SPA 
NO 

1415 
(99.5%) 

518 
(98.5%) 

90 
(96.8%) 

2146 
(98.8%) 

60 (98.4%) 
304 

(98.4%) 
689 

(93.4%) 
4756 (99.5%) 

9978 
(98.8%) 

SI 7 (0.5%) 8 (1.5%) 3 (3.2%) 26 (1.2%) 1 (1.6%) 5 (1.6%) 49 (6.6%) 25 (0.5%) 124 (1.2%) 

Desnutrición 

NO 
1249 

(87.8%) 
396 

(75.3%) 
83 

(89.2%) 
1689 

(77.8%) 
47 (77.0%) 

256 
(82.8%) 

576 
(78.0%) 

4046 (84.6%) 
8342 

(82.6%) 

SI 
173 

(12.2%) 
130 

(24.7%) 
10 

(10.8%) 
483 

(22.2%) 
14 (23.0%) 53 (17.2%) 

162 
(22.0%) 

735 (15.4%) 
1760 

(17.4%) 

Diabetes 

NO 
1283 

(90.2%) 
480 

(91.3%) 
88 

(94.6%) 
1939 

(89.3%) 
53 (86.9%) 

288 
(93.2%) 

698 
(94.6%) 

4367 (91.3%) 
9196 

(91.0%) 

SI 
139 

(9.8%) 
46 (8.7%) 5 (5.4%) 

233 
(10.7%) 

8 (13.1%) 21 (6.8%) 40 (5.4%) 414 (8.7%) 906 (9.0%) 

Enf_Mental 
NO 

1422 
(100%) 

526 
(100%) 

93 
(100%) 

2168 
(99.8%) 

61 (100%) 
309 

(100%) 
734 

(99.5%) 
4778 (99.9%) 

10091 
(99.9%) 

SI 0 (0%) 0 (0%) 0 (0%) 4 (0.2%) 0 (0%) 0 (0%) 4 (0.5%) 3 (0.1%) 11 (0.1%) 

Enf_Autoinmune 
NO 

1408 
(99.0%) 

501 
(95.2%) 

92 
(98.9%) 

2113 
(97.3%) 

61 (100%) 
299 

(96.8%) 
723 

(98.0%) 
4650 (97.3%) 

9847 
(97.5%) 

SI 14 (1.0%) 25 (4.8%) 1 (1.1%) 59 (2.7%) 0 (0%) 10 (3.2%) 15 (2.0%) 131 (2.7%) 255 (2.5%) 

Enf_Hepatica 
NO 

1407 
(98.9%) 

515 
(97.9%) 

92 
(98.9%) 

2110 
(97.1%) 

61 (100%) 
306 

(99.0%) 
728 

(98.6%) 
4721 (98.7%) 

9940 
(98.4%) 

SI 15 (1.1%) 11 (2.1%) 1 (1.1%) 62 (2.9%) 0 (0%) 3 (1.0%) 10 (1.4%) 60 (1.3%) 162 (1.6%) 

Enf_Renal 

NO 
1326 

(93.2%) 
482 

(91.6%) 
89 

(95.7%) 
1935 

(89.1%) 
53 (86.9%) 

289 
(93.5%) 

707 
(95.8%) 

4405 (92.1%) 
9286 

(91.9%) 

SI 96 (6.8%) 44 (8.4%) 4 (4.3%) 
237 

(10.9%) 
8 (13.1%) 20 (6.5%) 31 (4.2%) 376 (7.9%) 816 (8.1%) 

EPOC 

NO 
1294 

(91.0%) 
460 

(87.5%) 
88 

(94.6%) 
1855 

(85.4%) 
50 (82.0%) 

280 
(90.6%) 

692 
(93.8%) 

4301 (90.0%) 
9020 

(89.3%) 

SI 
128 

(9.0%) 
66 

(12.5%) 
5 (5.4%) 

317 
(14.6%) 

11 (18.0%) 29 (9.4%) 46 (6.2%) 480 (10.0%) 
1082 

(10.7%) 

Silicosis 
NO 

1398 
(98.3%) 

519 
(98.7%) 

93 
(100%) 

2147 
(98.8%) 

60 (98.4%) 
302 

(97.7%) 
731 

(99.1%) 
4715 (98.6%) 

9965 
(98.6%) 

SI 24 (1.7%) 7 (1.3%) 0 (0%) 25 (1.2%) 1 (1.6%) 7 (2.3%) 7 (0.9%) 66 (1.4%) 137 (1.4%) 

Tabaquismo NO 1418 515 92 2159 60 (98.4%) 305 726 4748 (99.3%) 10023 



 

 

Variable categoría 
Curado 

(N=1422) 

Descarta
do 

(N=526) 

Excluido 
RR 

(N=93) 

Fallecido 
(N=2172) 

Fracaso 
(N=61) 

No 
Evaluado 
(N=309) 

Pérdida 
(N=738) 

Tratamiento 
Terminado 
(N=4781) 

Overall 
(N=10102) 

(99.7%) (97.9%) (98.9%) (99.4%) (98.7%) (98.4%) (99.2%) 

SI 4 (0.3%) 11 (2.1%) 1 (1.1%) 13 (0.6%) 1 (1.6%) 4 (1.3%) 12 (1.6%) 33 (0.7%) 79 (0.8%) 

Hipotiroidismo 

NO 
1270 

(89.3%) 
459 

(87.3%) 
88 

(94.6%) 
1901 

(87.5%) 
50 (82.0%) 

273 
(88.3%) 

667 
(90.4%) 

4307 (90.1%) 
9015 

(89.2%) 

SI 
152 

(10.7%) 
67 

(12.7%) 
5 (5.4%) 

271 
(12.5%) 

11 (18.0%) 36 (11.7%) 71 (9.6%) 474 (9.9%) 
1087 

(10.8%) 

Otra_Enf 

NO 
1292 

(90.9%) 
508 

(96.6%) 
68 

(73.1%) 
1853 

(85.3%) 
61 (100%) 

283 
(91.6%) 

658 
(89.2%) 

4305 (90.0%) 
9028 

(89.4%) 

SI 
130 

(9.1%) 
18 (3.4%) 

25 
(26.9%) 

319 
(14.7%) 

0 (0%) 26 (8.4%) 
80 

(10.8%) 
476 (10.0%) 

1074 
(10.6%) 

MODALIDAD_ TDO 

IPS 19 (1.3%) 6 (1.1%) 0 (0%) 4 (0.2%) 0 (0%) 3 (1.0%) 3 (0.4%) 33 (0.7%) 68 (0.7%) 

No Evaluado 
883 

(62.1%) 
120 

(22.8%) 
92 

(98.9%) 
1250 

(57.6%) 
2 (3.3%) 

120 
(38.8%) 

396 
(53.7%) 

2709 (56.7%) 
5572 

(55.2%) 

TDO 
comunitario 

7 (0.5%) 1 (0.2%) 0 (0%) 4 (0.2%) 0 (0%) 2 (0.6%) 6 (0.8%) 47 (1.0%) 67 (0.7%) 

TDO 
Domiciliario 

7 (0.5%) 4 (0.8%) 0 (0%) 8 (0.4%) 1 (1.6%) 2 (0.6%) 3 (0.4%) 31 (0.6%) 56 (0.6%) 

TDO en IPS 
457 

(32.1%) 
246 

(46.8%) 
1 (1.1%) 

494 
(22.7%) 

37 (60.7%) 
128 

(41.4%) 
271 

(36.7%) 
1779 (37.2%) 

3413 
(33.8%) 

TDO 
hospitalario 

24 (1.7%) 
142 

(27.0%) 
0 (0%) 

406 
(18.7%) 

19 (31.1%) 47 (15.2%) 51 (6.9%) 102 (2.1%) 791 (7.8%) 

TDO virtual 25 (1.8%) 7 (1.3%) 0 (0%) 6 (0.3%) 2 (3.3%) 7 (2.3%) 8 (1.1%) 80 (1.7%) 135 (1.3%) 

PROGRAMAS_ 
PROTECC_SOCIAL 

Alimentario 21 (1.5%) 1 (0.2%) 0 (0%) 6 (0.3%) 2 (3.3%) 1 (0.3%) 14 (1.9%) 48 (1.0%) 93 (0.9%) 

Educativo 1 (0.1%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 6 (0.1%) 7 (0.1%) 

Monetario 2 (0.1%) 3 (0.6%) 0 (0%) 0 (0%) 0 (0%) 1 (0.3%) 2 (0.3%) 17 (0.4%) 25 (0.2%) 

NA 
301 

(21.2%) 
192 

(36.5%) 
1 (1.1%) 

435 
(20.0%) 

35 (57.4%) 95 (30.7%) 
145 

(19.6%) 
906 (19.0%) 

2110 
(20.9%) 

Ninguno 
203 

(14.3%) 
220 

(41.8%) 
0 (0%) 

485 
(22.3%) 

19 (31.1%) 87 (28.2%) 
173 

(23.4%) 
1051 (22.0%) 

2238 
(22.2%) 

No evaluado 
883 

(62.1%) 
109 

(20.7%) 
92 

(98.9%) 
1239 

(57.0%) 
2 (3.3%) 

118 
(38.2%) 

391 
(53.0%) 

2709 (56.7%) 
5543 

(54.9%) 

Subsidio de 
vivienda 

4 (0.3%) 0 (0%) 0 (0%) 2 (0.1%) 1 (1.6%) 1 (0.3%) 4 (0.5%) 18 (0.4%) 30 (0.3%) 

Varios 7 (0.5%) 1 (0.2%) 0 (0%) 5 (0.2%) 2 (3.3%) 6 (1.9%) 9 (1.2%) 21 (0.4%) 51 (0.5%) 

Desempleo 0 (0%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 3 (0.1%) 3 (0.0%) 

Transporte 0 (0%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 2 (0.0%) 2 (0.0%) 

REACCIONES_ 
ADVERSAS_TTO 

Grave 2 (0.1%) 2 (0.4%) 0 (0%) 5 (0.2%) 0 (0%) 1 (0.3%) 3 (0.4%) 6 (0.1%) 19 (0.2%) 

Leve 2 (0.1%) 0 (0%) 0 (0%) 2 (0.1%) 0 (0%) 0 (0%) 1 (0.1%) 7 (0.1%) 12 (0.1%) 

Ninguna 
535 

(37.6%) 
414 

(78.7%) 
1 (1.1%) 

927 
(42.7%) 

59 (96.7%) 
190 

(61.5%) 
341 

(46.2%) 
2053 (42.9%) 

4520 
(44.7%) 

SD 
883 

(62.1%) 
109 

(20.7%) 
92 

(98.9%) 
1235 

(56.9%) 
2 (3.3%) 

118 
(38.2%) 

389 
(52.7%) 

2705 (56.6%) 
5533 

(54.8%) 

Moderada 0 (0%) 1 (0.2%) 0 (0%) 3 (0.1%) 0 (0%) 0 (0%) 4 (0.5%) 10 (0.2%) 18 (0.2%) 

METODOLOGIA_ 
CAPTACION 

BAI 
537 

(37.8%) 
411 

(78.1%) 
1 (1.1%) 

924 
(42.5%) 

59 (96.7%) 
191 

(61.8%) 
346 

(46.9%) 
2043 (42.7%) 

4512 
(44.7%) 

BTS. 2 (0.1%) 5 (1.0%) 0 (0%) 8 (0.4%) 0 (0%) 0 (0%) 1 (0.1%) 26 (0.5%) 42 (0.4%) 



 

 

Variable categoría 
Curado 

(N=1422) 

Descarta
do 

(N=526) 

Excluido 
RR 

(N=93) 

Fallecido 
(N=2172) 

Fracaso 
(N=61) 

No 
Evaluado 
(N=309) 

Pérdida 
(N=738) 

Tratamiento 
Terminado 
(N=4781) 

Overall 
(N=10102) 

SD 
883 

(62.1%) 
109 

(20.7%) 
92 

(98.9%) 
1239 

(57.0%) 
2 (3.3%) 

118 
(38.2%) 

391 
(53.0%) 

2709 (56.7%) 
5543 

(54.9%) 

Contactos 0 (0%) 1 (0.2%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 3 (0.1%) 4 (0.0%) 

CNE 0 (0%) 0 (0%) 0 (0%) 1 (0.0%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 1 (0.0%) 

PERTENENCIA_ 
ETNICA 

Indígena 13 (0.9%) 2 (0.4%) 1 (1.1%) 36 (1.7%) 1 (1.6%) 13 (4.2%) 22 (3.0%) 65 (1.4%) 153 (1.5%) 

Negro, 
Mulato, 

Afrocolombia
no 

8 (0.6%) 2 (0.4%) 3 (3.2%) 13 (0.6%) 1 (1.6%) 5 (1.6%) 12 (1.6%) 38 (0.8%) 82 (0.8%) 

Otro 
1400 

(98.5%) 
520 

(98.9%) 
89 

(95.7%) 
2120 

(97.6%) 
59 (96.7%) 

291 
(94.2%) 

702 
(95.1%) 

4665 (97.6%) 
9846 

(97.5%) 

Room 
(Gitano) 

1 (0.1%) 1 (0.2%) 0 (0%) 2 (0.1%) 0 (0%) 0 (0%) 1 (0.1%) 8 (0.2%) 13 (0.1%) 

Raizal 0 (0%) 1 (0.2%) 0 (0%) 1 (0.0%) 0 (0%) 0 (0%) 1 (0.1%) 4 (0.1%) 7 (0.1%) 

Palenquero 0 (0%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 1 (0.0%) 1 (0.0%) 

gp_discapa 
NO 

1407 
(98.9%) 

518 
(98.5%) 

91 
(97.8%) 

2133 
(98.2%) 

61 (100%) 
305 

(98.7%) 
733 

(99.3%) 
4719 (98.7%) 

9967 
(98.7%) 

SI 15 (1.1%) 8 (1.5%) 2 (2.2%) 39 (1.8%) 0 (0%) 4 (1.3%) 5 (0.7%) 62 (1.3%) 135 (1.3%) 

gp_desplaz 
NO 

1409 
(99.1%) 

525 
(99.8%) 

91 
(97.8%) 

2160 
(99.4%) 

60 (98.4%) 
303 

(98.1%) 
722 

(97.8%) 
4753 (99.4%) 

10023 
(99.2%) 

SI 13 (0.9%) 1 (0.2%) 2 (2.2%) 12 (0.6%) 1 (1.6%) 6 (1.9%) 16 (2.2%) 28 (0.6%) 79 (0.8%) 

gp_migrant 

NO 
1366 

(96.1%) 
489 

(93.0%) 
91 

(97.8%) 
2065 

(95.1%) 
56 (91.8%) 

266 
(86.1%) 

663 
(89.8%) 

4583 (95.9%) 
9579 

(94.8%) 

SI 56 (3.9%) 37 (7.0%) 2 (2.2%) 
107 

(4.9%) 
5 (8.2%) 43 (13.9%) 

75 
(10.2%) 

198 (4.1%) 523 (5.2%) 

gp_carcela 

NO 
1321 

(92.9%) 
519 

(98.7%) 
92 

(98.9%) 
2144 

(98.7%) 
59 (96.7%) 

300 
(97.1%) 

706 
(95.7%) 

4622 (96.7%) 
9763 

(96.6%) 

SI 
101 

(7.1%) 
7 (1.3%) 1 (1.1%) 28 (1.3%) 2 (3.3%) 9 (2.9%) 32 (4.3%) 159 (3.3%) 339 (3.4%) 

gp_gestan 
NO 

1417 
(99.6%) 

526 
(100%) 

93 
(100%) 

2170 
(99.9%) 

61 (100%) 
307 

(99.4%) 
734 

(99.5%) 
4774 (99.9%) 

10082 
(99.8%) 

SI 5 (0.4%) 0 (0%) 0 (0%) 2 (0.1%) 0 (0%) 2 (0.6%) 4 (0.5%) 7 (0.1%) 20 (0.2%) 

gp_indigen 

NO 
1374 

(96.6%) 
512 

(97.3%) 
80 

(86.0%) 
2038 

(93.8%) 
56 (91.8%) 

302 
(97.7%) 

534 
(72.4%) 

4665 (97.6%) 
9561 

(94.6%) 

SI 48 (3.4%) 14 (2.7%) 
13 

(14.0%) 
134 

(6.2%) 
5 (8.2%) 7 (2.3%) 

204 
(27.6%) 

116 (2.4%) 541 (5.4%) 

gp_pobicbf 
NO 

1420 
(99.9%) 

525 
(99.8%) 

93 
(100%) 

2170 
(99.9%) 

61 (100%) 
309 

(100%) 
736 

(99.7%) 
4774 (99.9%) 

10088 
(99.9%) 

SI 2 (0.1%) 1 (0.2%) 0 (0%) 2 (0.1%) 0 (0%) 0 (0%) 2 (0.3%) 7 (0.1%) 14 (0.1%) 

gp_psiquia 
NO 

1422 
(100%) 

526 
(100%) 

93 
(100%) 

2168 
(99.8%) 

61 (100%) 
309 

(100%) 
734 

(99.5%) 
4778 (99.9%) 

10091 
(99.9%) 

SI 0 (0%) 0 (0%) 0 (0%) 4 (0.2%) 0 (0%) 0 (0%) 4 (0.5%) 3 (0.1%) 11 (0.1%) 

gp_vic_vio 
NO 

1421 
(99.9%) 

526 
(100%) 

93 
(100%) 

2169 
(99.9%) 

61 (100%) 
308 

(99.7%) 
734 

(99.5%) 
4774 (99.9%) 

10086 
(99.8%) 

SI 1 (0.1%) 0 (0%) 0 (0%) 3 (0.1%) 0 (0%) 1 (0.3%) 4 (0.5%) 7 (0.1%) 16 (0.2%) 

trabajador_ salud NO 1397 515 88 2163 59 (96.7%) 306 730 4640 (97.1%) 9898 



 

 

Variable categoría 
Curado 

(N=1422) 

Descarta
do 

(N=526) 

Excluido 
RR 

(N=93) 

Fallecido 
(N=2172) 

Fracaso 
(N=61) 

No 
Evaluado 
(N=309) 

Pérdida 
(N=738) 

Tratamiento 
Terminado 
(N=4781) 

Overall 
(N=10102) 

(98.2%) (97.9%) (94.6%) (99.6%) (99.0%) (98.9%) (98.0%) 

SI 25 (1.8%) 11 (2.1%) 5 (5.4%) 9 (0.4%) 2 (3.3%) 3 (1.0%) 8 (1.1%) 141 (2.9%) 204 (2.0%) 

gp_otros 

NO 
176 

(12.4%) 
50 (9.5%) 9 (9.7%) 

234 
(10.8%) 

10 (16.4%) 52 (16.8%) 
247 

(33.5%) 
433 (9.1%) 

1211 
(12.0%) 

SI 
1246 

(87.6%) 
476 

(90.5%) 
84 

(90.3%) 
1938 

(89.2%) 
51 (83.6%) 

257 
(83.2%) 

491 
(66.5%) 

4348 (90.9%) 
8891 

(88.0%) 

LOC_RES 

1 48 (3.4%) 29 (5.5%) 7 (7.5%) 61 (2.8%) 2 (3.3%) 14 (4.5%) 17 (2.3%) 217 (4.5%) 395 (3.9%) 

10 
113 

(7.9%) 
38 (7.2%) 

11 
(11.8%) 

138 
(6.4%) 

3 (4.9%) 19 (6.1%) 55 (7.5%) 359 (7.5%) 736 (7.3%) 

11 
155 

(10.9%) 
64 

(12.2%) 
3 (3.2%) 

194 
(8.9%) 

6 (9.8%) 27 (8.7%) 54 (7.3%) 487 (10.2%) 990 (9.8%) 

12 29 (2.0%) 15 (2.9%) 1 (1.1%) 29 (1.3%) 0 (0%) 7 (2.3%) 10 (1.4%) 81 (1.7%) 172 (1.7%) 

13 10 (0.7%) 5 (1.0%) 1 (1.1%) 32 (1.5%) 2 (3.3%) 4 (1.3%) 6 (0.8%) 73 (1.5%) 133 (1.3%) 

14 32 (2.3%) 6 (1.1%) 5 (5.4%) 55 (2.5%) 4 (6.6%) 6 (1.9%) 44 (6.0%) 100 (2.1%) 252 (2.5%) 

15 8 (0.6%) 9 (1.7%) 2 (2.2%) 42 (1.9%) 0 (0%) 2 (0.6%) 24 (3.3%) 62 (1.3%) 149 (1.5%) 

16 96 (6.8%) 14 (2.7%) 3 (3.2%) 70 (3.2%) 1 (1.6%) 6 (1.9%) 28 (3.8%) 143 (3.0%) 361 (3.6%) 

17 6 (0.4%) 1 (0.2%) 2 (2.2%) 12 (0.6%) 0 (0%) 1 (0.3%) 4 (0.5%) 14 (0.3%) 40 (0.4%) 

18 
129 

(9.1%) 
14 (2.7%) 7 (7.5%) 

115 
(5.3%) 

2 (3.3%) 7 (2.3%) 39 (5.3%) 347 (7.3%) 660 (6.5%) 

19 80 (5.6%) 35 (6.7%) 7 (7.5%) 
141 

(6.5%) 
2 (3.3%) 10 (3.2%) 71 (9.6%) 321 (6.7%) 667 (6.6%) 

2 17 (1.2%) 9 (1.7%) 2 (2.2%) 31 (1.4%) 0 (0%) 4 (1.3%) 14 (1.9%) 61 (1.3%) 138 (1.4%) 

3 39 (2.7%) 9 (1.7%) 5 (5.4%) 59 (2.7%) 0 (0%) 13 (4.2%) 45 (6.1%) 118 (2.5%) 288 (2.9%) 

4 59 (4.1%) 25 (4.8%) 6 (6.5%) 
119 

(5.5%) 
1 (1.6%) 8 (2.6%) 25 (3.4%) 250 (5.2%) 493 (4.9%) 

5 36 (2.5%) 14 (2.7%) 2 (2.2%) 90 (4.1%) 0 (0%) 2 (0.6%) 20 (2.7%) 171 (3.6%) 335 (3.3%) 

6 18 (1.3%) 8 (1.5%) 0 (0%) 55 (2.5%) 0 (0%) 2 (0.6%) 19 (2.6%) 102 (2.1%) 204 (2.0%) 

7 
118 

(8.3%) 
30 (5.7%) 3 (3.2%) 93 (4.3%) 4 (6.6%) 7 (2.3%) 36 (4.9%) 286 (6.0%) 577 (5.7%) 

8 
164 

(11.5%) 
53 

(10.1%) 
5 (5.4%) 

171 
(7.9%) 

6 (9.8%) 20 (6.5%) 59 (8.0%) 426 (8.9%) 904 (8.9%) 

9 84 (5.9%) 20 (3.8%) 3 (3.2%) 48 (2.2%) 3 (4.9%) 7 (2.3%) 10 (1.4%) 145 (3.0%) 320 (3.2%) 

FDB 
152 

(10.7%) 
111 

(21.1%) 
13 

(14.0%) 
509 

(23.4%) 
19 (31.1%) 

131 
(42.4%) 

82 
(11.1%) 

925 (19.3%) 
1942 

(19.2%) 

Sin Dato 29 (2.0%) 17 (3.2%) 5 (5.4%) 
105 

(4.8%) 
6 (9.8%) 12 (3.9%) 

75 
(10.2%) 

93 (1.9%) 342 (3.4%) 

20 0 (0%) 0 (0%) 0 (0%) 3 (0.1%) 0 (0%) 0 (0%) 1 (0.1%) 0 (0%) 4 (0.0%) 

LOC_DX 

1 
105 

(7.4%) 
121 

(23.0%) 
8 (8.6%) 

225 
(10.4%) 

12 (19.7%) 42 (13.6%) 68 (9.2%) 630 (13.2%) 
1211 

(12.0%) 

10 69 (4.9%) 22 (4.2%) 4 (4.3%) 65 (3.0%) 0 (0%) 14 (4.5%) 38 (5.1%) 159 (3.3%) 371 (3.7%) 

11 
101 

(7.1%) 
16 (3.0%) 2 (2.2%) 75 (3.5%) 1 (1.6%) 12 (3.9%) 19 (2.6%) 212 (4.4%) 438 (4.3%) 

12 57 (4.0%) 9 (1.7%) 1 (1.1%) 77 (3.5%) 4 (6.6%) 7 (2.3%) 32 (4.3%) 186 (3.9%) 373 (3.7%) 

13 
103 

(7.2%) 
68 

(12.9%) 
9 (9.7%) 

215 
(9.9%) 

5 (8.2%) 38 (12.3%) 26 (3.5%) 553 (11.6%) 
1017 

(10.1%) 

14 117 48 (9.1%) 9 (9.7%) 302 4 (6.6%) 34 (11.0%) 74 555 (11.6%) 1143 



 

 

Variable categoría 
Curado 

(N=1422) 

Descarta
do 

(N=526) 

Excluido 
RR 

(N=93) 

Fallecido 
(N=2172) 

Fracaso 
(N=61) 

No 
Evaluado 
(N=309) 

Pérdida 
(N=738) 

Tratamiento 
Terminado 
(N=4781) 

Overall 
(N=10102) 

(8.2%) (13.9%) (10.0%) (11.3%) 

15 75 (5.3%) 17 (3.2%) 
10 

(10.8%) 
202 

(9.3%) 
2 (3.3%) 22 (7.1%) 

135 
(18.3%) 

312 (6.5%) 775 (7.7%) 

16 78 (5.5%) 4 (0.8%) 2 (2.2%) 5 (0.2%) 0 (0%) 1 (0.3%) 13 (1.8%) 49 (1.0%) 152 (1.5%) 

17 5 (0.4%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 2 (0.3%) 2 (0.0%) 9 (0.1%) 

18 96 (6.8%) 25 (4.8%) 4 (4.3%) 
104 

(4.8%) 
2 (3.3%) 4 (1.3%) 31 (4.2%) 320 (6.7%) 586 (5.8%) 

19 35 (2.5%) 7 (1.3%) 6 (6.5%) 65 (3.0%) 0 (0%) 0 (0%) 35 (4.7%) 81 (1.7%) 229 (2.3%) 

2 
141 

(9.9%) 
75 

(14.3%) 
16 

(17.2%) 
234 

(10.8%) 
8 (13.1%) 65 (21.0%) 56 (7.6%) 678 (14.2%) 

1273 
(12.6%) 

3 16 (1.1%) 2 (0.4%) 2 (2.2%) 13 (0.6%) 0 (0%) 1 (0.3%) 25 (3.4%) 35 (0.7%) 94 (0.9%) 

4 98 (6.9%) 32 (6.1%) 7 (7.5%) 
260 

(12.0%) 
10 (16.4%) 38 (12.3%) 58 (7.9%) 448 (9.4%) 951 (9.4%) 

5 6 (0.4%) 0 (0%) 0 (0%) 1 (0.0%) 0 (0%) 0 (0%) 2 (0.3%) 14 (0.3%) 23 (0.2%) 

6 39 (2.7%) 22 (4.2%) 9 (9.7%) 
122 

(5.6%) 
0 (0%) 1 (0.3%) 33 (4.5%) 135 (2.8%) 361 (3.6%) 

7 48 (3.4%) 1 (0.2%) 0 (0%) 5 (0.2%) 0 (0%) 1 (0.3%) 11 (1.5%) 36 (0.8%) 102 (1.0%) 

8 
162 

(11.4%) 
54 

(10.3%) 
3 (3.2%) 

179 
(8.2%) 

7 (11.5%) 20 (6.5%) 63 (8.5%) 318 (6.7%) 806 (8.0%) 

9 66 (4.6%) 3 (0.6%) 1 (1.1%) 18 (0.8%) 6 (9.8%) 9 (2.9%) 15 (2.0%) 51 (1.1%) 169 (1.7%) 

Sin Dato 5 (0.4%) 0 (0%) 0 (0%) 5 (0.2%) 0 (0%) 0 (0%) 2 (0.3%) 7 (0.1%) 19 (0.2%) 

LOCALIZACION_ 
EXTRA 

Genitourinari
a 

1 (0.1%) 0 (0%) 0 (0%) 7 (0.3%) 1 (1.6%) 4 (1.3%) 0 (0%) 70 (1.5%) 83 (0.8%) 

NA 
1418 

(99.7%) 
292 

(55.5%) 
72 

(77.4%) 
1446 

(66.6%) 
49 (80.3%) 

195 
(63.1%) 

567 
(76.8%) 

2901 (60.7%) 
6940 

(68.7%) 

Pleural 3 (0.2%) 51 (9.7%) 5 (5.4%) 
182 

(8.4%) 
1 (1.6%) 36 (11.7%) 46 (6.2%) 699 (14.6%) 

1023 
(10.1%) 

Cutanea 0 (0%) 7 (1.3%) 0 (0%) 5 (0.2%) 0 (0%) 1 (0.3%) 3 (0.4%) 33 (0.7%) 49 (0.5%) 

Ganglionar 0 (0%) 13 (2.5%) 5 (5.4%) 42 (1.9%) 2 (3.3%) 12 (3.9%) 34 (4.6%) 258 (5.4%) 366 (3.6%) 

Intestinal 0 (0%) 4 (0.8%) 1 (1.1%) 26 (1.2%) 1 (1.6%) 2 (0.6%) 2 (0.3%) 46 (1.0%) 82 (0.8%) 

Meningea 0 (0%) 
134 

(25.5%) 
4 (4.3%) 

315 
(14.5%) 

4 (6.6%) 35 (11.3%) 52 (7.0%) 304 (6.4%) 848 (8.4%) 

Osteoarticula
r 

0 (0%) 3 (0.6%) 3 (3.2%) 21 (1.0%) 1 (1.6%) 17 (5.5%) 13 (1.8%) 151 (3.2%) 209 (2.1%) 

Otro 0 (0%) 12 (2.3%) 1 (1.1%) 62 (2.9%) 2 (3.3%) 3 (1.0%) 8 (1.1%) 135 (2.8%) 223 (2.2%) 

Pericardica 0 (0%) 3 (0.6%) 0 (0%) 19 (0.9%) 0 (0%) 3 (1.0%) 6 (0.8%) 80 (1.7%) 111 (1.1%) 

Peritoneal 0 (0%) 6 (1.1%) 2 (2.2%) 44 (2.0%) 0 (0%) 1 (0.3%) 5 (0.7%) 90 (1.9%) 148 (1.5%) 

Renal 0 (0%) 1 (0.2%) 0 (0%) 2 (0.1%) 0 (0%) 0 (0%) 2 (0.3%) 14 (0.3%) 19 (0.2%) 

Laringea 0 (0%) 0 (0%) 0 (0%) 1 (0.0%) 0 (0%) 0 (0%) 0 (0%) 0 (0%) 1 (0.0%) 
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Anexo 7. Tabla de análisis Bivariado condición de egreso pérdida del seguimiento y 
determinantes sociales en salud. 

 

En la tabla se encuentra la distribución porcentual entre la pérdida de seguimiento y el resto 
de las variables del conjunto de datos generado con Rstudio.   

 

Variable Categoría 
NO 

(N=9364) 
SI 

(N=738) 
Overall 

(N=10102) 

INGRESO_TTO 

NO 397 (4.2%) 36 (4.9%) 433 (4.3%) 

SI 
8967 

(95.8%) 
702 (95.1%) 9669 (95.7%) 

SEXO 

F 
3215 

(34.3%) 
200 (27.1%) 3415 (33.8%) 

M 
6149 

(65.7%) 
538 (72.9%) 6687 (66.2%) 

EDAD 

Mean (SD) 51.0 (21.7) 40.8 (18.0) 50.3 (21.6) 

Median [Min, Max] 52.0 [0, 109] 
36.0 [0, 

91.0] 
50.0 [0, 109] 

REGIMEN_AFILIACION 

C - CONTRIBUTIVO 
5375 

(57.4%) 
224 (30.4%) 5599 (55.4%) 

E - ESPECIAL 488 (5.2%) 28 (3.8%) 516 (5.1%) 

N - NO ASEGURADO 535 (5.7%) 134 (18.2%) 669 (6.6%) 

P - EXCEPCION 223 (2.4%) 7 (0.9%) 230 (2.3%) 

S - SUBSIDIADO 
2743 

(29.3%) 
345 (46.7%) 3088 (30.6%) 

TIPO_TB 

EXTRAPULMONAR 
2991 

(31.9%) 
171 (23.2%) 3162 (31.3%) 

PULMONAR 
6373 

(68.1%) 
567 (76.8%) 6940 (68.7%) 

CONDICION_INGRESO 

NUEVO 
8849 

(94.5%) 
588 (79.7%) 9437 (93.4%) 

OTROS PREVIAMENTE 
TRATADOS 

269 (2.9%) 48 (6.5%) 317 (3.1%) 

REINGRESO TRAS 
FRACASO 

19 (0.2%) 6 (0.8%) 25 (0.2%) 

REINGRESO TRAS 
PÉRDIDA EN EL 
SEGUIMIENTO 

132 (1.4%) 82 (11.1%) 214 (2.1%) 

REINGRESO TRAS 
RECAIDA 

94 (1.0%) 14 (1.9%) 108 (1.1%) 

REMITIDO 1 (0.0%) 0 (0%) 1 (0.0%) 

CONDICION_VIH 

DESCONOCIDO 507 (5.4%) 54 (7.3%) 561 (5.6%) 

NEGATIVO 
7100 

(75.8%) 
445 (60.3%) 7545 (74.7%) 

POSITIVO 
1757 

(18.8%) 
239 (32.4%) 1996 (19.8%) 

RESULTADO_BK_RECOD 

NEGATIVO 
5073 

(54.2%) 
378 (51.2%) 5451 (54.0%) 

NO REALIZADO 
1346 

(14.4%) 
64 (8.7%) 1410 (14.0%) 

POSITIVO 
2819 

(30.1%) 
289 (39.2%) 3108 (30.8%) 

SD 126 (1.3%) 7 (0.9%) 133 (1.3%) 

RESULTADO_CULTIVO_REC NEGATIVO 2859 226 (30.6%) 3085 (30.5%) 
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Variable Categoría 
NO 

(N=9364) 
SI 

(N=738) 
Overall 

(N=10102) 

OD (30.5%) 

NO REALIZADO 
2134 

(22.8%) 
134 (18.2%) 2268 (22.5%) 

POSITIVO 
3834 

(40.9%) 
338 (45.8%) 4172 (41.3%) 

SD 537 (5.7%) 40 (5.4%) 577 (5.7%) 

RESULTADO_PRUEBA_MOL_
RECOD 

NEGATIVO 
1433 

(15.3%) 
92 (12.5%) 1525 (15.1%) 

NO INTERPRETABLE 4 (0.0%) 0 (0%) 4 (0.0%) 

NO REALIZADO 42 (0.4%) 3 (0.4%) 45 (0.4%) 

POSITIVO 
4192 

(44.8%) 
379 (51.4%) 4571 (45.2%) 

SD 
3693 

(39.4%) 
264 (35.8%) 3957 (39.2%) 

PRUEBA_SUSCEPTIBILIDAD_
FARMACOS 

BACTEC MGIT 258 (2.8%) 13 (1.8%) 271 (2.7%) 

LIPA 872 (9.3%) 99 (13.4%) 971 (9.6%) 

NO REALIZADA 
4914 

(52.5%) 
321 (43.5%) 5235 (51.8%) 

PCR EN TIEMPO REAL 
3320 

(35.5%) 
305 (41.3%) 3625 (35.9%) 

FARMACORRESISTENCIA 

Isoniacida 87 (0.9%) 1 (0.1%) 88 (0.9%) 

MDR 20 (0.2%) 0 (0%) 20 (0.2%) 

Monoresistencia 4 (0.0%) 1 (0.1%) 5 (0.0%) 

Ninguna 
4477 

(47.8%) 
421 (57.0%) 4898 (48.5%) 

NO REALIZADA 
4723 

(50.4%) 
313 (42.4%) 5036 (49.9%) 

Poliresistente 1 (0.0%) 0 (0%) 1 (0.0%) 

RR 52 (0.6%) 2 (0.3%) 54 (0.5%) 

Alcoholismo 
NO 

9335 
(99.7%) 

734 (99.5%) 
10069 

(99.7%) 

SI 29 (0.3%) 4 (0.5%) 33 (0.3%) 

Cancer 
NO 

8830 
(94.3%) 

710 (96.2%) 9540 (94.4%) 

SI 534 (5.7%) 28 (3.8%) 562 (5.6%) 

Cardiovascular 
NO 

9342 
(99.8%) 

738 (100%) 
10080 

(99.8%) 

SI 22 (0.2%) 0 (0%) 22 (0.2%) 

Consumidor_SPA 
NO 

9289 
(99.2%) 

689 (93.4%) 9978 (98.8%) 

SI 75 (0.8%) 49 (6.6%) 124 (1.2%) 

Desnutricion 

NO 
7766 

(82.9%) 
576 (78.0%) 8342 (82.6%) 

SI 
1598 

(17.1%) 
162 (22.0%) 1760 (17.4%) 

Diabetes 
NO 

8498 
(90.8%) 

698 (94.6%) 9196 (91.0%) 

SI 866 (9.2%) 40 (5.4%) 906 (9.0%) 

Enf_Mental 
NO 

9357 
(99.9%) 

734 (99.5%) 
10091 

(99.9%) 

SI 7 (0.1%) 4 (0.5%) 11 (0.1%) 

Enf_Autoinmune 
NO 

9124 
(97.4%) 

723 (98.0%) 9847 (97.5%) 

SI 240 (2.6%) 15 (2.0%) 255 (2.5%) 

Enf_Hepatica NO 
9212 

(98.4%) 
728 (98.6%) 9940 (98.4%) 
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Variable Categoría 
NO 

(N=9364) 
SI 

(N=738) 
Overall 

(N=10102) 

SI 152 (1.6%) 10 (1.4%) 162 (1.6%) 

Enf_Renal 
NO 

8579 
(91.6%) 

707 (95.8%) 9286 (91.9%) 

SI 785 (8.4%) 31 (4.2%) 816 (8.1%) 

EPOC 

NO 
8328 

(88.9%) 
692 (93.8%) 9020 (89.3%) 

SI 
1036 

(11.1%) 
46 (6.2%) 1082 (10.7%) 

Silicosis 
NO 

9234 
(98.6%) 

731 (99.1%) 9965 (98.6%) 

SI 130 (1.4%) 7 (0.9%) 137 (1.4%) 

Tabaquismo 
NO 

9297 
(99.3%) 

726 (98.4%) 
10023 

(99.2%) 

SI 67 (0.7%) 12 (1.6%) 79 (0.8%) 

Hipotiroidismo 

NO 
8348 

(89.2%) 
667 (90.4%) 9015 (89.2%) 

SI 
1016 

(10.9%) 
71 (9.6%) 1087 (10.8%) 

Otra_Enf 
NO 

8370 
(89.4%) 

658 (89.2%) 9028 (89.4%) 

SI 994 (10.6%) 80 (10.8%) 1074 (10.6%) 

MODALIDAD_TDO 

No evaluado 
5176 

(55.3%) 
396 (53.7%) 5572 (55.2%) 

TDO comunitario 61 (0.7%) 6 (0.8%) 67 (0.7%) 

TDO domiciliario 53 (0.6%) 3 (0.4%) 56 (0.6%) 

TDO en IPS 
3142 

(33.6%) 
271 (36.7%) 3413 (33.8%) 

TDO EN IPS 65 (0.7%) 3 (0.4%) 68 (0.7%) 

TDO hospitalario 740 (7.9%) 51 (6.9%) 791 (7.8%) 

TDO virtual 127 (1.4%) 8 (1.1%) 135 (1.3%) 

PROGRAMAS_PROTECC_SO
CIAL 

Cuenta con varios 
subsidios de apoyo 

42 (0.4%) 9 (1.2%) 51 (0.5%) 

No aplica a subsidios 
1965 

(21.0%) 
145 (19.6%) 2110 (20.9%) 

No evaluado 
5152 

(55.0%) 
391 (53.0%) 5543 (54.9%) 

No recibe ninguno 
2065 

(22.1%) 
173 (23.4%) 2238 (22.2%) 

Subsidio alimentario 79 (0.8%) 14 (1.9%) 93 (0.9%) 

Subsidio de desempleo 3 (0.0%) 0 (0%) 3 (0.0%) 

Subsidio de transporte 2 (0.0%) 0 (0%) 2 (0.0%) 

Subsidio de vivienda 26 (0.3%) 4 (0.5%) 30 (0.3%) 

Subsidio educativo 7 (0.1%) 0 (0%) 7 (0.1%) 

Subsidio monetario 23 (0.2%) 2 (0.3%) 25 (0.2%) 

REACCIONES_ADVERSAS_T
TO 

Grave 16 (0.2%) 3 (0.4%) 19 (0.2%) 

Leve 11 (0.1%) 1 (0.1%) 12 (0.1%) 

Moderada 14 (0.1%) 4 (0.5%) 18 (0.2%) 

Ninguna 
4179 

(44.6%) 
341 (46.2%) 4520 (44.7%) 

SD 
5144 

(54.9%) 
389 (52.7%) 5533 (54.8%) 

METODOLOGIA_CAPTACION 

BAI 
4166 

(44.5%) 
346 (46.9%) 4512 (44.7%) 

Busqueda trabajador 
salud. 

41 (0.4%) 1 (0.1%) 42 (0.4%) 

Durante estudio de 4 (0.0%) 0 (0%) 4 (0.0%) 
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Variable Categoría 
NO 

(N=9364) 
SI 

(N=738) 
Overall 

(N=10102) 

contactos 

Remitido por CNE 1 (0.0%) 0 (0%) 1 (0.0%) 

SD 
5152 

(55.0%) 
391 (53.0%) 5543 (54.9%) 

PERTENENCIA_ETNICA 

INDIGENA 131 (1.4%) 22 (3.0%) 153 (1.5%) 

NEGRO, MULATO, 
AFROCOLOMBIANO 

70 (0.7%) 12 (1.6%) 82 (0.8%) 

OTRO 
9144 

(97.7%) 
702 (95.1%) 9846 (97.5%) 

PALENQUERO 1 (0.0%) 0 (0%) 1 (0.0%) 

RAIZAL 6 (0.1%) 1 (0.1%) 7 (0.1%) 

ROOM (GITANO) 12 (0.1%) 1 (0.1%) 13 (0.1%) 

gp_discapa 
NO 

9234 
(98.6%) 

733 (99.3%) 9967 (98.7%) 

SI 130 (1.4%) 5 (0.7%) 135 (1.3%) 

gp_desplaz 
NO 

9301 
(99.3%) 

722 (97.8%) 
10023 

(99.2%) 

SI 63 (0.7%) 16 (2.2%) 79 (0.8%) 

gp_migrant 
NO 

8916 
(95.2%) 

663 (89.8%) 9579 (94.8%) 

SI 448 (4.8%) 75 (10.2%) 523 (5.2%) 

gp_carcela 
NO 

9057 
(96.7%) 

706 (95.7%) 9763 (96.6%) 

SI 307 (3.3%) 32 (4.3%) 339 (3.4%) 

gp_gestan 
NO 

9348 
(99.8%) 

734 (99.5%) 
10082 

(99.8%) 

SI 16 (0.2%) 4 (0.5%) 20 (0.2%) 

gp_indigen 
NO 

9027 
(96.4%) 

534 (72.4%) 9561 (94.6%) 

SI 337 (3.6%) 204 (27.6%) 541 (5.4%) 

gp_pobicbf 
NO 

9352 
(99.9%) 

736 (99.7%) 
10088 

(99.9%) 

SI 12 (0.1%) 2 (0.3%) 14 (0.1%) 

gp_psiquia 
NO 

9357 
(99.9%) 

734 (99.5%) 
10091 

(99.9%) 

SI 7 (0.1%) 4 (0.5%) 11 (0.1%) 

gp_vic_vio 
NO 

9352 
(99.9%) 

734 (99.5%) 
10086 

(99.8%) 

SI 12 (0.1%) 4 (0.5%) 16 (0.2%) 

trabajador_salud 
NO 

9168 
(97.9%) 

730 (98.9%) 9898 (98.0%) 

SI 196 (2.1%) 8 (1.1%) 204 (2.0%) 

gp_otros 

NO 964 (10.3%) 247 (33.5%) 1211 (12.0%) 

SI 
8400 

(89.7%) 
491 (66.5%) 8891 (88.0%) 

LOC_RES 

CO 
1701 

(18.2%) 
181 (24.5%) 1882 (18.6%) 

FDB 
1860 

(19.9%) 
82 (11.1%) 1942 (19.2%) 

NORTE 
2408 

(25.7%) 
156 (21.1%) 2564 (25.4%) 

Sin Dato 267 (2.9%) 75 (10.2%) 342 (3.4%) 

SO 
2029 

(21.7%) 
133 (18.0%) 2162 (21.4%) 

SUR 
1099 

(11.7%) 
111 (15.0%) 1210 (12.0%) 
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Variable Categoría 
NO 

(N=9364) 
SI 

(N=738) 
Overall 

(N=10102) 

LOC_DX 

CO 
3233 

(34.5%) 
325 (44.0%) 3558 (35.2%) 

NORTE 
4444 

(47.5%) 
239 (32.4%) 4683 (46.4%) 

Sin Dato 17 (0.2%) 2 (0.3%) 19 (0.2%) 

SO 
1127 

(12.0%) 
102 (13.8%) 1229 (12.2%) 

SUR 543 (5.8%) 70 (9.5%) 613 (6.1%) 

LOCALIZACION_EXTRA 

Cutanea 46 (0.5%) 3 (0.4%) 49 (0.5%) 

Ganglionar 332 (3.5%) 34 (4.6%) 366 (3.6%) 

Genitourinaria 82 (0.9%) 0 (0%) 82 (0.8%) 

Intestinal 80 (0.9%) 2 (0.3%) 82 (0.8%) 

Laringea 1 (0.0%) 0 (0%) 1 (0.0%) 

Meningea 796 (8.5%) 52 (7.0%) 848 (8.4%) 

NA 
6373 

(68.1%) 
567 (76.8%) 6940 (68.7%) 

Osteoarticular 196 (2.1%) 13 (1.8%) 209 (2.1%) 

Otro 215 (2.3%) 8 (1.1%) 223 (2.2%) 

Pericardica 105 (1.1%) 6 (0.8%) 111 (1.1%) 

Peritoneal 143 (1.5%) 5 (0.7%) 148 (1.5%) 

Pleural 977 (10.4%) 46 (6.2%) 1023 (10.1%) 

Renal 17 (0.2%) 2 (0.3%) 19 (0.2%) 

Vejiga 1 (0.0%) 0 (0%) 1 (0.0%) 

 

 


