Pontificia Universidad

JAVERIANA

Cali

MODELO DE APRENDIZAJE AUTOMATICO PARA LA SELECCION DE
ESTABILIZANTES UTILIZADOS EN LA GEOTECNIA DE SUELOS VIALES

Alvaro Pérez Nifio
Codigo: 8986470

Proyecto Aplicado para optar al titulo de
Magister en Ciencia de Datos

Julidn Gil Gonzalez
Director(a)

Jorge Armando Castro Escudero
Codirector(a)

FACULTAD DE INGENIERIA Y CIENCIAS
MAESTRIA EN CIENCIA DE DATOS
SANTIAGO DE CALI, DICIEMBRE 9 DE 2024



ly Pontificia Universida

dad
%, JAVERIANA
< Cali

TABLA DE CONTENIDO

Pag.

INTRODUGCCION ..ottt sttt sttt s bbb s s b e st eseaesetesesssssessss s s e s s 5
1. DEFINICION DEL PROBLEMA .......cuouvvetieeececaetete e sesesesaese e es e s st s s saesesesesesnssasaesesans 7
1.1.  PLANTEAMIENTO DEL PROBLEMAL.......cocvivevieeeieceeieteteeeeeeseeae e aeae e se s 7
1.2.  FORMULACION DEL PROBLEMA ......ocveveveecececececeeeceeeeeseeeeesese ettt sttt aeseaens 8
2. OBIJETIVOS DEL PROYECTO ....ovvvveveveteteteteteteteseeceesseses s esesesesesesasasesesesesesesesesesesesesesesessansnns 9
2.1, OBJETIVO GENERAL ....oovvveeeeeteteteteteteeeteeeeeaeesessseses et esesesesesesesesesesesesesesesessssssnsasssssnenans 9
2.2, OBJETIVOS ESPECIFICOS ......cuveveieieeececeeteeeeees s s seeesesssasse et s s nasae s s sesessanansesnsns 9
3. MARCO DE REFERENCIA ......oouveieieeteteteseeeeeeetete e teses st s s s s e s se st s s sasaesesesesesessnanaesenas 10
3.1, MARCO TEORICO ......cvieereceeeeteteeeseseaeeeae e sesessesaetesssesesenassesesesesesessssssesesesesenssasassesesasans 10
3.1.1  CONOCIMIENTOS DE LA INGENIERIA CIVILY GEOTECNIA .......coevereceerererereeecereererennans 10
3.1.2  CONOCIMEINTOS DE LA CIENCIA DE DATOS ....cvvivieeeeecrerereeeeesesesaesesesesessasaesesesenans 14
3.2, MARCO NORMATIVO ....ooouivieirereiieecectete e sesese e esasaese s st s esasssae s s s ses s sesesasans 28
3.3, ANTECEDENTES «..ouvuevieeevetetetetetete et teteseseseaesseess e s s s s esesesesesesssessseseseseseseseseseseasenanas 29
3.2.1  ESTABILIZACION DE SUELOS VIALES (Propiedades y Estabilizantes) ............c.c.ccou..... 29
3.2.2  ESTABILIZACION DE SUELOS VIALES Y EL APRENDIZAJE AUTOMATICO........ccccuevee.. 30
3.2.3  REFLEXIONES FINALES. .....cvcvevivieeececeeteteseeeeeecaesesesesesessaesesesesesesesssaesesesesessaseesesessans 32
4. DISENO INTEGRAL DE LA SOLUCION ......ovieceeecieteieeececeete ettt 33
5. RESUTADOS DE LA SOLUCION ....oouivvviiecececteteteteeeeeecee ettt essasaeae e en s s s s 37
5.1.  ENTENDIMIENTO DEL NEGOCIO .....couiuiveverieeececaeseeeseseeesesaesesesesesesesssaesesesesessassesesesssas 37
5.2. DISENO DEL MODELO DE APRENDIZAJE AUTOMATICO......cueveverieereceeieereeeeeeeeeeevennans 37
5.3.  DESARROLLO DE LA HERRAMIENTA INFORMATICA.......coovevirererereeeeeeeeeeeieeeeseseneeans 52
5.4. IMPLEMENTACION Y DESPLIEGUE DE LA APLICACION .....ccveveveveiereceereeeeeseeeceee e 63

6. CONCLUSIONES Y TRABAJOS FUTUROS .....eovvvrrreecereetetesesesessesaesesssesessesassesesssssesssanensenns 70
6.1, CONCLUSIONES .....ovvveeeeeceeeeteteteteseeeee et eses et st s s enasassesesssesessnssessesssesenssasessesesasans 70
6.2.  TRABAJOS FUTURODS......ooueeeeerereeieeececteteteteseesesaesese s sesessaesesesesesesssssaesesesesesssansssesasasans 71
7. REFERENCIAS BIBLIOGRAFICAS ......cvvvveieeecectetete ettt ss st se s s s s s aese s 73



Figura 1:
Figura 2:
Figura 3:
Figura 4:
Figura 5:
Figura 6:
Figura 7:
Figura 8:

Figura 9: Area Bajo la Curva (AUC-ROC), Fuente: propia

INDICE DE FIGURAS

Técnica de Regresion LOGistiCa - LR, FUENTE: PrOPIG...........eeeecueeeeesiieeeeiiieesiiieeesiieseseisteeesssseaesssssesssssnsssssseasens
Técnica de Mdquinas de vectores de soporte — SVM, Fuente: propia
Técnica de Arboles de Decisién — DT, Fuente: propia
Técnica de Random FOrest — RF, FUENTE: PIOPIQ ..........ccccueeeeecueeeeeiiieeeeiieeesiteeeesitsaeeisteeesasseaesssssasssssesssasseaeens
Técnica de K vecino mds cercano - KNN, FUENLE: PrOPIQ . ..........ceeeevveeeeiieeeeiiieeesciieeeeiieeessseaesssesssssssesesssseaeens
Técnica de Extra Trees Classifier - ETC, FUBNTE: PrOPIQl ..........c.eeeeeveeeeeeiieeeiiieeesiiiseeeiiesesssseaesssssssssssnasssssnasens
Extreme Gradient Boosting - XGBOOSt, FUENTE: PrOPIQ..........ccccuueeeeiuieeeeeiiseseiiieeesiieesesisesessisesasssssessssssesessseees
Matriz de confusion, Fuente: propia......................

Figura 10: Diagrama de flujo metodoldgico del desarrollo de la investigacion, Fuente: propia...........cccceeevveeeecivveenns
Figura 11: Caracterizacion de los suelo segun tipo de Estabilizacion, FUENLE: ProPiQ............ccceeeeecuveeesveeesiiiaeesiinannenns
Figura 12: Mapa de calor que muestre la correlacion entre caracteristicas, FUENte: PropiQ ............cceeceevvesveseeeveeneene.
Figura 13: Curvas de aprendizaje y validacion de los modelos de Clasificacion, Fuente: Propia

Figura 14: Comparacion de Matrices de Confusién entre los Modelos de Clasificacion, Fuente: propia

Figura 15: Comparacion de Métricas: precision, recall y f1-score, entre los Modelos de Clasificacion, Fuente: propia .. 47
Figura 16: Comparacion de Accuracy de Modelos de Clasificacion, FUente: propig.............c..ccecceceeceereeseesieeseeseeneenne 47
Figura 17: Modelo Ensemble para la Clasificacion de Estabilizantes, FUENTE: PrOPIQ..........ccccvevueeceereeriesieeieeieeieseeae 50
Figura 18: Comparacion de Resultados entre el Mejor Modelo Individual (Random Forest) y el Modelo Ensemble,

L LT a1 A= o) o o[ L PSP PPRPPPPPORE 51
Figura 19: Planeacion del desarrollo de la aplicacion, FUENTE: PrOPIQ ............ceeeeeeueeeesieseesteieeieeiiesieesie e 53
Figura 20: Disefio de la arquitectura de la aplicacion, FUENEE: PrOPiQ ............coceeeveeesueieseeriiiesieeieeesieeeiee et 54
Figura 21: Diagrama de contexto de la aplicacion SIPSE APP, FUENte: Propi.............c.coccueeeeeeneeesieeeniensieeesieenieeenieenane 55
Figura 22: Diagrama de contenedores de la aplicacion SIPSE APP, FUENLE: PrOPIQ .........c.ceeeueeeveeesieeesieeieeeeeeieeeeeeae 56
Figura 23: Diagrama de componentes de la aplicacion SIPSE APP, FUENEE: PrOPIQ ...........cccceeeveeeeeeeeneensieeeeenieeeieenae 58
Figura 24: Esquema de un sprint de desarrollo, FUENTE: PrOPIQ............cecueierueeeieieniieeiiiesieeeiee ettt

Figura 25:
Figura 26: Pruebas de integracion realizadas a la Aplicacion SISEP APP.

Pruebas unitarias realizadas a la Aplicacion SISEP APP ........

Figura 27: Pruebas de rendimiento realizadas a 1a APliICACION SISEP APP ...........eeeeeeeeeeeeeeeeeeeeeeeceeeeetieaeesceaaessvaaeeans 63

Figura 28:
Figura 29:
Figura 30:
Figura 31:

Integracion de los componentes y despliegue de la aplicacion de la Aplicacion, Fuente: propia.................... 64
Validacion de los Modelos con Nuevos datos de suelos, Fuente: propia
Resultados de la evaluacion a expertos temdticos, Fuente: propia ............

Resultados de la evaluacion a expertos técnicos, FUENTE: PrOPIQ ..............ueeeecueeeeeieeeeeecieeeeeceeeeeiieeeesiveeeeans




Tabla 1:
Tabla 2:
Tabla 3:
Tabla 4:
Tabla 5:
Tabla 6:
Tabla 7:
Tabla 8:
Tabla 9:

Tabla 10: Instrumento de evaluacion para expertos técnicos, Fuente: propia

INDICE DE TABLAS

Descripcion de propiedades de suelos y estabilizantes, Fuente: propia
Estadisticas descriptivas de los datos recopilados, Fuente: propia. ................
Caracteristicas finales seleccionadas para los modelos, Fuente: propia
Comparacion de los Modelos de Aprendizaje Supervisado Seleccionados, Fuente: propia
Hiperpardmetros optimos y mejor puntuacion de rendimiento, Fuente: propia............cceccveeeeecvreeeiveeeesciunnann.
Comparacion de la importancia de las caracteristicas en cada Modelo, Fuente: propia
Listado de Historias de usuario y Criterios de aceptacion, Fuente: propia ...........ccccecevveene..
Implementacion Técnica de los componetes de software de la aplicacion, Fuente: propia
Instrumento de evaluacion para expertos temdticos, Fuente: propia




INTRODUCCION

La geotecnia es la rama de la geologia que estudia la aplicacion de los principios geoldgicos en
la investigacidn de los geomateriales y que constituyen la corteza terrestre o capas superficiales que
hacen parte en el disefio, la construccidn y la explotacidén de proyectos de ingenieria civil, mientras
la ingenieria geotécnica, se enfoca en los materiales terrestres para construir infraestructuras y se
enfrenta a la complejidad de los suelos, cuyas propiedades Unicas influyen directamente en la
estabilidad y durabilidad de las estructuras. Esta complejidad conlleva desafios en la seleccidn de
estabilizantes para mejorar las propiedades del suelo, dado que métodos tradicionales requieren
un alto numero de ensayos los cuales pueden ser prolongados y costosos. La inteligencia artificial
(IA) surge como una soluciéon prometedora para este problema, ofreciendo una visién mas precisa
de las interacciones entre estabilizantes y suelos, optimizando la toma de decisiones en proyectos
de construccidon y mejorando la calidad de las estructuras viales.

La necesidad de resolver esta problematica radica en la demanda de herramientas mas
eficientes para la seleccién de estabilizantes, ya que los métodos convencionales presentan
limitaciones en la evaluacidon de la idoneidad de los suelos para soportar infraestructuras.
Implementar un modelo de aprendizaje automatico se presenta como una solucidén viable. Este
modelo se enfocd en recolectar y analizar datos sobre propiedades fisico-quimicas y mecanicas de
los suelos y estabilizantes aplicables a suelos viales, priorizando informacién de estudios de
laboratorio, y la utilizacidn de técnicas de aprendizaje supervisado para predecir la interaccion entre
los estabilizantes y los suelos.

Los resultados obtenidos incluyeron la creaciéon de un almacén de datos detallado sobre
propiedades de suelos y estabilizantes, la implementaciéon de un modelo de aprendizaje automatico
gue seleccione estabilizantes para fortalecer suelos usados en infraestructuras viales, y el desarrollo
de una herramienta informatica interactiva basada en este modelo de aprendizaje automatico para
asistir en la seleccién de estabilizantes segun las caracteristicas geotécnicas de los suelos
subrasantes.

La importancia de abordar esta problematica radica en mejorar la eficiencia en la toma de
decisiones de seleccion basada en datos en tiempo real de estabilizantes, optimizacién de recursos
y reduccion de costos en la construccion y mantenimiento de infraestructuras viales, y en minimizar
el impacto ambiental al utilizar materiales geotécnicos mas eficientes.

El alcance de este proyecto se limita al desarrollo e implementacion de un modelo de
aprendizaje automatico supervisado para la seleccion de estabilizantes en suelos viales, utilizando
propiedades fisicoquimicas y mecanicas de los suelos extraidas de estudios de laboratorio. La
herramienta informatica desarrollada esta disefiada para operar en un entorno controlado,



enfocado en la seleccidén 6ptima de estabilizantes segun las caracteristicas especificas de los datos
disponibles. Sin embargo, el proyecto presenta algunas limitaciones, como la dependencia de la
calidad y cantidad de los datos recolectados, lo que puede afectar la generalizacién del modelo a
otras regiones geograficas o tipos de suelo no contemplados en el estudio. Ademas, la validacién
de la herramienta informatica se realiza en ambientes simulados, por lo que su implementacién en
escenarios reales requerira ajustes adicionales y pruebas complementarias.



1. DEFINICION DEL PROBLEMA

1.1. PLANTEAMIENTO DEL PROBLEMA

La ingenieria geotécnica se centra en la investigacion y aplicacién de materiales de la tierra,
gue comprenden suelos, rocas y materiales geoldgicos intermedios [1]. Estos materiales juegan un
papel fundamental en numerosos campos de la ingenieria, abarcando desde la construccion de
carreteras, puentes, tuneles, redes de acueducto, hidroeléctricas entre otras estructuras [2]. El
suelo presenta uno de los comportamientos fisicos, mecdnicos y quimicos mas complejos en
comparacion con otros materiales de ingenieria. Esta complejidad se debe a la presencia de
multiples fases y propiedades variables que influyen directamente en su comportamiento. A
diferencia de otros materiales utilizados en construccién y manufactura, las caracteristicas del
suelo pueden tener un impacto significativo en la estabilidad y el rendimiento de las estructuras.
Su respuesta no lineal a factores como el contenido de agua y las condiciones ambientales hace
qgue sea esencial comprender estas complejidades para el disefo y construccién exitosa de
proyectos de ingenieria civil y geotécnica [3].

En este contexto, la variabilidad natural de los suelos revela que algunos carecen de las
propiedades ingenieriles esenciales para actuar como cimiento de estructuras civiles. Por tanto, se
hace necesario potenciar estas caracteristicas mediante diversas técnicas de estabilizacién con
propdsitos estructurales [10] [11]. La estabilizacion del suelo, vital en la ingenieria civil, puede
llevarse a cabo a través de métodos fisicos o quimicos, cuya eleccién depende de factores clave.
La estabilizacion quimica implica la incorporacién de compuestos como cal o cemento para
mejorar las propiedades del suelo, mientras que la estabilizacién fisica se centra en la
compactacion, mezcla o refuerzo del terreno [4]. La evaluacidon y establecimiento de la idoneidad
y eficacia de estos procesos de estabilizacidn requiere numerosos ensayos en laboratorio y en
campo, con largos periodos, recursos humanos y costos considerables. Cada tipo de suelo presenta
singularidades fisicas y quimicas, lo que exige optimizar la seleccién del proceso o producto de
estabilizacién y su dosificacion especifica para lograr mejoras, con el fin de tomar la decisién mas
adecuada en cuanto al estabilizante y su dosificacién [3].

La incorporacién de la inteligencia artificial (IA) en el campo de la ingenieria geotécnica se ha
convertido en una tendencia en constante crecimiento en los ultimos tiempos. Este enfoque ha
demostrado ser especialmente relevante debido a su capacidad para abordar los desafios clave en
la seleccidn de estabilizantes de suelos, lo que a su vez conduce a la reduccién de costos y tiempos
en proyectos de construccidn [5] [6]. En primer lugar, es fundamental destacar que la ingenieria
geotécnica involucra una variedad de factores complejos, como la composicion del suelo, las
condiciones ambientales y la naturaleza no lineal de los procesos geotécnicos. En este contexto,
los métodos de IA han demostrado su mérito al modelar y predecir relaciones no lineales



complejas entre estos factores, lo que resulta en una comprensién mas profunda y precisa de la
respuesta del suelo a los estabilizantes [3] [7] [8] [9].

Por otro lado, los métodos tradicionales, son valiosos, pero a menudo se ven limitados por
suposiciones simplificadas debido a la complejidad de los sistemas de materiales geotécnicos. En
contraste, la IA no requiere suposiciones iniciales sobre las relaciones entre variables de entrada y
salida, lo que la convierte en una herramienta versatil y poderosa para la seleccion de
estabilizantes [3] [7] [8] [9].

1.2. FORMULACION DEL PROBLEMA

Considerando la inteligencia artificial (IA) como una alternativa tecnoldgica sostenible en la
seleccion de estabilizantes para suelos estructurales, adaptada a las condiciones ambientales y
geograficas del suelo, surgen la pregunta de investigacion ¢Como implementar un modelo de
aprendizaje automatico que permita seleccionar estabilizantes para suelos viales?; pregunta de
investigacion que se desglosa en varios cuestionamientos investigativos clave. Iniciando con
¢Cuales son las propiedades fisicoquimicas y mecdnicas mas relevantes que deben considerarse al
seleccionar estabilizantes para suelos utilizados en infraestructuras viales?, seguido de ¢ Cuales son
las técnicas de aprendizaje automatico mas adecuadas para analizar suelos subrasantes y
estabilizantes relevantes aplicados en suelos viales? y, finalmente é Cuales son los procedimientos
para validar la precisién de los modelos de aprendizaje automatico en la evaluacién de los efectos
de los estabilizantes en la mejora de suelos de bajas prestaciones ingenieriles?. Estos interrogantes
destacan la importancia de la IA como un recurso invaluable para la toma de decisiones en la
seleccion de estabilizantes, ya que permite optimizar el tipo de estabilizante de acuerdo con las
caracteristicas especificas del suelo y las condiciones del proyecto. Esto no solo conlleva a un
ahorro de tiempo y recursos, sino también a una mejora sustancial en la calidad y durabilidad de
las estructuras viales; ademas del impacto ambiental positivo al emplear geomateriales con bajas
prestaciones in situ.



2. OBIJETIVOS DEL PROYECTO

2.1. OBIJETIVO GENERAL

Implementar un modelo de aprendizaje automatico para la seleccién del estabilizante de suelo
que fortalezca las caracteristicas geotécnicas especificas de los suelos empleados en
infraestructuras viales.

2.2. OBJETIVOS ESPECIFICOS

* Preparar los datos relevantes sobre las propiedades fisicoquimicas y mecanicas especificas
del suelo y de los estabilizantes aplicables a suelos viales.

* Aplicar métodos de aprendizaje automadtico para modelar la interaccién entre los
estabilizantes y el suelo vial, con énfasis en la prediccidon de su comportamiento y efectos
geotécnicos.

* Validar los modelos de aprendizaje automdtico implementados para garantizar su
capacidad predictiva en cuanto a la seleccién de los estabilizantes potenciales de mejora
de suelos subrasantes.

* Desarrollar una herramienta informatica basada en el modelo de aprendizaje automatico
validado para asistir en la seleccidn de estabilizantes segun las caracteristicas geotécnicas
especificas del suelo subrasante.
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3. MARCO DE REFERENCIA

3.1. MARCO TEORICO
3.1.1 CONOCIMIENTOS DE LA INGENIERIA CIVILY GEOTECNIA

La ingenieria civil y geotecnia se ocupan de la construccién y mantenimiento de
infraestructuras como carreteras, puentes, edificios y tuneles. Estas disciplinas se basan en el
analisis de los materiales, las estructuras y el comportamiento del suelo para garantizar la
seguridad y la eficiencia de las infraestructuras [15].

3.1.1.1 Infraestructura vial

La infraestructura vial se refiere al conjunto de obras y servicios tales como carreteras,
autopistas, puentes y otros tipos de infraestructuras de transporte [16]. Estas infraestructuras son
fundamentales para el transporte de personas y mercancias las cuales impactan en el desarrollo
econdmico de una regién. Ademas, son esenciales para el transporte publico y privado de personas,
impulsando la accesibilidad, el turismo y la integracién social [12][16]. Las principales
infraestructuras viales son:

e Carreteras: Vias de acceso pavimentadas o no pavimentadas que conectan diferentes
lugares. Pueden ser autopistas, autovias, carreteras secundarias o locales.

e Autopistas: Vias rapidas y de alto rendimiento, generalmente con multiples carriles,
accesos limitados y separadores fisicos. Estan disefiadas para un trafico mas rdpido y
eficiente.

e Calles: Vias urbanas o rurales que permiten el trafico local, con caracteristicas que
pueden variar segln el entorno, el flujo vehicular y las regulaciones urbanas.

e Caminos rurales: Vias que conectan areas rurales y pueden ser pavimentadas o de
tierra, destinadas al trafico agricola, forestal o de acceso a 4reas remotas.

Estos tipos de infraestructuras viales pueden variar en disefo, funcién, tamafio y capacidad

segun las necesidades de movilidad y las caracteristicas geograficas o urbanas de una regién
determinada.
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3.1.1.2 Pavimentos

Los pavimentos son las capas superiores de la infraestructura vial que soportan las cargas del
trafico y proporcionan una superficie adecuada para la circulacién. Los pavimentos se clasifican en
flexibles, rigidos y semirrigidos, segun el tipo de material, incluyendo asfalto, concreto, madera
entre otros y la forma de construccion. Se utilizan para garantizar la seguridad y la eficiencia de los
vehiculos en las carreteras [13] [17]. A continuacidn, se enuncia la clasificacion:

e Pavimento Flexible: Este tipo de pavimento consta de varias capas disefiadas para
distribuir las cargas del trafico de manera uniforme sobre el terreno subyacente.
Generalmente, esta compuesto por una capa de asfalto (llamada carpeta asfaltica)
sobre capas de base granular y sub-base. La flexibilidad proviene principalmente de la
capa superior de asfalto, permitiendo una mayor adaptacién a las cargas y condiciones
del terreno [17].

e Pavimento Rigido: los pavimentos rigidos estan compuestos por losas de concreto,
proporcionando una superficie sélida y resistente. Se caracterizan por ser mas rigidos
y distribuir las cargas de trafico a lo largo de las losas de concreto. Son utilizados en
carreteras de alto trafico y resisten muy bien el paso constante de vehiculos pesados
[17].

e Pavimento Semirrigido: Este tipo de pavimento combina caracteristicas de los
pavimentos flexibles y rigidos. Por lo general, consta de una capa superior de concreto
asfaltico y una base de hormigén o cemento tratado, lo que le otorga propiedades
intermedias entre la flexibilidad y rigidez[17].

Cada tipo de pavimento tiene sus propias ventajas y desventajas en términos de construccion,
durabilidad, costo y mantenimiento, y su eleccién dependerd de varios factores, como el trafico
esperado, las condiciones del suelo y el clima, entre otros.

3.1.1.3 Subrasantes

Los subrasantes son las capas inferiores de la infraestructura vial que sirven de apoyo vy
cimentacién a los pavimentos. Las subrasantes estdn compuestas por el suelo natural o mejorado
tales como: tierra, grava, arena entre otros materiales, que se encuentra debajo de la estructura del
pavimento. Las propiedades de las subrasantes influyen en el disefio, la construcciéon y el
comportamiento de los pavimentos [14][17]. A continuacidn, se relacionan los tipos de subrasantes:

e Subrasantes Naturales: Son los suelos existentes en el sitio donde se construira la
infraestructura vial. Pueden requerir mejoras para cumplir con los estandares
necesarios para soportar el pavimento.
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e Subrasantes Mejoradas: Involucran la modificacién de las propiedades del suelo
natural mediante técnicas como la estabilizacion quimica, la adicion de materiales
granulares, el uso de geosintéticos o la compactacién controlada para mejorar su
capacidad portante y estabilidad.

e Subrasantes Tratadas: Estas subrasantes son suelos que han pasado por un proceso
de estabilizacién quimica, mecanica o de otro tipo para mejorar sus caracteristicas de
resistencia y durabilidad.

La eleccidn del tipo de subrasante y las acciones de mejora dependeran de las condiciones del
suelo local, el trafico esperado y los requisitos de disefio para la infraestructura vial.

3.1.1.4 Estabilizacion de subrasantes

La estabilizacion de subrasantes se refiere al proceso de mejorar las propiedades mecanicas y
de durabilidad de los suelos de base de una estructura vial, con el fin de incrementar su capacidad
de soporte y resistencia a las condiciones ambientales. Este procedimiento es crucial en la
construccion y mantenimiento de carreteras, aeropuertos y otras infraestructuras. El objetivo
principal es convertir suelos problematicos en materiales aptos para soportar las cargas impuestas
por el trafico y reducir la susceptibilidad a la humedad y a la deformacién [14][18]. Dentro de la
industria existen diferentes formas de clasificar la estabilizacion de subrasantes:

3.1.1.4.1 Estabilizacion de subrasantes segun el tipo de uso
Esta clasificacion se refiere a los diferentes tipos de técnicas y materiales que se emplean en
la industria para estabilizar los suelos. Se divide en métodos tradicionales, como el uso de cal y
cemento, y no tradicionales, que incluyen productos innovadores como polimeros y
nanomateriales.

e Los métodos tradicionales, se han utilizado durante décadas y son ampliamente
aceptadas por su eficacia probada. Los métodos tradicionales incluyen:

o Uso de cal: mejora la plasticidad y la resistencia de los suelos arcillosos al
reaccionar con los silicatos y aluminatos.

o Cemento Portland: proporciona una unidon quimica entre las particulas del
suelo, creando una matriz resistente y duradera.

o Asfalto: se utiliza principalmente en suelos granulares para proporcionar
impermeabilidad y resistencia al trafico [76].

e Los métodos no tradicionales son nuevas técnicas de estabilizacion utilizando
productos innovadores, tales como:
o Polimeros: materiales sintéticos que mejoran la cohesion del suelo y reducen
la permeabilidad.

12



o Nanomateriales: ofrecen una estabilizacién mas efectiva a nivel molecular,
mejorando las propiedades mecanicas y quimicas del suelo.

o Resinas quimicas y agentes de estabilizacion idnicos: que modifican la
estructura del suelo a nivel quimico [77].

3.1.1.4.2 Estabilizacién de subrasantes segin el mecanismo de accion
Se refiere a los principios fundamentales mediante los cuales los estabilizadores modifican las
propiedades del suelo. Estos mecanismos pueden ser de naturaleza quimica, electroquimica o fisica,
dependiendo del tipo de estabilizador empleado.

e Los estabilizadores cementantes incluyen materiales como el cemento y la cal, que
reaccionan quimicamente con los componentes del suelo (especialmente arcillas) para
formar compuestos cementantes. Estos compuestos aumentan la rigidez y resistencia
a la compresién del suelo, creando una estructura mas duradera [78].

e Este tipo de estabilizacién utiliza productos quimicos que alteran las propiedades
eléctricas del suelo, disminuyendo su capacidad de retencién de agua. Los
estabilizadores electroquimicos incluyen agentes como la cal, sales y productos
guimicos que actuan sobre las cargas de las particulas del suelo, facilitando la
reduccion de su volumen de hinchamiento y la mejora de su resistencia [79].

e En este caso, los estabilizadores fisicos no involucran una reaccion quimica. En su
lugar, se mezclan fisicamente con el suelo para mejorar sus propiedades mecanicas,
incrementando la cohesidn y disminuyendo la plasticidad. Un ejemplo es la inclusidon
de fibras sintéticas o geotextiles que refuerzan la estructura del suelo [80].

3.1.1.4.3 Estabilizacion de subrasantes segun la familia fisico-quimica del estabilizador
Se refiere a la clasificacion de los estabilizadores seguin su composicién y comportamiento
fisico-quimico, abarcando desde materiales tradicionales como los cementantes hasta innovaciones
recientes como los nanomateriales.

e Los nanomateriales operan a nivel molecular y nanométrico, mejorando la interaccion
entre las particulas del suelo. Los nanomateriales, como el grafeno y el silice
nanoestructurado, permiten la modificacidon precisa de las propiedades del suelo,
brindando ventajas en la resistencia y la durabilidad [81].

e Los materiales cementantes incluyen el cemento Portland, la cal y mezclas de cenizas
volantes, que reaccionan con los componentes del suelo para formar compuestos
estables y resistentes. Los materiales puzolanicos, como la ceniza volcénica y las
cenizas volantes, aunque no poseen propiedades cementantes por si solos, reaccionan
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en presencia de cal para formar compuestos con caracteristicas similares a las de los
cementos tradicionales, mejorando la resistencia y durabilidad del suelo [82].

e Los minerales utilizados en la estabilizacién de suelos incluyen materiales como la
bentonita, que mejora la impermeabilidad del suelo y su capacidad de retencién de
agua. Ademas, los minerales arcillosos, como las arcillas expansivas, pueden ser
estabilizados mediante el uso de aditivos que reducen su expansidon y mejoran su
estabilidad mecdnica. Estos minerales se emplean principalmente en suelos que
requieren mejoras en la resistencia al agua y la cohesidn [83].

e Los materiales organicos, se incluyen polimeros y productos derivados de fuentes
organicas, como resinas naturales, que se utilizan para modificar las propiedades del
suelo, principalmente mejorando su cohesidn y resistencia al agua. Aunque no
proporcionan la misma durabilidad que los estabilizadores cementantes, estos
materiales son mas ecoldgicos y sostenibles, ofreciendo una solucién viable para
aplicaciones donde se prioriza el impacto ambiental [84].

La eleccion del método de estabilizacion depende de las caracteristicas especificas del suelo,
las condiciones locales, el tipo de trafico previsto y los requisitos de disefio para la infraestructura
vial. Cada tipo de estabilizacién tiene sus propias ventajas y consideraciones, y su aplicacién se
determina segun el analisis detallado del proyecto y las necesidades especificas de la subrasante
[18].

3.1.2 CONOCIMEINTOS DE LA CIENCIA DE DATOS

La ciencia de datos es un campo interdisciplinario que se enfoca en extraer conocimiento y
perspectivas Utiles a partir de grandes conjuntos de datos. Combina métodos estadisticos,
matematicos, técnicas de analisis y algoritmos de aprendizaje automatico para interpretar y analizar
informacién. Esta disciplina se vale de diversas herramientas y enfoques para manipular, limpiar,
organizar y comprender datos, con el fin de identificar patrones, tendencias o insights relevantes
gue puedan ser utilizados para la toma de decisiones en diferentes dmbitos [19].

3.1.2.1 Gestion de Datos

La gestion de datos en el ambito de la ciencia de datos se encuentra enmarcado en la
organizacién, almacenamiento, preservacién y manipulacién estratégica de los datos a lo largo de
su ciclo de vida. Esto incluye aspectos como la adquisicidn, almacenamiento seguro, integracién,
procesamiento, limpieza y organizacidn eficiente de los datos. Este proceso involucra: planificacién,
equipos, procesos tecnoldgicos y seguimiento a largo plazo para garantizar la disponibilidad y
utilidad de los datos en todo el proceso de investigacién [72] [73] [74].
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3.1.2.1.1 ETL

ETL (Extraccion, Transformacion y Carga): Es el proceso de integraciéon de datos que
comprende la extraccion relacionada con la obtencion de datos desde mudltiples fuentes, que
pueden ser bases de datos, archivos planos, APIs, o cualquier otro origen de informacion, seguido
de la transformacion donde los datos extraidos se someten a cambios y ajustes para que cumplan
con un formato estandary coherente. Este estandar puede incluir la limpieza de datos, la conversién
de formatos, la normalizacion de datos, y la integracién de diferentes esquemas o estructuras para
que sean compatibles y por Gltimo se gestiona la carga de datos en un almacén u otro sistema, que
puede ser un almacén de datos, un data lake, un sistema de gestién de bases de datos, entre otros
para su posterior analisis y uso [20] [29].

3.1.2.1.2 Almacén de datos

Un almacén de datos es un sistema centralizado y organizado que se utiliza para almacenar
grandes volumenes de datos de diversas fuentes en un Unico lugar. Su objetivo principal es facilitar
la consulta, el anadlisis y la obtencién de informacidn relevante para la toma de decisiones. Este
repositorio estd disefiado para ser utilizado por diferentes areas de una organizacion y permite un
acceso rapido y eficiente a los datos [19][22]. Dentro de los tipos de almacenes, se destacan los
almacenes de datos transaccional (OLTP), utilizado cominmente en entornos operativos, seguido
de los almacenes de datos analitico (OLAP) disefiado para el analisis y la consulta de grandes
volumenes de datos; después encontramos los data lake (DL) que es un repositorio que almacena
datos en su formato nativo, sin estructura ni procesamiento previo, ideal para almacenar grandes
volumenes de datos de diferentes tipos y formatos, permitiendo su procesamiento y andlisis
posterior. Continuamos con los data warehouse (DW), estructura que permite almacenar datos
estructurados y procesados de diversas fuentes en un formato consistente y optimizado para la
consultay por ultimo encontramos los data mart (DM), los cuales son similares a los data warehouse
pero con un enfoque mas especifico, almacena datos relacionados con un area o departamento
particular de una organizacién y se utiliza para necesidades analiticas de un grupo de usuarios
especifico [19][21][22].

3.1.2.1.3 Seleccién de caracteristicas

La seleccion de caracteristicas es el proceso de elegir las variables o atributos mas relevantes
o informativos para el analisis de los datos. La seleccion de caracteristicas tiene como objetivo
reducir la dimensionalidad, el ruido y la complejidad de los datos, asi como mejorar el rendimiento
y la interpretabilidad de los modelos de aprendizaje automatico. La seleccidon de caracteristicas
incluye métodos estadisticos, algoritmos de aprendizaje automadtico incorporados, analisis de
importancia de caracteristicas, métodos de filtrado, wrappers, y métodos embedded, entre otros.
La eleccion de la técnica adecuada depende del tipo de datos, la complejidad del problema vy el
algoritmo de aprendizaje automatico que se va a utilizar [23][24][25].
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3.1.2.2 Aprendizaje Automatico

El aprendizaje automatico (machine learning) es el campo de la ciencia de datos que se ocupa
de desarrollar y aplicar algoritmos y modelos que permiten a las maquinas aprender de los datos y
realizar tareas complejas sin una programacién explicita. El aprendizaje automatico se basa en
conceptos y técnicas de la inteligencia artificial, la estadistica, la matemadtica y la informatica. Dentro
de este amplio dominio, se distinguen varios paradigmas y métodos fundamentales
[19][26][27][28]:

Las técnicas de aprendizaje automatico se clasifican en aprendizaje supervisado implica
entrenar un modelo con datos etiquetados, permitiéndole hacer predicciones o tomar decisiones
basadas en esa informacién. Por otro lado, el aprendizaje no supervisado trabaja con datos no
etiquetados, encontrando patrones o estructuras dentro de los datos sin guia explicita [27][31]. El
aprendizaje por refuerzo implica entrenar un modelo para tomar decisiones secuenciales,
aprendiendo de sus interacciones con un entorno y recibiendo retroalimentacidon en base a sus
acciones [27][32]. En resumen, el aprendizaje automatico es un campo crucial de la inteligencia
artificial que permite a las computadoras aprender y mejorar su rendimiento de manera auténoma
a partir de la experiencia y los datos.

3.1.2.2.1 Aprendizaje automatico supervisado

El aprendizaje supervisado, es el tipo de aprendizaje automatico que consiste en entrenar un
modelo con datos etiquetados, es decir, con datos que tienen una variable de salida o respuesta
conocida. El objetivo del aprendizaje supervisado es que el modelo aprenda a predecir la variable
de salida a partir de las variables de entrada, y que pueda generalizar a datos nuevos o no vistos
[30]; en él se destacan las técnicas de regresion las cuales buscan establecer una relacién
matematica entre las variables de entrada y la salida para predecir valores numéricos y la
clasificacién se emplea cuando la variable de salida es categdrica, lo que significa que se busca
clasificar los datos en distintas categorias o clases [27][31].

Es relevante destacar que los modelos de aprendizaje supervisado exigen un nivel
considerable de destreza para lograr una estructuracién adecuada de los datos. Ademas, su
entrenamiento puede implicar una inversién significativa de tiempo y recursos. Un riesgo inherente
en este proceso es el sobreajuste de los modelos a los datos de entrenamiento, lo cual puede
resultar en un rendimiento subéptimo cuando se enfrentan a datos no vistos previamente [75].

Por otro lado, el aprendizaje supervisado tiene un amplio espectro de aplicaciones. Entre estas
se incluyen el reconocimiento de imagenes y objetos, la prediccion de resultados futuros basada en
datos histéricos. Estas aplicaciones, tienen un potencial de aportar valor significativo en diversos
contextos, desde la mejora de la eficiencia operativa hasta la generacién de insights estratégicos
para la toma de decisiones [75].
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3.1.2.2.2 Técnicas de aprendizaje automatico supervisado

Las técnicas de aprendizaje automatico engloban métodos y algoritmos fundamentales para
su implementacién. Su diversidad permite clasificarlas segun el tipo de aprendizaje, modelo,
problema o datos. Entre las mas destacadas en el aprendizaje supervisado se encuentran: Regresion
Lineal, Regresion Logistica, Maquinas de Vectores de Soporte (SVM), Arboles de Decisién, Bosques
Aleatorios (Random Forest), k-Vecinos mas Cercanos (k-NN), Naive Bayes, Redes Neuronales
Artificiales (RNA), entre otras, se utilizan para modelar variables de salida basadas en datos
etiquetados. Estas técnicas son fundamentales en la resolucién de problemas de clasificacion y
regresion, donde se busca predecir categorias o valores continuos, respectivamente [34].

e Regresion logistica (LR): es un modelo estadistico desarrollado por David Cox, que se basa
en la idea de predecir la probabilidad de que una variable dependiente (de tipo binaria)
pertenezca a una de dos clases. La regresioén logistica modela la relacidon entre una o mas
variables independientes (predictoras) y una variable dependiente binaria. En lugar de
predecir directamente el valor de la variable dependiente, estima la probabilidad de que
ocurra un evento particular (por ejemplo, la pertenencia a una clase). Esta probabilidad es
ajustada mediante la funcién logistica o denominada sigmoide, la cual transforma cualquier
valor real en un valor entre 0 y 1 como se muestra en la Figura 1, donde se visualiza la relacién
entre una variable independiente y la probabilidad de pertenencia a una clase [75].

1.0 4 — Funcién logistica
—=- Umbral (0.5)

Probabilidad (P)

-10.0 -71.5 -5.0 -2.5 0.0 2.5 5.0 75 10.0
Variable Independiente (X)

Figura 1: Técnica de Regresion Logistica - LR, Fuente: propia

. 1
1+e—(BotB1X1+B2X2++BnXn) ( )

La formula general de la regresion logistica es: P(y = 1|X) =

Donde:

e P(y =1|X) esla probabilidad de que la variable dependiente y sea igual a 1 dado el conjunto
de predictores X,

e B, es el término independiente (intercepto),
o B1,B2 By son los coeficientes de las variables predictoras X;, X, - X, ,
e ¢ eslabase del logaritmo natural.
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Maquinas de vectores de soporte (SVM): una maquina de vectores de soporte es un modelo
de aprendizaje supervisado muy popular, desarrollado por Vladimir Vapnik, que se utiliza
tanto para la clasificacion como para la regresion de datos. Su finalidad es encontrar un
hiperplano en un espacio de alta dimensionalidad que separe las clases de manera dptima
como se muestra en la Figura 2. Un hiperplano éptimo es aquel que maximiza la margen entre
los puntos de datos mas cercanos de las dos clases (denominados vectores de soporte) y el
hiperplano [75].
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Figura 2: Técnica de Mdquinas de vectores de soporte — SVM, Fuente: propia

La ecuacion de un hiperplano en un espacio multidimensionales:w-x—b =0 (2)
Donde:

e wes el vector de pesos,
e xes el vector de entrada (caracteristicas),
e b es el término independiente (sesgo).

Arboles de Decision (DT): son modelos de aprendizaje supervisado utilizados tanto para
problemas de clasificacion como de regresién. La idea central de un arbol de decisién es
dividir el espacio de caracteristicas en regiones mds simples y homogéneas, basandose en
un conjunto de reglas de decision. Cada nodo en el arbol representa una condicidn o prueba
sobre una caracteristica, y cada rama representa el resultado de la prueba. Los nodos hoja
indican la clase o valor predicho, como se muestra en la Figura 3. Un arbol de decision se
construye de forma recursiva, seleccionando en cada paso la caracteristica y el umbral que
mejor dividan los datos de acuerdo con una métrica, como la entropia o el indice Gini para
clasificacién, o el error cuadratico medio para regresién [75].
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Figura 3: Técnica de Arboles de Decision — DT, Fuente: propia

La estructura basica de un arbol se puede representar matematicamente como una serie de
decisiones:
Si X; < t, entonces seguir la rama izquierda, sino la derecha
Si X, < t, entonces seguir la rama izquierda, sino la derecha, y asi sucesivamente

Donde:

o Xi,X,,..., X, sonlas caracteristicas,
e t4,t,,..t, sonlosumbrales de particién en cada nodo.

Cada decision divide el espacio de caracteristicas en subconjuntos, y al llegar a una hoja, se
asigna una prediccién para la clase o el valor de la variable dependiente.

Random Forest (RF): es un algoritmo de aprendizaje supervisado muy popular,
especialmente en problemas de clasificacién y regresion. Esta basado en la idea de construir
multiples arboles de decisién (arboles débiles) y luego combinarlos para obtener un modelo
mas robusto y preciso. La idea es que cada arbol "vote" por una prediccidn, y la prediccién
final sea la que obtiene mas votos (en el caso de clasificacidn) o el promedio de todas las
predicciones (en el caso de regresion) [75].

Un esquema de Random Forest, se puede representar como un grupo de varios arboles de

decision similares a los de la Figura 3, pero con varios arboles y una estructura que represente
como el conjunto de arboles llega a un consenso como se representa en la Figura 4.
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Figura 4: Técnica de Random Forest — RF, Fuente: propia

La estructura basica de un Random Forest se puede representar matematicamente como:

Random Forest en Clasificacién Random Forest en Regresion
$ = modo(T; (x), T, (x), ..., Tp(x)) (3) ¥ = % T (4)
Donde:

e ¥y eslaclase predicha por el Random Forest.
. (Tl(x), T,(x), ..., Tn(x)) son las predicciones de los arboles individuales.
e lafuncion "modo" selecciona la clase que tiene mas votos entre los arboles.

K vecino mas cercano (KNN): el algoritmo K vecino mdas cercano, que también se denomina
algoritmo KNN, es un algoritmo no paramétrico que clasifica los puntos de datos en funcién
de su proximidad y asociacidén con otros datos disponibles. Este algoritmo presupone que los
puntos de datos similares se encuentran cerca unos de otros. En consecuencia, busca la
distancia entre puntos de datos, generalmente mediante distancia euclidea, y luego asigna
una categoria basada en la categoria o promedio mas frecuente como se puede observar en
la Figura 5.
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Figura 5: Técnica de K vecino mds cercano - KNN, Fuente: propia
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Es importante tener en cuenta, su facilidad de uso y tiempo de calculo bajo lo convierten en
el algoritmo preferido por los cientificos de datos, pero a medida que el conjunto de datos
de prueba crece, el tiempo de procesamiento se alarga, haciéndolo menos atractivo para las
tareas de clasificacion. KNN normalmente se usa para motores de recomendaciones vy
reconocimiento de imagenes [75].

La prediccidn de KNN para clasificacidn se puede representar de la siguiente manera:

§ = modo(yy,yz, -, yk) (05)
Donde:

e 7y eslaclase predicha para el punto de datos.
® Y,V .., Vg sOn las clases de los K vecinos més cercanos del punto de datos.

En el caso de regresidn, la prediccidon se calcula como el promedio de los valores de los KKK
vecinos mas cercanos:

~ 1
y=1Zit1yi (06)
Donde:

e Jeselvalor predicho para el punto de datos.
e y; son los valores de los K vecinos mds cercanos.

Extra Trees Classifier (ETC): es un algoritmo basado en arboles de decisidon que pertenece
a la familia de los métodos en conjuntos. Similar al Random Forest, ETC construye multiples
arboles para realizar predicciones, pero introduce mayor aleatoriedad en el proceso.
Durante la construccidn de cada darbol, selecciona caracteristicas y umbrales de divisién de
manera completamente aleatoria, lo que reduce el riesgo de sobreajuste y mejora la
robustez del modelo frente al ruido en los datos. La estructura basica de ETC se puede
representar como un conjunto de arboles de decision con divisiones aleatorias, como se
muestra en la Figura 6.

Divisién 1
Caracteristica X <=5
Verdadero ™~ Falso

Figura 6: Técnica de Extra Trees Classifier - ETC, Fuente: propia
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La prediccidon en ETC se define de forma similar a Random Forest:

Para clasificacion:
y= modo(Tl(x),Tz(x), ...,Tn(x)) (07)

Para regresion:

A 1
y=: LiTi(x) (08)
Donde:

eV eslaprediccion final.

e T1(x),T2(x), ..., Tn(x) son las predicciones de los arboles individuales.
e Lafuncién modo selecciona la clase con mas votos en clasificacion.

e neselndimero total de arboles.

Extreme Gradient Boosting (XGBoost): es una implementacién eficiente del método de
boosting, disefiado para optimizar el rendimiento del modelo a través de la construccién
secuencial de arboles de decision. Cada arbol intenta corregir los errores cometidos por los
anteriores, minimizando una funcién de pérdida especifica mediante la optimizacién por
gradiente. La estructura basica de XGBoost incluye multiples arboles construidos
secuencialmente, como se muestra en la Figura 7.

IResiduales

Arbol 2
Correccion de Errores

IResiduales

Figura 7: Extreme Gradient Boosting - XGBoost, Fuente: propia

Donde, XGBoost minimiza la siguiente funcién objetivo:

£@) = 521 (303 ®) + St Q) (09)
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Donde:

. l(yi,yl(t)) es la funcidn de pérdida para el dato i en la iteracién t.

e Q(fy) =YyT+ %)x|w|2 es un término de regularizacion que controla la complejidad de
los arboles:
o T:nudmero de hojas en el arbol.
o W: pesos asignados a las hojas.
o YV A:pardmetros de regularizacion.

La prediccidn final es la suma de las predicciones de todos los arboles:

¥ =X fe(x) (10)
Donde:

e f.(x) es el modelo generado en la iteracion t

3.1.2.2.3 Métodos de evaluacién para el aprendizaje automatico supervisado

Los métodos de evaluacion son las medidas o criterios que se utilizan para estimar el
rendimiento, la calidad y la validez de los modelos de aprendizaje automdatico. Los métodos de
evaluacion de aprendizaje automatico se pueden dividir en dos tipos: métodos internos y métodos
externos. Los métodos internos se basan en los propios datos de entrenamiento o en una parte de
ellos, como la validacidn cruzada o el conjunto de validacidn [38]. Los métodos externos se basan en
datos independientes o no utilizados en el entrenamiento, como el conjunto de prueba o el
conjunto de despliegue; permiten evaluar la capacidad del modelo de generalizar a datos no vistos
previamente. La matriz de confusién, accuracy, precision, recall, F1-Score y el drea bajo la curva
(AUC-ROC), se aplican a estos conjuntos externos para evaluar el rendimiento del modelo en
entornos del mundo real [39].

e Validacion Cruzada: Técnica de evaluacion utilizada en aprendizaje automatico para medir
el rendimiento de un modelo. Consiste en dividir un conjunto de datos en varios
subconjuntos, permitiendo que el modelo se entrene y evalle en distintas combinaciones
de estos subconjuntos. Esto ayuda a prevenir el sobreajuste, proporcionando una estimacion
mas robusta de la capacidad de generalizacion del modelo en datos no vistos. Los métodos
comunes incluyen K-Fold y Leave-One-Out, los cuales permiten calcular métricas de
desempeiio y asegurar la efectividad del modelo en diversas situaciones.

23



Pontificia Universidad

e Matriz de confusion: es una herramienta que permite visualizar el rendimiento de un modelo
de clasificacién. Se organiza en una tabla que compara las predicciones del modelo con los
valores reales. Como se muestra en la Figura 8, contiene cuatro elementos basicos:

Si

Falso positivo (FP)

Valores previstos

No

Falso negativo (FN)

Si No
Valores reales

Figura 8: Matriz de confusion, Fuente: propia

o Verdaderos Positivos (TP): Casos en los que el modelo predijo correctamente la
clase positiva.

o Falsos Positivos (FP): Casos en los que el modelo predijo la clase positiva
incorrectamente.

o Falsos Negativos (FN): Casos en los que el modelo no detectd la clase positiva
cuando deberia haberlo hecho.

o Verdaderos Negativos (TN): Casos en los que el modelo predijo correctamente la
clase negativa.

La matriz de confusién permite calcular otras métricas como precisioén, recall y F1-Score,
facilitando un analisis mas profundo del rendimiento del modelo.

e Accuracy (Exactitud): es la proporcion de predicciones correctas (tanto positivas como
negativas) respecto al total de predicciones realizadas. Se calcula de la siguiente manera:

TP+TN
TP+FP+TN+FN

(11)

Accuracy =

La exactitud es util en problemas de clasificacién balanceada, pero puede ser engafiosa en
conjuntos de datos desbalanceados, donde una clase es mucho mas prevalente que otra.
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Precision (Precision): La precision mide la exactitud de las predicciones positivas del
modelo, es decir, la proporcion de verdaderos positivos entre todas las predicciones
positivas realizadas. Se calcula como:

Precision = (12)

P
TP+FP
Una alta precisién indica que, cuando el modelo predice una clase positiva, es probable que
sea correcta. Es especialmente relevante en situaciones donde los costos de los falsos
positivos son altos.

Recall (Sensibilidad o Exhaustividad): también conocido como sensibilidad, mide la
capacidad del modelo para identificar correctamente todas las instancias positivas. Se
calcula como:

TP
TP+FN

Recall = (13)
Un alto recall significa que el modelo tiene una baja tasa de falsos negativos, lo que es critico
en contextos donde es importante capturar la mayoria de los casos positivos.

F1-Score: es la media armdnica entre la precisidn y el recall, ofreciendo una Unica métrica
gue captura ambas dimensiones. Se calcula como:

Precision-Recall
F1-Score = 2 - ——— (14)
Precision+Recall

El F1-Score es util en situaciones donde existe un desbalance entre las clases, ya que

proporciona un equilibrio entre la precisidon y el recall.

Area Bajo la Curva (AUC-ROC): La curva ROC (Receiver Operating Characteristic) es una
representacién grafica que muestra el rendimiento de un modelo de clasificaciéon a
diferentes umbrales de clasificacién. EI AUC (Area Bajo la Curva) mide la capacidad del
modelo para distinguir entre las clases positiva y negativa, ver la Figura 9.
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Figura 9: Area Bajo la Curva (AUC-ROC), Fuente: propia

Un AUC de 1 indica un modelo perfecto, mientras que un AUC de 0.5 sugiere un
rendimiento aleatorio. EIl AUC-ROC es especialmente valioso en problemas de clasificaciéon
binaria, ya que proporciona una vision global del rendimiento del modelo
independientemente del umbral utilizado para clasificar las predicciones.

Al evaluar un modelo supervisado de aprendizaje automatico, es fundamental utilizar

multiples métricas, ya que cada una proporciona diferentes perspectivas sobre el rendimiento del
modelo. La eleccién de las métricas adecuadas dependera del contexto del problema y de las
implicaciones de los diferentes tipos de errores en el modelo.

3.1.2.3 Aprendizaje Automatico Ensembles (Machine Learning Ensembles)

Los meta-modelos de clasificacion en aprendizaje automatico son modelos que se

construyen utilizando los resultados de otros modelos base para mejorar la precisiéon y robustez del
sistema predictivo [91]. Este enfoque es parte de las técnicas de ensembles (ensamblaje), donde
varios modelos trabajan juntos para obtener mejores resultados que cualquier modelo individual.
A continuacidn, se presentan los principales enfoques de meta-modelos:

Stacking (apilamiento): Esta técnica consiste en combinar multiples modelos base, que
pueden ser de distintos tipos, para generar un modelo final o meta-modelo. Los modelos
base se entrenan para realizar predicciones independientes y, posteriormente, esas
predicciones se utilizan como entrada para entrenar el meta-modelo. Esta estrategia
permite capturar relaciones complejas y no lineales entre las predicciones de los modelos
base, lo que resulta en un modelo mas robusto y preciso [91].
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e Boosting (Impulso): Esta técnica construye modelos de forma secuencial, donde cada
modelo corrige los errores del modelo anterior. Esta técnica asigna mayor peso a las
instancias mal clasificadas, permitiendo que los modelos subsiguientes se centren en estas.
Métodos como AdaBoost, Gradient Boosting, y sus variantes mds modernas, como XGBoost
y LightGBM, destacan por su capacidad para reducir el sesgo y por su excelente rendimiento
en datasets complejos [91].

e Voting (votacion): Esta técnica combina las predicciones de multiples modelos base para
tomar una decision final. Este puede realizarse mediante votacidn mayoritaria, donde se
selecciona la clase con mds votos, o votacidon ponderada, que utiliza las probabilidades
asignadas por los modelos para determinar la clase final. Este método es simple de
implementar y eficaz cuando los modelos base tienen desempefios similares [91].

3.1.2.4 Metodologias de desarrollo de software y ciencia de datos

En el dmbito del desarrollo de software, las metodologias desempefan un papel crucial para
garantizar la eficiencia, la calidad y la adaptabilidad de los proyectos. Existen diversas metodologias
que se adaptan a diferentes tipos de proyectos, entre las cuales destacan la metodologia en cascada,
metodologias agiles, DevOps y el modelo incremental y prototipado [85].

En el campo del desarrollo de software, la metodologia en cascada es uno de los enfoques mas
tradicionales, caracterizado por un proceso secuencial donde cada fase del proyecto se completa
antes de pasar a la siguiente. Esta metodologia es Util cuando los requisitos estan bien definidos
desde el principio, pero puede ser menos flexible en proyectos que experimentan cambios
frecuentes [85]. En contraste, las metodologias agiles, como Scrum y Kanban, promueven un
enfoque iterativo, donde el desarrollo se realiza en ciclos cortos o sprints, permitiendo una mayor
adaptabilidad y una respuesta mas rdpida a los cambios en los requisitos [86]. DevOps es otra
metodologia que fusiona las funciones de desarrollo y operaciones, con el objetivo de mejorar la
colaboracién entre equipos, mediante practicas como la integracidn continua y el despliegue
continuo, para agilizar el ciclo de vida del software [87]. Ademas, el modelo incremental y
prototipado permite desarrollar software en partes, mostrando versiones preliminares a los clientes
para ajustar los requisitos y funcionalidades segun sea necesario.

Por otro lado, en el campo de la ciencia de datos, las metodologias guian el proceso de andlisis y
modelado de datos, asegurando que los proyectos se ejecuten de manera sistematica y generen
resultados utiles. Una de las metodologias mas reconocidas es CRISP-DM (Cross-Industry Standard
Process for Data Mining), que estructura el proceso de mineria de datos en seis fases: comprension
del negocio, comprension de los datos, preparacion de los datos, modelado, evaluacion y despliegue
[88]. Esta metodologia es flexible y permite iteraciones a lo largo del proceso, lo que la hace ideal
para proyectos de ciencia de datos que requieren ajustes constantes. Otra metodologia relevante
es KDD (Knowledge Discovery in Databases), que se centra en el descubrimiento de conocimiento a
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partir de grandes bases de datos, integrando un enfoque detallado para la preparacion, selecciény
transformacién de los datos [89]. Ademas, el enfoque agil ha sido adaptado también a la ciencia de
datos, combinando el andlisis iterativo con la entrega rapida de resultados, lo que permite una
respuesta agil ante nuevos descubrimientos o cambios en el proyecto. Finalmente, el enfoque Lean
Data Science prioriza la creacion rapida de prototipos y el enfoque en el valor para el cliente,
optimizando recursos y tiempos [90].

b =,

La combinacién de metodologias de desarrollo de software y ciencia de datos permite abordar
proyectos complejos de manera integral. Por ejemplo, frameworks agiles como Scrum pueden
integrarse con metodologias como CRISP-DM para garantizar que tanto el desarrollo de aplicaciones
como el andlisis de datos se realicen de manera estructurada, eficiente y orientada al logro de
objetivos especificos.

3.2. MARCO NORMATIVO

El desarrollo de este proyecto, enfocado en la seleccién de estabilizantes para suelos viales
mediante aprendizaje automatico, se sustenta en un marco normativo que abarca estandares
internacionales, normativas relacionadas con la inteligencia artificial y regulaciones ambientales.
Este marco garantiza que las prdcticas aplicadas cumplan con requisitos técnicos, éticos y legales,
tanto a nivel internacional como nacional.

En el ambito de la ingenieria geotécnica, el Sistema Unificado de Clasificacién de Suelos (SUCS) es
una referencia técnica fundamental. Esta norma clasifica los suelos segun su granulometria, limites
de consistencia y plasticidad, proporcionando una categorizacidn precisa que permite identificar las
propiedades geotécnicas criticas para el diseiio y estabilizacion de infraestructuras viales. El SUCS
clasifica los suelos en grupos principales como gravas, arenas, limos, arcillas y suelos organicos,
facilitando la seleccién de estabilizantes adecuados para mejorar la capacidad portante y la
estabilidad de los subrasantes [92]. En Colombia, esta norma es reconocida y complementada por
las especificaciones técnicas establecidas en proyectos viales, ajustadas a las caracteristicas
geograficas y climaticas especificas del pais [93].

En cuanto al uso de inteligencia artificial, el proyecto se adhiere a los lineamientos de la norma
ISO/IEC 22989, que establece conceptos y principios para garantizar que los modelos desarrollados
sean confiables, transparentes y explicables [94]. Estos principios son esenciales para asegurar que
las predicciones realizadas por el modelo de aprendizaje automatico sean interpretables y ajustadas
a los datos geotécnicos analizados. Ademas, se aplican directrices éticas internacionales, como las
establecidas por la UNESCO, que promueven el uso responsable de la inteligencia artificial,
priorizando la sostenibilidad y evitando la introduccién de sesgos que puedan impactar
negativamente en la toma de decisiones [95].
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El proyecto también considera la normativa ambiental como un eje transversal en el disefio y
ejecucion de las soluciones propuestas. En este contexto, Colombia ha adoptado politicas
ambientales alineadas con los Objetivos de Desarrollo Sostenible (ODS), especificamente los
relacionados con la construccidon de infraestructuras resilientes y sostenibles. Las regulaciones
nacionales exigen que el uso de estabilizantes quimicos y fisicos minimice el impacto sobre el suelo
y los recursos hidricos, garantizando la preservaciéon de los ecosistemas circundantes [96]. Esto
incluye el cumplimiento de las disposiciones del Ministerio de Ambiente y Desarrollo Sostenible,
qgue regula el manejo de materiales y residuos en proyectos de infraestructura [97].

b =,

En conclusion, el marco normativo de este proyecto se construye sobre la integracion del SUCS
como estdndar geotécnico principal, los principios de transparencia y ética de la inteligencia
artificial, y la normativa ambiental nacional e internacional. Esta combinaciéon asegura que el
proyecto no solo cumpla con los mas altos estandares técnicos, sino que también responda a los
retos éticos y ambientales de manera responsable y sostenible en el contexto colombiano.

3.3. ANTECEDENTES

3.2.1 ESTABILIZACION DE SUELOS VIALES (Propiedades y Estabilizantes)

La estabilizacion del suelo es una practica comun en la ingenieria y la geotecnia que busca
mejorar las propiedades del suelo in situ [14][18]. Actualmente, se emplean dos métodos
principales para este propdsito: la estabilizacién mecanica, que implica ajustar la gradacién del suelo
mediante la mezcla con otros tipos de suelos [43], y la estabilizacion quimica, que implica la
introduccidon de materiales quimicamente activos como sales orgdnicas e inorganicas, productos
enzimaticos, polimeros, aceites sulfonados, organosilanos y subproductos del petréleo [42]. Estos
materiales modifican propiedades del suelo como plasticidad, permeabilidad, compresibilidad,
resistencia, deformacidn, inestabilidad volumétrica, asentamiento, modulo elastico y durabilidad
[40] [41]. Ademas de estos métodos, la estabilizacidn fisica es una aproximacidén crucial. Se enfoca
en alterar las propiedades fisicas del suelo, incluyendo su estructura y comportamiento ante las
cargas, sin necesariamente cambiar su composicidén quimica [43].

Por otro lado, diversas investigaciones han explorado métodos innovadores, como el método
de estabilizacidn y solidificacion (S/S), que combina contaminantes con aglutinantes para reducir la
lixiviabilidad y minimizar los riesgos para la salud humana y el medio ambiente [49]. Otro método
consiste en el uso de ceniza de bagazo de cafia de azucar (SBA) y cal como mezclas, que, segln se
ha comprobado, mejoran el rendimiento del suelo estabilizado y reducen los costos de los
materiales [50]. La precipitacién de carbonatos inducida por microbios (MICP) es un nuevo método
de biorremediacién que se puede utilizar para la solidificacion del suelo y la estabilizacién de
metales pesados. Consiste en el uso de la pared celular bacteriana y de sustancias poliméricas
extracelulares (EPS) para regular las propiedades del suelo y mejorar la resistencia a la erosion [51].
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También se ha descubierto que la estabilizacidn de las cenizas volantes (FA), combinada con fibras
naturalesy sintéticas, es una técnica eficaz y de bajo costo para mejorar las propiedades geotécnicas
de los sustratos arcillosos expansivos [52]. Ademas, la combinacidn de residuos de lodo de hormigén
y fibra de poliéster ha demostrado ser prometedora para mejorar diversas propiedades de
ingenieria del suelo [53].

Es importante tener presente que cada tipo de estabilizante puede afectar una o varias de las
propiedades de desempefio del suelo, dependiendo de la naturaleza y el tipo especifico de suelo
tratado, asi como de las condiciones de aplicaciéon [44][45][46][47][48].

3.2.2 ESTABILIZACION DE SUELOS VIALES Y EL APRENDIZAJE AUTOMATICO

Los modelos de aprendizaje automatico representan herramientas tecnolégicas alternativas
en la mejora de la seleccién de elementos para la estabilizacién del suelo en proyectos viales. Su
capacidad para analizar patrones complejos y tomar decisiones basadas en datos resulta invaluable
en este proceso, permitiendo una eleccién mas precisa de los elementos requeridos para la
estabilizacidn del suelo. Técnicas tales como las maquinas vectoriales de soporte (SVM) y las redes
neuronales artificiales (ANN) [54] son las de mayor implementacién por los investigadores. Estas
técnicas pueden predecir los parametros de resistencia del suelo y ayudar a determinar el
porcentaje Optimo de estabilizadores del suelo, como el polvo de vidrio, para mejorar el
rendimiento de la capa base [55]. El uso de modelos de aprendizaje automatico como el ANN ha
demostrado un mejor rendimiento en la prediccién de la resistencia del suelo en comparacién con
el SVM [56]. Ademas, la combinacion de diferentes aglutinantes, como la cal, las cenizas volantes
energéticas, las cenizas biovolantes, la escoria y el cemento, como agentes estabilizantes puede
mejorar significativamente los parametros de resistencia de los suelos arcillosos y hacerlos aptos
para la construccion de carreteras [57]. Al estabilizar los sustratos débiles del suelo, se pueden
mejorar la capacidad de carga y la susceptibilidad a la humedad del suelo, lo que mejora el rendimiento
del pavimento y reduce el desgaste prematuro [58].

Principalmente los investigadores han explorado el uso de técnicas de inteligencia artificial,
como las redes funcionales (FN), las splines de regresién adaptativa multivariante (MARS), las redes
neuronales artificiales (ANN) y las maquinas vectoriales de soporte (SVM) para predecir parametros
como la densidad maxima en seco (MDD) y la resistencia a la compresién ilimitada (UCS) del suelo
estabilizado con cemento [59]. La estabilizacién de geopolimeros, que es una técnica nueva,
también se ha estudiado utilizando enfoques de inteligencia computacional como las redes
neuronales de tipo GMDH [60]. Se han utilizado métodos de aprendizaje automatico, como la ANN,
la SVM y los arboles de decisidon, para modelar el comportamiento mecdnico de las arenas tratadas
con cemento [61]. Estos modelos de aprendizaje automatico han arrojado resultados prometedores
a la hora de predecir el comportamiento entre la tension y la deformacién y las propiedades de
resistencia de los suelos estabilizados, superando a los métodos empiricos tradicionales [62]. En

30



ly Pontificia Universidad

i) JAVERIANA
\E.;‘é y=od Cali
general, la combinacidon de estabilizacién del suelo e inteligencia artificial ofrece un enfoque
poderoso para mejorar las propiedades del suelo y optimizar los procesos de construccién.

b =,

En otras investigaciones permiten evidenciar la aplicacién del aprendizaje automatico para
estabilizar el suelo de las carreteras mediante el empleo de andlisis de regresion y modelos de redes
neuronales [63]. Estos modelos pueden predecir los parametros de compactacién del suelo, como
el contenido 6ptimo de humedad (OMC) y la densidad seca maxima (MDD) [59]. Al desarrollar
modelos de redes neuronales artificiales (ANN) con diferentes hiperpardmetros, como capas ocultas
y neuronas, se pueden determinar los mejores modelos arquitecténicos de ANN para realizar
predicciones precisas [64]. Los modelos ANN, como el ANN_OMC_3H8 y el ANN_MDD_5H1, han
demostrado su potencial para predecir el MDC y el MDC del suelo, respectivamente [54]. Esta
aplicacion del aprendizaje automatico puede mejorar la precisidn de la prediccion de la colonizacién
de los cimientos de las carreteras en suelos blandos, lo que aumenta la seguridad y la durabilidad
de los proyectos de carreteras [65].

La evaluacién del desempeiio de los modelos de aprendizaje automatico aplicados a la
estabilizacion del suelo en carreteras puede llevarse a cabo mediante la comparaciéon de su
rendimiento con los métodos tradicionales [54]. Esta evaluacién implica comparar los resultados de
los modelos de aprendizaje automatico con los de las técnicas convencionales utilizadas para
predecir los parametros relacionados con la estabilizacidon del suelo [67]. La evaluacién se puede
realizar evaluando la precisiéon (Accuracy) y la eficiencia (Recall) de los modelos de aprendizaje
automatico frente a las categorias o valores asociadas a las propiedades del suelo que se deseen
observar o predecir [71]. Se pueden utilizar varios indices de evaluacién, como el MSE (Error
Cuadratico Medio), el RMSE (Error Cuadratico Medio de la Raiz), el MAE (Error Absoluto Medio) y la
correlacién de Pearson, para medir objetivamente el rendimiento de los modelos [71].

Las investigaciones identificadas en este ambito han proporcionado evidencia de una serie
de beneficios significativos. Estos estudios han demostrado en primer lugar, el ahorro tiempo y
costes durante la construcciéon al optimizar el uso de materiales y reducir la necesidad de
reparaciones posteriores [66]. En segundo lugar, los algoritmos de aprendizaje automatico han
demostrado su eficacia para predecir diversas caracteristicas del suelo, como la resistencia a la
compresion y las deformaciones, que son cruciales para la estabilidad de la carretera [67]. Ademas,
los modelos de aprendizaje automatico pueden integrar datos de diferentes fuentes y proporcionar
predicciones precisas, lo que mejora la comprension de los problemas de ingenieria geotécnica [68].
Sin embargo, también hay algunas limitaciones que se deben tener en cuenta. Los algoritmos de
aprendizaje automatico pueden requerir un tamafio de muestra grande y un tiempo de aprendizaje
mas prolongado para obtener resultados éptimos [69]. Ademas, la interpretabilidad de los modelos
resultantes puede ser dificil, lo que dificulta la comprension de los factores subyacentes que influyen
en la estabilizacion del suelo [70]. En general, si bien el aprendizaje automatico ofrece ventajas
significativas en la estabilizacién del suelo, se deben considerar cuidadosamente los requisitos y
limitaciones especificos de cada proyecto.

31



3.2.3 REFLEXIONES FINALES

Gestionar la estabilizacién de suelos de acuerdo con sus distintas propiedades y caracteristicas
particulares, desde una perspectiva basada en la ciencia de datos, se han empleado métodos como
las redes neuronales artificiales (ANN), sistemas de inferencia difusa (FIS) y maquinas de vectores
de soporte (SVM). Las ANN destacan por su capacidad para modelar relaciones no lineales y predecir
parametros geotécnicos clave como densidad maxima en seco (MDD) y resistencia a la compresion
(UCS), superando a otros métodos en precision. Los FIS manejan la incertidumbre en los datos
geotécnicos, proporcionando interpretaciones claras, mientras que las SVM son efectivas en datos
de alta dimensionalidad gracias a sus margenes éptimos de clasificacion. Redes mas avanzadas,
como las convolucionales (CNN) y ResNet, sobresalen en el andlisis de datos espaciales, siendo Utiles
en aplicaciones especificas como la caracterizacion visual de suelos.

La calidad de los datos utilizados para entrenar y evaluar los modelos es otro desafio crucial.
La seleccidon adecuada de los pardmetros de entrada y la cantidad de datos influyen directamente
en la precisién de las predicciones. Sin embargo, a pesar de estos desafios, la aplicacién de métodos
de inteligencia artificial ha arrojado resultados exitosos y prometedores en la estabilizacién del
suelo.

Los modelos de aprendizaje automadtico pueden predecir pardmetros de resistencia y
determinar porcentajes dptimos de estabilizadores, como el polvo de vidrio, mejorando asi el
rendimiento de la capa base de la infraestructura vial. Ademds, han demostrado ser superiores a los
métodos convencionales en la prediccidon de propiedades geotécnicas cruciales para la estabilidad
de carreteras, como la resistencia a la compresion y las deformaciones. Estos modelos también han
permitido integrar datos de diversas fuentes para proporcionar predicciones precisas, mejorando la
comprensién de los desafios de ingenieria geotécnica.

No obstante, existen limitaciones importantes a considerar. Los algoritmos de aprendizaje
automatico pueden requerir conjuntos de datos extensos y tiempos prolongados de entrenamiento
para obtener resultados 6ptimos. Ademas, la interpretabilidad de los modelos puede ser un desafio,
dificultando la comprension de los factores subyacentes que influyen en la estabilizaciéon del suelo.
Por consiguiente, es esencial considerar cuidadosamente los requisitos y limitaciones especificos de
cada proyecto al utilizar aprendizaje automatico en la estabilizacion del suelo vial.

32



4. DISENO INTEGRAL DE LA SOLUCION

El desarrollo de este proyecto se estructurd bajo un enfoque hibrido que combina las
metodologias CRISP-DM (Cross-Industry Standard Process for Data Mining) y SCRUM, con el
propdsito de abordar de manera integral las necesidades técnicas y operativas del sistema
propuesto. La eleccidn de este enfoque responde a la necesidad de garantizar rigor en las fases de
analisis de datos y modelado predictivo, al tiempo que se asegura agilidad y adaptabilidad durante
el desarrollo de la herramienta informatica y su integracidn final.

El diagrama de flujo de la Figura 10, ilustra este enfoque hibrido, que permitié gestionar la
complejidad técnica de cada componente (modelo de aprendizaje automatico y herramienta
informatica) y la interrelacién entre ellos, asegurando una solucion robusta, escalable y aplicable a
entornos reales.

Diagrama de Flujo del Disenio Integral de la Solucion
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Figura 10: Diagrama de flujo metodoldgico del desarrollo de la investigacion, Fuente: propia

Entendimiento del Negocio: Esta etapa inicial tuvo como objetivo comprender a profundidad el
problema y establecer los requerimientos necesarios para desarrollar una solucién efectiva.

1. Definicion del Problema:

e Los desafios en la seleccion de estabilizantes para suelos viales fueron identificados,
destacando la necesidad de optimizar el tiempo, los costos y la precisiéon mediante el
uso de inteligencia artificial.

e Los objetivos principales se enfocaron en seleccionar estabilizantes éptimos para
suelos viales.
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2. Andlisis de Requerimientos:
e Se establecieron los objetivos del modelo de aprendizaje automatico y los
requerimientos funcionales de la herramienta informatica.
e Sedetermind que la solucidn debia ser accesible, eficiente y validada bajo estandares
de calidad tanto técnicos como practicos.

Disefio del Modelo de Aprendizaje Automdtico: La segunda etapa, el enfoque estuvo centrado en el
disefio del modelo de aprendizaje automatico para la clasificacién de estabilizantes. Se utilizé el
marco légico CRISP-DM (Cross-Industry Standard Process for Data Mining), que asegura un proceso
estructurado y repetible, abarcando desde la comprensidn inicial del problema hasta la validacién

final del modelo:

1. Entendimiento de los Datos:
e Fuentes de Datos: Las fuentes de datos analizadas incluyeron:

©)

Resultados de estudios de laboratorio realizados por el ingeniero Jorge
Armando Castro realizadas a través del Laboratorio de Procesos Fisico
Quimicos de la Universidad de Antioquia, que evaluaron propiedades fisico-
guimicas y mecanicas de los suelos y estabilizantes.

Datos recopilados de bases cientificas y bibliograficas relacionadas con la
estabilizacién vial, asegurando su validez y relevancia para el contexto del
estudio.

e Restricciones Asociadas:

O

o

Los datos utilizados fueron debidamente anonimizados para proteger la
privacidad de las entidades o individuos involucrados.

Su uso esta limitado exclusivamente al desarrollo del proyecto, bajo los
términos de confidencialidad y circulacidn restringida establecidos en la Ley
1581 de 2012 (Colombia), que regula la proteccién de datos personales.
Cualquier transferencia de los datos a terceros, en caso de fuerza mayor,
requiere notificacidn y autorizaciéon previa de las partes involucradas.

Los datos no pueden ser publicados integramente, y cualquier visualizacion o
analisis debe estar en formato agregado o resumido, para evitar la
identificacion directa o indirecta.

e Analisis Exploratorio de Datos:

o

Se llevd a cabo un andlisis exploratorio inicial, que incluyd visualizacién vy
evaluacion de correlaciones entre las propiedades del suelo y los
estabilizantes.

Las visualizaciones permitieron identificar patrones relevantes y relaciones
clave para la seleccidn de variables del modelo de aprendizaje automatico.

34



ly Pontificia Universidad

) JAVERIANA
\E. ;\é y=od Cali

b =,

2. Preparacion de Datos:

El proceso incluyd limpieza y transformacion de los datos recolectados.
Las caracteristicas clave fueron seleccionadas utilizando métodos estadisticos y
técnicas de importancia de caracteristicas.

3. Construccion y Optimizacion del Modelo:

Se entrenaron algoritmos supervisados como Regresion Logistica, Maquinas de
Vectores de Soporte, Arboles de Decisién, Random Forest, K-Vecinos Mas Cercanos,
Extra Trees Classifier y Extreme Gradient Boosting.

La divisién del conjunto de datos se realizé en entrenamiento (80%) y prueba (20%),
asegurando la reproducibilidad mediante una semilla aleatoria (random_state=42).
Las caracteristicas fueron escaladas utilizando StandardScaler para normalizarlas y
centrarlas en cero.

Para balancear las clases en el conjunto de entrenamiento, se aplicé el método
SMOTE (Synthetic Minority Oversampling Technique).

La optimizacion de hiperpardmetros se realizd6 con RandomizedSearchCV,
complementada con validacién cruzada para evitar el sobreajuste.

Se disefié un meta-modelo ensemble que combind las fortalezas de diferentes
algoritmos.

4. Evaluacion y Validacion:

El desempefiio del modelo fue evaluado mediante métricas como accuracy, recall, F1-
Score y AUC-ROC.

Desarrollo de la Herramienta Informdtica: La tercera etapa estuvo enfocada en el desarrollo de una
herramienta informdtica que permitiria al usuario interactuar con el modelo de aprendizaje
automatico mediante una interfaz grafica. Para esta fase, se aplicd la metodologia agil SCRUM, la
cual facilité un desarrollo iterativo, adaptable y centrado en las necesidades del usuario final.

5. Planeacion y Definicion de Requisitos:

Las funcionalidades principales fueron definidas a través de historias de usuario.
Los criterios de aceptacion priorizaron la experiencia de usuario.

6. lIteraciones y Ajustes:

Los sprints permitieron mejoras incrementales en la funcionalidad.
Pruebas continuas con usuarios facilitaron ajustes y mejoras en la experiencia de uso.

7. Diseno y Desarrollo de la Arquitectura:

La arquitectura RESTful fue implementada para desarrollar la aplicacion.
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e El frontend se disefié utilizando Bootstrap, con énfasis en la usabilidad y
accesibilidad.

e Elbackend fue desarrollado en Flask, integrandose con el modelo de IA para procesar
consultas.

e MongoDB se utilizé para almacenar propiedades de suelos y estabilizantes.

b =,

Implementacion y Despliegue: En la cuarta etapa, se llevo a cabo la implementacién de la solucién
en un ambiente de produccién, garantizando que la herramienta estuviera completamente
operativa y lista para ser utilizada en un entorno real.

1. Despliegue en Produccion:
e El entorno de produccién fue configurado para el despliegue de la aplicacion y el
modelo de IA.
e Los componentes desarrollados fueron integrados en su totalidad.

2. Pruebas Finales:
e La herramienta fue validada mediante pruebas de funcionalidad, rendimiento y
usabilidad.
e Expertos técnicos y tematicos realizaron evaluaciones para asegurar el cumplimiento
de estandares requeridos.

3. Mantenimiento y Sostenibilidad:
e Se definieron protocolos para actualizar el modelo con nuevos datos.
e Los lineamientos garantizaron la sostenibilidad de la solucion a largo plazo.

La combinacién de CRISP-DM y SCRUM fue clave para alcanzar los objetivos del proyecto.
CRISP-DM proporcioné un marco sélido para el tratamiento y andlisis de datos, asegurando la
calidad del modelo de aprendizaje automatico. Por su parte, SCRUM brindé flexibilidad y eficiencia
durante el desarrollo de la herramienta informatica, permitiendo iteraciones rapidas y adaptaciones
segun las necesidades identificadas.

Esta convergencia metodoldgica optimizd el desarrollo, minimizé riesgos y garantizé la capacidad

de adaptacién a los cambios durante la ejecucién del proyecto. Como resultado, se logré una
solucion integrada que cumple con los requerimientos técnicos, funcionales y de investigacion.
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5. RESUTADOS DE LA SOLUCION

En esta seccidn se presentan los resultados obtenidos durante el desarrollo e implementacién del
proyecto. Estos se dividen en tres areas clave: la construccién del modelo de aprendizaje
automatico, el desarrollo de la herramienta informatica, y la validacidn y despliegue de la solucién.
Cada area incluye un andlisis detallado que evidencia cédmo los objetivos fueron alcanzados de
manera efectiva.

5.1. ENTENDIMIENTO DEL NEGOCIO

Durante la etapa de entendimiento del negocio, se identificaron varios desafios clave
relacionados con la seleccion de estabilizantes para suelos viales. Uno de los principales problemas
radica en la variabilidad significativa de resultados entre muestras de un mismo tipo de suelo, lo
qgue complica la eleccion del estabilizante dptimo. Este reto se agrava debido a la fuerte
dependencia del sector en técnicas tradicionales, basadas mds en la experiencia y la tradicidon que
en enfoques modernos e innovadores, lo que a menudo limita la exploracidn de alternativas mas
efectivas.

En respuesta a estas dificultades, el proyecto se planted como objetivo desarrollar una solucién
tecnolégica basada en ciencia de datos. Esta herramienta busca optimizar la toma de decisiones,
promoviendo no solo la eficiencia y precision en la seleccion de estabilizantes, sino también la
sostenibilidad de las infraestructuras viales. El modelo disefiado tiene como propdsito identificar las
propiedades fisicoquimicas y mecanicas de los suelos que influyen en esta eleccién, garantizando
un nivel minimo de confiabilidad del 80%. Ademas, se establecié como requerimiento técnico que
los tiempos de respuesta de la herramienta no superen los tres segundos y que el modelo sea
replicable para al menos dos tipos diferentes de suelos.

Esta solucion, ademas de ser accesible y eficiente, responde a la necesidad de superar las
limitaciones actuales, integrando estandares técnicos y practicos que aseguren su aplicabilidad en
contextos reales. Con ello, se espera no solo facilitar el trabajo de los especialistas, sino también
contribuir significativamente a la mejora de la calidad y sostenibilidad de las infraestructuras viales
en el mediano y largo plazo.

5.2. DISENO DEL MODELO DE APRENDIZAJE AUTOMATICO

e Entendimiento de los Datos: Para garantizar una base sélida para el modelo, se analizaron 293
registros que incluian 17 variables relacionadas con propiedades fisico-quimicas y mecdnicas del
suelo, ademas de clasificaciones de estabilizantes, como se ilustra en la Tabla 1.
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Tabla 1: Descripcidn de propiedades de suelos y estabilizantes, Fuente: propia

Identificador Variables Tipo variable  Tipo de Dato Descripcion
Porcentaje de particulas del suelo que pasan por un tamiz de
1 % Malla 200 Caracteristica | Numero - Decimal 200 mallas, indicando la proporcién de material fino en la
muestra.
Contenido de agua en el que el suelo pasa de un estado
2 % Limite Liquido Caracteristica | NUmero - Decimal plastico a uno liquido, utilizado para clasificar su plasticidad y
comportamiento.
. . L. - , . Contenido de agua minimo en el que el suelo mantiene un
3 % Limite Plastico Caracteristica Numero - Decimal . . g q . . .
estado plastico antes de romperse, asociado a su consistencia.
Lo . - , . Diferencia entre el Limite Liquido y el Limite Plastico, indicando
4 Indice de Plasticidad | Caracteristica | Numero - Decimal . . E v
la plasticidad relativa del suelo.
Clasificacién del suelo segun el Sistema Unificado de
5 Clasificacion SUCS Caracteristica | Cadena Clasificacion de Suelos (SUCS), que agrupa materiales segun su
granulometria y plasticidad.
indice que representa la capacidad del suelo para soportar
. , . cargas en relacion con un material estandar, utilizado para
6 % de CBR Caracteristica | NUmero - Decimal & . . L . ’p
evaluar su idoneidad en aplicaciones de construccién y
pavimentos.
Resistencia a la L , . Capacidad del suelo para resistir cargas de compresidn antes
7 L. Caracteristica | NUmero - Decimal o . g o
Compresion de fallar, clave para evaluar su estabilidad.
Capacidad del suelo para deformarse de manera elastica bajo
8 Modulo resiliente Caracteristica | Nimero - Decimal cargas repetidas, esencial para evaluar su desempefio en
estructuras como pavimentos.
Contenido de agua presente en el suelo de manera natural,
9 % Humedad Natural | Caracteristica | Numero - Decimal relacionado con su estado inicial y caracteristicas antes de ser
sometido a procesos de estabilizacion.
Contenido de agua en el que el suelo alcanza su maxima
10 % Humedad Optima | Caracteristica | NUmero - Decimal densidad al ser compactado, utilizado para disefiar procesos
de estabilizacién.
Maxima densidad seca que un suelo puede alcanzar mediante
11 Densidad Maxima Caracteristica | Numero - Decimal compactacion, directamente relacionada con su resistencia y
estabilidad.
Medida de acidez o alcalinidad del suelo, utilizada para
12 pH Caracteristica | NUmero - Decimal identificar las condiciones quimicas y su influencia en la
interaccién con los estabilizantes.
. Distribucion de los minerales presentes en el suelo, clave para
Composicion s . - P
13 . . . Caracteristica | Cadena comprender su comportamiento mecanico y quimico frente a
mineraldgica e,
procesos de estabilizacion.
. Proporcién de materiales organicos presentes en el suelo, que
% Contenido de - . : P P & . P L a
14 . .. Caracteristica | NUmero - Decimal puede influir en sus propiedades de compactaciéon vy
materia organica " _
estabilidad quimica.
Tipo de - Clasificaciéon de la estabilizacion segun el uso en la Industria
15 e . Caracteristica Cadena .. .
Estabilizacion (tradicionales y no tradicionales)
Clasificacion de i Clasificacion de la estabilizacidn segln el Mecanismo de Accion
16 S L Caracteristica | Cadena L o
Estabilizacion Inicial con el suelo (cementantes, electroquimicos vy fisicos)
Clasificacion de la estabilizacién segin la Familia Fisico-
Clasificacion de i Quimica del estabilizante (materiales cementantes y
17 I Objetivo Cadena . . . (.
Estabilizacién Final puzoldnicos, nanomateriales, materiales orgdnicos vy
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Estas propiedades fueron procesadas y analizadas con el propdsito de identificar relaciones clave
mediante técnicas como el analisis exploratorio descriptivo (ver la Tabla 2), la identificacion de
patrones y correlaciones iniciales entre caracteristicas relevantes (ver la Figura 11) y el analisis de
correlacién visualizado a través de un mapa de calor (ver la Figura 12), con el objetivo de evaluar la
variabilidad y consistencia de los datos recopilados para garantizar su integridad y utilidad en la
seleccidn de estabilizantes 6ptimos.

La estadistica descriptiva (ver la Tabla 2) evidencia una notable variabilidad en las propiedades del
suelo, como se observa en la desviacidn estandar de las variables analizadas. Por ejemplo, el % de
malla 200 presenta un valor promedio de 72.58 con una desviacion estandar de 22.548, mientras
que el indice de plasticidad alcanza una media de 33.635 con una desviacién de 63.64, indicando
una alta dispersidn. Estos resultados reflejan la complejidad inherente en la selecciéon de
estabilizantes dptimos, destacando la necesidad de enfoques detallados y especificos para abordar
la heterogeneidad de los datos.

Tabla 2: Estadisticas descriptivas de los datos recopilados, Fuente: propia

% Malla % Limite % Limite [ndice de Resistencia  Modulo % Humedad % Humedad Densidad % Materia

200 Liquido  Plastico Plasticidad CBR Compresién Resiliente Natural Optima Mdxima Orgdnica PH
cal 72,58 60.127 ‘ 26.075 33.635 | 10.758 30.017 69.669 ‘ 13.688 19.594 16.601 2.835 7.194
median 75 46,5 24,85 21 5,1 2,4 49,300 10,2 18,5 16,5 3 7.5
std 22.548 67,37 8.271 63,64 | 13,07 73.409 54.184 10.218 6.057 1.819 1.221 1.276

La Figura 11, refleja la distribucidn porcentual de materiales utilizados en estabilizacién de suelos,
destacando a los nanomateriales como los mas empleados (44.7%), seguidos de los materiales
cementantes y puzoldnicos (29.4%), que mantienen su relevancia por su eficacia y disponibilidad.
Los materiales organicos (22.5%) representan un enfoque hacia la sostenibilidad, mientras que los
minerales (3.4%) tienen un uso mas limitado, posiblemente debido a restricciones en disponibilidad
o propiedades. En general, se evidencia un equilibrio entre la adopcién de tecnologias avanzadas y
el uso de métodos tradicionales, con un interés creciente en soluciones sostenibles.

Total Estabilizantes Count
Nanomateriales Materiales Cementantes y Puzolanicos Materiales Organicos
- - 50

Clasificacién: Materiales Organicos

Aditivo: Enzimas
Cantidad: 26

40

20

Minerales

Figura 11: Caracterizacion de los suelo segtn tipo de Estabilizacion, Fuente: propia
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El mapa de calor de la Figura 12, muestra las correlaciones entre variables fisicoquimicas y mecdnicas
del suelo. Destacando una fuerte relacién positiva entre el indice de plasticidad y el limite liquido
(0.99), lo que indica que su incremento esta altamente relacionado. Asimismo, variables como el
CBR y el mddulo resiliente también presentan una correlacion significativa (0.99), reflejando su
conexiéon en términos de resistencia mecanica. En contraste, otras variables como el contenido de
materia orgdnica y el pH exhiben correlaciones débiles o negativas con la mayoria de las variables,
sugiriendo una menor influencia directa.
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Figura 12: Mapa de calor que muestre la correlacion entre caracteristicas, Fuente: propia

e Preparacion de Datos: Con base en los hallazgos obtenidos durante la etapa de entendimiento
de los datos, se procedid a su preparacién. Este proceso incluyd una limpieza exhaustiva,
eliminando registros duplicados y completando valores faltantes mediante métodos de
imputacién basados en patrones observados, lo que redujo el total de registros de 293 a 290.
Posteriormente, se realizé la normalizacién de las variables, abordando los valores atipicos
mediante el uso del Rango Intercuartilico (IQR) combinado con la técnica de reemplazo,
utilizando la mediana como valor de imputacidn para dichos valores. Ademas, las caracteristicas
categoéricas fueron codificadas utilizando el método OrdinalEncoder. Durante este proceso, las
caracteristicas iniciales se redujeron de 17 a 11, selecciondndose Unicamente las variables mas
relevantes para los modelos supervisados de clasificacidn, ver la Tabla 3. Esta reduccidn no solo
optimizo el procesamiento, sino que también mejord la interpretacion de los resultados al
eliminar redundancias y concentrarse en atributos clave.
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Tabla 3: Caracteristicas finales seleccionadas para los modelos, Fuente: propia

Variables

Tipo variable

Tipo de Dato

Codificacion

% Malla 200

Caracteristica

Numero - Decimal

% Limite Liquido

Caracteristica

Numero - Decimal

% Limite Plastico

Caracteristica

Numero - Decimal

indice de Plasticidad

Caracteristica

Numero - Decimal

Clasificacion SUCS

Caracteristica

Numero - Codificada

5-0L
1-CL

6-SC
2-MH

7-SM
3-ML 8-SP
4-0H

Resistencia a la
Compresion

Caracteristica

Numero - Decimal

% Humedad Optima

Caracteristica

Numero - Decimal

Densidad Maxima

Caracteristica

Numero - Decimal

Tipo de Estabilizacion

Caracteristica

Numero - Codificada

0 - No tradicional
1 - Tradicional

Clasificacion de
Estabilizacion Inicial

Caracteristica

Numero - Codificada

0 - Cementantes
1 - Electroquimicos
2 - Fisicos

Clasificacion de
Estabilizacion Final

Objetivo

Cadena

Construccién y Optimizacion del Modelo: Se seleccionaron siete algoritmos de aprendizaje

supervisado, los cuales representan diversos enfoques para resolver problemas de clasificacién.
Estos modelos aseguran una cobertura representativa y balanceada de técnicas fundamentales
y avanzadas en clasificacion, facilitando un analisis exhaustivo y comparativo sobre el
desempeiio en el problema planteado. Las caracteristicas clave de cada modelo y sus diferencias
relevantes se presentan en la Tabla 4:

Tabla 4: Comparacion de los Modelos de Aprendizaje Supervisado Seleccionados, Fuente: propia

Modelo Paradigma Ventajas Limitaciones Caracteristicas Relevantes
. . - No maneja relaciones no | - Adecuado para conjuntos de
- Simple e interpretable . o
lineales datos pequefios
Regresion Logistica . -Sensible a
LR Lineal - . o . - Propenso a subajuste si se
(LR) - Eficiente en problemas lineales | multicolinealidad en los . .
v presenta una no linealidad

- Rapido de entrenar
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- Eficiente en alta

- Costoso

- Funciona bien con conjuntos de

Maquinas de dimensionalidad computacionalmente datos pequefios o medianos
Basado en
Vectores de Soporte )
(svm) margenes - Uso de kernels para problemas
. parap - Dificil de interpretar - Sensible a ruido en los datos
no lineales
o . . - Escalable a conjuntos de datos
- Facil de interpretar - Propenso a sobreajuste ks
Arboles de Decisién | Basado en " o
. . - Menor precision en .
(DT) reglas - Captura relaciones no lineales P . - Sensible a datos desbalanceados
problemas complejos
- No requiere escalado
. . , - Escalable a conjuntos de datos
- Robusto al sobreajuste - Requiere mas recursos
grandes
Ensamble Menor interpretabilidad Menos propenso a sobreajuste
Random Forest (RF) | basado en - Maneja datos faltantes ’p prop J
. que un solo arbol que DT
arboles
- Adecuado para problemas
complejos
Breg . . - Ideal para conjuntos de datos
- No paramétrico - Sensible al ruido P ]
pequefios
K vecino mas Basado en itivo v facil de impl - Ineficiente en datasets - Muy sensible al ruido y escalado
cercano (KNN) proximidad - Intuitivo y facil de implementar grandes de datos
- Captura relaciones complejas
. L - Escalable a conjuntos de datos
Ensamble - Mayor rapidez que RF - Similaridad alta con RF d )
Extra Trees Classifier grandes
(ET) basado en
4 - Alta capacidad de . . .
arboles 'p s - Menor interpretabilidad - Robusto contra sobreajuste
generalizacién
.y . . . - Excelente para conjuntos de
- Excelente precision - Mas complejo de ajustar
datos grandes
Extreme Gradient . . . L
Boosting - Manejo de desbalance de - Requiere mas tiempo de

Boosting (XGB)

clases

- Optimizacién eficiente

entrenamiento

- Resistente al sobreajuste

Para garantizar la validez y confiabilidad de las predicciones de los modelos; los datos fueron
preparados cuidadosamente. Este proceso incluyd la separacién de las caracteristicas
independientes (X) y la variable objetivo (y), asi como la divisién del conjunto en entrenamiento
(80%) y prueba (20%), asegurando la reproducibilidad mediante una semilla aleatoria
(random_state=42). Se empled StandardScaler para escalar las caracteristicas y normalizar los
datos, un paso crucial para evitar sesgos en modelos sensibles a la magnitud, como SVM y KNN.
Ademas, se aplicé la técnica SMOTE (Synthetic Minority Oversampling Technique) para abordar el
desequilibrio de clases del conjunto de entrenamiento, generando muestras sintéticas de la
clase minoritaria mediante combinaciones lineales de puntos existentes, con el pardametro
k_neighbors ajustado a 3. Estos pasos permitieron construir un conjunto de datos consistente y
representativo, optimizando la capacidad predictiva de los modelos empleados en el estudio.
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Para optimizar los hiperparametros de cada modelo, se utilizé el método RandomizedSearchCV,
(ver la Tabla 5). Este método fue seleccionado por su alta eficiencia computacional, ya que evalua
limitado de combinaciones de hiperparametros previamente definidos,
adaptandose a los recursos disponibles. Los resultados obtenidos muestran que el modelo
Random Forest (RF) presentd el mejor desempefio, con una puntuacién de 0.908, mientras que
el modelo con menor rendimiento fueron las Mdquinas de vectores de soporte (SVM), con una
puntuacion de 0.7471.

un numero

Tabla 5: Hiperpardmetros dptimos y mejor puntuacion de rendimiento, Fuente: propia

Modelo

Hiperparametros

Mejor resultado
(Rendimiento)

Tiempo de
computo
(segundos)*

Arboles de decision (DT)

ccp_alpha=0.0, class_weight=None, criterion="gini', max_depth=14,
max_features='log2', max_leaf_nodes=None, min_impurity_decrease=0,
min_samples_leaf=2, min_samples_split=7, min_weight_fraction_leaf=0.0,
monotonic_cst=None, random_state=123, splitter='best'

0.7931

0.0320

Regresidn logistica (LR)

C=1.0, class_weight=None, dual=False, fit_intercept=True,
intercept_scaling=1, I1_ratio=None, max_iter=1000, multi_class="auto’,
n_jobs=None, penalty='12', random_state=123, solver='Ibfgs', tol=0.0001,
verbose=0, warm_start=False

0.7701

0.7360

Mdquinas de vectores de
soporte (SVM)

C=1e7, tol=0.001, max_iter=1000, random_state=123, verbose=True

0.7471

0.0390

Random Forest (RF)

bootstrap=True, ccp_alpha=0.0, class_weight=None, criterion='gini',
max_depth=None, max_features='sqrt', max_leaf_nodes=None,
max_samples=None, min_impurity_decrease=0.0, min_samples_leaf=1,
min_samples_split=2, min_weight_fraction_leaf=0.0, monotonic_cst=None,
n_estimators=100, n_jobs=-1, oob_score=False, random_state=123,
verbose=0, warm_start=False

0.908

0.2060

K vecino mas cercano
(KNN)

algorithm="auto’, leaf_size=30, metric="minkowski', metric_params=None,
n_jobs=-1, n_neighbors=9, p=2, weights='distance’

0.8506

0.0470

Extra Trees Classifier (ET)

bootstrap=False, ccp_alpha=0.0, class_weight=None, criterion='gini',
max_depth=None, max_features='sqrt', max_leaf_nodes=None,
max_samples=None, min_impurity_decrease=0.0, min_samples_leaf=1,
min_samples_split=2, min_weight_fraction_leaf=0.0, monotonic_cst=None,
n_estimators=100, n_jobs=-1, oob_score=False, random_state=123,
verbose=0, warm_start=False

0.8851

0.1810

Extreme Gradient Boosting
(XGB)

objective="multi:softprob’, base_score=None, booster='gbtree’,
callbacks=None, colsample_bylevel=None, colsample_bynode=None,
colsample_bytree=1, device='cpu’, early_stopping_rounds=None,
enable_categorical=False, eval_metric=None, feature_types=None,
gamma=None, grow_policy=None, importance_type=None,
interaction_constraints=None, learning_rate=0.5, max_bin=None,
max_cat_threshold=None, max_cat_to_onehot=None,
max_delta_step=None, max_depth=1, max_leaves=None,
min_child_weight=1, missing="nan’', monotone_constraints=None,
multi_strategy=None, n_estimators=100, n_jobs=-1,
num_parallel_tree=None, random_state=123, reg_alpha=0.0005,
reg_lambda=0.5, sampling_method=None, scale_pos_weight=35.1,
subsample=1, tree_method="auto’, validate_parameters=None, verbosity=0

0.8621

0.1110

L El proceso fue realizado en un equipo de cémputo con un procesador Intel Core i7 de 112 generacién, 16 GB de RAM LPDDR4X,
almacenamiento SSD NVMe y capacidad de paralelizacion multinucleo.
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Para evaluar la robustez de los modelos, se realiza una validacién cruzada con k-folds (numero
de particiones: k=5). Este método dividid los datos de entrenamiento en k subconjuntos,
entrenando el modelo en k-1 subconjuntos y validandolo en el subconjunto restante.

En la Figura 13, se ilustran las curvas de aprendizaje de cada modelo, donde se permite
evidenciar el comportamiento progresivo en su rendimiento a medida que aumentaba el
tamafio del conjunto de entrenamiento. Por ejemplo, mientras que el modelo basado en
Arboles de Decision alcanzé una alta precision en el conjunto de entrenamiento, el rendimiento
en validacién fue moderado, reflejando una tendencia al sobreajustarse. En contraste, modelos
como el XGBoost presentaron una mejora mas gradual y consistente tanto en el conjunto de
entrenamiento como en validacién, lo que evidencia una mejor capacidad de generalizaciéon con
datos adicionales. Estas diferencias resaltan cdmo las caracteristicas de cada modelo influyen
en el rendimiento a medida que aumenta el tamafio del conjunto de datos.
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Figura 13: Curvas de aprendizaje y validacion de los modelos de Clasificacion, Fuente: Propia
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Por otra parte, la validacidon cruzada permitié analizar el rendimiento promedio de los
modelos en las particiones creadas (ver la Figura 13). En particular, el modelo XGBoost se
destacé por su desempeiio uniforme a través de cada iteracidon realizada en los
subconjuntos, mostrando menor variabilidad entre los subconjuntos de validacidn, lo que lo
posicioné como un modelo robusto frente a los cambios en los datos de entrada. Por otro
lado, el modelo basado en Random Forest mostré un comportamiento competitivo, con una
mayor dispersion en el rendimiento entre las particiones.

e Evaluacion y Validacion: El desempefio del modelo fue evaluado mediante métricas como
accuracy, recall, F1-Score y AUC-ROC.

o Matriz de Confusion: En la Figura 14, se comparan los modelos evaluados, destacandose
XGBoost y Random Forest por su desempeno superior. Ambos modelos presentan altas
tasas de aciertos, claramente visibles en las diagonales de sus matrices de confusion, y
muestran una baja variabilidad en los errores. En particular, XGBoost se distingue como
el modelo mas robusto, manteniendo un comportamiento consistente frente a cambios
en los datos. Por el contrario, modelos como SVM y Arboles de Decisién exhiben mayor
dispersion en sus predicciones, lo que refleja una menor precisién y estabilidad. Estos
resultados consolidan a XGBoost y Random Forest como las opciones mas efectivas para
la clasificacion de estabilizantes.
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Figura 14: Comparacion de Matrices de Confusidn entre los Modelos de Clasificacion, Fuente: propia

o Precision, recall y f1-score: Entre los modelos comparados en la Figura 15, el modelo
Random Forest destaca por su equilibrio en las métricas, obteniendo altos valores de
precisidon y Fl-score, lo que refleja su capacidad para realizar predicciones consistentes
en todas las clases. Por otra parte, el modelo XGBoost presenta un rendimiento similar,
especialmente en la clase mayoritaria, pero muestra una ligera disminucion en la clase
con menor soporte, lo que podria indicar menor robustez en casos minoritarios. En
contraste, el modelo de SVM exhibe los valores mas bajos en todas las métricas,
especialmente en recall y F1, lo que evidencia un desempeiio mas limitado en la
clasificacién correcta de las instancias. Modelos como KNN y ExtraTreesClassifier ofrecen
un rendimiento competitivo, destacdndose en precisidon, pero con variabilidad en el
recall segun la clase. En general, los modelos de Random Forest y XGBoost sobresalen
como los modelos mas efectivos para este conjunto de datos, especialmente por su alta
consistencia en las métricas clave.
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XGBClassifier Classification Report

Figura 15: Comparacion de Meétricas: precision, recall y f1-score, entre los Modelos de Clasificacion, Fuente: propia

o Accuracy: Entre los modelos comparados en la Figura 16, el modelo Random Forest (RF)
se destaca con una accuracy de 0.908, seguido por ExtraTreesClassifier (ET) y XGBoost
(XGB), con valores de 0.8851 y 0.8621, respectivamente. Estos modelos, basados en
técnicas de ensemble learning, evidencian su superioridad frente a algoritmos como
Mdquinas de Vectores de Soporte (SVM), Regresion Logistica (LR) y Arboles de Decision
(DT), que alcanzan precisiones menores de 0.7471, 0.7701 y 0.7931, respectivamente.
Por otro lado, el modelo de K-vecinos mds cercanos (KNN) obtiene un desempefio
intermedio con una exactitud de 0.8506, superando a los modelos lineales y basados en
arboles individuales. Este analisis resalta la capacidad de los algoritmos avanzados y de
ensamblado para capturar relaciones complejas en los datos, proporcionando una
mayor generalizacién y rendimiento en tareas de clasificacién.

Comparacién de Accuracy de Modelos de Clasificacién

0,8851

0,8621

Accuracy

0,8506
0,7931
0,7701

0,7471

SVM LR DT KNN XGB ET RF

Modelos de Clasificacion

Figura 16: Comparacion de Accuracy de Modelos de Clasificacion, Fuente: propia

Para finalizar, la evaluacidn interna de los modelos destaca la superioridad de los
algoritmos basados en técnicas de ensemble learning, especificamente Random Forest y
XGBoost, que consistentemente obtienen los mejores resultados en métricas clave como
precision, recall, F1-score y accuracy. Ambos modelos no solo demuestran una alta capacidad
para capturar patrones complejos en los datos, sino también una notable estabilidad en la
clasificacién de instancias, incluso frente a la variabilidad en las clases. En particular, Random
Forest se distingue por su equilibrio entre las métricas, mientras que XGBoost resalta por su
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robustez en escenarios con cambios en los datos. Por otro lado, algoritmos como Mdquinas
de Vectores de Soporte y Arboles de Decision, presentan limitaciones en su capacidad
predictiva, con valores mas bajos en todas las métricas y una mayor dispersion en sus
predicciones.

O

Importancia de las caracteristicas: En la Tabla 6, ilustra como los modelos basados en
arboles, como Random Forest (RF), Arboles de Decision (DT), Extra Trees (ET) y Extreme
Gradient Boosting (XGB), priorizan caracteristicas categéricas transformadas
relacionadas con la clasificacién del estabilizante seglin el uso en la industria y el
mecanismo de accion del estabilizante, debido a su capacidad para segmentar datos de
manera efectiva. Ademas, estas técnicas otorgan importancia a variables fisicas clave,
como la granulometria del suelo, el indice de plasticidad y el limite liquido, mostrando
su capacidad para integrar tanto atributos numéricos como categodricos. En particular,
XGB destaca por balancear ambas dimensiones, capturando relaciones complejas entre
las variables.

Tabla 6: Comparacion de la importancia de las caracteristicas en cada Modelo, Fuente: propia

Regresion logistica (LR) Random Forest (RF)

Features

abietivo,0bj_clast_uno_estabilizacion_encode
objetivo.Obj_tipo_estabilizacion_encode
composicion_FQM.CFQM_resistencia_compresion_1
composicion_FQM.CFQM_clasiificacion_SUCS_encode
composicion_FQM.CFQM_indice_platicidad
composicion_FQM.CFQM _limite_liquido
composicion_FQM.CFQM_porcentaje_humedad_optima
compasicion_FQM.CFQM_limite_plastico
composicion_FQM.CFQM_densidad_maxima

compaosicion_FQM.CFQM_pasante_malla_200

Feature Importance Plot

10
variable Importance

15

Features

chjetivo.Obj_tipo_estabilizacion_encode
abjetivo.Obj_clasf_uno_estabilizacion_encode
composicion_FQM.CFQM_pasante_malla_200
composicion_FQM.CFQM_resistencia_compresion_1
composicion_FQM.CFQM _indice_platicidad
composicion_FQM.CFQM_limite_liquido
compasician_FQM.CFQM_densidad_maxima
composicion_FQM.CFQM_limite_plastico
composicion_FQM .CFQM_porcentaje_humedad_optima

composicion_FQM.CFQM _clasiificacion_SUCS_encode

0,000

0025

Feature Importance Plot

0.075 0.100 0125 0.150 0175
Variable Importance

0.200

Maquinas de vectores de soporte (SVM)

K vecino mas cercano (KNN)

Fealures

abjetivo,0bi_clasf_uno_estabilizacion_encode
composicion_FQM.CFQM_resistencia_compresion_1
composicion_FQM.CFQM_limite_liquido
composicion_FQM.CFQM_indice_platicidad
abjetivo.Obj_tipo_estabilizacion_encode
composicion_FQM.CFQM_limite_plastico
composicion_FQM.CFQM_pasante_malla_200
composicion_FQM.CFQM_clasiificacion_SUCS_encode
composicion_FQM.CFQM_porcentaje_humedad_optima

composicion_FQM.CFQM_densidad_maxima

Feature Importance Plot

Feature Importance Plot

composicion_FQM.CFQM _resistencia_compresion_1 -
compasicion_FQM.CFQM _indice_piaticidad .
. composicion FQM.CFOM _limite_plastico
. composicion_FQM.CFQM_limite_liquido
1y composicion_FQM.CFQM_porcentaje_humedad_optima. .
5
g
g compasicion_FQM.CFQM_densidad_maxima .
* composicion_FQM.CFQM _slasilficacion_SUCS_encode .
.
composicion_FQM.CFQM_pasante_malla_200 .
.
cbjetivo.Obj_clasf_uno_estabilizacion_encode .
.
cbjetivo.Obj_tipo_estabilizacion_encode .
0 z 4 o 0.00 005 010 015 020 025

Variable Importance

variable Importance

48



Arboles de decisién (DT) Extreme Gradient Boosting (XGB)
Feature Importance Plot Feature Importance Plot
objetiva.Ob_tipo_estabilizacion_encode . abjetivo.Obj_tipo_estabilizacion_encode ']
composicion_FQM.CFQM_pasante_malla_200 . cbjetivo. Obj_clasf_uno_estabilizacion_encode .
cbjetivo.Obj_clast_uno_estailizacion_encode . composicion_FQM.CFQM_pasante_malla_200 .
composicion_FQM.CFQM_resistencia_compresion_1 . composicion_FQM.CFOM_clasificacion_SUCS._encode .
] composicion_FQM.CFQM_limite_liquido \d g compasicion_FQM.CFQM_limite_liquido .
2 3
§ composicion_FQM.CFQM_clasification_SUCS_encode . E ompesicion_FQM.CFQM_resisiencia_compresion_L .
compasicion_FQM.CFQM_limite_plastico L] composicien_FQM.CFQM _indice_platicidad .
composicion_FQM.CFQM_densidad_maxima . composicion_FQM.CFQW_limite_plastico .
composicion_FQM.CFQM_porcentaje_humedad_optima | @ composicion_FQM.CFQM_densidad_maxima .
composicion_FQM.CFQM_indice_platicidad | —# composicion_FQM.CFQM_porcentaje_humedad_opiima .
0.00 005 010 015 020 025 030 035 000 005 010 015 020 025 030
Variable Importance variable Imporiance
Extra Trees Classifier (ET)
Feature Importance Plot
cbjetivo.Obi_tipo_estabilizacion_encode: .
cbjetivo.Obj_clasf_uno_estabilizacion_encode .
compasicion_FQM.CFQM_pasante_malla_200 .
composicion_FQM.CFQM_resistencia_compresion_1 ]
; composicion_FQM.CFQM_clasiificacion_SUCS_encode .
E compasicion_FQM.CFQM_limite_liquido -
composicion_FQM.CFQM_densidad_maxima .
composicion_FQM.CFQM_limite_plastico *
composicion_FQM.CFQM_porcentaje_humedad_optima .
composicion_FQM.CFOM_indice_platicidad ]
000 0.05 010 015 020 025
variable Importance
e Meta modelo ensemble learning: Apoyado en las fortalezas individuales de los modelos y los

resultados de la evaluacién y validacion, se desarroll6 un meta modelo de ensamble
combinando los algoritmos mas destacados: K-vecinos mds cercanos (KNN), XGBoost,
ExtraTreesClassifier (ET) y Random Forest (RF). Este modelo utiliza un enfoque de votacién
(Voting Ensemble), en el que cada algoritmo contribuye a las predicciones finales, maximizando
la precisidon y robustez en los resultados. La combinacién de estos modelos permite aprovechar
sus caracteristicas complementarias, como la capacidad de XGBoost y Random Forest para
manejar datos complejos, la simplicidad y efectividad local de KNN, y la reduccion de sobreajuste
aportada por ExtraTreesClassifier.

El aprendizaje en ensamble permite mitigar sesgos y variancias presentes en los modelos
individuales, logrando predicciones mas estables y confiables. Este enfoque es especialmente
relevante para la clasificacidén de estabilizantes, donde se requiere un alto nivel de precisién para
garantizar decisiones dptimas. La integracién de estos modelos complementarios asegura un
sistema predictivo robusto, capaz de adaptarse a la heterogeneidad y variabilidad de los datos,
proporcionando asi una solucién efectiva y confiable para el problema planteado.

A continuacidn, se presenta el esquema del modelo ensemble construido:
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Figura 17: Modelo Ensemble para la Clasificacion de Estabilizantes, Fuente: propia

El modelo de ensamble que se ilustra en la Figura 17, se basa en un enfoque de votacion homogénea
(Hard Voting), donde cada modelo base tiene la misma relevancia en la toma de decisiones. Esto
significa que la clase final predicha corresponde a aquella que recibe la mayoria de votos entre los
modelos base. Este esquema, al no asignar pesos explicitos, garantiza un equilibrio en la
combinacidn de las predicciones, priorizando la simplicidad y la robustez.

El proceso inicia con el preprocesamiento de los datos, el cual incluye la normalizacién y el balanceo
del conjunto de datos, asegurando la calidad y homogeneidad necesarias para alimentar los
modelos base. Posteriormente, cada modelo individual realiza sus predicciones, que son
combinadas en el sistema de votacidn para generar una prediccion final. Este enfoque permite
aprovechar las fortalezas de los distintos algoritmos, reduciendo el impacto de sus limitaciones
individuales y proporcionando un sistema mas robusto para la clasificacién de estabilizantes.

Para evaluar la efectividad del modelo ensemble, se compararon sus resultados con los obtenidos
por el mejor modelo individual, identificado como Random Forest. Las métricas clave de evaluacion
incluyen la matriz de confusion, precisién, recall, F1-score y accuracy. En la Figura 18, se ilustra la
comparacion de métricas de evaluacion y validacidon entre ambos modelos:

Matrix de Confusién
Random Forest (RF) Modelo Ensemble

RandomForestClassifier Confusion Matrix CalibratedClassifierCV Confusion Matrix

True Class
True Class

o B
Predicted Class Predicted Class

50



Pontificia Universidad

J JAVERIANA

Cali

Precision, Recall y F1-score
Random Forest (RF) Modelo Ensemble
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Figura 18: Comparacion de Resultados entre el Mejor Modelo Individual (Random Forest) y el Modelo Ensemble,
Fuente: propia

El modelo ensemble evidencié un desempefio superior al modelo Random Forest al ser evaluado en
multiples métricas clave. En términos de accuracy, el modelo ensemble alcanzé un valor de 0.9195,
superando al modelo Random Forest, que obtuvo un accuracy de 0.908, lo que representa una
mejora del 1.15%.

Adicionalmente, en las métricas de precisidon y recall, el modelo Random Forest mostrd ciertas
limitaciones al clasificar las clases minoritarias, mientras que el modelo ensemble logré un mejor
balance en estas métricas, destacandose por su robustez en la clasificacién de todas las clases.

Por ultimo, el modelo ensemble presentd un Fl-score promedio mas consistente en comparacién
con Random Forest, reflejando una mejora en el balance entre precision y recall, lo que refuerza su

efectividad como sistema mas equilibrado y confiable para esta tarea.

El analisis comparativo evidencia que el modelo ensemble, al combinar las predicciones de multiples
algoritmos base, ofrece un sistema mds robusto y preciso para la clasificaciéon de estabilizantes.
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Aunque el modelo Random Forest destacé como el mejor modelo individual, el ensemble superd su
desempeiio, proporcionando un enfoque confiable y generalizable para la tarea planteada.

5.3.

DESARROLLO DE LA HERRAMIENTA INFORMATICA

e Planeacion y Definicion de Requisitos: Las funcionalidades principales del sistema se definieron
mediante historias de usuario, como las registradas en la Tabla 7. Cada historia detalla las
necesidades especificas de los interesados, traducidas en funcionalidades clave. Los criterios de
aceptacidon asociados aseguran que cada funcionalidad cumpla con los requerimientos
establecidos, priorizando la experiencia del usuario y la calidad del sistema, desde la creacion
de una landing page (pdgina de inicio o aterrizaje) hasta la gestidn segura de las propiedades del
suelo y estabilizantes.

Tabla 7: Listado de Historias de usuario y Criterios de aceptacion, Fuente: propia

Cdédigo Historia de usuario Cédigo Criterio de Aceptacion
CA0101 Debe contener secciones claras que describan el proyecto,
Como usuario, quiero ver una objetivos y funcionalidades del sistema.
landing page que presente la
HUO1  informacién general del proyecto, CA0102 Debe ser accesible y responsiva para visualizarse adecuadamente
para tener un entendimiento inicial en dispositivos moviles y de escritorio.
del prop6sito y alcance del sistema. CA0103 Debe incluir enlaces a secciones relevantes como acceso a inicio de
sesion y contacto.
CA0201 Debe requerir un nombre de usuario (email) y contrasefia.
Como investigador, quiero poder )
iniciar sesién en el sistema, para CA0202 Debe ofrecer un mensaje de error claro si el inicio de sesidn falla.
HUO02  acceder a funcionalidades CA0203 Debe redireccionar al usuario a su pagina de inicio correspondiente
exclusivas y asegurar la (dashboard) tras un inicio de sesidn exitoso.
confidencialidad de la informacién. . . » .
CA0204 Debe incluir una opcidn para recuperar o restablecer la contrasena.
CA0301 La interfaz debe permitir afiadir nuevos investigadores con
- . informacion relevante como nombre, email contrasena y rol.
Como administrador, quiero tener
la capacidad de crear, listar, CA0302 Debe permitir editar la informacién existente de los investigadores.
HU03 actu_alizar_y eliminar los perfilt_es de CA0303 Debe permitir la eliminacién de investigadores con una
los investigadores, para gestionar confirmacién previa para evitar borrados accidentales.
quienes tienen acceso al sistema.
CA0304 La lista de investigadores debe actualizarse automdticamente tras
cualquier operacién CRUD.
Debe permitir la entrada de datos para todas las propiedades
CA0401 relevantes del suelo y estabilizantes.
Como investigador, quiero poder
registrar las propiedades de los Debe validar la integridad de los datos para asegurar que todos los
HUO4  suelos y los estabilizantes, para CA0402 campos requeridos estén completos y sean correctos.
aImacerTar Y fons,LIJ.It.ar datos Debe proporcionar un mensaje de confirmacién al guardar los
necesarlos para el analisis. CA0403 datos correctamente.
Debe permitir la cancelacidon o modificacion de la entrada antes de
CA0404 la confirmacidn final.
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Debe mostrar las propiedades del suelo y estabilizantes en un

Como investigador, quiero CA0501 o
visualizar / detalles y eliminar las formato facil de leer.
HUOS propiedades  del  suelo y CAO502 Debe permitir la eliminacién con una opcién de confirmacién para
estabilizante, para mantener la evitar pérdidas accidentales de datos.
base de datos actualizada vy . . . . ,
relevante. CA0503 Debe ?ctua-Iujar |E::I,VISta de datos inmediatamente después de
cualquier eliminacién.
Como investigador, quiero poder CA0601 Debe aceptar archivos en formatos comunes como Excel.
realizar cargas masivas de datos Debe incluir una validacion de los datos para verificar el formato y
sobre propiedades de suelos y Shocoe la completitud antes de la importacion.
HUO06  estabilizantes, para optimizar el
tiempo y eficiencia en Ia Debe proporcionar un resumen de los datos cargados con la
actualizacién y expansion de la CAOG03 cantidad de registros afiadidos y alertar sobre posibles errores.
base de datos.
Como investigador, quiero utilizar CA0701 Debe proporcionar resultados de prediccion en un tiempo
un modelo de inteligencia artificial, razonable, no mayor a 1 minuto.
para predecir los estabilizantes CA0702 Debe mostrar el porcentaje de precisién para cada una de las
HUO7 adecuados basdndome en las predicciones, basada en datos de validacion.
propiedades del suelo, con el fin de
optimizar la selecciéon de CA0703 Debe permitir al usuario ingresar las propiedades del suelo y recibir

materiales y mejorar los resultados
de estabilizacion.

recomendaciones de estabilizantes adecuados.

e |teraciones y Ajustes: La planificacidn y priorizacion de las historias de usuario en el Product
Backlog reflejaron un enfoque estructurado y alineado con las necesidades prioritarias del
proyecto. La clasificacidn por prioridad y tamafio permitio gestionar eficientemente las tareas,
asegurando que las historias criticas, como HUO1 y HUO2, fueran abordadas en las primeras
fases de desarrollo, mientras que otras de menor urgencia, como HU06 y HUQ7, se reservaron

para iteraciones posteriores.

Product Backlog

<«——— Prioridad ——»
By
3
5
3
o
8

w
2
2
IQI
SHS
S g3
. K-
(=38
H_/
8

Lanzamientos

- {

Agosto

Tarea:

Congiuracion Sprint 02

Sprint Backlog

Septiembre Octubre Noviembre

Tarea: Despliegue

Tarea: Frontend

Tarea: Backend

Tarea: BD

Tarea: Frontend
Tarea: Backend

Tarea: Backend

Figura 19: Planeacion del desarrollo de la aplicacion, Fuente: propia

El proceso representado en la Figura 19, destacé cdmo las historias seleccionadas del Product
Backlog fueron integradas en Sprints, siguiendo la metodologia SCRUM. Este enfoque garantizé un
desarrollo incremental y adaptable, donde cada sprint, desde el Sprint 01 hasta el Sprint 03, se
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centrd en tareas especificas como la configuracién del sistema, desarrollo del frontend, backend y
bases de datos, de conformidad a los requerimientos de cada Historia de Usuario. La asignacion
clara de tareas dentro de cada sprint mantuvo una visidon precisa del progreso y facilitd la
identificacidon de posibles ajustes.

Ademas, la estructura iterativa descrita en la Figura 19, subrayé la importancia de las sesiones de
revision y retroalimentacién continua al final de cada sprint, las cuales no solo evaluaron el
cumplimiento de los objetivos, sino que también permitieron incorporar cambios en los requisitos.
Este enfoque agil asegurd una entrega incremental y priorizada de valor al usuario final,
manteniendo el desarrollo alineado con las expectativas de los interesados. La flexibilidad integrada
en el proceso mejord significativamente la capacidad del equipo para adaptarse a cambios y
garantizar el éxito del producto final.

e Disefio de la Arquitectura de la Aplicacion: La aplicacion SIPSE APP se disefié bajo una
arquitectura RESTful, ideal para sistemas distribuidos como aplicaciones web. Este enfoque
permitié una interaccién eficiente y flexible entre el cliente y el servidor mediante protocolos
HTTP estandarizados, ver la Figura 20:

Request
HTTP >
1)
<< Backend >> .
JSON Flask - Python Data s
< << BD >>
i —————— Mongodb

Figura 20: Disefio de la arquitectura de la aplicacion, Fuente: propia

* Las principales Tecnologias Utilizadas en el proyecto fueron:

o En la Administracion del Proyecto, se utilizd JIRA para gestionar tareas y realizar un
seguimiento del progreso, asegurando una organizacién efectiva dentro del equipo de
desarrollo.

o En el Repositorio y Control de Versiones, se emplearon Git y GitHub, lo que permitié una
colaboracién eficiente entre los miembros del equipo y un control coherente de
versiones durante todo el proceso de desarrollo.

o En el Editor de Codificacion, se adoptd Visual Studio Code debido a su versatilidad y
soporte para multiples lenguajes de programacion, lo que facilité la edicidon y el manejo
del cédigo fuente.

o En el Desarrollo del Frontend y Backend, se integraron tecnologias como HTML,
JavaScript y Bootstrap para el desarrollo del frontend, proporcionando interfaces
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graficas interactivas. En el backend, se utilizé Python con el framework Flask, ofreciendo
una légica de negocio robusta y adaptable a las necesidades del sistema.

o Enla Gestion de Base de Datos, se implementd MongoDB Atlas como gestor de bases de
datos, destacandose por su capacidad para manejar grandes volimenes de datos y
garantizar alta disponibilidad y rendimiento en el almacenamiento y recuperacion de
informacién.

b =,

En la Seguridad, se implementaron métodos de verificacién, autenticacién y encriptacion
para proteger datos sensibles, garantizando la privacidad e integridad de la informacién.

En la Comunicacion entre Componentes, se establecieron protocolos REST y se utilizé el
formato JSON para la transmisién de datos, garantizando una interaccién fluida, eficiente y
estandarizada entre los diferentes modulos del sistema.

Los Diagramas de la Arquitectura de la aplicacién fueron desarrollados bajo el enfoque de
C4 Models, los cuales proporcionan una visién progresiva y detallada de la estructura del
sistema a través de varios niveles de abstraccién. Este método permitié visualizar
claramente las relaciones y dependencias entre los distintos componentes del sistema desde
una perspectiva amplia hasta un nivel mas detallado.

o Nivel de Contexto: El diagrama de contexto como se ilustra en la Figura 21, muestra
la interaccion del sistema con los usuarios finales y otros sistemas externos:
* Los Usuarios, como los administradores e investigadores acceden al sistema
para solicitar y visualizar informacidon sobre propiedades del suelo y
estabilizantes, asi como la gestidn de las predicciones.

= La Aplicacion Web, sirve como el punto central para el manejo de solicitudes
y la entrega de funcionalidades a los usuarios.

= La BD SIPSE-APP, funciona como el almacenamiento principal de datos,

asegurando que toda la informacién de suelos y estabilizantes esté
centralizada y accesible.

Aplicacién web

Usuario SIPSE - APP. [Software System]

y - > Gestiona a informacion de las -- : : ) -
de predicclones de estabil propiedades del sueio y de los
estabilizantes, ademas de las predicciones
de estabiizantes con 1a 1A

0 del sistema SIPSE - APP
e propledades de suelos y establlizantes.

Figura 21: Diagrama de contexto de la aplicacion SIPSE APP, Fuente: propia
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o Nivel de Contenedores: El diagrama de contenedores, como se muestra en la Figura
22, describe la arquitectura del sistema SIPSE APP en términos de los principales
contenedores tecnoldgicos que lo conforman. Cada contenedor representa un
conjunto légico de responsabilidades que trabajan en conjunto para proporcionar las
funcionalidades del sistema:

El Contenedor del Frontend, incluye los Templates Landing Page y SIPSE APP,
desarrollados con HTML, Bootstrap y JavaScript. Estos contenedores ofrecen
las interfaces graficas del sistema, permitiendo a los usuarios interactuar con
las diferentes funcionalidades de la aplicacion de manera intuitiva.

El Contenedor del Backend, representado por el contenedor Routes SIPSE
APP, implementado con Flask (Python). Este contenedor gestiona la légica de
negocio, procesa las solicitudes de los usuarios, se comunica con la base de
datos y proporciona las respuestas correspondientes.

El Contenedor de Base de Datos MongoDB, este contenedor almacena vy
gestiona toda la informacidn relacionada con las propiedades de los suelos y
estabilizantes. Es el nucleo de almacenamiento de datos del sistema, y trabaja
en estrecha colaboracidn con el backend para garantizar el acceso eficiente y
seguro a la informacion.

La comunicacion entre los contenedores se realiza mediante el uso de
protocolos HTTP y JSON, asegurando una interaccion eficiente entre el
frontend, el backend y la base de datos. Este disefio modular y distribuido
asegura que el sistema sea escalable, flexible y facil de mantener.

Usuario SIPSE - APP.

Template - SIPSE APP
IContainer: HTML, Bootstrap y JavesScript]

Template Landing Page
[Contaner: HTML, Bootstrap y Javascrpt]

Informacion general de la investigacion.
Imvestigadores. reultados e inicio de
sesion

1 Vi delo informacidn de fos ususrios,
s propredades

[Container: Flask / Python]

i Gestions la informacion de fos usuarios,
s propiedades del suelo y de los.
extabidlzantes

Aplicacion SIPSEAPP

Diagrama de contenedor del sistema SIPSE - APP
Apl ropiedades de suelos y estabilzantes

Figura 22: Diagrama de contenedores de la aplicacion SIPSE APP, Fuente: propia
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o Nivel de Componentes: El diagrama de componentes, como se muestra en la Figura
23, detalla la organizacién interna y las interacciones entre los principales médulos
del sistema SIPSE APP. Cada componente cumple una funcidn especifica, facilitando
la integracidn y comunicacidn en el sistema:

Los Componentes de Interfaz (Landing Page y Dashboard):

El componentes de Landing Page, proporciona informaciéon general sobre el
proyecto, incluyendo detalles de la investigacion, resultados y acceso al
sistema mediante formularios de inicio de sesion.

El componente de Dashboard, ofrece visualizaciones clave relacionadas con
las propiedades del suelo y estabilizantes, incluyendo estadisticas y graficos
interactivos para mejorar la experiencia del usuario.

Los Componentes de Autenticacion: El componente de Login, gestiona el
inicio de sesién de usuarios, el restablecimiento de contrasefias y la creacién
de nuevas cuentas, garantizando un acceso seguro y controlado al sistema.

Los Componentes de Gestion de Usuarios y Datos:

El componente Usuarios, permite realizar operaciones CRUD (Crear, Leer,
Actualizar, Eliminar) sobre los perfiles de investigadores que utilizan el
sistema.

El componente Propiedades, maneja la gestién de datos relacionados con las
propiedades fisicoquimicas y mecanicas del suelo, asi como la carga masiva
de informacion.

El componente de Predicciones, utiliza datos ingresados para ejecutar
modelos de inteligencia artificial que generan predicciones sobre
estabilizantes, mejorando la toma de decisiones basada en datos.

El componente de Base de Datos MongoDB:

Almacena de manera centralizada toda la informacién sobre suelos vy
estabilizantes, asegurando la accesibilidad, integridad y consistencia de los
datos.

El disefio modular permite la integracién eficiente de componentes, mientras que las
comunicaciones entre ellos se realizan mediante protocolos REST y JSON,
asegurando una operacion fluida y escalable del sistema.
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Template - SIPSE APP
[Container: HTML. Bootstrap y Jay

Template Landing Page

tainer: HTML. Bootst raScript]

Vistas de la inform
inform
las propiedades del suelo y d
inv
estabilizantes, ademas de las predicciones
sesion
de es antes con la 1A

' \
N Y
1 Peticiones
Peticiones [HTTPS]
[HTTPS] g

- ysers = =

user
1

bl |- LB

REST Application
[Container]

Database - Models
IC

Almacenamien
sueloy b

Diagrama de componentes del sistema SIPSE - APP
Aplicacion para la gestion de propiedades de suelos y estabilizantes.
Predicciones de estabilizantes

Figura 23: Diagrama de componentes de la aplicacion SIPSE APP, Fuente: propia
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Desarrollo de los Componentes de la Aplicacion: El desarrollo de los componentes se realizd
mediante un enfoque iterativo y agil basado en la metodologia Scrum. Este enfoque permitié
al equipo abordar las historias de usuario en sprints cortos, asegurando entregas regulares
y facilitando ajustes continuos basados en la retroalimentacién del cliente. Cada sprint
comenzaba con una reunidn de planificacidn en la que se priorizaban las historias de usuario
y se asignaban tareas a los miembros del equipo. Durante su ejecucidn, las tareas eran
gestionadas de manera progresiva hasta ser evaluadas conforme a los criterios de
aceptacion y sometidas a pruebas de software, como se muestra en la Figura 24.

Tablero Sprint 4

Backlog <
[as

0000000000

Figura 24: Esquema de un sprint de desarrollo, Fuente: propia

La implementacion técnica de la aplicacidn involucra la transformacidn de las historias de
usuario en funcionalidades operativas, abarcando desde el desarrollo de interfaces hasta la
integracidén de sistemas backend. Este proceso se centré en cumplir con los criterios de
aceptacion establecidos, garantizando tanto la funcionalidad como la calidad del producto
final. A continuacién, en la Tabla 8, se presenta él resumen del desarrollo realizado,
vinculando directamente las historias de usuario con las interfaces correspondientes vy el
cumplimiento de los criterios de aceptacién; proporcionando una visidn clara y concisa del
trabajo realizado.

Tabla 8: Implementacion Técnica de los componetes de software de la aplicacion, Fuente: propia

Historia de usuario

Funcionalidad

HUO1: Acceso V%
visualizacion de la pagina
de inicio

Cumplimiento de Criterios
de Aceptacion

Todos los criterios de
accesibilidad, rendimiento y
usabilidad se han cumplido
segun lo  especificado
(CA0101, CA0102 y CA0103).
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HUO02: Funcionalidad de
inicio de sesion (login)
para investigadores

Inicio de Sesién

Has olvidado tu contrasefia?

La autenticacidon cumple con
los estandares de seguridad,
y los tiempos de respuesta
estan dentro de los limites
aceptables (CA0201,
CA0202, CA0203 y CA0204).

HUO03: Administracién de
los usuarios del sistema
(investigadores)

Registrar un Nueva Usuario

x

Editar un Usuario Existente x

Las funciones de CRUD se
implementan

correctamente, permitiendo
operaciones eficientes y
seguras (CA0301, CA0302,

contormacién CA0303 y CA0304).
[
@ = a®
N — : @ @ ©
@ =] Id o
: 8 (4 @
@ a s o
HUO04 y HUO5: Gestidn de Las funciones de CRUD se
las propiedades de los e implementan
suelos y los estabilizantes correctamente, permitiendo
operaciones eficientes vy
seguras (CA0401, CA0402,
CA0403, CA0404, CAO0501,
CA0502 y CA0503).
=a 2
1 0@

Gestion (Propiedades y Estabilizantas) - Visualizacion | e sise.arp

© = 8 + . B

1 | por | impeenic
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HUO06: Gestidén de cargas
masivas de datos sobre
propiedades de suelos y
estabilizantes

© B @8 + b B

La carga masiva de datos
cumple con los tiempos e
respuesta y los formatos
establecidos (CA0601,
CA0602 y CA0603).

HUO07: Modelo predictivo
de estabilizantes

Caracteristicas del Suelo

Tipo de Estabilizante

lligy,

.
.o

\\\\\!‘-‘ Il !:'{f///

Z

(IS

Las predicciones del modelo
supervisado de aprendizaje
automatico cumplen con los
tiempos de respuesta vy
etiquetas de predictoras
(CA0701, CA0702 y CA0703).

e Pruebas de desarrollo y Calidad: Durante el desarrollo, se implementaron pruebas
manuales y automaticas para garantizar la calidad y el correcto funcionamiento de los
componentes, de las cuales se destacan las siguientes:

o Pruebas unitarias: Las pruebas unitarias realizadas a los componentes de la
aplicacion SIPSE APP permitieron evaluar de forma aislada cada funcionalidad,
identificando errores en etapas tempranas del desarrollo. Como se observa en la
Figura 25, las historias de usuario relacionadas con funcionalidades criticas, como el
acceso y visualizacién de la pdagina de inicio (HUO1) y el inicio de sesion para
investigadores (HUO2), presentaron un menor volumen de pruebas en comparacion
con otras historias, con 20y 25 pruebas totales respectivamente. En ambas historias,
las pruebas exitosas superaron ampliamente a las erréneas, reflejando un buen nivel
de madurez en estos componentes desde etapas tempranas. Este enfoque agil
permitid ajustar y corregir errores rdpidamente durante el mismo sprint,

garantizando la calidad de estas funcionalidades clave.

Numero de Pruebas Realizadas

35
30
25
20
15
10

Pruebas Unitarias realizadas a los componentes de la

Aplicacion SISEP APP

—8—Pruebas exitosas

3

4
Historias de Usuario

Pruebas erréneas

5

Total pruebas

Figura 25: Pruebas unitarias realizadas a la Aplicacion SISEP APP
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Por otro lado, las historias relacionadas con tareas mdas complejas, como la gestion
de cargas masivas (HUO6) y el modelo predictivo de estabilizantes (HUOQ7),
requirieron una mayor cantidad de pruebas, alcanzando un total de 30 y 35
respectivamente. Aunque se identificaron mas errores en estas historias, los ajustes
realizados aseguraron que los componentes finales cumplieran con los requisitos
establecidos. Es importante destacar que las historias HU0O4 y HUO5, enfocadas en la
gestidn de propiedades de suelos y estabilizantes, también mostraron un equilibrio
adecuado entre pruebas exitosas y errdoneas, reflejando un desarrollo progresivo y
alineado con los objetivos del sistema. Este enfoque iterativo y continuo contribuyé
a minimizar riesgos durante la integracion final y aseguré que cada componente
estuviera completamente funcional antes de su despliegue.

b =,

Pruebas de integracion: Estas pruebas garantizaron que los componentes del sistema
interactuaran correctamente entre si y con la base de datos. Tal como se evidencia
en la Figura 26, no se detectaron conflictos entre los componentes al realizar la
integracidn, lo que permitié efectuarla de manera exitosa. El proceso de revisidon y
aprobacion de los cambios confirmé que la rama destinada al despliegue de
produccién estaba libre de conflictos, habilitando su fusién con la rama principal sin
inconvenientes. Esto asegura la continuidad del desarrollo y la estabilidad del sistema
tras la integracién.

Despliegue Produccién #

aperezn298

) 5 aperemass

B < Ful request successtully merged and closed I—

Figura 26: Pruebas de integracion realizadas a la Aplicacion SISEP APP

Pruebas de rendimiento: Estas pruebas permitieron evaluar la eficiencia del sistema,
midiendo métricas clave relacionadas con la velocidad de carga, la interactividad y la
estabilidad visual de la aplicacion. Como se observa en los resultados de la Figura 27,
el rendimiento general obtuvo una calificacion de 91 sobre 100, lo que indica un
sistema altamente optimizado.

Adicionalmente, las calificaciones en accesibilidad (87), practicas recomendadas (96)

y SEO (98) demuestran un enfoque integral para garantizar no solo el rendimiento
técnico, sino también la experiencia del usuario y la optimizacion para buscadores.
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Estos resultados reflejan un sistema bien desarrollado, preparado para responder
eficazmente a las demandas de los usuarios.

Rendimiento

@ First Contentful Paint Renderizado del mayor elemento con contenido

0,7s 14s

@ Total Blocking Time ® Cambios de disefio acumulados

0O ms 0.002

Speed Index

23s

Figura 27: Pruebas de rendimiento realizadas a la Aplicacion SISEP APP

El desarrollo de la herramienta informdtica representd un avance significativo en la
integracidon de la inteligencia artificial con la geotecnia vial, demostrando la viabilidad de aplicar
modelos de aprendizaje automatico para optimizar la seleccién de estabilizantes en suelos
subrasantes. Este proceso permitié consolidar una solucién tecnoldgica robusta, respaldada por un
disefio modular que asegura la escalabilidad y adaptabilidad a distintos escenarios. Con una
arquitectura RESTful, un modelo predictivo eficiente y una interfaz intuitiva, la herramienta logra
abordar las complejidades inherentes a la geotecnia, proporcionando resultados precisos y
reduciendo costos y tiempos en la toma de decisiones. La validacion exitosa en entornos
controlados sienta las bases para futuras aplicaciones en escenarios reales, posicionando la
herramienta como un recurso valioso para proyectos de infraestructura vial sostenible.

5.4. IMPLEMENTACION Y DESPLIEGUE DE LA APLICACION

e La implementacién y despliegue de la aplicacién: La integracion de los componentes de la
aplicacion SIPSE APP, como se muestra en la Figura 28, presenta un sistema en el que el
usuario final interactia mediante solicitudes HTTP y JSON, enviadas al servidor web donde
se encuentra alojada la APl desarrollada en Flask. Esta APl actia como intermediaria entre
el usuario, la base de datos MongoDB y el modelo de inteligencia artificial (1A). La base de
datos almacena informacién clave sobre propiedades de suelos y estabilizantes, mientras
que el componente de IA utiliza estos datos para generar predicciones en tiempo real,
proporcionando resultados precisos y adaptados a las necesidades del usuario. Este disefio
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asegura una comunicacién eficiente y un flujo constante de datos entre los diferentes
maodulos del sistema.

I HTTP ;

4 -
Y -‘!‘ o s
]
ol AP' J -
JSON L\ .: i:
| —_—  (Sailiet

Colaccidn Mongodh

Usuario Final Componentes Software

ar.
%
SBIPSE APP “'

‘.’ Componente 1A
QL [ s s

Figura 28: Integracion de los componentes y despliegue de la aplicacion de la Aplicacion, Fuente: propia

En el Despliegue de la aplicacion, ilustrado en la Figura 28, detalla la disposicién de los
componentes tecnoldgicos de la aplicacién en un entorno de produccién. El servidor web,
alojado en PythonAnywhere y accesible a través del dominio
https://majash29.pythonanywhere.com, gestiona el trafico y redirige las solicitudes hacia el
backend, desarrollado con Flask. Este backend procesa y envia datos hacia la base de datos
MongoDB, que se encuentra alojada en un cluster dedicado en MongoDB Atlas, lo que
garantiza alta disponibilidad y acceso seguro a la informacidn. Adicionalmente, el modelo de
inteligencia artificial, se encuentra integrado directamente con el backend y opera en el
mismo servidor, optimizado para el procesamiento eficiente de predicciones en tiempo real.
Este despliegue asegura una arquitectura robusta y escalable que puede soportar tanto las
operaciones actuales del sistema como el crecimiento futuro de la aplicacion, adaptandose
a los requisitos cambiantes de los usuarios y la infraestructura.

La implementacidn de la aplicacion SIPSE APP refleja una arquitectura distribuida eficiente,
integrando componentes alojados en PythonAnywhere con MongoDB Atlas y un modelo de
IA para brindar una solucidn funcional y escalable. Al combinar un servidor web robusto, un
backend optimizado y almacenamiento en un cluster seguro, el sistema asegura un
rendimiento confiable en produccién, permitiendo a los usuarios acceder a las
funcionalidades de manera agil y efectiva.

El mantenimiento y sostenibilidad de la herramienta informatica desarrollada son elementos
clave para garantizar su viabilidad y efectividad a largo plazo. En el aspecto del
mantenimiento, se definieron estrategias basadas en actualizaciones periédicas del modelo
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de aprendizaje automatico, programadas en intervalos de cada tres meses o cuando se
disponga de nuevos tipos de estabilizantes que no hayan sido incluidos en el estudio inicial.
Estas actualizaciones permiten mitigar posibles fallos en las predicciones de estabilizantes
conforme a las caracteristicas del suelo, al tiempo que mejoran la precision del modelo y lo
adaptan a nuevas condiciones geotécnicas o requerimientos especificos. Este enfoque
iterativo asegura que el sistema permanezca actualizado y alineado con las necesidades del
usuario.

b =,

Desde la perspectiva de sostenibilidad, el proyecto prioriza el uso de tecnologias eficientes y
de bajo impacto ambiental, minimizando el consumo de recursos computacionales sin
comprometer el rendimiento del sistema. Asimismo, la integracion de politicas de software
libre y cédigo abierto fomenta la adaptabilidad y reutilizacion de la herramienta,
permitiendo su implementacion en otros contextos geograficos y aplicaciones técnicas
relacionadas. Estas estrategias no solo garantizan la operatividad continua de la
herramienta, sino que también amplifican su impacto positivo en los campos de la ingenieria
civil y la ciencia de datos, promoviendo una solucién escalable, accesible e innovadora para
diversas comunidades técnicas.

La evaluacion externa de la solucion se lleva a cabo a través de pruebas y validaciones
realizadas con nuevos datos de suelos y usuarios finales expertos en la drea de la geotecnia
y software. Este proceso proporciond una retroalimentacidn valiosa sobre el desempefio, la
funcionalidad y la usabilidad de la aplicacion, en un contexto real.

o Validacion con Nuevos datos de suelos: Para validar el modelo con nuevos datos
sobre suelos viales, se realizé un proceso adicional de recopilacién de informacién,
utilizando bases de datos cientificas y resultados de pruebas de laboratorio. Esto
permitid construir un conjunto de datos completamente nuevo, disefiado para
evaluar el desempeno del modelo con informacion distinta a la empleada durante su
entrenamiento.

Los resultados que se ilustran en la Figura 29, muestran el proceso de validacién de
40 nuevos registros representativos de diversas propiedades de suelos viales. En la
validacién, el modelo basado en Random Forest logré predecir correctamente 33
valores, mientras que 7 fueron clasificados de forma incorrecta. Por otra parte, el
modelo Ensemble demostré un mejor rendimiento, con 35 predicciones correctas y
solo 5 incorrectas, lo que respalda la efectividad del enfoque propuesto.
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Validacién de los Modelos con Nuevos datos de suelos
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Figura 29: Validacion de los Modelos con Nuevos datos de suelos, Fuente: propia

Sin embargo, ambos modelos presentan limitaciones al clasificar estabilizantes de
tipo mineral, debido a que esta clase cuenta con un menor nimero de registros, lo
gue se traduce en un aprendizaje menos robusto para este caso especifico. Este
resultado pone en evidencia, la necesidad de enriquecer el conjunto de datos para
aumentar la capacidad de generalizacion del modelo.

o Validacion del modelo de clasificacion: Un pequefio grupo de expertos tematicos en
el area de infraestructura vial evalué la calidad y pertinencia del modelo de
aprendizaje automatico utilizado para la prediccidn de estabilizantes segun la familia
Fisico-Quimica, asegurando su precisién y relevancia técnica.

A continuacién, se describe la ficha técnica del instrumento de evaluacién aplicado a
este grupo de expertos tematicos:

Tabla 9: Instrumento de evaluacion para expertos temdticos, Fuente: propia

Nombre del| Encuesta de percepcidon del modelo predictivo de estabilizantes conforme a las
Instrumento propiedades del suelo.

Recibir retroalimentaciéon por parte de los expertos temdticos del area de
Objetivo: infraestructura, su percepcion acerca de la herramienta informatica de
prediccidn de suelos y estabilizantes.

01 - ¢La aplicacion es intuitiva y facil de manipular?

02 - ¢La aplicacidn facilita la gestion (registro- consulta -eliminacion-carga) de la

Preguntas cerradas informacion de las propiedades del suelo y estabilizantes?

Obligatorias
03 - ¢ Considera que el modelo predictivo de estabilizantes es util para la toma de
decisiones en proyectos viales?
01 - De acuerdo

Opciones de

respuesta 02 — Neutral

03 - En desacuerdo
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Pregunta abierta 04 - ¢Qué aspectos considera que podrian mejorarse o adicionarse en la
Opcional aplicacion?

Los resultados obtenidos de los expertos tematicos del area de infraestructura fueron
los siguientes:

Preguntas cerradas - Obligatorias Pregunta abierta - Opcional

Cantidad expertos
o = N W A OO N

! ﬂ 1cc1onarlo|
6 8 y

Manual Neces;dades

1 1

H H °

1 2 3

Ntimero de pregunta termlnos . COP\C@DTOS
Nuevas Requerimientos

Figura 30: Resultados de la evaluacion a expertos temdticos, Fuente: propia

mDe acuerdo mNeutral Desacuerdo

Los resultados consolidados en la Figura 30, evidencian una percepcién positiva de los
expertos tematicos hacia el modelo predictivo de estabilizantes — SIPSE APP. En las
preguntas cerradas, la mayoria de los encuestados valoran favorablemente la
herramienta tecnoldgica: 6 de los 7 expertos consideran que la aplicacién es intuitiva
y fécil de usar, y el mismo nimero estad de acuerdo en que facilita la gestion de
informacidn relacionada con suelos y estabilizantes. Ademds, la utilidad del modelo
predictivo en la toma de decisiones para proyectos viales recibié una valoracion
unanime, con 7 de 7 expertos expresando una opinién positiva. Por otro lado, la
respuesta abierta refleja aspectos de mejora, tales como: la integraciéon de
busquedas avanzadas para las propiedades del suelo, un diccionario de términos
técnicos que ayude a los usuarios a entender conceptos técnicos, opciones de ayuda
y soporte. Esto indica que, si bien la herramienta cumple con su propdsito principal,
presenta oportunidades para una mejora continua mediante nuevas funcionalidades
gue enriquezcan la experiencia del usuario y se adapten de manera integral a los
contextos empresariales.

Validacion de la aplicacion como software: Un pequefio grupo, conformado por
expertos técnicos en desarrollo de software, analizd el funcionamiento de la
aplicacion, verificando que el sistema cumpliera con los estandares de la industria en
términos de desempenio, confiabilidad y usabilidad.

A continuacidn, se describe la ficha técnica del instrumento de evaluacion aplicado a
este grupo de expertos técnicos:
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Tabla 10: Instrumento de evaluacion para expertos técnicos, Fuente: propia

Encuesta de percepcion de la aplicacion SIPSE APP para la gestion de suelos y
estabilizantes.

Recibir retroalimentacién por parte de los expertos técnicos del area de desarrollo

Objetivo: de software, su percepcién acerca de la herramienta informatica de prediccion de
suelos y estabilizantes.
01 - ¢La aplicacion es intuitiva y facil de usar?
Preguntas cerradas 02 - ¢La aplicacion satisface todos los requisitos establecidos por el cliente?
Obligatorias

03 - (El disefio arquitectonico propuesto es adecuado para abordar la
problematica?

01 - De acuerdo

Opciones de respuesta 02 — Neutral

03 - En desacuerdo

Pregunta abierta
Opcional

04 - ¢Qué aspectos considera que podrian mejorarse o adicionarse en la aplicacién?

Los resultados obtenidos de los expertos técnicos del area de desarrollo de software
fueron los siguientes:

Preguntas cerradas - Obligatorias Pregunta abierta - Opcional

Cantidad de expertos

w

N

Notificaciones linea

Correos ~funcionalidades

1 2 3
Numero de pregunta

mDe acuerdo mNeutral Desacuerdo

Microservices

Figura 31: Resultados de la evaluacion a expertos técnicos, Fuente: propia

Los resultados consolidados en la Figura 31, evidencian una percepcidn positiva por
parte de los expertos técnicos hacia la herramienta informatica SIPSE APP. En las
preguntas cerradas, se logré un consenso unanime favorable: los tres expertos
coincidieron en que la aplicacidn es intuitiva, facil de usar y cumple plenamente con
los requerimientos establecidos por el cliente. Ademas, destacaron que la
arquitectura RESTful implementada es adecuada para la solucién planteada.

Por otro lado, la respuesta abierta mostré aspectos de mejora, como la incorporacién
de opciones de ayuda y soporte en linea dirigidas a los diferentes actores, la
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implementacién de notificaciones por correo electrénico para informar sobre la
gestién de nuevas propiedades de suelos y estabilizantes o el registro de nuevos
usuarios en la aplicacién. Finalmente, se sugirid explorar otras alternativas
arquitectdnicas, como la adopcion de microservicios, para futuras iteraciones del
proyecto.
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6. CONCLUSIONES Y TRABAJOS FUTUROS

6.1. CONCLUSIONES

El desarrollo del modelo de aprendizaje automatico supervisado abordé con éxito los
objetivos especificos de la investigacion mediante un enfoque sistematico y estructurado. Se logro
preparar un conjunto de datos de calidad, compuesto por 293 registros, procesados mediante
técnicas de limpieza, imputacién de valores faltantes y normalizacién, garantizando su relevancia
para capturar las propiedades criticas del suelo y los estabilizantes. Propiedades del suelo como la
granulometria, el indice de plasticidad y la resistencia a la compresidn y las caracteristicas bases del
estabilizante segun el uso en la industria y el mecanismo de acciéon, demostraron ser factores clave
en la prediccidén, representando el 62.5% de la importancia total en los modelos evaluados.

En cuanto al modelado, se seleccionaron y entrenaron algoritmos avanzados como Random Forest,
XGBoost y un modelo ensemble, entre otros, destacando al modelo basado en Random Forest por
su exactitud del 90.8% y su capacidad para manejar la heterogeneidad de los datos. La validacidn
interna incluyé métricas clave como accuracy (90.8%), recall (91.8%), precisién (92.3%) y f1-score
(92.0%), lo que evidencid la robustez y precision del enfoque predictivo. Sin embargo, se
identificaron limitaciones relacionadas con la representatividad del conjunto de datos,
restringiendo la generalizacién del modelo a contextos externos. Estas observaciones subrayan la
importancia de ampliar la base de datos para incluir suelos de diferentes regiones geograficas y
propiedades geotécnicas mads diversas, ademas de considerar enfoques mas interpretables para
facilitar la adopcidn por parte de usuarios técnicos y no técnicos.

Adicionalmente, los andlisis de desempefio resaltaron la viabilidad de integrar técnicas de ensamble
como votacién homogénea, que incrementaron la precision a 91.95%. Esto reafirma la efectividad
de combinar modelos en tareas de clasificacién complejas, sugiriendo lineas futuras de investigacion
enfocadas en optimizar la eficiencia computacional del entrenamiento y en explorar modelos que
combinen precisidn, interpretabilidad y escalabilidad.

El disefio y desarrollo de la herramienta informatica SIPSE APP permitioé traducir el modelo de
aprendizaje automadtico en una solucidén tecnoldgica practica y escalable, cumpliendo con los
objetivos planteados en la investigacidon. La aplicacidn, disefnada con una arquitectura RESTful e
integrada con MongoDB Atlas, ofrece funcionalidades de consulta, carga masiva, eliminacion y
prediccion, adaptandose a las necesidades de los usuarios finales mediante una interfaz grafica
intuitiva.

El proceso de desarrollo, basado en la metodologia Scrum, asegurd entregas iterativas y flexibles,
permitiendo integrar historias de usuario priorizadas con tiempos de respuesta inferiores a 3
segundos y una tasa de errores funcionales por debajo del 5%. Ademads, las pruebas unitarias, de
integracion y de rendimiento corroboraron la calidad del sistema, alcanzando un puntaje de 91
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sobre 100 en eficiencia técnica. La herramienta no solo encapsula el modelo predictivo, sino que
amplia su accesibilidad y utilidad en contextos reales, mostrando su capacidad para transformar la
gestién de estabilizantes en proyectos de infraestructura vial.

El proyecto respondid satisfactoriamente a la pregunta de investigacién planteada: ¢Como
implementar un modelo de aprendizaje automatico que permita seleccionar estabilizantes para
suelos viales?. La integracion de técnicas avanzadas de inteligencia artificial con un disefio de
software robusto permitié seleccionar estabilizantes dptimos basados en propiedades especificas
del suelo, alinedndose con las condiciones ambientales y geograficas del proyecto. Ademas, se
establecieron bases sdlidas para optimizar procesos en la ingenieria geotécnica, mejorando la
calidad, sostenibilidad y durabilidad de las infraestructuras viales. Este trabajo no solo valida la IA
como un recurso estratégico para la seleccidon de estabilizantes, sino que también abre nuevas
oportunidades para su aplicacidn en otros campos de la infraestructura vial y ambiental.

6.2. TRABAIJOS FUTUROS

Teniendo en cuenta los resultados obtenidos y las areas de mejora identificadas, se
proponen las siguientes lineas de trabajo futuro. Estas direcciones buscan abordar limitaciones
actuales y abrir nuevas oportunidades de investigaciéon y desarrollo en ciencia de datos,
contribuyendo al avance técnico en aprendizaje automatico y su aplicacién a la geotecnia vial:

e Recolectar datos adicionales de suelos provenientes de diversas regiones y condiciones
geotécnicas, incluyendo datos en tiempo real obtenidos de sensores geotécnicos. Esto
permitird mejorar la capacidad de generalizaciéon del modelo y habilitar actualizaciones
dindmicas que incrementen la precisidon y relevancia de las predicciones en escenarios
diversos. Se espera que esta estrategia reduzca el error de prediccion en al menos un 15%,
ampliando la aplicabilidad del sistema.

e Evaluar el desempeno de técnicas mas complejas, como redes neuronales profundas,
modelos no supervisados o enfoques mixtos, especialmente en casos donde no se cuente
con un experto para etiquetar los datos. Estas técnicas permitirdn mejorar la precisién y
robustez del sistema en escenarios con alta heterogeneidad y datos no etiquetados, con el
objetivo de incrementar la precisién en un 10% en comparacion con los enfoques actuales.

e Evaluar y comparar otras técnicas de meta-modelos, como stacking y bagging, en contraste
con el enfoque basado en voting. Estas alternativas pueden ofrecer ventajas adicionales,
como una mayor capacidad de generalizacién y optimizacion del desempefio en problemas
de clasificacién compleja. Se espera que la implementacion de estas técnicas permita una
mejora significativa en las métricas de precision y Fl-score, superando los enfoques
tradicionales.
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e Incorporar simulaciones interactivas y reportes automatizados en la herramienta SIPSE APP
para facilitar la toma de decisiones en proyectos de gran escala. Estas mejoras no solo
incrementardn la usabilidad de la plataforma, sino que también permitirdan a los usuarios
analizar escenarios complejos de forma intuitiva, aumentando su productividad.

e Implementar estrategias de edge computing para reducir los tiempos de inferencia y mejorar
la escalabilidad del modelo en dispositivos con recursos limitados. Esto permitira una
optimizacién del desempeiio computacional, con la meta de disminuir los tiempos de
respuesta en un 30%, asegurando que el sistema sea funcional incluso en entornos
operativos restringidos.

e Explorar nuevos dominios de prediccién relacionados con la infraestructura vial, como el
analisis del rendimiento a largo plazo de suelos estabilizados o el impacto del trafico
vehicular en las propiedades mecanicas del suelo. Este enfoque ampliara la aplicabilidad del
modelo y su utilidad en proyectos de infraestructura vial sostenibles.

Estas lineas de trabajo no solo buscan fortalecer la herramienta SIPSE APP, sino también contribuir
al campo de ciencia de datos mediante avances en generalizacién de modelos, optimizacion
computacional y manejo de datos no etiquetados. Se establecerdn métricas de éxito como la
reduccion de error en predicciones, mejora en tiempos de respuesta y ampliacion de la aplicabilidad
del sistema en contextos reales. De esta manera, se asegura que las investigaciones futuras tengan
un impacto significativo tanto en el ambito académico como en la practica profesional.
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