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Resumen

En este trabajo se desarrolla una herramienta de ecualización automática basada en
descripciones del sonido mediante el uso de modelos de aprendizaje profundo y procesa-
miento del lenguaje natural. El objetivo es hacer accesible para cualquiera ecualizaciones
de audio que respondan a sus deseos creativos, utilizando modelos de incrustación de pa-
labras como GloVe, Tok2Vec, GPT y BERT, y combinándolos en un modelo de ensamble
con una capa de atención.

Palabras clave: Ecualización Automática, Aprendizaje Profundo, Procesamiento del Len-
guaje Natural, Modelos de Incrustación de Palabras, Capa de Atención.

1. Introducción

La ecualización de audio es un proceso cŕıti-
co en la producción musical que requiere un
balance adecuado de las frecuencias de audio.
Este proceso puede ser complejo y demandar
conocimientos técnicos avanzados. La formula-
ción del problema radica en cómo implemen-
tar una herramienta de ecualización automáti-
ca que utilice descripciones en lenguaje natu-
ral para ajustar parámetros de audio de forma
precisa y eficiente [9].

Revisamos distintos enfoques en la literatu-
ra sobre ecualización de audio, destacando las
técnicas tradicionales y modernas. Sin embar-
go, pocos estudios han explorado el uso de mo-
delos avanzados de procesamiento de lenguaje
natural como GPT y BERT en este contexto.

El objetivo de este estudio es desarrollar
una herramienta de ecualización automática
basada en descripciones del sonido utilizando
modelos de aprendizaje profundo y procesa-
miento del lenguaje natural [11].

2. Fundamentación Teóri-

ca

2.1. Sonido

El sonido es un tipo de enerǵıa que se pro-
paga en forma de ondas a través de medios co-
mo el aire, el agua o los sólidos. La frecuencia
determina el tono y la amplitud de un sonido
[14].

2.2. Ganancia de audio

La ganancia de audio se refiere a la relación
entre la amplitud de la señal de entrada y la
amplitud de la señal de salida en un sistema
de amplificación de audio [21].

2.3. Filtro de audio

Un filtro de audio modifica las caracteŕısti-
cas de frecuencia de una señal de sonido. Los ti-
pos de filtros incluyen: paso bajo (permite fre-
cuencias bajas), paso alto (permite frecuencias
altas), de banda (selecciona un rango de fre-
cuencias), de rechazo de banda (atenua una ga-
ma estrecha de frecuencias), y de estante (au-
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menta o reduce frecuencias por encima o por
debajo de una frecuencia de corte) [26].

2.4. Ecualización

La ecualización de audio ajusta la respuesta
de frecuencia mediante el aumento o reducción
selectiva de ciertas frecuencias [26].

2.5. Ecualización paramétrica

La ecualización paramétrica permite ajus-
tes precisos y flexibles de la respuesta en fre-
cuencia de una señal de audio [13].

2.6. Modelos de Incrustación de
Palabras

Los modelos de incrustación de palabras en
NLP representan las palabras como vectores
densos y de baja dimensionalidad en un espacio
vectorial continuo. Ejemplos de estos modelos
incluyen Word2Vec [40], GloVe [39], Tok2Vec
[41], y BERT [37]. Estos modelos capturan re-
laciones semánticas y sintácticas entre pala-
bras, facilitando tareas de NLP como análisis
de sentimiento, traducción de idiomas y clasi-
ficación de texto [11].

2.7. Aprendizaje de Máquina en
Ecualización Automática

Las Redes Neuronales Profundas (DNNs)
están compuestas por múltiples capas de nodos
interconectados que modelan relaciones com-
plejas en los datos [5]. El Algoritmo de Des-
censo de Gradiente se utiliza para minimizar
una función de pérdida iterativamente [38]. La
Regresión Loǵıstica predice resultados binarios
en un conjunto de datos, usada comúnmente en
tareas de clasificación [7].

3. Metodoloǵıa

3.1. Dataset: Social EQ

El conjunto de datos SocialEQ agrupa des-
criptores semánticos asociados a configuracio-
nes de ecualización en el ámbito del audio. Ca-
da registro abarca un descriptor semántico, el

idioma del mismo, identificador de audio, una
puntuación de coherencia y valores correspon-
dientes a 40 parámetros de ecualización. Los
participantes seleccionaban y calificaban 40 va-
riaciones de un archivo de audio basado en
términos descriptivos. Se restringió la investi-
gación a descriptores en inglés, reduciendo el
número a 918 ejemplos, representando 388 des-
criptores únicos [9].

3.2. División de Datos para En-
trenamiento y Pruebas

Se empleó una validación cruzada de cua-
tro pliegues para asegurar que las palabras en
el conjunto de prueba fueran completamente
desconocidas durante el entrenamiento. Se se-
leccionaron palabras de Alta Calidad (HQ) de
la literatura de mezcla de audio y palabras Al-
tamente Calificadas (HR) con alta coherencia
en el conjunto de datos SocialEQ. Cada pliegue
de validación conteńıa una mezcla de palabras
HQ y HR, distribuidas para evaluar al menos
una vez cada palabra [9].

Además, se implementó la función
train test split de scikit-learn para di-
vidir los datos (80% entrenamiento, 20% prue-
bas), maximizando el uso de los datos dispo-
nibles [11].

3.3. Modelos de Incrustación de
Palabras

Se integraron cuatro modelos de incrusta-
ción de palabras: GloVe [39], Tok2Vec [41],
GPT [35] y BERT [37]. Estos modelos trans-
forman las palabras en vectores semánticos, es-
tandarizando la entrada para la red neuronal
[11].

3.4. Arquitectura de la Red
Neuronal

La red neuronal modela incrustaciones de
palabras en predicciones de parámetros de
ecualización. La arquitectura incluye capas
densas con activación ReLU y regularización
con dropout. La capa de salida tiene 40 neu-
ronas con activación sigmoidea para predecir
los parámetros de ecualización. Se utilizó una
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función de pérdida de error absoluto medio y
un optimizador SGD con una tasa de aprendi-
zaje inicial de 0.1, que se ajustó cada 10,000
actualizaciones [11].

Se incluyó una capa de atención para cada
tipo de incrustación de palabras, mejorando el
modelo al centrarse en partes relevantes de las
incrustaciones al realizar predicciones [35].

3.5. Normalización de los
Parámetros de Ecualización

Los valores de ecualización se normalizaron
linealmente en un rango de 0 a 1 (dB en [-4,
+4]), para evitar problemas asociados con va-
lores at́ıpicos. Esta normalización estandariza
la entrada para la red [11].

4. Resultados

4.1. Modelo Tok2Vec

El modelo Tok2Vec implementa una red
neuronal que utiliza embeddings tokenizados
espećıficos para el análisis de texto. La Figura
1 muestra el error en el entrenamiento y la va-
lidación del modelo Tok2Vec a lo largo de las
épocas.

La gráfica de pérdida (Figura 1) sugiere que
el error de entrenamiento disminuye significa-
tivamente al principio, indicando una fase de
aprendizaje eficiente. Sin embargo, el error de
validación comienza a estabilizarse y luego au-
menta ligeramente después de cierto punto, lo
que podŕıa indicar que el modelo está experi-
mentando sobreajuste [3].

4.2. Modelo GloVe

En este experimento, utilizamos únicamen-
te los embeddings de GloVe para entrenar el
modelo. La Figura 1 muestra el error en el en-
trenamiento y la validación del modelo GloVe
a lo largo de las épocas.

La gráfica de pérdida (Figura 1) ilustra que
el error de entrenamiento disminuye significa-
tivamente al inicio, lo que indica que el modelo
está aprendiendo efectivamente. Sin embargo,
el error de validación se estabiliza y comienza

a exhibir fluctuaciones, lo cual puede indicar la
presencia de sobreajuste [39].

4.3. Modelo BERT

En este experimento, utilizamos los embed-
dings proporcionados por BERT para entre-
nar el modelo. La Figura 1 muestra el error
en el entrenamiento y la validación del modelo
BERT a lo largo de las épocas.

La gráfica de pérdida (Figura 1) indica que
el error de entrenamiento disminuye considera-
blemente al inicio, lo que sugiere una etapa de
aprendizaje efectiva. Sin embargo, el error de
validación se estabiliza y presenta fluctuacio-
nes, lo que puede indicar sobreajuste [37].

4.4. Modelo GPT-4

En este experimento, utilizamos los embed-
dings proporcionados por GPT-4 para entre-
nar el modelo. La Figura 1 muestra el error
en el entrenamiento y la validación del modelo
GPT-4 a lo largo de las épocas.

La gráfica de pérdida (Figura 1) indica que
el error de entrenamiento disminuye considera-
blemente al inicio, lo que sugiere una etapa de
aprendizaje eficiente. Sin embargo, el error de
validación muestra un incremento significativo
después de cierto punto, lo cual es una clara
indicación de sobreajuste [35].

4.5. Modelo de Ensamble

En este experimento, utilizamos un mode-
lo de ensamble que combina varios embeddings
para mejorar las representaciones y, en última
instancia, el rendimiento del modelo. La Figu-
ra 1 muestra el error en el entrenamiento y la
validación del modelo de ensamble a lo largo
de las épocas.

La gráfica de pérdida (Figura 1) sugiere que
el error de entrenamiento disminuye significa-
tivamente al inicio, indicando que el modelo
está aprendiendo efectivamente. Sin embargo,
el error de validación se estabiliza y fluctúa, lo
cual podŕıa indicar la presencia de sobreajuste
[35].
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Figura 1: Desempeño de error de entrenamiento y validación para los modelos Tok2Vec, GloVe,
BERT y GPT-4 nombrados de izquierda a derecha de arriba hacia abajo respectivamente.

Modelo MAE Entren. MAE Valid. MAPE Valid.
Ensamble 0.0684 0.1013 23.9113%
GPT-4 0.0918 0.0963 21.8592%
Tok2Vec 0.0768 0.1012 21.5715%
GloVe 0.0722 0.1066 24.3336%
BERT 0.0739 0.1009 21.2371%

Capa de Atención 0.0693 0.0976 21.6324%

Cuadro 1: Comparación de métricas clave entre diferentes modelos evaluados.

5. Feedback de Uso

Para evaluar el desempeño y la experien-
cia del usuario con el sistema de ecualización
automática, se realizó una prueba con un pro-
ductor musical de la ciudad de Cali, Xavier
Mart́ınez. Xavier destacó la utilidad creativa
del sistema, pero señaló la necesidad de una
interfaz gráfica y permitir descripciones más
ricas para mejorar la precisión.
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