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El proyecto tiene como valor agregado la integracion de informacion satelital por medio del
procesamiento de imagenes satelitales y su potencial radica en su aplicacion en futuras
investigaciones que puedan convertirla en un recurso valioso para diferentes agentes y autoridades
relacionadas con el clima y la meteorologia. Ademas, se aspira a que pueda escalarse hacia otras
regiones del pais, contribuyendo al manejo adecuado de recursos y la planificacion meteoroldgica.
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INTRODUCCION

La precipitacion es uno de los fendmenos climaticos mas determinantes para el desarrollo econémico y
ambiental de muchas regiones, particularmente en Colombia, un pais caracterizado por su diversidad
geografica y por la dependencia de varios sectores econdmicos respecto a los niveles de precipitacion. Con
un promedio anual de 3,240 mm de precipitacién, Colombia se destaca por su abundancia de lluvias. Sin
embargo, la marcada variabilidad climatica y eventos como el fenémeno de "La Nifia" o “El Nifio” generan
incertidumbre en la distribucion y cantidad de las precipitaciones, lo que aumenta la vulnerabilidad en
sectores clave como la agricultura, la energia hidroeléctrica, la gestion de recursos hidricos, entre otros.

Teniendo en cuenta lo anterior, la prediccion de la precipitacion es, por tanto, una herramienta indispensable
para mitigar los impactos adversos de estos cambios climaticos en la economia y en el bienestar de la
poblacion. Sin embargo, este proceso presenta grandes desafios debido a la complejidad y la naturaleza
altamente no lineal de los fendmenos meteoroldgicos. Tradicionalmente, los modelos dindmico-estadisticos
han sido utilizados para predecir los niveles de precipitacion. No obstante, estos modelos enfrentan
limitaciones significativas en términos de precision y capacidad predictiva a largo plazo, lo que dificulta la
toma de decisiones informadas en sectores que dependen del clima.

En este contexto, el presente proyecto se enfoca en el desarrollo de un modelo predictivo de precipitacion
acumulada semanal para un departamento especifico de Colombia, utilizando redes neuronales Long Short-
Term Memory (LSTM) a partir de informacién procesada de imagenes satelitales. Para lograrlo, el proyecto
se estructura en varios objetivos clave: la seleccion del departamento més adecuado para el estudio, el
analisis espacial y temporal de las series de precipitacion acumulada, el disefio y entrenamiento del modelo
LSTM, y la comparacion de su rendimiento frente a métodos tradicionales de series temporales.

Por ultimo, los resultados de este proyecto incluyen la evaluacion precisa del modelo en términos de su
capacidad para predecir la precipitacion semanal en la region seleccionada. Se obtiene el modelo LSTM
desarrollado supera en precision a los modelos convencionales y puede llegar convertirse en un punto de
partida para futuras investigaciones que exploren y fortalezcan el uso de redes neuronales en la prediccién
climatica. Ademas, el modelo tiene el potencial de ser una herramienta util para la gestion de recursos y la
planificacion preventiva frente a eventos extremos de precipitacion en diferentes regiones de Colombia,
contribuyendo asi a la mitigacion de los riesgos asociados al cambio climatico.
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1. DEFINICION DEL PROBLEMA

1.1. PLANTEAMIENTO DEL PROBLEMA

La precipitacion, como evento climatico, tiene un papel importante en el desarrollo econdmico de las regiones
alrededor del mundo, principalmente en Colombia, que, aparte de ser catalogado como un pais con geografia
diversa y dependencia significativa a la agricultura (en algunos departamentos en especifico), se establece
que, con un promedio de 3.240 mm por afio, es considerado uno de los paises con mayor nivel de
precipitacion. [1]

Asimismo, es importante resaltar que la ocurrencia e intensidad de la precipitacion en el pais esta sujeta a
una gran incertidumbre o variabilidad, ya que es afectada por eventos que suceden en la Zona de
Convergencia Intertropical (ZCIT), que cuando se desplaza hacia el norte de su posicion media, trae consigo
condiciones de lluvia intensas y, por el contrario, si se desplaza hacia el sur, las precipitaciones disminuyen
notablemente y se presentan sequias. [2]

Adicionalmente, cabe mencionar que eventos climaticos como “La Nifia” (Aumento del nivel de precipitacién),
en especial el ocurrido en el pais en el periodo 2010-2011, afectd en un alto grado de vulnerabilidad los
sistemas econdmicos de algunas regiones del pais. Dado lo anterior, la informacion emitida por el
Departamento Nacional de Planeacion en el 2014 [3] y en apoyo con el IDEAM (Instituto de Hidrologia,
Meteorologia y Estudios Ambientales), proyectaron los efectos de este evento climatico en los sectores
economicos de mayor productividad. Para los afios 2011- 2100, se tiene que el sector ganadero tendria un
promedio de pérdidas anuales en un 1.6%, mientras que el sector agricola una reduccion promedio de los
rendimientos para maiz tecnificado, arroz irrigado y papa del 7.4%; en cuanto, al sector pesquero se tendria
una disminucion promedio de la carga desembarcada del 5.3%.

Anadido a esto, se debe tener en cuenta los deslizamientos que se presentan en las temporadas de lluvias
en la infraestructura vial, lo que acarrearia una inhabilidad en las vias del 5.9% del tiempo vy retrasaria la
entrega de los alimentos. Por lo tanto, la identificacion de la poca disposicion de herramientas que permitan
la estimacién de valores futuros de precipitacion acumulada en regiones de Colombia se establece como
una problematica de atencion con alta prioridad. Adicionalmente, los modelos teoricos para precipitacion que
actualmente se utilizan en Colombia son enfocados a una escala dinamico-estadistica que realiza el IDEAM

[4].

Cabe mencionar, que desde la perspectiva de la ciencia de datos, el planteamiento del problema se centra
en la comprension y resolucion de los desafios asociados a la prediccidn de la variable precipitacion
acumulada y sus correspondientes analisis de la informacién e implementacion de técnicas, que permitan el
desarrollo, entrenamiento y evaluacion de un modelo predictivo por medio del uso de redes neuronales
recurrentes que aumente el rendimiento predictivo en comparacion con los métodos tradicionales de series
temporales.

Por ultimo, es importante destacar que la falta de estudios actualizados sobre la problematica en cuestion
puede incrementar el nivel de incertidumbre relacionada con la estimacion de los niveles de precipitacion.

9
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De ser asi, se podria limitar la efectividad de aquellos que toman decisiones relacionados con diferentes
facetas susceptibles a cambios en los niveles de lluvia, incrementando los impactos tanto econdémicos como
sociales por falta de herramientas predictivas.

1.2. FORMULACION DEL PROBLEMA
En consecuencia, la pregunta general de investigacion que aborda este proyecto es:

¢,Como se desarrolla el modelo de precipitacion acumulada usando redes neuronales recurrentes (LSTM) a
partir de informacion procesada de imagenes satelitales y mediciones terrestres para un departamento de
Colombia?

Con base a la pregunta de investigacion, se formulan una serie de subpreguntas que cumplen la funcién de
sistematizar la problematica abordada como se describe a continuacion:

- ¢ Através de qué métodos se va a realizar la seleccién del departamento de Colombia a analizar?

- ¢ Qué estrategias se utilizan para la exploracion espacial y temporal de los datos satelitales para la
serie escogida?

- ¢Como se lleva a cabo la ejecucion del entrenamiento del modelo de prediccion?

- ¢Como es el comportamiento del modelo de prediccidn con redes neuronales recurrentes LSTM
frente a los métodos tradicionales?

10
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2. OBJETIVOS DEL PROYECTO

2.1. OBJETIVO GENERAL

Desarrollar un modelo por medio de la implementacidn de redes neuronales recurrentes (LSTM) e integracion
de datos satelitales para la prediccion de la precipitacidn acumulada semanal en un departamento de
Colombia.

2.2. OBJETIVOS ESPECIFICOS

- Definir el departamento de Colombia a utilizar mediante analisis, considerando la cantidad y completitud de
la informacidn suministrada por las estaciones meteorolégicas y el nivel de afectacion economico en la
region.

- Realizar un anélisis espacial y temporal de la serie de datos de precipitacion acumulada obtenida a partir
de los datos satelitales en el departamento seleccionado.

- Ejecutar las etapas del modelo de prediccién, incluyendo la preparacién de datos, entrenamiento de la red
LSTM y evaluacion del modelo resultante.

- Comparar el rendimiento del modelo LSTM con métodos estandar de series de tiempo a través de las
métricas de desempefio como RMSE y el MAE.

11
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3. MARCO TEORICO Y ANTECEDENTES

3.1. MARCO TEORICO

3.1.1. Climatologia y precipitacion en Colombia

En primer lugar, es necesario describir ;qué es el clima?, una de las definiciones méas aceptadas ha sido la
planteada por Lowry [5], que define al clima como un conjunto fluctuante de condiciones atmosféricas, dado
por las evoluciones y estados del tiempo en un periodo determinado del espacio. De esta definicion, se
desprenden diferentes ideas que aportan caracteristicas actuales del clima, como el clima ligado a
condiciones atmosféricas de un lugar y tiempo determinado acompafiado de elementos y fendémenos
meteoroldgicos propios de la ubicacion espacial.

En segundo lugar, la Sociedad Americana de Meteorologia (AMS) [6], define a la precipitacién como cualquier
producto que proviene de una condensacion del vapor de agua atmosférico que cae desde las nubes en un
determinado punto de la superficie terrestre en un lapso. Cabe destacar que la precipitacion se puede medir
de forma continua o discreta que depende de la ocurrencia 0 no en un periodo definido.

En tercer lugar, se definen los factores fisicos que representan las condiciones de cada evento climético,
como la localizacion geogréfica de Colombia, que se encuentra ubicada en el extremo noroccidental de
América del sur entre los -4° latitud sur y 13° latitud norte, junto a la Zona de confluencia intertropical (ZCIT),
que influyen en las condiciones atmosféricas definiendo el tiempo y clima, al igual que sus condiciones fisicas
propias del territorio como sus relieves, vegetacion, altitudes, distancias litorales, no continentalidad que
modifican los elementos propios del estado del tiempo en cada region.

Es asi como la ZCIT, es el sistema meteoroldgico que da lugar al mecanismo general del clima en el pais [7].
Cuando un territorio se encuentra influenciado por las zonas de convergencia intertropicales, se presentan
condiciones climaticas de abundantes precipitaciones. En Colombia, esta zona fluctia entre los 0° de latitud,
entre enero-febrero y 10° de latitud norte alcanzando su posicién extrema en los meses de julio-agosto;
cuando la zona se ubica en el centro del pais, ocasiona durante el afio, dos presencias de altas
precipitaciones que definen al territorio como bimodal. El primer periodo bimodal, sucede en los meses entre
abril-mayo cuando se desplaza hacia el norte dando lugar a la primera temporada de lluvias; el segundo
periodo, se presenta entre los meses de septiembre y octubre, en donde las precipitaciones pueden ser
fuertes de corta duracion o moderados de una duracién mas prolongada que el primer periodo.

En cambio, en el norte de la regién del pacifico, la ZCIT influencia un proceso de circulacién ciclénica
encargada de que se presenten sistemas productores de fuertes y abundantes precipitaciones durante todo
el afio, dando lugar a una de las zonas mas lluviosas del mundo con 3240 mm al afio.

Cabe agregar que, las componentes oceanicas del ENOS (Oscilacién del Sur) que hace referencia a la
presencia de aguas superficiales mas célidas (El Nifio) o mas frias (La Nifia) que las caracteristicas de las
condiciones normales en el pacifico tropical central y oriental que ocurre en los litorales del norte de Perd,

12
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Ecuador y sur de Colombia; estos ciclos El Nifio y La Nifia producen alteraciones en los regimenes de lluvias
en Colombia por su variabilidad climatica interanual que tienen un periodo de ocurrencia irregular que varia

entre los 20 y 35 meses [8], alternandose los vientos de componente Este con los del Oeste.

3.1.2. Ciencia de datos aplicada al estudio de la precipitacion

La creacidn de un modelo predictivo sobre la precipitacion acumulada se abordara bajo la metodologia de la
ciencia de datos, entendida como una ciencia multidisciplinaria que combina la programacion, la estadistica
y el dominio de experto para resolver problemas complejos a través de grandes volumenes datos mediante
el uso de algoritmos de regresion o clasificacion.

A lo largo de los ultimos afios, la ciencia de datos ha emergido como una disciplina de gran impacto para
muchos campos del proceder humano. Por medio de su uso se ha potenciado la toma de decisiones y
mitigado el impacto negativo de la incertidumbre en diversos sectores. A su vez, el rapido crecimiento en el
rendimiento de los sistemas tecnoldgicos actuales, asi como la proliferacién més acelerada de la informacioén,
ha hecho mas viable el uso de algoritmos complejos que tiempo atras eran dificil de implementar [9]. Uno de
los métodos estandar mas empleados actualmente para la ejecucion de proyectos en ciencia de datos es la
metodologia CRISP-DM, la cual orienta a través de diferentes fases los diferentes pasos que se siguen para
abordar el ciclo de un problema. Sus fases se pueden evidenciar de la siguiente manera [10]:

1. Comprension del negocio: en esta etapa se realiza una comprension sobre el contexto de la
problematica abordada, la cual orienta la delimitacion del proyecto y ayuda a establecer los diferentes
objetivos a cumplir.

2. Exploracion de los datos: mediante esta se realiza un analisis exploratorio a los datos, lo que
brinda un primer acercamiento acerca de sus condiciones y estructura, asi como de los patrones y
tendencias preliminares que los datos pueden brindar.

3. Preparacion y limpieza de los datos: una vez explorado los datos, es necesario someterlos a una
fase de limpieza y preparacion mediante diferentes transformaciones que permitan adecuarlos para
su uso definitivo en diferentes modelos.

4. Modelado: se emplean diferentes algoritmos o métodos que permitan que los datos brinden
informacion valiosa y posibiliten tomar decisiones mas acertadas. Para esto, se emplean diversos
modelos de Machine Learning o técnicas estadisticas, ajustando correctamente cada uno de sus
parametros y seleccionando las mejores variables o caracteristicas, dado el problema en cuestion.

5. Evaluacion: se mide los diferentes modelos generados para determinar su rendimiento y capacidad
para predecir o clasificar, lo que permite escoger el mas adecuado en términos de la calidad de los
resultados.

6. Despliegue: en esta Ultima fase se implementan los resultados en un entorno operativo,
estableciendo un procedimiento de monitoreo y seguimiento del modelo para verificar que sea
estable a medida que se vaya usando.

Cabe destacar que la metodologia CRISP-DM no es un proceso del todo secuencial, sino que tiene
connotaciones iterativas, en donde se pueden volver a etapas previas dependiendo de las necesidades y
conclusiones que se vayan obteniendo a medida que se avanza en un proyecto.
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3.1.3. Modelos tradicionales de prediccion (ARIMA)

- Series Temporales

Las series temporales, se consideran como conjuntos de datos que representan observaciones recopiladas
en intervalos regulares a lo largo del tiempo. Estos datos pueden representar una amplia gama de
fendmenos, desde datos econémicos y financieros hasta mediciones climaticas. La informacion en series
temporales se organiza en funcién del tiempo, lo que permite analizar patrones, identificar tendencias,
estacionalidades y modelar la variabilidad a lo largo de intervalos temporales especificos.

Las caracteristicas generales mas relevantes son [11]:

e Secuencialidad: Los datos se recopilan en orden cronoldgico, lo que establece una secuencia
significativa para el analisis.

¢ Tendencia: Puede existir una tendencia general ascendente, descendente o fluctuaciones a lo largo
del tiempo en los datos, que puede ser lineal o no lineal.

o Estacionalidad: Algunas series temporales presentan patrones repetitivos en intervalos fijos, como
estacionalidades diarias, semanales, mensuales o anuales.

La finalidad de las series temporales es desarrollar un modelo de prediccion de la informacion evaluada.
Para este caso, se mencionan los procesos mas relevantes a cumplir para la seleccidn y creacion del modelo
adecuado de prediccion con base en series temporales:

e Preprocesamiento: Corresponde a la limpieza de los datos, manejo de valores faltantes. datos
atipicos, deteccion de anomalias, entre otros. Estos procesos se hacen para garantizar la calidad de
los datos antes del andlisis.

¢ Identificacion de Patrones: Uso de métodos graficos y/o estadisticos para identificar tendencias,
estacionalidades y componentes relevantes en los datos.

o Estacionariedad: Identificar si las propiedades estadisticas de la serie temporal (media, varianza,
covarianza) son constantes en el tiempo.

e Modelado y Prediccion: Dependiendo de la serie temporal analizada, se puede establecer el uso
de métodos estadisticos como ARIMA, SARIMA, y modelos basados en aprendizaje automatico
como redes neuronales recurrentes (RNN) y LSTM para modelar y predecir datos futuros.

Dado lo anterior, los métodos de prediccion para series temporales se pueden clasificar en dos categorias
principales: modelos tradicionales y modelos basados en aprendizaje automatico.

En esta seccion, se presentara la informacion relacionada con los modelos tradicionales: ARIMA'y el modelo
basado en aprendizaje automatico, relacionado con Redes Neuronales Recurrentes.

- Modelos tradicionales de prediccién

La creacion de modelos de prediccion con el paso del tiempo se ha convertido en una herramienta invaluable
en varios campos de todos los sectores, desde la medicina, ingenieria hasta la meteorologia. El hecho de
poder desarrollar un mecanismo con la capacidad de predecir eventos futuros o estimar valores es
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fundamental para la toma de decisiones y una debida planificacion estratégica.

Los modelos de prediccion, a partir del analisis de datos historicos y del uso de herramientas
computacionales, tienen como objetivo la prediccion del comportamiento de valores futuros, por medio del
establecimiento de un proceso de aprendizaje supervisado [11]. En la literatura, los métodos de prediccion
para series temporales se pueden clasificar en dos categorias principales: modelos tradicionales y modelos
basados en aprendizaje automatico. se destacan dos métodos tradicionales de prediccion, como lo son:
ARIMA y la Regresion Lineal, que han aportado soluciones valiosas antes del auge de las técnicas mas
modernas de aprendizaje automatico.

El modelo ARIMA, siglas en inglés de Autoregressive Integrated Moving Average, es una técnica estadistica
utilizada en el analisis y la prediccion de series temporales, tendencias y comportamientos ciclicos. Este, se
establece como un modelo paramétrico que busca obtener la representacién de una serie temporal en
términos de la interrelacion temporal de sus elementos y fue propuesto por Yule y Slutky en la década los 20
[12].

Este método, dentro de todo su proceso de andlisis, trabaja con formulaciones estadisticas que permiten
establecer dicha interrelacion temporal, como lo es el coeficiente de autocorrelacion, que mide el grado de
asociacion lineal que existe entre observaciones separadas n periodos.

A continuacion, se detallan los componentes de este modelo:

o Autoregresion (AR): Esta componente hace referencia a la relacion entre una observacion actual y
multiples observaciones anteriores en la serie temporal. En un modelo AR, la observacién actual se
modela como una combinacién lineal de las p observaciones previas, utilizando coeficientes que se
determinan durante la estimacion del modelo.

¢ Integracion (I): Proceso de diferenciacion de la serie temporal para hacerla estacionaria. Si la serie
temporal tiene tendencia o estacionalidad, se aplican diferencias de primer orden para lograr la
estacionariedad.

e Media movil (MA): Modela la relacion entre la observacién actual y los errores residuales de
predicciones pasadas en un modelo de media mévil MA(q), donde g es el orden de la media mavil.

Una vez detallados los componentes, se destacan posibles aplicaciones y ventajas del modelo ARIMA:

e Prediccion de series temporales: ARIMA ha demostrado ser eficaz en la prediccién de datos
secuenciales en diversos campos, como finanzas, climatologia, ventas y economia.

o Flexibilidad: Adaptable a una amplia gama de patrones y comportamientos en series temporales.

¢ Identificacion de tendencias: Permite identificar tendencias a largo plazo, lo que resulta valioso
para comprender la dinamica temporal de los datos.

Sin embargo, la efectividad del modelo ARIMA se puede ver limitada en casos donde existen relaciones no
lineales o cambios abruptos en la serie temporal que se esta evaluando, ya que este modelo se establece
con base en supuestos lineales y continuidad de los patrones historicos. Pero a pesar de esta limitacion,
ARIMA sigue siendo considerado como una herramienta valiosa para el analisis y prediccion de series
temporales.
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Teniendo en cuenta la definicion y las caracteristicas presentadas del modelo tradicional detallado, se
considera que se ha convertido en piedra angular de procesos de optimizacion en el campo de la prediccion,
ya que su menor nivel de complejidad, en comparacion con el uso de métodos de prediccion basados en
aprendizaje automatico, ha permitido una buena comprension de los datos resultantes, pero con las
limitaciones que se presentaron a lo largo de la seccion.

3.1.4. Redes neuronales recurrentes (RRN)

Las Redes Neuronales Recurrentes (RNN) son un tipo de arquitectura de redes neuronales disefiadas para
trabajar con datos secuenciales, donde la informacion tiene una dependencia temporal entre las
observaciones. A diferencia de las redes neuronales tradicionales, las RNN tienen conexiones
retroalimentadas que les permiten mantener y utilizar informacion previa en su procesamiento. Esta
capacidad las hace especialmente adecuadas para modelar datos secuenciales y series temporales [12].

Sus caracteristicas principales son:

e Memoria a corto plazo: La caracteristica clave de las RNN es su capacidad para recordar y utilizar
informacidn anterior en la secuencia de datos, lo que les permite capturar dependencias temporales
a corto plazo

o Estructura recursiva: Las RNN utilizan conexiones cicladas en su arquitectura, lo que les permite
mantener una especie de memoria interna y procesar secuencias de longitud variable.

¢ Flexibilidad en la entrada y salida: Pueden manejar secuencias de entrada y salida de diferentes
longitudes, lo que las hace utiles para tareas como el procesamiento del lenguaje natural (NLP),
reconocimiento de voz, traduccion automatica, entre otros.

e Aplicaciones en series temporales: Se utilizan ampliamente en la prediccion y modelado de series
temporales debido a su capacidad para capturar patrones secuenciales y temporales complejos.

Las RNN tradicionales tienen dificultades para retener informacion relevante en secuencias muy largas, lo
que puede generar dificultades en la modelizacién de dependencias temporales a largo plazo. Es por esto,
que se han disefiado mejoras en la arquitectura RNN, tales como:

e LSTM (Long Short-Term Memory): Las LSTM son un tipo de unidad recurrente que supera el
problema del olvido a largo plazo en las RNN tradicionales. Introducen compuertas (gates) para
regular y controlar el flujo de informacion, permitiendo retener informacion relevante durante mas
tiempo.

e GRU (Gated Recurrent Unit): Similar a las LSTM, las GRU son unidades recurrentes que utilizan
menos compuertas, lo que resulta en una estructura mas simple. A pesar de su simplicidad, las GRU
han demostrado ser igualmente efectivas en la retencién de informacion a largo plazo.

A continuacion, se presenta la informacion correspondiente a la RNN seleccionada para el desarrollo del
proyecto:
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- Redes Long Short -Term Memory (LSTM)

Las Redes Neuronales LSTM son un tipo de arquitectura especializada de Redes Neuronales Recurrentes
(RNN), disefiadas para superar el problema del olvido a largo plazo que enfrentan las RNN tradicionales. Las
LSTM fueron propuestas por Hochreiter y Schmidhuber en 1997, y se han convertido en una de las
arquitecturas mas utilizadas en el procesamiento de secuencias.

Sus caracteristicas principales son:

¢ Unidades de memoria: Las LSTM contienen unidades de memoria llamadas "celdas de memoria"
que pueden mantener y recordar informacién durante largos periodos de tiempo.

e Compuertas (Gates): Utilizan compuertas (input gate, forget gate, output gate) para regular el flujo
de informacién dentro de la celda de memoria.

e Olvido a largo plazo reducido: La estructura de compuertas de las LSTM permite mantener
informacion relevante durante mas pasos temporales, mitigando el problema del olvido a largo plazo
que afecta a las RNN tradicionales.

e Conexiones de celda: Las conexiones de las celdas de memoria a lo largo del tiempo permiten que
la informacion fluya de manera mas consistente y controlada en comparacion con las RNN
tradicionales.

Sus componentes principales son:

e Celda de memoria: La unidad central que almacena y procesa informacién. Mantienen un estado
de celda que puede ser modificado a través de las compuertas.

e Compuerta de olvido (Forget gate): Decide qué informacidn debe ser descartada de la celda de
memoria.

e Compuerta de entrada (Input gate): Regula qué nueva informacién debe ser almacenada en la
celda de memoria.

e Compuerta de salida (Output gate): Determina qué informacion debe ser entregada como salida
basada en el estado actual de la celda de memoria.

Actualmente, este tipo de red es ampliamente utilizada en la prediccion de series temporales, permitiendo
capturar patrones temporales complejos y realizar predicciones precisas en datos secuenciales. En resumen,
las Redes Neuronales LSTM han demostrado ser una arquitectura poderosa y efectiva en el procesamiento
de secuencias, especialmente en tareas donde se requiere retener y procesar informacion a largo plazo.

3.1.5. Métricas de evaluacion

Las métricas de evaluacion o desempefio pueden ser absolutas cuando el error el calculado despreciando
el signo, relativas al valor del error puede compararse con otras medidas de evaluacion y tamafio de los
errores si arrojan un valor porcentual en sus célculos. También pueden clasificarse como de método simple
si el valor obtenido de la métrica declara el pronéstico.
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En esta investigacion para la evaluacion del rendimiento del modelo de prediccion se desarrolla por medio
de las métricas de desempefio absolutas como el RMSE (Root Mean Square Error) y el MAE (Mean Absolute
Error).

3.1.5.1 RMSE (Root Mean Square Error)

Se define RMSE (Root Mean Square Error) como la raiz cuadrada de la media de los errores al cuadrado:

El error cuadratico medio (RMSE) también llamado desviacion cuadratica media es una medida de uso
frecuente de la diferencia entre los valores pronosticados por un modelo y los valores realmente observados.
Estas diferencias individuales son también llamadas residuos y el RMSE sirve para agregar en una sola
medida la capacidad de prediccion.

> O~ 7)?
R
i=1 n

Donde:
1, V2... Yo Son los valores predichos
Y1, Y2... Yn Son los valores observados

n: Es el niUmero de observaciones

3.1.5.2 MAE (Mean Absolute Error)

Se define MAE (Mean Absolute Error) como la magnitud promedio de los errores de un ejercicio de prondstico
sin tener en cuenta su signo, es decir, el promedio de los valores absolutos de los errores calculados:

1
MAE = —z -9
- ly — 3
Donde:

% : Se divide en el total de datos

y: Valor del punto actual observado

¥: Valor del punto predicho

3.2. MARCO DE ANTECEDENTES

Teniendo en cuenta el marco teérico descrito, se establece que el estudio y anélisis de series temporales se
puede catalogar como hito fundamental en gran cantidad de campos cientificos y aplicaciones practicas. Es
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por esto que, el uso de herramientas analiticas para comprender la dinamica temporal de los datos ha sido
sujeto de numerosos procesos de investigacion. Desde métodos tradicionales como la Regresién Lineal y
ARIMA hasta enfoques mas avanzados basados en redes neuronales recurrentes (RNN) y técnicas de
aprendizaje profundo.

La seccion de antecedentes busca proporcionar una vision integral sobre la importancia y evolucion del
analisis de series temporales, asi como establecer las bases para comprender las metodologias actuales
utilizadas en la prediccion de datos dinamicos y en el estudio de la variabilidad climatica frente a las
fluctuaciones observadas en periodos cortos. Durante un afio determinado, pueden registrarse valores
climaticos que se desvien de lo considerado normal. La Comision de Climatologia de la Organizacion
Meteoroldgica Mundial (OMM) define la Normal Climatoldgica [8], o valor normal, como el promedio de una
serie continua de mediciones de una variable climatolégica durante un periodo minimo de 30 afios, a escala
local, nacional 0 mundial. Para el analisis y prediccion de la variable de precipitacion, es esencial que la base
de datos abarque un periodo de al menos 30 afos, lo que permite comprender la dindmica de la variable y
las fluctuaciones que puedan presentarse.

A nivel mundial, se han realizado diversas investigaciones relacionadas con la prediccion de variables
climaticas. En este sentido, con informacion obtenida a partir del afio 1749 hasta el 2018 por el Centro
Mundial de Datos SILSO, del Real Observatorio de Bélgica en Bruselas, se llevo a cabo una investigacion,
la cual tuvo como objetivo principal, predecir el numero de manchas solares en el Ciclo Solar 25 mediante la
utilizacion de dos modelos distintos: un modelo de redes neuronales recurrentes Long short-term memory
(LSTM) y un modelo Autoregressive Integrated Moving Average (ARIMA).

Los resultados obtenidos revelaron un mejor desempefio por parte del modelo LSTM, evidenciando asi, un
rendimiento significativamente superior en comparacion con el modelo ARIMA. Cuantitativamente, el modelo
LSTM demostr6 una precision notable con un Root Mean Squared Error (RMSE) de 3.6, mientras que el
modelo ARIMA alcanz6 un RMSE de 32.6. Esta diferencia, resalto la superioridad del modelo LSTM en
términos de precisidn de prediccion, mostrando una mejora del 89% en la reduccion del RMSE [14]

Por otra parte, en investigaciones relacionadas con la generacion de energia renovable como la fotovoltaica,
se modelo una prediccidn de futuros comportamientos de las nubes a través de imagenes, por ello, se hace
uso de la técnica hibrida de deep learning junto a una red generativa adversaria (GAN) y el modelo de
prediccion de memoria a corto plazo (LSTM) [15].

De esta forma, se utilizo la red GAN, que es la generacion de las imagenes de las nubes teniendo los vectores
latentes aleatorios y el LSTM para que aprendiera los patrones de las imagenes de series temporales de
entrada, prediciendo los vectores latentes futuros. Lo anterior, con el fin de evaluar la efectividad de los
meétodos y las técnicas propuestas, por medio de la comparacion de varios modelos de pronostico para la
generacion fotovoltaica, conforme a la precision de cada modelo, en donde se utilizaron imagenes satelitales
e informacion meteoroldgica.

En relacién con lo anterior, se obtuvieron 30.507 imagenes infrarrojas cada 15 minutos tomadas por el satélite
Communication, Ocean, and Meteorological Satellite 1 del Centro Nacional de Satélites Meteorologicos de
Corea. Al ejecutar la metodologia propuesta, se concluyd que el modelo propuesto LSTM-GAN presenta una
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mayor precision de prediccion en comparacion con CNN-ANN, CNN-LSTM, GRU-GAN y BILSTM-GAN;
afirmando que el rendimiento de predicciéon de los modelos lineales convencionales tiende a ser menos
efectivo cuando los datos varian repentinamente, mientras que los modelos no lineales estan disefiados para
soportar la fluctuacion.

Investigaciones realizadas para prediccion en modelos de sequias, se desarrolld una prediccion a través de
un modelo hibrido que involucra la red neuronal a corto plazo y un modelo climatico (LSTM-CM) [16], para el
proceso de prediccion de la sequia se tomo informacién a escala diaria de variables climaticas como la
precipitacion, temperatura méxima, temperatura minima y velocidad del viento.

En el proceso de validacion del modelo propuesto, se compard con el modelo aislado de memoria a corto y
largo plazo (LSTM-SA) y modelo de prediccion climatica GloSea5 (GS5) para evaluar la viabilidad y
rendimiento de estos modelos, usando técnicas estadisticas convencionales como el coeficiente de
correlacion de Pearson, error absoluto medio (MAE), error cuadrético medio (RMSE) y puntaje de habilidad
(SS). En primer lugar, el modelo GS5 demostrd un buen comportamiento en las predicciones y no desplazd
los resultados, no obstante, la prediccion de este modelo genera un sesgo causado por las entradas, su
estructura y los pardmetros.

Posteriormente, se evaluo el modelo aislado LSTM-SA que disminuye notablemente el sesgo, pero las
predicciones no tuvieron la capacidad para proyectar la ocurrencia de sequias en periodos de tiempo largos.
En contraste, el LSTM-CM proporciond predicciones mejoradas de sequias en comparacion con el LSTM-
SAy a su vez, con la capacidad de simulacién de procesos fisicos de GS5; mejorando asi, las limitaciones
de los modelos estandar y optimizando sus predicciones.

En conclusién, LSTM-CM en comparacion con los de GS5 para las predicciones a 1, 2 y 3 meses de
anticipacion mejoraron del 29.17 al 54.29, del 22.47 al 34.15 y del 1.75 al 35.09%, respectivamente. LSTM-
CM puede detectar con precisidn eventos de sequia y mostr6 menos incertidumbre en la prediccion que
LSTM-SAy GS5.

En Colombia también se han realizado diferentes investigaciones utilizando modelos de Machine Learning
para predecir las sequias y las cantidades acumuladas de lluvia sobre ciertas regiones del pais. En primer
lugar, Herrera & Aristizabal [17], llevaron a cabo una investigacidn donde plantean un modelo de clasificacion
de dos etapas basado en un Random Forest (RF) y un Arbol de decision en bolsa (DTC), que demostré ser
adecuado para la prediccion espacial y temporal de eventos de sequia en el departamento del Magdalena.
Para entrenarlo usaron como variables explicativas el indice de vegetacion, la temperatura de la superficie
terrestre, el indice del agua, el indice de sequia multibanda, la evapotranspiracion, la humedad del suelo, la
humedad superficial del suelo, el indice ENSO multivariado, el indice de oscilacidn del sur y el indice del
Nifio oceanico, algunas de las cuales tuvieron que someterse a un proceso de normalizacion. Cada modelo
tuvo una precisién 0,33 y 0,59 para el arbol de decision y el Random Forest respectivamente.

En segundo lugar, Guerrero [18], probo diferentes modelos y concluyd que las redes neuronales Long Short
Term Memory (LSTM) tenian un mejor rendimiento con respecto a otros algoritmos para predecir los niveles
de precipitacion. El enfoque de esta investigacion estaba orientado a identificar las mejores zonas agricolas
que tuvieran un equilibrio adecuado en términos de lluvias. Adicionalmente, se prob6 tres LSTM tuneados
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con diferentes hiperparametros relacionados con la época, el tamafio del lote y la proporcién de datos de
entrenamiento y prueba, obteniendo una precision de 44,2% en el mejor modelo, compuesto con 100, 32y
80% en los hiperparametros de época, lote y porcentaje de entrenamiento respectivamente.
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4.  MODELO PREDICTIVO DE LA PRECIPITACION SEMANAL ACUMULADA

Crear un modelo predictivo mediante una red neuronal LSTM con el uso de datos
satelitales para predecir la precipitacién semanal en un departamento de Colombia

Y A J A 4 A 4

Comparar el modelo
LSTM con otros
modelos convencionales

Definir el Realizar un analisis Ejecutar etapas
departamento espacial y temporal modelo de prediccion

Figura 1. Flujo metodoldgico objetivo general

La Figura 1, presenta el esquema de flujo de trabajo para la creacion del modelo predictivo mediante una red
neuronal LSTM, utilizando datos satelitales para predecir la precipitacion semanal en un departamento de
Colombia. Este diagrama se estructura en cuatro pasos principales, vinculado a cada objetivo especifico:

Definir el departamento: El primer paso consiste en seleccionar el departamento de Colombia que sera
objeto de estudio, en el que se aplicaran los datos satelitales y las técnicas de prediccion de precipitacion.
(Objetivo especifico 1)

Realizar un analisis espacial y temporal: En esta fase, se lleva a cabo un estudio detallado de los
datos, considerando tanto la dimensién espacial (ubicacion geografica) como la temporal
(comportamiento de la precipitacion a lo largo del tiempo). Esto permite establecer patrones histéricos y
preparar los datos para el modelo LSTM. (Objetivo especifico 2)

Ejecutar etapas del modelo de prediccion: Una vez procesados los datos, se construye y ejecuta el
modelo LSTM, que es una red neuronal recurrente adecuada para series temporales, con el objetivo de
predecir la precipitacion semanal acumulada. (Objetivo especifico 3)

Comparar el modelo LSTM con otros modelos convencionales: Finalmente, se compara el
rendimiento del modelo LSTM con modelos predictivos convencionales para evaluar su efectividad y
precision en la prediccion de la precipitacion. (Objetivo especifico 4)

Este flujo de trabajo esta orientado al desarrollo de un modelo factible, evaluando su precision a través de la
comparacion con otros enfoques.
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5.  DEFINICION DE AREA GEOGRAFICA DE ESTUDIO

Investigacion I "
9 Investigacion Enlace entre ambas Eleccion

impactos econémicos investigaciones departamento

completitud de la
informacion

Figura 2. Flujo metodoldgico objetivo especifico 1

El diagrama de flujo de la Figura 2, representa los pasos generales para seleccionar un departamento de
Colombia para el proyecto de investigacion basado en el andlisis de datos econdmicos y la disponibilidad de
informacion. Este proceso se organiza en las siguientes etapas:

Investigacion sobre la completitud de la informacién: En este primer paso, se lleva a cabo una
evaluacién exhaustiva de la disponibilidad y calidad de la informacién necesaria para el analisis,
asegurandose de que los datos requeridos estén completos y sean adecuados para el estudio.

Investigacion de impactos econémicos: A continuaciéon, se realiza una investigacion centrada en los
impactos econdmicos que pueden estar relacionados con la precipitacion, tales como la agricultura,
infraestructura o turismo. Este analisis econdmico es clave para determinar la relevancia del estudio en
el departamento a escoger.

Enlace entre ambas investigaciones: En esta fase, se conecta la informacion obtenida de las dos
investigaciones previas (disponibilidad de informacion y analisis econémico), para identificar posibles
relaciones entre la calidad de los datos y los impactos econdmicos. Este paso es crucial para establecer
un enfoque integral y justificado para la eleccién del departamento.

Eleccion del departamento: Finalmente, se selecciona el departamento mas adecuado para el estudio,
considerando tanto la completitud de la informacion disponible como la relevancia de los impactos
economicos identificados en fases previas.

Este flujo de trabajo garantiza una toma de decisiones fundamentada y orientada a obtener resultados Utiles
y aplicables en la investigacion.

El desarrollo y los resultados obtenidos en relacion con el primer objetivo especifico se basaron en diversas
actividades que permitieron recopilar, procesar y evaluar la calidad de la informacién meteoroldgica requerida
para el analisis de la precipitacion en el contexto de este estudio. A continuacion, se describe en detalle el
proceso implementado:

En primer lugar, la informacién meteorolégica utilizada en este estudio fue suministrada por el Director del
proyecto, quien proporciond datos historicos de precipitacion recopilados por el Instituto de Hidrologia,
Meteorologia y Estudios Ambientales (IDEAM). Esta informacién fue entregada en formato de archivos
planos (.txt), con un archivo para cada estacion meteoroldgica incluida en el estudio. Cada archivo contenia
los registros historicos de precipitacion correspondientes a su estacion. Estos archivos de texto se consideran
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como la base de datos inicial sobre la cual se realizan las fases posteriores de procesamiento y analisis.

Para el procesamiento de la informacién recopilada, se utilizaron las herramientas Jupyter Notebook y R
Studio, las cuales, gracias a su amplia variedad de codigos y bibliotecas predeterminadas, se consideran
idéneas para el desarrollo de los codigos necesarios para consolidar y organizar los datos meteoroldgicos.

Inicialmente, se disefia un codigo que permite crear una base de datos estructurada que incluye la totalidad
de la informacién de todas las estaciones meteoroldgicas. El objetivo, es consolidar los registros de
precipitacion en una unica estructura de datos que facilite su posterior analisis.

Este proceso, inicia con la definicidn de una ruta de acceso local que contiene los archivos .txt de las
estaciones meteorologicas. A partir de alli, se realizan iteraciones sobre los archivos en el directorio para
extraer y procesar la informacion de cada estacion. Se crea una lista vacia, denominada data_prec, para
almacenar los datos de precipitacion de cada archivo. Es importante resaltar, que los nombres de los archivos
permiten identificar tanto el cddigo de la estacién meteoroldgica correspondiente como el tipo de medicion
realizada. Posteriormente, los datos contenidos en cada archivo de texto son leidos y transformados en
DataFrames, para facilitar su manipulacion y analisis. Paso seguido, las fechas de cada registro fueron
estandarizadas al formato YYYY/MM/DD para asegurar la consistencia de los datos, y se agrega una
columna con el cddigo de la estacion correspondiente a cada archivo.

Una vez consolidada la informacion en una estructura de datos comun, se procede a evaluar la calidad de
los datos obtenidos. Esta evaluacion es esencial para asegurar que los datos procesados sean confiables y
adecuados para su utilizacion en modelos predictivos. Lo anterior, se logra a través de un codigo especifico,
que evalua de manera detallada la calidad de la informacion, con el objetivo de identificar y corregir posibles
problemas en los datos, como valores faltantes, inconsistencias en las mediciones o errores de formato.

Para llevar a cabo esta evaluacion, se implementaron varias acciones clave. En primer lugar, se establecieron
rutas especificas para acceder a los archivos de datos procesados, y se asignaron variables representativas
a los diferentes archivos de precipitacion. Posteriormente, el archivo consolidado (prec_data.txt) es leido en
un DataFrame que contenia los registros de todas las estaciones meteorologicas. En esta fase, se realiza
una conversién de las columnas de fecha al tipo datetime, con el objetivo de facilitar las operaciones y analisis
sobre las series temporales. A su vez, los datos fueron ordenados cronoldgicamente, asegurando que cada
registro estuviera dispuesto desde el mas antiguo hasta el mas reciente, lo que es esencial para la posterior
modelizacién de series temporales.

Durante el proceso de revision de calidad, se implementan estrategias para identificar posibles problemas
en los datos, como la presencia de valores nulos o erroneos, y se realizan acciones correctivas en caso de
considerarse necesario. También, se verifica que la informacion esté correctamente vinculada a la matriz de
codigos de estaciones meteoroldgicas por departamento, lo que permite asociar los registros de precipitacion
con las regiones geograficas correspondientes. Esta vinculacion es esencial, ya que asegura que los analisis
posteriores tengan una codificacion territorial precisa.

El proceso descrito permite obtener una base de datos robusta, organizada y de alta calidad, que constituye
el punto de partida para los analisis y modelamientos posteriores que se realizan en el marco de este
proyecto. Esta base de datos contiene toda la informacion necesaria para desarrollar modelos predictivos de
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precipitacion, asi como para llevar a cabo comparaciones y analisis que permitan evaluar el comportamiento
de la precipitacion. Asimismo, es importante destacar que el uso de herramientas de programacion
avanzadas permite automatizar y optimizar el procesamiento de grandes volimenes de datos, garantizando
un manejo eficiente y fiable de la informacion a lo largo de todo el proyecto. A continuacion, se presentan los
primeros registros de la base de datos df_prec:

Tabla 1. Primeros registros del DataFrames df prec
ID Date StationCode Value |

20339567 1968-01-01 48015010 NaN
20339568 1968-01-02 48015010 NaN
20339569 1968-01-03 48015010 NaN
20339570 1968-01-04 48015010 NaN
20339571 1968-01-05 48015010 NaN

Seguidamente, se contintia con el desarrollo de las actividades que complementan el procesamiento de los
datos meteoroldgicos, enfocandose especificamente en el manejo y analisis de datos faltantes. Este conjunto
de actividades resulta esencial para asegurar la integridad y confiabilidad de la base de datos antes de su
utilizacion en el modelo predictivo. Teniendo en cuenta lo anterior, se procede a presentar las acciones que
se llevan a cabo de manera secuencial:

Para empezar, se procede con el calculo de la informacién faltante, lo cual permite identificar la cantidad total
de datos faltantes en el conjunto de datos meteoroldgicos. Esta etapa es importante, dado que los valores
ausentes pueden afectar significativamente el rendimiento de los modelos predictivos si no se gestionan
adecuadamente. Para este fin, se desarrolla un codigo que calcula tanto el total de datos disponibles como
la cantidad de datos faltantes por tipo de medicion (en este caso, precipitacidn). También, se genera el
porcentaje de datos faltantes. Este andlisis porcentual (Figura 3) resulta indispensable para evaluar el
impacto de los datos faltantes en los resultados finales del estudio y determinar la necesidad de aplicar
técnicas de imputacién o de eliminacion de registros.

Para Precipitacion: Total de datos = 21806050, Datos faltantes = 1477675, Porcentaje faltante = 6.78%

Figura 3. Informacién General del DataFrame df_prec

Una vez calculado, se desarrollan funciones especificas para la creacion y manipulacion de DataFrames que
acumulan los datos faltantes por mes, lo que permite un analisis mas detallado y la visualizacién de los
patrones temporales de los valores faltantes. Para todas las estaciones meteoroldgicas, se genera una
visualizacién (Figura 4) que denota el acumulado mensual de datos faltantes, permitiendo identificar periodos
de tiempo en los que la recoleccién de datos fue menos precisa o no fue registrada. Asi mismo, se destaca
que el uso de gréficos y diagramas permite no solo cuantificar los datos faltantes, sino también ofrecer una
herramienta visual que facilite la comprension de la magnitud del problema a lo largo del tiempo.
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Figura 4. Datos faltantes acumulados por mes — df_prec

Con respecto a lo anterior, se realiza la carga de datos de las estaciones meteorolégicas desde un archivo
Excel que contenia informacion detallada sobre las estaciones utilizadas en el estudio (Figura 5). Este archivo
incluye datos sobre la ubicacion geografica de cada estacion, su cddigo de identificacion y la asociacién de
cada estacion a un departamento en Colombia. Esta informacion, fue cargada y procesada en un DataFrame
para facilitar su andlisis y manipulacién. Durante este proceso, se realiza una evaluacion de la distribucion
de estaciones por departamento, lo cual permite identificar las regiones con mayor densidad de estaciones
meteoroldgicas, asi como aquellas que cuentan con un menor numero de estaciones. Este analisis es
fundamental, ya que la cantidad de estaciones en cada departamento (Figura 6) puede influir en la calidad y
representatividad de los datos utilizados para modelar la precipitacion. Asimismo, se identifican posibles
areas geograficas con menor cobertura de estaciones, lo que puede constituir una limitacion en términos de
|a fiabilidad de las predicciones para esas regiones.

Tabla 2. Informacion Base de Datos df _estaciones

Code variable startDate EndDate Category Name \

8 1lleleole prec 19900101 26141231 PM VUELTA LA

1 11926010 prec 19800101 26141231 PM CARMEN DE ATRAT

2 11e2eele wsmeand 19800101 26141231 PM CARMEN DE ATRAT

3 11920626 prec 198661681 19981231 PM GUADUAS

4 11920020 wsmeand 19800101 19981231 PM GUADUAS

Municipality Departament Elevation LongitudeDD LatitudeDD \
@ LLORO CHOCO lee -76.545000 5.458861
1 EL CARMEN DE ATRA CHOCO 185@ -76.142883 5.9088528
2 EL CARMEN DE ATRA CHOCO 185@ -76.142083 5.998528
3 EL CARMEN DE ATRA CHOCO 1560 -76.183333 5.766667
4 EL CARMEM DE ATRA (CHOCO 1560 -76.183333 5.766667
LongitudeDMS LatitudeDMS Entity OperativeArea AirportCity A\

@ 76°32'42.8"W 5°27'31.9"N 1.0 1.0 Medellin

1 76°8"'31.5"W 5°954'38.7"N 1.0 1.0 Medellin

2 76°8"'31.5"W 5°954'38.7"N 1.0 1.0 Medellin

3 76°11'8.8"W 5°46'@.0"N 1.0 1.0 Medellin
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Figura 5. Cantidad de estaciones meteoroldgicas por departamento - df_estaciones

Tabla 3. Top 10 de departamentos con mas estaciones — df_estaciones

Departamento  StationCount

Antioquia 197
Huila 135
Tolima 132
Boyaca 131
Cundinamarca 110
Santander 105
Norte Santander 98
Cauca 88
Cérdoba 86
Valle del Cauca 79

En paralelo a este analisis general de los datos faltantes, se llevd a cabo un analisis detallado por
departamento, que permite desglosar la informacidn por regiones geogréficas. Este anélisis se enfoca en
identificar los departamentos y estaciones meteorologicas que presentan mayores carencias de informacién,
agregando una evaluacién mas exhaustiva de la cobertura de los datos. Para cada departamento, se realiza
una evaluacion comparativa entre las distintas estaciones meteorolégicas, permitiendo asi identificar
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aquellas que registran un porcentaje més alto de datos faltantes. Este enfoque departamental proporciona
una vision territorial mas clara del problema, destacando las areas geograficas en las que la disponibilidad
de datos es mas limitada. Esta informacidn es crucial, ya que la calidad de los datos por departamento influye
directamente en la capacidad del modelo para generar predicciones precisas y confiables en diferentes

regiones del pais.

Tabla 4. Cantidad de Datos faltantes

por estacion - df_final_aggregated

ID StationCode Departamento
0 11025010 Antioquia
1 11060010 Antioquia
2 11070010 Antioquia

1156 54075040 Valle del Cauca

Tabla 5. Cantidad de Datos faltantes

Municipio
Ciudad Bolivar
Vigia del fuerte
Vigia del fuerte

Buenaventura

Datos_faltantes

nor departamento - df _departament_summa

Departamento Total de estaciones
Antioquia 196
Huila 134
Tolima 132
Boyaca 131
Cundinamarca 110
Santander 105
Norte Santander 98
Cauca 88
Cérdoba 85
Valle del Cauca 79

Departamento  Total de Estaciones

Antioquia 196
Huila 134
Tolima 132
Boyaca 131
Cundinamarca 110
Santander 105
Norte Santander 98
Cauca 88
Cordoba 85
Valle del Cauca 79
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Total datos faltantes precipitacion

124582
83100
94261
83409
87728
54384
63364
53200
81363
57812

124582
83100
94261
83409
87728
54384
63364
53200
81363
57812

Tabla 6. Cantidad de Datos (porcentaje) faltantes por departamento - df_departament_summa
Total datos faltantes
precipitacion

% datos faltantes

0.57
0.38
0.43
0.38
0.40
0.25
0.29
0.24
0.37
0.27
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Una vez realizado el anélisis de la base de datos, se procede con la evaluacion de la contextualizacion del
impacto de la variable meteorolégica de precipitacion en Colombia. En cuanto a esto, la evaluacion
economica de los sectores econdmicos del pais, segun el informe de la Asociacién Nacional de Comercio
Exterior (ANALDEX) en el 2023 [19], denota que el Producto Interno Bruto (PIB) de Colombia aumentd
positivamente un 0,6 % respecto al afio anterior. Este incremento, aunque positivo, representa el crecimiento
mas moderado en relacion con afios anteriores, a causa del periodo de la pandemia en 2020. Se destaca
que los afios 2021y 2022 fueron periodos de recuperacién econdmica a nivel global.

Segun el reporte emitido por el Departamento Administrativo Nacional de Estadistica (DANE), en lo que
respecta al enfoque de produccion del PIB, se observd un crecimiento en actividades econdmicas
productivas en comparacion con el afio 2022. Especificamente, se destaco un crecimiento del 6,0% en el
sector agricola. Sin embargo, se registraron disminuciones en sectores como la construccion (-1,6%),
actividades artisticas (-3,0%) e industrias manufactureras (-4,8%).

De acuerdo con el crecimiento en actividades econdmicas, en 1991, Banguero [20] afirmé que la region del
Valle del Cauca es uno de los sectores economicos mas importantes del pais, debido a diversos factores.
Entre estos, destaca su ubicacidn estratégica, suelo fértil y relieve plano, asi como su acceso al mercado
mundial por su proximidad al océano Pacifico y su puerto seco en Buenaventura. A su vez, es el municipio
con mas lluvia al afio en el mundo, con un promedio de 258 dias al afio [21] y es el tercer departamento con
mayor aporte al PIB en Colombia con 9.6%, por detras solo de Bogota y Antioquia. Todo esto lo convierte en
una region estratégica y de gran impacto econémico (ver Figura 10).

Por consiguiente, la region ha apostado por la inversion en capital humano y el desarrollo tecnoldgico, lo que
ha generado avances notables en los sectores industrial y manufacturero. Esto ha contribuido a que el Valle
del Cauca se posicione como uno de los departamentos con mayor fortaleza econdmica en el pais. Entre los
logros mas destacados se encuentran las transformaciones de los cultivos tradicionales, como el arroz, maiz,
frijol y cafia de azlcar, hacia procesos industrializados con mejores rendimientos. Sin embargo, estos
avances podrian enfrentar desafios debido a la variabilidad climatica, lo que representa una vulnerabilidad
en el desarrollo econémico en la regién.

El Impacto de la precipitacion en las actividades econdmicas como lo afirma Lépez y Veldsquez [22], se
enfoca en el sector agricola, energético y del sector de alimentos. Por ello, se propusieron modelos que se
inscriben dentro del enfoque espacial que buscan estimar efectos en la agricultura con base en las diferencias
observadas en los valores de la tierra, la produccion agricola y otros impactos climaticos relacionados entre
regiones, utilizando métodos estadisticos para analizar cambios en los patrones espaciales de la produccion
[22]. Dada esta situacion, es crucial reconocer la existencia de la vulnerabilidad de estos sectores
economicos frente al aumento de las precipitaciones en comparacion con la media histérica.

Por lo tanto, teniendo en cuenta la informacion obtenida de la descripcion de la base de datos (anélisis de
disposicion de informacién) presentada en la seccion anterior, y el analisis del impacto econdmico en la
region, el presente proyecto se realiza para el departamento del Valle del Cauca.

Esta seleccion, se considera de gran relevancia para el departamento del Valle del Cauca, ya que al

implementar un modelo de predicciéon acumulada de precipitaciones que utiliza redes neuronales LSTM,

puede obtener un primer avisto de un pronéstico de esta variable, y asi, tener soporte adicional al
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establecimiento de criterios y estrategias en cuanto a la evaluacidn de la exposicién/sensibilidad y capacidad
adaptativa, para las entidades gubernamentales en la adaptacién de los cultivos, las actividades
manufactureras, las industrias y los servicios comerciales. A su vez, cuantificar la posible vulnerabilidad a los
cambios en el clima, que puede mejorar la resiliencia y adaptabilidad de los sectores econdmicos del Valle
del Cauca, mitigando asi el impacto de eventos climaticos extremos en la economia.

Vaupés
Guainia

Vichada

Amazonas

Guaviare

San Andrés, Providencia
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Figura 6. Aporte al PIB de Colombia por departamento
Elaboracién: Propia. Fuente: DANE, 2022
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6.  ANALISIS TEMPORAL Y ESPACIAL DE LA PRECIPITACION ACUMULADA
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Figura 7. Flujo metodoldgico objetivo especifico 2

La Figura 8, muestra el diagrama de flujo que describe los pasos generales en el anélisis de datos para el
departamento del Valle del Cauca, enfocado en la prediccidn de la precipitacion semanal mediante un modelo
predictivo. Los pasos son los siguientes:

Filtrar la base de datos con el departamento elegido: En esta primera etapa, se filtran los datos de la
base de datos general para que solo se incluyan aquellos que correspondan al departamento
previamente elegido. Esto permite concentrar el anélisis en la region especifica de interés.

Analisis de variabilidad: Una vez filtrados los datos, se procede a realizar un anélisis de la variabilidad
de las precipitaciones en el departamento seleccionado. Este paso busca identificar cémo fluctian los
datos a lo largo del tiempo, lo que es esencial para comprender las posibles variaciones climaticas.

Andlisis de tendencia: En este punto, se busca detectar tendencias a largo plazo en los datos de
precipitacidn, como posibles aumentos o disminuciones de los niveles de lluvia en el tiempo. Este anélisis
es importante para modelar patrones continuos en los datos.

Analisis de estacionalidad: Se examina la presencia de estacionalidad en los datos, es decir, si existen
patrones recurrentes de precipitacion en ciertas épocas del afio. Este anélisis es crucial en modelos
predictivos, ya que la estacionalidad puede tener un gran impacto en las predicciones climaticas.

Anadlisis de estacionariedad: Finalmente, se realiza un anélisis de estacionariedad para determinar si
los datos presentan caracteristicas estadisticas constantes a lo largo del tiempo. Este paso es
fundamental para preparar los datos para ser usados en un modelo LSTM, ya que muchos modelos
predictivos requieren que los datos sean estacionarios para obtener resultados precisos.

En esta seccion se presentan las actividades desarrolladas para procesar y analizar los datos meteorologicos
y satelitales, con el enfoque particular en el departamento del Valle del Cauca. Este proceso, realizado en
multiples fases, permite no solo la depuracion y consolidacién de la informacién meteorologica existente,
sino también la integracion de datos satelitales, lo que en conjunto proporciona una base de datos robusta y
precisa para la modelizacion de la precipitacion. A continuacion, se detalla cada una de las actividades
ejecutadas:

La primera actividad corresponde al procesamiento de los datos de precipitacién acumulada para el
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departamento seleccionado, en este caso, Valle del Cauca. Para ello, se inicia con la carga de los datos
meteoroldgicos de precipitacion desde archivos en formato TXT almacenados en una ruta predefinida. Esta
informacion se estructura en un DataFrame inicial (Tabla 6), que se ajusta para incluir columnas relacionadas
con la fecha, el cddigo de estacion, datos meteoroldgicos especificos y detalles geograficos, lo que permite
establecer una estructura de datos coherente y uniforme. Adicionalmente, se define un rango temporal de
fechas desde 1968 hasta 2015, abarcando todo el periodo de registro disponible para las estaciones
meteorologicas, sin distincion del departamento al que pertenecen.

Tabla 7. Estructura DataFrame Final — Valle del Cauca

Columna
Date
Code

Departament
Municipality
LatitudeDD
LongitudeDD
LongitudDMS

Elevation

Prec

0

O O O O o o o o

Total no nulos Tipo de dato

datetime64
Object
Object
Object
Object
Object
Object
Object
Object

Posteriormente, se realiza un proceso de filtrado y preparacion de estaciones especificas correspondientes
al departamento del Valle del Cauca. En este paso, se seleccionan las estaciones meteorologicas activas en
dicha regién, asegurando la unicidad de cada estacion mediante la eliminacidén de duplicados. En total, se
identifican 79 estaciones para este departamento (Tabla 7).

Tabla 8. Validacion estaciones DataFrame Final — Valle del Cauca

Columna
Code
Variable
StartDate
EndDate
Category
Name
Departament
Municipality
LatitudeDD
LongitudeDD
LongitudDMS
LatitudDMS
Elevation
Entity

79
79
79
79
79
79
79
79
79
79
79
79
79
79
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Total no nulos Tipo de dato

Int64
Object
Int64
Int64
Object
Object
Object
Object
Float64
Float64
Object
Object
Int64
Float64
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OperativeArea 79 Float64
AirportCity 79 Object
InstallationDate 79 Datetime64

Status 79 Object

La siguiente fase del procesamiento consiste en combinar las fechas con los cddigos de estacion, mediante
el uso de un producto cartesiano, para crear una base de datos (Tabla 8) que vincula cada fecha con cada
estacion del Valle del Cauca. Esta estructura es clave para la correcta integracion de los datos
meteoroldgicos.

Tabla 9. Registros DataFrame Final — Valle del Cauca

Code Prec Departament Municipality LatDD LonDD LatiDMS LonDMS EIevation

1980-01-01 26055050 1.0  Valle Jamundi 3.2333 - 3°140°N  75°35'0" 1010
33 76.583 W
333
1980-01-01 26055070 0.0  Valle Cali 3.3780 - 3°22'40,8 75°32'1. 985
00 76.533 "N 6"W
778
1980-01-01 26060020 0.0  Valle Candelaria 3.3204 - 3°19'13.6  75°20'45 1000
44 76.345 N S"W
972
1980-01-01 26065040 NaN  Valle Candelaria 3.3166 - 3°190°N  75°21°0" 1000
67 76.350 W
000
1980-01-01 26070110 0.0  Valle Palmira 3.52711 - 3°31°37.9 75°12'38 1120
94 76.210 'N S"W
694

Posteriormente, se procede con la integracion de los datos meteoroldgicos, que se lleva a cabo utilizando
una serie de uniones secuenciales, que logran la incorporacién de la informacion de precipitacion en la base
de datos final (df_final). Cabe mencionar, que se manejan cuidadosamente los sufijos para evitar la
duplicacién de columnas y garantizar que cada estacidn esté correctamente relacionada con sus
correspondientes datos de precipitacion.

Una vez consolidada la base de datos meteoroldgica, se procede a determinar las estaciones meteoroldgicas
de estudio. En esta etapa, se filtran las estaciones con mayor cantidad de datos faltantes. Para lograrlo, se
implementa un analisis de la cantidad de datos faltantes por estacion, lo que permite identificar aquellas con
mayores carencias de informacién. Adicionalmente, se utilizé un gréfico de barras (Figura 9) para representar
visualmente los primeros 20 registros de estaciones con mayor cantidad de datos faltantes, organizados de
manera descendente. Esta visualizacion facilita la identificacién de una tendencia estable en los datos
faltantes para las estaciones con mayores carencias. Con base en este andlisis, se decide excluir estas 20
estaciones del conjunto de datos final, asegurando que las estaciones seleccionadas para el anélisis
posterior tuvieran un nivel adecuado de integridad de datos.
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Tabla 10. Registros df missing_data_sorted
Precipitacion DEIGERENENCH

Code
26070760 12697 12697
26100300 12676 12676
26060020 12666 12666
54030010 12637 12637
26110160 12595 12595

12000

10000

8000

6000

Cantidad de Datos Faltantes

2000 A

Top 20 Estaciones con Més Datos Faltantes

A continuacion, se presentan los cdodigos de las estaciones seleccionadas, junto con su longitud y latitud, que

26070760 4

26100300
26060020 4
54030010 4

26110160
26110290

26075040

26100070
26100780
6080290

6090460
26100350 4
26120150

~N ~
Cadigo de Estacion

26090630 4

26110300 4
26055070 4

Figura 8. Diagrama de barras - df missing_data_sorted

posteriormente, permiten la integracion con la informacién de imagenes satelitales:

26100770
26120120
26090060

Tabla 11. Estaciones meteoroldgicas finales — Valle del Cauca

26055050 3.23333333 -76.5833333 26110060 4.46666667 -76.1166667
26065040 3.31666667 -76.35 26110070 4.61666667 -76.0666667
26070110 3.52719444 -76.2106944 26110100 4.48333333 -76.1
26070170 3.45980556 -76.2502778 26110110 4.58333333 -76.05
26075010 3.51338889 -76.3150278 26110120 4.97083333 -76.0381111
26075050 3.57397222 -76.2778333 26110150 4.79383333  -75.9865
26075060 3.43333333 -76.4333333 26110210 4.776 -76.1437778
26075080 3.36072222 -76.2994167 26110230 4.41866667 -76.1005833
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26075100 3.63333333 -76.4333333 26110250 4.41666667
26080070 3.69852778 -76.4297778 26115030 4.41666667 -76.1
26080280 3.43816667 -76.6015556 26115040 4.53127778 -76.0621667
26080310 3.47613889 -76.5229444 26120130 4.40277778 -75.9154167
26080380 3.7 -76.5833333 26120180 4.41022222 -75.8753611
26085120 3.45730556 -76.5032222 26125130 4.18502778 -75.8323611
26095080 3.72994444 -76.0748333 53080010 3.26066667 -77.25925
26095110 3.93333333 -76.3 53090030 3.48247222 -77.2114444
26095230 3.83519444 -76.2995278 53090040 3.69780556 -77.0671389
26100400 4.30688889 -76.0188056 53100040 3.51772222 -76.7087778
26100410 4.17188889 -76.0564444 53110020 3.78472222 -76.7618333
26100690 3.87894444 -76.1004167 53110030 3.63333333 -76.7151667
26100700 4.08727778 -76.1008056 53110040 3.67808333 -76.5399444
26100790 4.05722222 -75.80575 53110100 3.64786111 -76.5663889
26100800 3.88866667 -76.0658889 53110130 3.69013889 -76.5925556
26100820 4.11666667 -76.2 53115010 3.82019444 -76.9923333
26100830 4.68841667 -75.9615556 53115020 3.88333333 -77.0666667
26105110 4.31822222 -76.0824167 54030030 4.49858333 -76.3555278
26105150 4.23897222 -76.0331667 54070030 4.18377778 -77.2163889
26105160 4.09038889 -76.2231111 54070150 4.06955556 -77.0842222
26105230 4.02869444 -76.1680556 54075020 3.95361111 -76.99025
54075040 4.22252778 -77.2763056

A continuacion, se lleva a cabo una visualizacién geografica de las estaciones meteoroldgicas restantes. Se
crea un mapa centrado en las coordenadas geograficas (latitud y longitud) de las estaciones dentro del
departamento del Valle del Cauca. Esta representacién espacial es esencial para validar la ubicacion de las
estaciones y asegurar que las estaciones utilizadas en el analisis estén distribuidas de manera representativa
a lo largo del departamento. Esta visualizacion permite ademas identificar posibles areas sin cobertura de
estaciones meteoroldgicas, lo que puede afectar la representatividad de las predicciones climaticas en esos
sectores:
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Figura 9. Visualizacién geogréafica de estaciones meteorologicas

La Figura 10, denota la concentracion significativa de estaciones en el suroeste de Colombia, particularmente
alrededor del Valle del Cauca y areas adyacentes.

Una vez verificada la ubicacion geogréfica de las estacione, una de las etapas mas importantes del proceso
corresponde a la integracion de los datos satelitales por medio de herramientas geoespaciales propias de
los sistemas de informacidn geografica (GIS). Esta actividad se centra en vincular los datos de las estaciones
meteoroldgicas con la informacién geoespacial proporcionada por el grupo CHIRPS (Climate Hazards Group
InfraRed Precipitation with Stations).

A través del software R Studio, se ejecuta un codigo para descargar y procesar los archivos NetCDF de
CHIRPS, que contienen las estimaciones de precipitacion diaria basadas en imagenes satelitales. Se utiliza
un formato espacial de 0.05 grados de resolucién, adecuado para el analisis a nivel regional. El cédigo
implementado, carga los archivos NetCDF y extrae las variables relevantes, como precipitacion, latitud,
longitud y tiempo. Posteriormente, estos datos son vinculados con las estaciones meteorolégicas por su
ubicacion geografica, lo que permite enriquecer la base de datos final con estimaciones satelitales de
precipitacion.

Como resultado de esta integracién, se genera un conjunto de datos que combina observaciones de
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estaciones meteoroldgicas y estimaciones satelitales, ofreciendo una representacion mas completa y
detallada de la precipitacion a lo largo del departamento del Valle del Cauca. Esta informacion es clave para
mejorar la precision de los modelos predictivos, ya que permite incorporar tanto observaciones terrestres
como datos satelitales para la estimacion de precipitaciones.

Finalmente, se realiza un andlisis temporal de la informacion de datos satelitales. Este analisis se implementa
utilizando Jupyter Notebook, donde se estructura la base de datos para asegurar la coherencia temporal de
las observaciones. Para esto, se unifica el formato de fecha en todas las fuentes de datos al estandar YYYY-
MM-DD, lo que facilita la manipulacion y analisis de series temporales.

Este andlisis temporal permite detectar patrones en la precipitacién a lo largo del tiempo y facilita la
identificacion de tendencias y estacionalidades, lo que es esencial para el desarrollo de modelos predictivos
precisos. A continuacion, se presenta la estructura de la base de datos que entra al proceso de analisis
temporal:

Tabla 12. Estructura table df — Mediciones Satelitales

26055070_pre 26060020_pre 26070110_pre 26070760_pre 26075010_pre 26075040_pre 26080070_pre 26080290_pre 26090460_pre 26090630_pre

Fecha

[1:33;1 2603280 3928486 17.761583 5874582 2253405 4.280465 6.928794 0.000000 26.951990 7.741584
53032 2.339656 3.528867 0.000000 5.279688 2.025212 0.000000 0.000000 0.000000 0.000000 0.000000
838033 1.812410 2733629 0.000000 4.089900 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000
3?3034 2.174892 3.280356 0.000000 4.907879 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000
833035 1.788872 0.000000 0.000000 4.036784 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000
[1:33;5 0.000000 0.000000 (0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000
53037 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000
838038 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000
3?3035 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000
83_3130' 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000
;?3131 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 8.391286 0.000000 0.000000
83_3132' 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 9.427739 0.000000 6.411820
83_3133- 8.486757 16.605419 (0.000000 0.000000 0.000000 0.000000 0.000000 10.364534 0.000000 7.048935

6.1 Analisis de Tendencia:

Teniendo en cuenta que la informacién brindada es diaria, y por estacién meteoroldgica, se procede a crear
una columna con el valor promedio dia, para que, a partir de este resultado, se obtenga un primer resultado
que permita determinar si existe alguna tendencia estadisticamente significativa. Para ello, se utiliza la
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prueba de Mann — Kendall, y se obtiene el siguiente resultado:

Trend Test Results: Mann Kendall Test(trend="no trend', h=False, p=0.9993784454459674, z=0.0007799031885462679, Tau=4.817966553
469995e-06, 5=329.8, var s=177283867265.66666, slope=p.8, intercept=4,317384045672413)

Figura 10. Resultado de Prueba Mann - Kendall

6.1.1 Trend: 'no trend'

La prueba de Mann-Kendall determina que no hay una tendencia estadisticamente significativa en los datos
de precipitacion. Esto significa que, basado en los datos proporcionados y el periodo de tiempo analizado,
no hay evidencia suficiente para afirmar que las precipitaciones estan aumentando o disminuyendo de
manera significativa.

6.1.2 H (hypothesis test result): False
El resultado de la hipotesis de la prueba indica que no se rechaza la hipétesis nula, lo que significa que no
hay evidencia suficiente para afirmar la presencia de una tendencia.

6.1.3  P-value (p): 0.9993784454459074

El valor p es alto, lo que confirma aun mas que no hay suficiente evidencia estadistica para rechazar la
hipétesis nula de no tendencia. Un valor p alto como este sugiere que las diferencias en los datos pueden
ser atribuidas al azar.

6.1.4 Z-score (z): 0.0007790031885462679

El valor z es muy cercano a cero, lo que indica que el resultado de la prueba esta muy cerca de la media
esperada bajo la hipotesis nula. En términos de estadistica, muestra que no hay desviacion significativa que
indique una tendencia.

6.1.5 Var_s (variance of S): 177283867265.66666

La varianza de S es bastante alta, indicando que hay una gran variabilidad en los datos a lo largo del tiempo,
pero esta variabilidad no se traduce necesariamente en una tendencia.

6.1.6 Slope: 0.0

La pendiente de la tendencia estimada es cero, reflejando la conclusion de que no hay tendencia en los
datos.
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Basado en todos estos resultados, se puede concluir que no hay evidencia de cambios significativos en las
precipitaciones a lo largo del tiempo en el conjunto de datos analizado. Esto podria ser util para demostrar
que, en el contexto y la region estudiada, las condiciones de precipitacion han permanecido estables a lo
largo del periodo observado.

Precipitacién Promedio Mensual por todas las Estaciones

14 4 —— Precipitacion Promedio Mensual

12 4

10 -

Precipitacién Media {mm)
2]

T T T T T T T T T
1984 1988 1992 1996 2000 2004 2008 2012 2016
Fecha

Figura 11. Precipitacion Promedio Mensual por todas las estaciones

6.2 Analisis de la informaciéon acumulada mensual y anual
Se procede con el analisis de la informacién de la precipitacion acumulada mensual y anual, para el
promedio diario de todas las estaciones, para evaluar su comportamiento:

o El grafico muestra una considerable variabilidad en la precipitacion mensual a lo largo del tiempo,
con valores que fluctuan entre cerca de 2 mmy mas de 12 mm. Esta variabilidad podria ser atribuible
a la estacionalidad inherente, con meses mas lluviosos intercalados con periodos mas secos.

o A simple vista, no parece haber una tendencia lineal clara que indique un aumento o disminucion
sistematica en la precipitacién promedio a lo largo de los afios. Esto es consistente con la prueba de
Mann-Kendall previamente mencionada que también indic6 la ausencia de una tendencia.

° Los picos pronunciados pueden estar relacionados con eventos especificos de precipitacién mas
intensa, posiblemente vinculados a fendmenos meteorolégicos como El Nifio o La Nifia, que son
conocidos por afectar patrones de precipitacion globalmente.

Existe un grado significativo de "ruido" o variabilidad mensual en los datos. Esta variabilidad puede complicar
la deteccidn de patrones subyacentes a menos que se apliquen métodos de suavizado o se realice un anélisis
de frecuencia para identificar ciclos estacionales mas claros.
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Aunque hay variabilidad mensual y estacional, no hay evidencia de cambios significativos o tendencias a
largo plazo en la precipitacion total. Esto puede indicar que, a pesar de la variabilidad mensual y anual, las
condiciones climaticas en términos de precipitacion han permanecido relativamente estables durante el
periodo observado.

Precipitacién Promedio Anual por todas las Estaciones

—— Precipitacion Promedio Anual
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Figura 12. Precipitacion Promedio Anual por todas las estaciones

e El grafico presenta una serie de fluctuaciones significativas en la precipitacion anual a lo
largo de los afios. Estas fluctuaciones pueden reflejar variaciones climaticas naturales,
como ciclos de El Nifio y La Nifia, que son conocidos por influir en los patrones de
precipitacion a nivel mundial.

e No se observa una tendencia clara y consistente a lo largo del tiempo que indique un
aumento o una disminucion en los niveles de precipitacion. Sin embargo, hay periodos
notables de alta y baja precipitacion, como los picos altos en los afios cerca de 1987, 1998
y 2011, y una notable caida hacia el final del periodo alrededor de 2015-2016.

e La variabilidad en la precipitacion anual es bastante pronunciada, con picos que a veces
superan los 7 mm y caidas por debajo de los 6 mm. Esto sugiere una heterogeneidad en las
condiciones anuales, que podrian estar relacionadas con eventos meteorologicos
especificos 0 cambios en los patrones climaticos a largo plazo.

e Los picos en la precipitacién pueden correlacionarse con afos de fuertes fenomenos de La
Nifia, que generalmente aumentan la precipitacién en muchas partes del mundo.

40



Pontificia Universidad

o4y JAVERIANA
= Cali

e Apesar de la variabilidad anual, no hay una tendencia clara de largo plazo hacia un aumento
o disminucidn en la precipitacion. Esto podria indicar que, a nivel anual, las condiciones de
precipitacién han permanecido relativamente estables a lo largo del periodo observado,
aunque con variabilidad significativa de un afo a otro.

6.3 Implementar analisis de descomposicion de serie temporal por medio de STL: Se implementa la
técnica STL (Descomposicion de Series Temporales basada en Loess) para una mejor visualizacion y
comprension de los componentes estacionales.

Promedio Diario
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Figura 13. Descomposicion de serie temporal - STL

La Figura 15, muestra la descomposicion de la serie temporal que incluye el promedio diario de precipitacion
junto con sus componentes de tendencia, estacionalidad y residuos. A continuacion, se presenta el analisis
de cada uno:

6.3.1 Promedio Diario:

La serie de promedio diario muestra picos considerables, lo que indica dias de alta precipitacion intercalados
con periodos de baja precipitacion. Este comportamiento, es comun en series de precipitacion.

La gran variabilidad en los datos diarios puede necesitar suavizado 0 modelado para predecir tendencias de
manera efectiva.

6.3.2 Tendencia:

La tendencia muestra variaciones, pero sigue un patron ascendente o descendente claro a lo largo del
tiempo. Los picos y valles no son consistentes y no muestran un aumento o disminucion significativos a largo
plazo.

La ausencia de una tendencia clara en la precipitacion sugiere que no ha habido un cambio significativo en
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los niveles de precipitacion a lo largo de los afios cubiertos por la serie. Esto podria indicar que no hay
influencias externas consistentes afectando los niveles de precipitacion durante el periodo observado, o que

estas influencias se han balanceado a lo largo del periodo de estudio.

6.3.3 Estacionalidad:

El componente estacional muestra oscilaciones que sugieren una estacionalidad en los datos,
probablemente reflejando los patrones climaticos tipicos de las estaciones humedas y secas.

6.3.4 Residuos:

Los residuos muestran variaciones aleatorias alrededor de cero, sin patrones consistentes. Esto indica que
la mayor parte de la informacién en los datos ha sido capturada por los componentes de tendencia y
estacionalidad.

Los residuos bajos, indican que las anomalias o eventos extremos no explicados por la tendencia o la
estacionalidad son minimos, lo que es positivo para el modelado predictivo.
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7.  EJECUCION DEL MODELO DE PREDICCION

Seleccionar el modelo de
prediccion

Preparacion de los datos Entrenamiento del modelo Evaluacion del modelo

Figura 14. Flujo metodoldgico objetivo especifico 3

La Figura 16, presenta el flujo de trabajo para la construccion y evaluacion del modelo predictivo de la
precipitacién acumulada semanal del departamento del Valle del Cauca. Los pasos descritos son los
siguientes:

Seleccionar el modelo de prediccion: En esta fase inicial, se elige el modelo predictivo que se utilizara
para el analisis de los datos. La eleccidn del modelo depende de la naturaleza de los datos y del tipo de
prediccion a realizar.

Preparacion de los datos: Una vez seleccionado el modelo, se procede a la preparacion de los datos.
Este paso incluye la limpieza, normalizacion, transformacién y cualquier otro preprocesamiento
necesario para asegurar que los datos estén en el formato adecuado para ser utilizados por el modelo.
También implica la segmentacion de los datos en conjuntos de entrenamiento y prueba.

Entrenamiento del modelo: En esta etapa, el modelo es entrenado utilizando el conjunto de datos
preparado. El entrenamiento implica alimentar al modelo con los datos historicos para que aprenda los
patrones y las relaciones presentes en los mismos. Durante este proceso, se ajustan los parametros del
modelo para optimizar su capacidad de prediccion.

Evaluacion del modelo: Finalmente, se evalta el rendimiento del modelo utilizando el conjunto de datos
de prueba. Esto implica medir su precision, error y otros indicadores relevantes para determinar qué tan
bien el modelo es capaz de predecir la variable objetivo, en este caso la precipitacion.

Este flujo de trabajo asegura una secuencia ordenada y légica en la construccion del modelo predictivo,
enfocandose en la correcta eleccién del modelo, la preparacion detallada de los datos y la evaluacion
adecuada de los resultados obtenidos.

A continuacion, se presenta el desarrollo y resultados obtenidos del tercer objetivo especifico por medio de
las siguientes actividades:
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La seleccion del modelo de prediccion constituye un paso crucial en el desarrollo del proyecto, dado que
permite establecer una arquitectura adecuada para abordar el problema de la prediccion de precipitaciones
semanales en el departamento del Valle del Cauca. En este sentido, se evaluan diferentes enfoques, entre
ellos, las Redes Neuronales Convolucionales (CNN) y las Redes Neuronales Recurrentes (RNN). Las CNN,
ampliamente reconocidas por su capacidad para extraer caracteristicas espaciales en datos complejos, han
demostrado ser muy eficaces en tareas de clasificacion y reconocimiento. Sin embargo, dado que este
proyecto se centra en el analisis de datos de series temporales, se opta por utilizar una arquitectura basada
en Redes Neuronales Recurrentes, especificamente Long Short-Term Memory (LSTM), debido a su
capacidad para capturar dependencias a largo plazo en secuencias temporales y minimizar el problema del
sobreajuste.

7.1 Aplicacion del Modelo a las Estaciones seleccionadas

Dado que el proyecto busca la creacién de un modelo de prediccion para el departamento del Valle del
Cauca, se establece que la metodologia de seleccion de las estaciones a las cuales se realizara la
implementacion y evaluacion del modelo es aquella estacion por municipio, que cuente con el mayor nivel
de completitud de informacidn. Por lo tanto, teniendo en cuenta la informacion presentada en la Tabla 11, se
procede a determinar las estaciones finales que serén implementadas para la ejecucion del modelo (Tabla
12).

Tabla 13. Datos faltantes por Estaciones meteoroldgicas Disponibles — Valle del Cauca

NuLnero Station_cod L Numero de Station_cod missing D
e o missings estacion o Municipio
estacion E—

26070760 3 FLORIDA 30 26070110 468 PALMIRA
2 | 26080280 @ 20 CALI 3 53115010 | 501 | DUCNAENTUR
3 26000060 34 GINEBRA 32 26110120 | 504 = ELAGUILA
4 | 26060020 = 57 | CANDELARIA 3 26115040 513 | LAUNION
5 26100070 1o9  BUCALAGRAND 34 53110030 | 534 DAGUA
6 | 26080200 156 YOTOCO 35 26110150 563 ANOERMANCEY
7 26100300 166 OBANDO 36 26125130 | 569 SEVILLA
8 | 26110300 @ 182 TORO 37 53000040 655 oo ENTUR
9 2611020 189 LA UNION 38 26100700 = 661 | ANDALUCIA
10 | 26090630 @ 195 GUACARI 39 53110100 698 LACUMBRE
M 26075040 202 PALMIRA 40 26070170 = 766 |  PRADERA
12| 54030010 = 206 | VERSALLES # 53000030 796 oo ENTUR
13 26110160 = 248 TORO 42 54070030 | o9 | BUENAVENTLR
14 | 26100780 = 278 ZARZAL 43 53110040 840 | LACUMBRE
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15
16
17

18

19
20
21

22

23

24

25

26

27
28
29

26055070
26120180
26100830

26090460

26120150
26110040
26100350

26080070

26100770

26120120

26100690

26100410

53100040
26120130
26110230

Numero de estacion Station_code missing_count

279
283
309

314

340
340
345

354

379

385

397

403

404
436
437

CALI
SEVILLA
CARTAGO

EL CERRITO

ALCALA
BOLIVAR
TULUA
VIJES

BUGALAGRAND
E

CAICEDONIA

GUADALAJARA
DEBU
BUGALAGRAND
E

DAGUA
ZARZAL
ROLDANILLO

44
45
46

47

48
49
50

51

52

53

54

55

56
57
58

53080010 882
26100400 918
54070150 1001

26100800 1002

26105230 1142
54030030 1256
26105160 1302

26095230 1319

26105150 1360

26110210 1533

26095080 1560

26075010 1561

54075040 1881
26100790 2749
54075020 3185

Tabla 14. Informacion Seleccidn Final Estaciones Meteoroldgicas
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16 26090630 195 GUACARI
17 26100690 397 GUADALAJARA DE BU
18 53110100 698 LA CUMBRE
19 26110290 189 LA UNION
20 26100300 166 OBANDO
21 26075040 202 PALMIRA
22 26070170 766 PRADERA
23 26110230 437 ROLDANILLO
24 26120180 283 SEVILLA
25 26110300 182 TORO

26 26100350 345 TULUA

27 54030010 206 VERSALLES
28 26080070 354 VIJES

29 26080290 156 YOTOCO
30 26100780 278 ZARZAL

7.2 Preparacion de los Datos

Una vez seleccionado el modelo y las estaciones por municipio, se procede con la preparacion de los datos,
ya que es una etapa fundamental en la implementacion de cualquier modelo de machine learning. En este
caso, se trabaja con una base de datos que incluye informacion diaria de precipitacion proveniente de
estaciones meteoroldgicas en el departamento del Valle del Cauca, tanto medidas terrestres (observadas)
como mediciones satelitales. A partir de esta base de datos, se lleva a cabo un proceso de estructuracion y
transformacion para garantizar que los datos estén en un formato adecuado para el entrenamiento del
modelo LSTM.

Inicialmente, se realiza la conversién de la columna de fecha al formato datetime, lo que facilita la
manipulacion temporal de los datos. Esta conversion permite generar nuevas variables, como el nimero del
mes y el dia de la semana, lo que resulta util para capturar posibles patrones estacionales. Después, se
procede con la acumulacién de los valores diarios en periodicidad semanal, lo que asegura, tener el periodo
de tiempo establecido en el alcance del proyecto. Posteriormente, se procede al escalado de las variables
meteoroldgicas utilizando la técnica de normalizacion MinMaxScaler, que transforma los datos a un rango
entre 0y 1. Esto es esencial para mejorar el rendimiento y estabilidad del modelo LSTM, ya que este tipo de
redes neuronales es particularmente sensible a la magnitud de los datos de entrada.

Adicionalmente, se procede con la creacion de la variable de rezago, ya que es un paso clave en la
preparacion de los datos, al permitir capturar la autocorrelacion temporal inherente a los datos de
precipitacion. Para ello, se implementa un rezago de un dia (lag1), lo que permite que el modelo LSTM
capture la dependencia temporal entre los registros diarios de precipitacion.

En cuanto al manejo de valores faltantes, se opta por reemplazar los valores NaN resultantes del rezago con
ceros, ya que la ausencia de precipitacion puede ser interpretada como dias sin lluvia.
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Por ultimo, el conjunto de datos final se divide en train y test, utilizando el 80% de los datos para
entrenamiento y el 20% para prueba. Esta division se realiza manteniendo la secuencia temporal,

asegurando asi que el modelo preserve la estructura de la serie temporal en su proceso de aprendizaje.

7.3 Entrenamiento del Modelo LSTM
Para este paso, se disefia el modelo con las siguientes capas:

e Una capa LSTM con un nimero ajustable de neuronas, que permite al modelo retener la
informacidn necesaria para predecir la precipitacion futura basandose en los valores pasados.

e Una capa de Dropout con una tasa de 20%, destinada a prevenir el sobreajuste al eliminar
aleatoriamente conexiones durante el entrenamiento.

e Una capa Dense de salida, con una sola neurona, que genera la prediccion de la cantidad de
precipitacion diaria en milimetros.

Para optimizar el modelo, se utiliza el optimizador Adam, conocido por su capacidad de ajustar eficientemente
los pesos de la red, y la funcién de pérdida mean_squared_error (MSE), ya que se trata de un problema de
regresion en el que se predicen valores continuos de precipitacion.

Durante el entrenamiento, se implementa un proceso de tuning de hiperparametros mediante GridSearchC\V.
Este proceso permite encontrar la combinacion 6ptima de parametros como el numero de neuronas (50, 75,
100), la funcion de activacidn (ReLU, Leaky ReLU), el tamafio del batch (64), y el nimero de épocas (50).
Adicionalmente, se implementa EarlyStopping para evitar el sobreajuste. Este mecanismo interrumpe el
entrenamiento si el error en el conjunto de validacion no mejora tras 5 épocas consecutivas.

7.4 Evaluacion del Modelo

El rendimiento del modelo se evalda utilizando varias métricas clave, tanto en los conjuntos de entrenamiento
como de prueba:

o Mean Absolute Error (MAE): Esta métrica mide el error absoluto promedio entre las predicciones
y los valores reales, lo que proporciona una idea clara de la desviacién promedio en milimetros
entre las predicciones de precipitacion y los valores reales.

o Mean Squared Error (MSE): EI MSE penaliza mas los errores grandes, lo que lo convierte en
una medida util para identificar predicciones que se desvian considerablemente de los valores
observados.

o Root Mean Squared Error (RMSE): Al estar en la misma escala que los valores originales de
precipitacion, el RMSE ofrece una interpretacion mas directa de la magnitud promedio del error
en las predicciones.

A continuacion, se presenta los resultados de cada una de las métricas relacionadas anteriormente, para la
implementacion del modelo en todas las estaciones, tanto para TEST como para TRAIN:
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Tabla 15. Métricas de Evaluacion Modelo LSTM - TEST

Numero de estacion Station_code Municipio R2 Modelo
1 26120150 ALCALA 0.3434 24.67 1,181.47 4,97
2 26100700 ANDALUCIA 0.3014 22.69 1,100.05 4.76
3 26110150 ANSERMANUEVO 0.3205 18.21 584.28 4.27
4 26110040 BOLIVAR 0.3869 13.56 3711.77 3.68
5 53115010 BUENAVENTURA 0.1628 64.58 11,052.59 8.04
6 26100070 BUGALAGRANDE 0.3646 15.60 469.78 3.95
7 26120120 CAICEDONIA 0.4534 19.87 815.32 4.46
8 26080280 CALI 0.4063 18.61 624.30 4.31
9 26060020 CANDELARIA 0.4159 15.50 511.84 3.94
10 26100830 CARTAGO 0.3528 15.92 448.48 3.99
1 53100040 DAGUA 0.2691 14.91 375.93 3.86
12 26110120 EL AGUILA 0.3119 31.27 1,816.44 5.59
13 26090460 EL CERRITO 0.4199 20.17 1,021.27 4.49
14 26070760 FLORIDA 0.3995 22.05 1,113.50 4.27
15 26090060 GINEBRA 0.4916 16.63 544.00 4.08
16 26090630 GUACARI 0.3976 12.42 290.70 3.52
17 26100690  GUADALAJARA DE BU 0.4608 15.22 422.40 3.90
18 53110100 LA CUMBRE 0.2910 16.49 460.63 4.06
19 26110290 LA UNION 0.3007 12.79 353.58 3.58
20 26100300 OBANDO 0.2775 16.55 505.41 4.07
21 26075040 PALMIRA 0.4032 11.08 279.23 3.33
22 26070170 PRADERA 0.2087 23.60 2,223.99 4.25
23 26110230 ROLDANILLO 0.3362 12.13 305.76 3.64
24 26120180 SEVILLA 0.3419 20.75 808.48 4.55
25 26110300 TORO 0.2285 13.94 410.26 3.73
26 26100350 TULUA 0.3607 23.70 1,242.82 4.87
27 54030010 VERSALLES 0.3118 14.36 404.88 3.79
28 26080070 VIJES 0.3632 11.20 232.46 3.35
29 26080290 YOTOCO 0.3058 14.50 427.85 3.81
30 26100780 ZARZAL 0.2852 15.60 493.89 3.95
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Tabla 16. Métricas de Evaluacién Modelo LSTM - TRAIN

Numero de estacion Station_code Municipio R2 Modelo
1 26120150 ALCALA 0.3434 23.85 1,000.10 4.88
2 26100700 ANDALUCIA 0.3014 20.27 766.26 4.50
3 26110150 ANSERMANUEVO 0.3205 18.70 702.20 4.32
4 26110040 BOLIVAR 0.3869 13.80 370.48 3.72
5 53115010 BUENAVENTURA 0.1628 50.47 4,331.32 710
6 26100070 BUGALAGRANDE 0.3646 14.25 369.68 3.78
7 26120120 CAICEDONIA 0.4534 21.29 1,007.11 4.61
8 26080280 CALI 0.4063 19.87 741.57 4.46
9 26060020 CANDELARIA 0.4159 15.79 513.19 3.97
10 26100830 CARTAGO 0.3528 17.73 598.10 4.21
1 53100040 DAGUA 0.2691 14.26 420.59 3.78
12 26110120 EL AGUILA 0.3119 26.65 2,431.53 5.16
13 26090460 EL CERRITO 0.4199 20.25 808.06 450
14 26070760 FLORIDA 0.3995 18.30 4.70 4.28
15 26090060 GINEBRA 0.4916 16.72 590.25 4.09
16 26090630 GUACARI 0.3976 12.51 350.14 3.54
17 26100690  GUADALAJARA DE BU 0.4608 16.34 546.11 4.04
18 53110100 LA CUMBRE 0.2910 17.26 626.72 4.15
19 26110290 LA UNION 0.3007 14.30 477.16 3.78
20 26100300 OBANDO 0.2775 16.31 499.86 4.04
21 26075040 PALMIRA 0.4032 11.22 270.54 3%
22 26070170 PRADERA 0.2087 18.14 4.86 4.26
23 26110230 ROLDANILLO 0.3362 13.03 3.48 3.61
24 26120180 SEVILLA 0.3419 19.99 727.97 447
25 26110300 TORO 0.2285 13.05 349.43 3.61
26 26100350 TULUA 0.3607 22.49 1,040.89 4.74
27 54030010 VERSALLES 0.3118 17.46 685.39 418
28 26080070 VIJES 0.3632 12.28 289.04 3.50
29 26080290 YOTOCO 0.3058 15.16 682.89 3.89
30 26100780 ZARZAL 0.2852 15.00 416.35 3.87
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Los resultados obtenidos en el modelo de prediccion de precipitaciones, mediante redes neuronales LSTM,
evaluados a través de diversas métricas (MAE, MSE, RMSE y R?), muestran un comportamiento variado
entre las diferentes estaciones meteoroldgicas del departamento del Valle del Cauca. A continuacion, se
presentan un analisis del rendimiento general del modelo, y asi, identificar las posibles causas que generen
los valores extremos (maximos y minimos) y obtener una mayor comprensién de los factores que afectan el
rendimiento del modelo predictivo.

7.4.1 Variabilidad en las métricas de error

El rendimiento del modelo varia significativamente entre las estaciones, lo que se puede observar en la
amplitud de los valores de MAE, MSE y RMSE. Esta variabilidad sugiere que el modelo es capaz de predecir
con precision en algunas estaciones, mientras que en otras tiene dificultades para capturar los patrones de
precipitacion.

MAE: Oscila entre 11.08 mm y 64.58 mm en el conjunto de prueba. Las estaciones con un MAE mas
bajo indican una menor desviacion promedio entre las predicciones y los valores reales, o que refleja un
mejor rendimiento del modelo en esas estaciones.

RMSE: Muestra valores que varian de 3.33 mm a 8.04 mm, lo que indica que el modelo tiene errores
mas grandes en algunas estaciones, posiblemente debido a eventos de precipitacidn mas extremos.

R? que mide la proporcion de la variabilidad explicada por el modelo, también fluctia de manera
considerable, con valores que van desde 0.1628 hasta 0.4916. Las estaciones con un R? bajo indican
que el modelo no esta capturando adecuadamente la variabilidad en los datos de precipitacion.

7.5 Posibles factores que afectan el rendimiento del modelo

La variabilidad en los resultados puede estar influenciada por varios factores, tanto inherentes a los datos
como al entorno geografico de las estaciones meteoroldgicas:

Calidad y cantidad de los datos disponibles: El nimero de datos faltantes puede generar un impacto
directo en el rendimiento del modelo. Estaciones como Buenaventura (con 501 datos faltantes) y La
Cumbre (con 698 datos faltantes) muestran peores métricas de error, lo que sugiere que la falta de
informacién dificulta el entrenamiento adecuado del modelo. A su vez, que el modelo no capture bien los
patrones subyacentes en los datos, lo que se traduce en predicciones menos precisas.

Patrones de precipitacion locales: Las estaciones ubicadas en regiones con patrones de precipitacion
mas regulares, como Palmira y Cali, tienden a tener errores menores. Estas zonas presentan menos
variabilidad en sus patrones de lluvia, lo que facilita al modelo aprender relaciones mas claras entre las
entradas y las salidas. Por el contrario, en estaciones ubicadas en areas con alta variabilidad climatica,
como Buenaventura o Pradera, los errores son mas grandes, lo que indica que el modelo tiene
dificultades para predecir en regiones con patrones de precipitacion mas complejos y menos predecibles.
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Factores geograficos: Las estaciones situadas en areas montafiosas o cerca de la costa, como
Buenaventura y El Aguila, muestran peores resultados en las métricas de error, lo que podria deberse a
las complejas interacciones climaticas que afectan estas regiones. Los modelos LSTM pueden tener
dificultades para capturar los efectos de factores topograficos como montafias o cuerpos de agua
cercanos, que influencian de manera significativa los patrones de lluvia.

Dependencia temporal: Dado que el modelo LSTM es disefiado para capturar la dependencia temporal
en los datos, es probable que el rendimiento del modelo sea mas bajo en estaciones donde las
precipitaciones no presentan una clara correlacion temporal o estacional. En areas con precipitaciones
irregulares o altamente estacionales, el modelo puede tener dificultades para aprender patrones
consistentes, lo que explicaria los altos valores de error en estaciones como Pradera y El Aguila.

7.6 Relacion entre el conjunto de entrenamiento y prueba

Una observacion clave en el andlisis de los resultados es la consistencia entre las métricas de error en los
conjuntos de entrenamiento y prueba. En la mayoria de las estaciones, las métricas en el conjunto de prueba
son similares a las del conjunto de entrenamiento, lo que sugiere que el modelo no esta sobreajustando los
datos. Sin embargo, en algunas estaciones como Buenaventura y Pradera, los errores son significativamente
mayores en el conjunto de prueba, lo que indica que el modelo podria estar sobreajustando los datos de
entrenamiento o que los patrones de precipitacion en esas estaciones son especialmente dificiles de
predecir.

7.7 Casos extremos y posibles causas

Buenaventura tiene los valores de error mas altos en casi todas las métricas. Esto puede explicarse por las
condiciones climéticas extremas en la region costera, donde las precipitaciones son mucho mas volatiles y
dificiles de predecir debido a la influencia del océano y fenémenos climaticos como el fenémeno de La Nifia.

Pradera también muestra un alto nivel de error, tanto en MAE como en MSE. Dado que esta estacion tiene
la mayor cantidad de datos faltantes (766), esto sugiere que la falta de datos ha impedido que el modelo
capture correctamente los patrones de precipitacion.

7.8 Estaciones con buen rendimiento

Estaciones como Palmira, Cali y Florida muestran resultados relativamente buenos, con valores bajos en las
meétricas de error. Esto puede explicarse por la menor variabilidad en los patrones de precipitacion y una
cantidad mas completa de datos, lo que facilita al modelo la identificacién de relaciones claras en los datos.

A continuacion, se presenta el grafico correspondiente a la comparacion entre las predicciones y los valores
reales de las primeras 35 semanas del periodo de estudio para la estacion Florida Codigo 26070760.
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Comparacion de Valores Reales y Predicciones (Desescalado) Estacion Florida (26070760) - Primeras 30 Semanas
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Figura 15. Comparacion de valores reales y predicciones Estacion Florida (26070760)
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8.  COMPARACION DEL RENDIMIENTO DEL MODELO LSTM CON MODELOS DE
SERIES TEMPORALES

Seleccion de

Analisis

Evaluacion del

Modelos . _ )
Esténdar de Entrenamiento Desempeno con comparativo
Series de los Modelos Métricas MAE, con modelo
RMSE y MSE LSTM
Temporales

Figura 16. Flujo metodoldgico objetivo especifico 4

La Figura 17, presenta el flujo de trabajo para la seleccion y entrenamiento de modelos estandar de Series
temporales para su comparacion con el modelo LSTM desarrollado. Los pasos descritos son los siguientes:

Seleccion de Modelos Estandar de Series Temporales: Identificar los modelos tradicionales como
ARIMA, SARIMA para compararlos con el modelo LSTM.

Entrenamiento de los Modelos: Entrenar cada uno de los modelos estandar utilizando los mismos
datos y particiones temporales que el LSTM.

Evaluacion del Desempeiio con Métricas MAE y RMSE: Calcular las métricas de error (MAE, RMSE
y MSE) para medir el rendimiento predictivo de los modelos estandar.

Analisis Comparativo con el Modelo LSTM: Comparar los resultados obtenidos de los modelos
estandar con los del LSTM, destacando cual ofrece un mejor rendimiento en términos de precisién y
error.

Este flujo de trabajo asegura un proceso de evaluacion del modelo LSTM en comparacion con los métodos
tradicionales de series temporales en términos de precision (MAE) y capacidad de manejar errores grandes
(RMSE). A su vez, a partir del andlisis comparativo, establecer conclusiones acerca de si el uso de LSTM
permite la obtencion de mejores resultados en comparacion con los modelos tradicionales.

En esta seccion, se aborda la prediccion de series temporales con el objetivo de modelar el comportamiento
de la precipitacion a través de métodos avanzados de modelado estadistico. Inicialmente, se realiza la
seleccion de un modelo de series temporales adecuado para capturar las dinamicas complejas que presentan
los datos de precipitacién. Para este propdsito, se considera el uso de modelos ARIMA (Autoregressive
Integrated Moving Average) y SARIMA (Seasonal Autoregressive Integrated Moving Average), los cuales son
ampliamente utilizados en series temporales debido a su capacidad para modelar dependencias tanto a corto
como a largo plazo, asi como para incorporar estacionalidades en los datos.
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La primera etapa del proceso consiste en la obtencion y preparacién de los datos, especificamente aquellos
correspondientes a la precipitacion diaria observada en diferentes estaciones meteorologicas. Estos datos
son agrupados por semana para obtener una representacion mas adecuada del comportamiento a lo largo
del tiempo, lo que también permite manejar de mejor manera cualquier patron estacional que pueda estar
presente en la serie temporal. Una vez organizados los datos, se procede a separar el conjunto en dos partes:
un 80% de los registros es utilizado para el entrenamiento del modelo y el 20% restante se reserva para la
validacion del modelo en un contexto no visto, es decir, el conjunto de prueba.

Con los datos preparados, se comienza el proceso de ajuste del modelo ARIMA, en el cual es necesario
identificar los hiperparametros mas apropiados para capturar las dependencias en los datos de precipitacion.
Este modelo se caracteriza por tres parametros clave: p, que representa el numero de retardos en la parte
autorregresiva; d, que indica el grado de diferenciacidn aplicada a los datos para hacer la serie estacionaria;
y q, que define el numero de términos en el componente de media movil. Inicialmente, se prueba con el
modelo ARIMA (1, 1, 1), que es un punto de partida comin en el anélisis de series temporales, ya que
contempla un término autorregresivo, una diferenciacion para lograr la estacionariedad y un término de media
movil para capturar la dependencia de los errores pasados.

Teniendo en cuenta los valores obtenidos del modelo inicial, se procede con la busqueda de mejores
combinaciones de hiperpardmetros utilizando una estrategia de busqueda en cuadricula (Grid Search), la
cual permite probar multiples configuraciones de forma sistematica. Se evalUan diferentes combinaciones
para ARIMAy SARIMA.
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Tabla 17. Métricas de Evaluacién Modelo SARIMA

TEST

Nimero de Station_co missing_
estacion de count

‘ Municipio ‘ MAE MSE RMSE MAE MSE RMSE

! caPuiE| ey ALCALA ' o364 | 88122 2969 | 2112 | 71509 2674
2 26100700 | 661 | ANDALUCIA | »47 | 73544 | 2742 | 1943 | 59578 | 2441
J 2oote0 | s | USSR o e | mre | reer | seess | 24
4 26110040 | 340 BOLVAR | 1843 | 54335 | 2331 | 1654 | 44769 & 2116
2 syrtoto | g0t | PORCRENTY e 497179 7051 | 4897 | 409867  64.02
6 sooooro 120 PV L ssas | aaet | o | aress | 2nst
d 26120120 | 385 | CAICEDONIA | o4 a7 | 400958 | 3177 = 2173 | 75099 | 2740
8 26080280 | 20 CALI 3003 | 136097 3689 | 27.06 | 116082 | 34.07
o 26060020 | 57 CANDELARIA | o139 | 78576 = 2805 | 1865 | 55149 | 2348
1026100830 | 309 | CARTAGO | 1998 | gop45 | 2454 = 1779 | 50826 @ 2254
L DAGUA ' 9414 93504 3050 = 2205 = 78023 2809
12 26110120 | 504 ELAGULA 1 0799 | 125873 | 3548 = 2182 | 77857 | 27.90
13| 26090460 | 314 | ELCERRTO | o145 | 70463 | 2654 | 1943 | 57642 | 2401
14 | 26070760 | 3 FLORDA ' 2536 | 119266 = 3453 = 2173 | 74716 @ 27.33
W R e GINEBRA ' 1983 57268 2393 = 1898 55086  23.66
16 | 26090630 | 195 GUACARI | yg30 | 51137 | 2061 | 1744 | 46676 | 21.60
7 | osooem | aor (SRR | mss | sezs | otae | mirss | 2es
18 53110100 | 698 | LACUMBRE ' 140 | 30014 = 1738 = 1327 | 28508 @ 16.88
Wil ] LAUNION 4764 | 48830 = 2210 = 1650 = 44678  21.14
20 | 26100300 | 166 OBANDO | 1508 | 49631 | 2228 & 1649 | 43698 & 20.90
2 RO e PALMIRA 1630 40795 = 2020 = 1489 35286 1878
2 | 26070170 | 766 PRADERA | 1874 | 55060 | 2366 = 1693 | 45335 | 21.29
23 | 26110230 | 437 | ROLDANILLO | 4744 | 46460 | 2155 | 1685 | 45749 | 21.39
24| 26120180 | 283 SEVILLA -1 2150 | 70495 = 2819 | 1986 | 62758 | 2505
| R e 19 1734 46449 2155 = 1685 | 45367 2130
26 | 26100350 345 TULUA

2573 | 1116505 | 3339 | 2277 | 83307 | 2886
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&l 54030010 | 206 | VERSALLES ' 4573 | 40389 = 2010 = 1430 | 327.90 @ 1811
2 26080070 354 VIJES 1467 | 31355 | 771 | 1398 | 30743 | 1753
2 26080230 | 196 YOTOCO 1747 45462 2132 17.00 47937  21.89
30 26100780 | 278 ZARZAL

17.70 493.16 22.21 16.52 444.07 21.07

Tabla 18. Métricas de Evaluacién Modelo ARIMA

Nimero de Station_co missing_‘ Municipio ‘ MAE

estacion de count

L GARIIY || e ALCALA ' 9300 | 86030 2048 = 2063 | 67041 2589
2 26100700 | 661 ANDALUCIA ' o149 | 79491 | 2674 | 1892 | 55930 | 2365
. Al || s ANSES'\OAANUE 2075 | 70031 2663 = 1842 | 55045 = 2346
4 26110040 | 340 BOLVAR | 1823 | 53148 | 2305 | 1629 | 42822 | 2069
2 syrtoto | g0t | BORO RN 486521 6075 | 4719 384064 6197
6 sooooro 129 PRSx| o2 | a2 | 21
y 26120120 | 385 | CAICEDONIA | o130 | gg71s | 3142 | 2132 | 70080 | 2664
8 26080280 | 20 CALI 2081 | 134434 3667 | 2670 111116 3333
g 26060020 | 57 | CANDELARA | o156 | 76368 | 2763 | 1820 | 51773 | 2275
10| 26100830 | 309 CARTAGO | 1843 | 58217 | 2413 | 1761 | 48227 & 2196
il SR | e DEts 2405 | 92254 3037 | 2167 | 75286 @ 2744
12 26110120 | 504 ELAGULA 1 2584 | 124813 3533 = 2120 | 72831 & 26.99
13 | 26090460 | 314 | ELCERRIO | o5 | 69501 | 2638 | 1871 | 54667 | 2338
14 | 26070760 | 3 FLORIDA | 5566 | 116217 | 3409 | 2119 | 70054 | 2647
R GINEBRA ' 1945 56106 2369 = 1855 = 53164 = 23.06
16 26090630 | 195 GUACARL | 1801 | 49962 = 2235 | 1677 | 44486 @ 21.09
7| osiooee0 | ser |SFDENAL ] aise | 2001 | o0 | erace | 2ses
18 53110100 | 698 | LACUMBRE | 448 | 29670 = 1722 = 1341 | 27394 & 1655
o AR | LAUNION 4674 46190 2149 = 1628 41596 2040
20 | 26100300 | 166 OBANDO | 4744 | 48069 = 2192 | 1621 | 40875 & 2022
21 26075040 202 PALMIRA

15.96 40340 = 2008 = 1447 | 33023 | 1817
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2 26070170 | 766 PRADERA | 1850 | 55553 | 2357 | 1655 | 42260 @ 2056
23 | 26110230 | 437 | ROLDANILLO | 4600 | 45000 | 2123 | 1658 | 43062 | 2075
2 26120180 | 283 SEVILLA -1 %077 | 78000 | 2793 | 1943 | 50333 | 24.36
A iy e @D 1646 43646 2089 1656 | 42690 2066
26 | 26100350 | 345 TULUA 2531 | 100109 | 3303 | 2225 | 79210 | 28.14
27| 54030010 | 206 | VERSALLES | 4544 | 39533 | 1988 | 1398 | 31092 | 17.63
28 | 26080070 | 354 VIES 1451 | 31001 | 1761 | 1378 | 29685 @ 1723
o)Ay ks YOTOCO ' 4700 | 43084 2097 1672 45103 2124
30 | 26100780 @ 278 ZARZAL

17.09 476.53 21.83 16.20 417.32 20.43

A partir de los resultados presentados, se realiza una comparacion entre los tres enfoques de modelado de
series temporales: ARIMA, SARIMAy LSTM. Para ello, se consideran las principales métricas de evaluacion:
MAE, MSE y RMSE, que permiten analizar la precision y el ajuste de cada uno de los modelos.

8.1 Comparacion ARIMA vs. LSTM:

MAE: En cuanto al MAE, LSTM registra una mejor precision en la mayoria de las estaciones. Por ejemplo,
en la estacion Cartago (codigo 26100830), el MAE del LSTM es de 15.92, mientras que en ARIMA es 18.43,
lo que sugiere que el error promedio absoluto es menor en el enfoque basado en redes neuronales
recurrentes. Esto también se observa en estaciones como Zarzal (codigo 26100780), donde el MAE del
LSTM es de 15.60, superando al ARIMA que obtiene un MAE de 17.09.

MSE y RMSE: En términos de MSE y RMSE, que penalizan errores grandes, el LSTM también muestra un
mejor rendimiento en casi todas las estaciones. Por ejemplo, en Cali (codigo 26080280), el MSE del LSTM
es de 624.30, considerablemente menor que el de ARIMA que alcanza 1,344.34. Esto refuerza la idea de
que LSTM maneja mejor los errores grandes y se ajusta con méas precision a las series temporales, 1o que
se ve reflejado en valores menores de RMSE en todas las estaciones.

En resumen, LSTM presenta mejores resultados a ARIMA en todas las métricas de evaluacién. Esto se debe
principalmente a que los modelos basados en redes neuronales como LSTM pueden capturar patrones no
lineales y dependencias a largo plazo en los datos, mientras que ARIMA, al ser un modelo lineal, es mas
limitado para este tipo de series temporales complejas.

8.2 Comparacion SARIMA vs. LSTM:

MAE: Al comparar el MAE, LSTM sigue mostrando un mejor desempefio en casi todas las estaciones. En la
estacion Yotoco (codigo 26080290), el MAE del SARIMA es de 17.47, mientras que en LSTM es de 14.50, lo
que refleja una mejora significativa en la precision del modelo basado en redes neuronales. Asimismo, en la
estacion Tulua (cddigo 26100350), LSTM logra un MAE de 23.70, mientras que SARIMA tiene un valor mas
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alto de 25.73.

MSE y RMSE: Similar a la comparacion con ARIMA, LSTM también presenta mejores valores de MSE y
RMSE frente a SARIMA. Por ejemplo, en la estacion La Cumbre (codigo 53110100), el LSTM obtiene un
RMSE de 4.06, mientras que SARIMA obtiene un RMSE mayor de 17.38, lo que implica que LSTM es mas
efectivo en la prediccidn de la serie temporal al minimizar los errores grandes.

En esta comparacion, aunque SARIMA mejora ligeramente respecto a ARIMA en algunas estaciones, en
general LSTM sigue superando a SARIMA en todas las métricas clave. Esto es coherente con las limitaciones
de los modelos SARIMA, que asumen una estacionalidad regular y lineal, mientras que los datos de
precipitacion tienden a ser mas irregulares y presentan relaciones no lineales que LSTM puede modelar
mejor.

8.3 Comparacion ARIMA vs. SARIMA vs. LSTM:

MAE y RMSE: Al observar los valores de MAE y RMSE, LSTM también muestra un rendimiento més
consistente y preciso en la mayoria de las estaciones. En términos de error promedio absoluto (MAE), LSTM
suele estar por debajo de ARIMA y SARIMA, lo que implica una mayor precision en las predicciones. En la
estacion Candelaria (c6digo 26060020), por ejemplo, LSTM muestra un MAE de 15.50, mientras que ARIMA
tiene 21.56 y SARIMA 21.32.

MSE: LSTM también tiene un desempefio superior. Por ejemplo, en la estacion Pradera (codigo 26070170),
LSTM presenta un MSE de 2,223.99, menor que el MSE de SARIMA (559.69), lo que indica que este Ultimo
tiene dificultades para captar correctamente los patrones de largo plazo y presenta errores mas grandes.
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9.  CONCLUSIONES Y TRABAJOS FUTUROS

9.1. CONCLUSIONES

El analisis de los resultados obtenidos en este estudio denota una amplia variabilidad en el rendimiento del
modelo LSTM implementado para la prediccion de precipitaciones entre las distintas estaciones
meteoroldgicas del Valle del Cauca. El rendimiento del modelo, medido a través de métricas como el MAE,
MSE y RMSE, muestra que las estaciones con patrones de precipitacion mas regulares y menos datos
faltantes, como Palmira y Cali, tienden a presentar los mejores resultados. En estas estaciones, los errores
de prediccion son menores y el coeficiente de determinacion (R?) indica que el modelo es capaz de capturar
una buena parte de la variabilidad en los datos.

Por otro lado, estaciones ubicadas en regiones geograficamente mas complejas, como Buenaventura y
Pradera, presentan valores de error significativamente mas altos. Esto sugiere que la variabilidad climatica y
las caracteristicas topograficas influyen en gran medida en la capacidad del modelo para predecir con
precision las precipitaciones. En estas areas, el modelo tiene dificultades para capturar la dinamica de las
lluvias, posiblemente debido a la influencia de factores externos no considerados, como la cercania al
océano, el fendmeno de la Nifia, o la orografia accidentada que altera los patrones de lluvia.

La presencia de datos faltantes también juega un papel fundamental en el rendimiento del modelo. Las
estaciones con mayor nimero de datos faltantes, como La Cumbre, Pradera y El Aguila, muestran
consistentemente errores mas altos en comparacion con aquellas que tienen un registro mas completo. Esta
observacion resalta la importancia de la calidad y continuidad en la recoleccion de datos para el desarrollo
de modelos predictivos precisos y fiables.

Otro aspecto relevante que se puede concluir es la capacidad del modelo para generalizar correctamente
entre el conjunto de entrenamiento y el conjunto de prueba. En la mayoria de las estaciones, no se observan
diferencias significativas entre los errores de entrenamiento y prueba, lo que sugiere que el modelo no esta
sobreajustado y tiene una capacidad razonable para predecir en datos no conocidos. Sin embargo, en
estaciones como Buenaventura y Pradera, las diferencias son mayores, lo que podria indicar que el modelo
ha capturado patrones especificos de los datos de entrenamiento que no generalizan bien al conjunto de
prueba.

También, es importante destacar que las caracteristicas locales de las estaciones, como la ubicacién
geografica y el tipo de clima, parecen influir significativamente en el rendimiento del modelo. Esto sugiere
que un unico modelo LSTM para todas las estaciones del departamento puede no ser la solucién optima,
dado que los patrones de precipitacion son altamente especificos a cada region. Por tanto, el desarrollo de
modelos adaptados a las caracteristicas de cada area podria ser una alternativa viable para mejorar la
precision predictiva.

A su vez, y teniendo en cuenta la comparacion con modelos de series temporales lineales, los resultados
demuestran que el modelo LSTM supera claramente tanto a ARIMA como a SARIMA en todas las métricas
clave, asi como en la reduccion del error promedio absoluto (MAE) y el error cuadratico medio (MSE vy
RMSE). Los modelos ARIMA y SARIMA no logran modelar eficazmente las relaciones no lineales presentes
en las series temporales de precipitacion, lo que sugiere que, para este tipo de datos meteoroldgicos, las
redes neuronales recurrentes LSTM son una mejor alternativa para la prediccién
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Finalmente, a pesar de los datos atipicos en métricas de evaluacidn observados en algunas estaciones, el
modelo LSTM ha mostrado ser una herramienta Util para predecir precipitaciones, especialmente en
estaciones con condiciones climaticas més predecibles. Sin embargo, el desempefio del modelo en
estaciones con alta variabilidad climatica y datos faltantes plantea la necesidad de implementar estrategias
mas robustas para abordar estos desafios.

9.2. TRABAJOS FUTUROS

En relacion con futuros trabajos relacionados con la prediccion de precipitaciones utilizando modelos de
aprendizaje automatico, es esencial enfocar los esfuerzos en mejorar la calidad y continuidad de los datos
meteorologicos. La presencia de datos faltantes ha demostrado tener un impacto significativo en el
rendimiento del modelo, afectando negativamente su capacidad predictiva. Por lo tanto, seria beneficioso
implementar estrategias que mitiguen el impacto de los datos faltantes, como técnicas de imputacién de
datos diferentes a la implementada en este proyecto, que podrian llenar los vacios de informacién con base
en patrones histéricos o estaciones cercanas. Ademas, es recomendable revisar la infraestructura de
recoleccion de datos en aquellas estaciones con un mayor numero de faltantes, ya que la falta de continuidad
en la recoleccion puede estar relacionada con problemas técnicos en los equipos de medicion.

Otro aspecto para considerar para el desarrollo de futuras investigaciones es la incorporacién de mas
caracteristicas meteorologicas en el proceso de modelado. EI modelo actual se basa unicamente en la
precipitacion historica para realizar sus predicciones, lo cual puede ser una limitacion. La inclusion de
variables adicionales, como la temperatura, la presién atmosférica, la humedad, e incluso informacion
topografica, podria enriquecer el modelo y permitirle capturar patrones mas complejos. Estas caracteristicas
adicionales podrian ser particularmente utiles en estaciones donde los patrones de precipitacién son
altamente irregulares, como en Buenaventura y Pradera. Al incluir mas informaciéon sobre el entorno
climatico, el modelo podria aprender interacciones mas precisas entre las variables y mejorar la precision de
las predicciones.

Otra linea de investigacion futura podria centrarse en el desarrollo de modelos especificos para diferentes
regiones o tipos de clima. El analisis de los resultados ha mostrado que las estaciones ubicadas en areas
con climas similares tienen un comportamiento predictivo mas uniforme, mientras que estaciones con climas
o topografias particulares, como areas costeras 0 montafiosas, presentan mayores dificultades. En lugar de
utilizar un unico modelo para todo el departamento, podria ser mas efectivo dividir las estaciones en grupos
con caracteristicas climaticas similares y entrenar modelos especificos para cada grupo. Esto permitiria a los
modelos adaptarse mejor a las particularidades de cada region, mejorando asi el rendimiento general.

Ademas, se podrian explorar arquitecturas de redes neuronales mas complejas, como modelos hibridos que
combinen LSTM y CNN. Estos, podrian capturar tanto la dependencia temporal como las caracteristicas
espaciales de las precipitaciones, proporcionando una solucidn mas robusta para estaciones con alta
variabilidad geografica.

Finalmente, es recomendable que futuros estudios realicen un analisis mas detallado de los patrones
estacionales de precipitacion, ya que la precipitacion tiende a variar significativamente entre temporadas en
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regiones como el Valle del Cauca. Incorporar esta estacionalidad en los modelos podria mejorar su capacidad
para predecir eventos extremos de lluvia o periodos secos, que son criticos para la gestion de recursos
naturales y la planificacion agricola.
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