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INTRODUCCIÓN 

 

En los últimos dos años Colombia ha experimentado choques estructurales de gran relevancia. La 

pandemia del covid-19 en 2020 tuvo repercusiones económicas y sociales sin precedentes. El 

mercado laboral tanto local como regional, se vio fuertemente afectado [1]. Durante el segundo 

trimestre del año 2020, las ciudades al interior de Colombia presentaron las tasas de ocupación 

más bajas y las tasas de desempleo más altas de la historia económica y social regional.  

 

La tasa de ocupación en Popayán se redujo hasta un 35%, en Cali un 40% y en Medellín hasta un 

43,6% (en los tres casos una reducción trimestral entre 11 y 20 puntos porcentuales respecto a 

febrero 2020).  De forma similar, la tasa de desempleo reflejó el mayor impacto de la pandemia 

del covid-19 y las medidas restrictivas para contener este flagelo. En Popayán, el dato de 

desempleo se incrementó hasta un 31,5%, en Cali 30,1% y en Medellín hasta un 26,7%. Después 

de este efecto adverso, la tendencia de recuperación en estos indicadores claves del mercado 

laboral regional empezó a evidenciarse. No obstante, en el segundo trimestre del año 2021, 

principalmente, el suroccidente del país tuvo que afrontar el impacto generado por el paro 

nacional, los bloqueos y alteraciones de orden público desencadenados por más de dos meses en 

esta región del país.  En este periodo, el mercado laboral, nuevamente se vio afectado, sobre todo 

en Cali donde la tasa de desempleo nuevamente incrementó y la tasa de ocupación disminuyó. 

Luego en 2022, continuó la recuperación gradual de estos principales indicadores del mercado de 

trabajo regional, pero a un ritmo pausado y gradual. 

 

Bajo ese contexto, los formuladores de política, entes públicos y privados y, los trabajadores 

están buscando una recuperación rápida y sostenible principalmente en las tasas de desempleo, 

participación en la fuerza laboral y ocupación, que son las tres medidas principales que indican la 

salud y evolución del mercado de trabajo. No obstante, los departamentos y ciudades al interior 

de Colombia carecen de un sistema de información sobre el mercado laboral, que reporte de 

manera concisa y precisa su estado actual. Las métricas laborales son de carácter anual a nivel de 

departamentos y aunque a nivel municipal son trimestrales, existe un rezago en su publicación. 
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Todo ello imposibilita tener un conocimiento en tiempo real de la situación económica regional, 

lo cual perjudica la eficacia y necesaria prontitud de la toma de decisiones de todos los agentes 

económicos. Cuando se conocen los datos del mercado de trabajo, dados los rezagos que contiene 

dicha información, ya son pocas las acciones que se pueden considerar. La toma de decisiones, 

por tanto, tiende a actuar tarde y corrigiendo los errores pasados. 

 

Teniendo en cuenta que la pandemia y el paro nacional al interior de Colombia crearon 

condiciones sin precedentes junto con respuestas políticas inesperadas, los enfoques tradicionales 

de previsión pueden no ser eficaces debido a su alto grado de sensibilidad a la especificación del 

modelo, o a sus elevados requisitos de datos [2]. Esto, por lo tanto, ofrece una oportunidad para 

mejorar la predicción macroeconómica aprovechando los datos provenientes de internet y los 

recientes avances en técnicas de Machine Learning (ML), véase [3] y [4]. 

 

Por ello, en este proyecto de grado se combinan las métricas tradicionales y los datos de 

búsquedas en Google para construir un nuevo indicador del mercado laboral y predecir las tasas 

de ocupación y desempleo utilizando técnicas de Machine Learning en tres ciudades de 

Colombia: Cali, Medellín y Popayán. A nivel internacional hay varios artículos que predicen las 

tasas de desempleo utilizando datos de búsqueda de Google y haciendo uso de técnicas de ML 

(por ejemplo [5], [6], [7], [8], [9]). En Colombia, por el contrario, no existen trabajos de este tipo. 

Sólo existen unos pocos trabajos que predicen el empleo usando los datos de Google Trends (por 

ejemplo, [10] y [11]). 

 

Para la construcción del indicador del mercado laboral, se utilizan técnicas de selección o de 

reducción (Regresión Lasso y Análisis de Componentes principales (ACP)). Este indicador 

proporciona información relevante y oportuna para una mejor comprensión del ciclo económico y 

social de las economías regionales, proporcionando a las empresas y a los hogares información 

que reducirá la incertidumbre y permitirá reaccionar con rapidez a los cambios en las tendencias 

económicas. Los hacedores de política tendrán otra métrica a su disposición, construida a partir 

de un rango más amplio de variables clave que podrán reflejar el desempeño del mercado laboral 
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en el corto plazo (ver una aplicación para Colombia: [12]). 

 

Para la predicción de corto plazo en la tasa de ocupación y desempleo regional, se aplican 

Máquinas de Soporte Vectorial para Regresión (SVR, por sus siglas en inglés) y redes neuronales 

(RN). El pronóstico se realiza para el primer mes del año 2023 en las tres ciudades objeto de 

estudio. Se observa que los modelos aplicados se adaptaron rápidamente a los cambios en los 

mercados laborales regionales y las políticas. También, se compara el rendimiento de previsión 

de estos modelos con una alternativa de referencia (modelo tradicional ARIMA) durante el 

período de evaluación (2018:04-2022:12). El rendimiento del pronóstico se examinó con el error 

cuadrático medio de predicción fuera de muestra (RMSE) y el error medio absoluto (MAE) para 

previsiones con un paso de antelación. 

 

El resto de este documento está organizado de la siguiente forma: la sección 1, define el 

problema; la sección 2 los objetivos del trabajo de grado; la sección 3 relaciona el marco teórico 

y la revisión de literatura; la sección 4 y 5 describe la metodología y especificación del modelo; 

la sección 6 describe los datos y los pasos para la formulación de los modelos propuestos; la 

sección 7 da los resultados de previsión y análisis; y la sección 8 contiene las conclusiones.  
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1. DEFINICIÓN DEL PROBLEMA 

 

1.1 PLANTEAMIENTO DEL PROBLEMA 

 

El comportamiento del mercado laboral juega un papel fundamental para conocer la realidad 

económica, social y política de un territorio.  La tasa de desempleo y la tasa de ocupación son dos 

de las métricas más relevantes del mercado laboral en Colombia y son calculadas por el 

Departamento Administrativo Nacional de Estadística (DANE) en trimestres móviles y con un 

rezago en su publicación mayor a 30 días, lo que imposibilita la toma de decisiones oportuna, 

eficiente y en tiempo real de todos los agentes económicos. Por su impacto e implicaciones en las 

finanzas públicas, en la estabilidad macroeconómica y el desarrollo social, para los hacedores de 

la política pública es importante poder prever a tiempo los cambios en la tasa de desempleo y 

ocupación, a fin de aplicar las políticas pertinentes que se requieren; para el sector privado, por su 

parte es relevante conocer la evolución del mercado de trabajo para evaluar las diferentes 

estrategias de generación y retención de empleos y, para los hogares, es un tema crucial que 

afecta directamente sus condiciones de vida y desarrollo [13].  

 

En este sentido, es importante para las diferentes regiones al interior de Colombia contar con una 

predicción de estas dos métricas en un tiempo inferior a 30 días y en la cual se sintetice la 

evolución actualizada y las perspectivas del mercado laboral a partir de ponderar apropiadamente 

las diferentes variables relacionadas con el empleo y de considerar la evolución del crecimiento 

económico de las ciudades a partir del Indicador Mensual de Actividad Económica (IMAE). Esto 

es fundamental para la política pública y el desenvolvimiento del sector privado, sobre todo en la 

actual coyuntura donde la dinámica del ciclo económico regional en los últimos dos años estuvo 

permeada por dos choques económicos y sociales sin precedentes y que han sido de gran 

envergadura e impacto: la crisis generada por el Covid-19 y las medidas restrictivas para contener 

su propagación y, los bloqueos permanentes generados por el paro nacional del 28 de abril 2021.   
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1.2 FORMULACIÓN DEL PROBLEMA 

 

En este contexto, este proyecto de grado se destinó a responder las siguientes preguntas: ¿Las 

técnicas de Machine Learning permiten realizar pronósticos de corto plazo eficientes y óptimos 

para la tasa de desempleo y ocupación laboral a nivel regional?, ¿Las búsquedas en Google 

Trends relacionadas con el mercado de trabajo pueden contener información valiosa para la 

predicción de la tasa de desempleo y ocupación laboral a nivel regional? ¿Los modelos de 

Machine Learning mejoran la previsión de las tasas de desempleo y ocupación regionales dada 

por modelos tradicionales en series de tiempo como el ARIMA? 
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2. OBJETIVOS DEL PROYECTO 

2.1 OBJETIVO GENERAL 

Predecir con técnicas de Machine Learning la tasa de desempleo y la tasa de ocupación laboral en 

la ciudad de Cali, Medellín y Popayán para contribuir en tiempo real a la toma de decisiones por 

parte de todos los agentes económicos (empresas, Estado y hogares). 

 

2.2 OBJETIVOS ESPECÍFICOS 

• Construir un indicador mensual de seguimiento del mercado laboral para Cali, Medellín y 

Popayán respectivamente, con métricas propias del mercado laboral y búsquedas 

relacionadas al mercado laboral en Google Trends.  

 

• Evaluar el rendimiento de los modelos de Machine Learning en series temporales para el 

pronóstico de corto plazo de la tasa de desempleo y ocupación laboral de Cali, Medellín y 

Popayán respectivamente. 
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3. MARCO TEÓRICO Y REVISIÓN DE LITERATURA 

 

3.1. MARCO TEÓRICO 

En esta sección, se presentan las teorías, conceptos y/o modelos relevantes que se utilizaron para 

desarrollar este proyecto de grado.  

En Colombia, el DANE realiza la Encuesta Integrada de Hogares (GEIH) en la cual recoge 

información mensual a nivel nacional, sobre el mercado laboral de la población del país, y de las 

características sociodemográficas de la población colombiana. A partir de esta información se 

construye la tasa de desempleo que equivale al número total de personas desocupados que están 

buscando trabajo sobre la población económicamente activa (PEA) y la tasa de ocupación que 

corresponde al número total de personas ocupadas sobre la población en edad de trabajar (PET) 

[14].  

 Hacer seguimiento a estas métricas es de gran relevancia porque son indicadores claves del 

estado de la economía de una región. Si la tasa de desempleo es alta, puede ser una señal de que 

la economía no está creciendo lo suficiente como para crear empleos nuevos, lo que puede tener 

efectos negativos en otros aspectos de la economía. Además, estos indicadores son utilizados por 

los gobiernos y las empresas para tomar decisiones informadas sobre políticas y estrategias 

económicas. En suma, hacer seguimiento a la tasa de ocupación y desempleo es importante para 

entender el estado de la economía, el bienestar de las personas, la toma de decisiones y la 

evaluación de políticas públicas y programas relacionados con el empleo. 

 

A nivel regional son pocos o casi nulos los trabajos existentes en pronósticos inmediatos del 

mercado laboral o en indicadores de empleo implementando técnicas de Machine Learning. Esta 

herramienta es uno de los campos que más desarrollo ha tenido en los últimos años debido a la 

gran cantidad de aplicaciones exitosas que pueden encontrarse en diferentes disciplinas. Estas 

técnicas permiten automatizar tareas, tomar decisiones basadas en datos, personalizar 

experiencias, detectar patrones y anomalías, y promover avances en investigación y ciencia. El 
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ML tiene aplicaciones en una amplia gama de industrias y campos, y su adopción continúa 

creciendo a medida que se reconocen sus beneficios y su potencial para mejorar la eficiencia y el 

rendimiento, véase [3]. 

 

La familia de machine learning comprende un conjunto de algoritmos y estructuras matemáticas 

amplio,  como los perceptrones multicapa, arquitecturas de redes neuronales recurrentes hasta 

arquitecturas más sofisticadas de Deep Learning como las unidades LSTM (por sus siglas en 

inglés, Long Short Term Memory) las cuales son un tipo particular de redes neuronales 

recurrentes [5]; además sistemas de inferencia neuro difusa, máquinas de soporte vectorial (SVM, 

por sus siglas en inglés), modelos de redes dinámicas bayesianas, bosques aleatorios, árboles de 

decisión, Lasso, redes elásticas, entre otras ([3]), [4]), [15] y [16]) 

 

En otro ámbito, el acceso más fácil a internet durante los últimos años ha generado que cada vez 

más personas realicen un gran número de actividades virtuales, entre las cuales una de las más 

comunes resulta la búsqueda de información. Esta fuente de datos es importante actualmente 

porque proporcionan información abundante, revelan tendencias y comportamientos del usuario, 

impulsan la investigación y el desarrollo, respaldan la toma de decisiones informadas y fomentan 

la innovación y la creación de valor [17]. En suma, el acceso a estos datos permite a las personas 

y las organizaciones aprovechar el poder de la información para obtener ventajas competitivas, 

generar conocimiento y tomar decisiones más acertadas [18].  

 

 En ese contexto, una fuente de datos de internet que es de gran relevancia para la literatura 

económica es Google Trends, que muestra la popularidad y tendencias de búsqueda de palabras 

clave específicas en un período de tiempo y para determinados temas.como la llegada de turistas 

a Colombia [19]), las ventas de automóviles en Estados Unidos ([20]; [21]) y las solicitudes de 

seguro de desempleo [21]. Además, Google Trends se ha utilizado para medir el racismo a nivel 

estatal en Estados Unidos [22] y los efectos del seguro de desempleo en la búsqueda de empleo 

[23]. Otros estudios han proporcionado más ejemplos de pronósticos actuales de la actividad 

económica utilizando Google Trends [24] y [25]. 
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Por su parte, el uso de modelos de selección de variables se ha convertido en una técnica 

importante para reducir la complejidad de los modelos predictivos y mejorar su precisión. En este 

proyecto de grado se utiliza el modelo Backward y la Regresión Lasso, dos técnicas ampliamente 

utilizadas para seleccionar variables en la construcción de modelos predictivos. El modelo 

Backward se basa en la eliminación secuencial de variables, comenzando con el modelo 

completo y eliminando una a una las variables que no son estadísticamente significativas. El 

modelo final se construye utilizando solo las variables estadísticamente significativas. Esta 

técnica tiene la ventaja de ser fácil de implementar y entender, y puede ser utilizada en 

conjunción con cualquier modelo predictivo [26]. 

 

La regresión Lasso, por otro lado, es una técnica de selección de variables que utiliza la 

regularización para reducir el número de variables en un modelo. La regresión Lasso se basa en la 

penalización de los coeficientes de regresión, lo que conduce a la eliminación de variables que no 

contribuyen significativamente a la predicción. Esta técnica tiene la ventaja de manejar 

adecuadamente conjuntos de datos con un gran número de variables, evitando la sobrecarga de 

datos y el sobreajuste, [27]. 

 

Para la creación del indicador de mercado laboral, en este proyecto de grado también se utiliza el 

análisis de componentes principales (ACP), que es una técnica estadística utilizada para reducir la 

dimensionalidad de los datos. En el contexto del mercado laboral, esta técnica se puede utilizar 

para crear indicadores que capturen la variabilidad de múltiples variables relacionadas con el 

empleo. Los indicadores del mercado laboral son medidas que reflejan el estado del empleo en 

una economía. Estos indicadores pueden incluir la tasa de desempleo, la tasa de participación en 

la fuerza laboral, la tasa de subempleo, entre otros. Sin embargo, a menudo hay muchas otras 

variables que influyen en el mercado laboral, como el género, la edad, la educación, la 

experiencia laboral, la región geográfica, entre otros. 

 

En este sentido, el ACP se utiliza para reducir la dimensionalidad de estos datos al identificar las 
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variables que tienen una alta correlación entre sí. El objetivo es simplificar los datos y obtener 

información relevante a partir de las variables originales. El ACP busca identificar una serie de 

componentes principales que resumen la mayor parte de la variabilidad en los datos originales. 

Estos componentes se calculan mediante la combinación lineal de las variables originales y se 

ordenan por su contribución a la variabilidad total de los datos. Una vez que se han identificado 

los componentes principales, se pueden utilizar como base para crear indicadores del mercado 

laboral. Por ejemplo, si un componente principal tiene una alta carga en variables como la tasa de 

desempleo y la tasa de subempleo, se puede crear un indicador que capture la variabilidad en 

estas variables. Este indicador puede ser más representativo de la situación del mercado laboral 

que cualquiera de las variables individuales. 

 

Para la predicción de la tasa de ocupación y desempleo, se hace uso de tres modelos. El primero, 

es un modelo tradicional ARIMA, que es un enfoque estadístico utilizado para el análisis y la 

predicción de series de tiempo. Combina componentes autorregresivos (AR), de promedio móvil 

(MA) y de integración (I) en un solo modelo. El modelo ARIMA es ampliamente utilizado en 

diversas áreas, como economía, finanzas, meteorología y ciencias sociales. El modelo ARIMA se 

define mediante tres parámetros principales: p, d y q; "p" representa el orden del componente 

autoregresivo, que captura las relaciones lineales entre la variable en estudio y sus valores 

pasados, "q" representa el orden del componente de media móvil, que captura las relaciones 

lineales entre la variable en estudio y los errores de predicción pasados y "d" representa el orden 

de diferenciación aplicada a la serie de tiempo. La diferenciación se utiliza para hacer 

estacionaria a una serie de tiempo, es decir, eliminar las tendencias y las estructuras de 

dependencia de orden superior.  Estos tres parámetros se ajustan y seleccionan durante el proceso 

de modelado para obtener un modelo ARIMA adecuado para la serie de tiempo en cuestión. 

 

El segundo, son las máquinas de soporte vectorial para regresión (SVR), que son un conjunto de 

algoritmos de aprendizaje supervisado utilizados tanto para problemas de clasificación como para 

regresión. En el caso de este proyecto de grado, se hace uso del enfoque de la regresión, para 

modelar relaciones no lineales entre variables independientes y dependientes. Estos modelos se 
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basan en la idea de encontrar un hiperplano que se ajuste lo mejor posible a los puntos de datos, 

minimizando el error de predicción.  

 

Para abordar la sensibilidad a los datos atípicos y el ruido, las SVR introducen el concepto de un 

margen epsilon-insensible. Este margen establece una banda alrededor de la función de regresión, 

dentro de la cual no se penalizan los errores de predicción. Los puntos de datos que caen fuera de 

este margen se consideran errores y se penalizan en la función de pérdida. La función de pérdida 

utilizada en las SVR se basa en el error absoluto o en el error cuadrático, dependiendo de la 

elección del problema. La función de pérdida objetivo se combina con un término de 

regularización que controla la complejidad del modelo. El objetivo es minimizar la suma de los 

errores de predicción y el término de regularización. 

 

El tercer modelo utilizado en este proyecto de grado son las redes neuronales para regresión, que 

son un tipo de modelo de aprendizaje automático utilizado para predecir valores numéricos 

continuos. Estas redes se basan en la arquitectura de redes neuronales, que consiste en capas de 

neuronas interconectadas. En el contexto de la regresión, una red neuronal típica consta de tres 

tipos de capas: capa de entrada, capa oculta y capa de salida.  La red neuronal se entrena ajustando 

los pesos y sesgos de las conexiones entre las neuronas para minimizar una función de pérdida que 

mide la discrepancia entre las predicciones de la red y los valores reales de los datos de 

entrenamiento.  
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3.2. REVISIÓN DE LITERATURA 

Tras una revisión de la literatura, se encuentra que las metodologías de Machine Learning (ML) 

más populares utilizadas para pronosticar indicadores del mercado laboral son redes neuronales 

con diferentes arquitecturas (como MLP, RN recurrente y PSI sigma Network), Máquina de 

Soporte Vectorial para regresión (SVR), regresión Lasso, bosques aleatorios y splines adaptativos 

multivariados, entre otras (ver [3], [7], [28], [29], [30], [31], [32]). 

En el campo de la predicción, existe un creciente interés en la aplicación de técnicas de machine 

learning (ML). En [31], se llevó a cabo una revisión de los modelos de pronóstico de series 

temporales, abarcando tanto modelos paramétricos como modelos de ML no paramétricos. Se 

sugiere el uso de validación cruzada (VC) para evaluar los modelos de ML, que incluyen redes 

neuronales (RN), vectores de soporte de regresión (SVR) y Long Short-Term Memory (LSTM), 

que es un tipo de red neuronal recurrente. En el estudio, se comparó el rendimiento de los 

modelos de ML con los modelos estadísticos, utilizando medidas de precisión como el error 

cuadrático medio (MAE) y el coeficiente U de Theil. Se realizaron pruebas tanto en series de 

tiempo sintéticas como en series de tiempo reales. En concreto, este estudio ofrece una visión 

general de los modelos de pronóstico utilizados, con énfasis en los modelos de ML, y 

proporciona información sobre su rendimiento, ventajas y desventajas, y las características de los 

datos. 

En [34], se utilizaron técnicas de machine learning (ML), como boosting, ridge regression, elastic 

net y least angle regression, para modelar y predecir variables macroeconómicas. También se 

comparó el rendimiento de estos modelos de ML con un modelo autoregresivo (AR) y un modelo 

bayesiano para promediar en diferentes horizontes de pronóstico. Se encontró que, en algunos de 

los horizontes de pronóstico, la implementación de modelos de ML mejoró los resultados en 

comparación con los otros modelos utilizados. 
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También, se han realizado varios estudios que implementan modelos de ML para predecir las 

tasas de ocupación y desempleo. En [13], se pronostica la tasa de desempleo de la zona euro, 

teniendo en cuenta 36 variables explicativas que se introducen en tres metodologías de ML: 

árboles de decisión, bosques aleatorios (RF) y máquinas de vectores soporte para regresión 

(SVR), mientras que en el área de la econometría se utiliza un modelo de regresión logística 

(logit) de red elástica.  Los resultados de este análisis muestran que el modelo SVR superan a los 

demás modelos alcanzando una precisión de previsión del conjunto de datos completo del 88,5% 

y del 85,4% fuera de la muestra. 

En [33], se llevó a cabo una comparación de la efectividad de diferentes modelos, como redes 

neuronales (RN) y vectores de soporte de regresión (SVR), con modelos autoregresivos (AR), 

autoregresivos de media móvil (ARMA) y autoregresivos de transición suave (AR de transición 

suave), para predecir cambios mensuales en la tasa de desempleo de Estados Unidos. Los 

resultados demostraron que la combinación de cuantificación vectorial de aprendizaje con RN o 

SVR ofreció resultados más precisos en comparación con otros modelos de predicción. 

En [30], se llevó a cabo un pronóstico de la tasa de desempleo en Estados Unidos utilizando redes 

neuronales (RN) y regresión Lasso. Los resultados confirmaron que estos modelos eran 

superiores a las predicciones realizadas por encuestadores profesionales y al enfoque ingenuo de 

pronóstico. Esto se evaluó utilizando la raíz del error cuadrático medio (RMSE).  

Por otro lado, en [29], se realizó una comparación del rendimiento de modelos tradicionales de 

series temporales como ARIMA, ARFIMA y GARCH, junto con modelos de machine learning 

(ML) como redes neuronales (RN), máquinas de soporte vectorial (SVM) y MARS (Multivariate 

Adaptive Regression Splines), para pronosticar la tasa de desempleo en 22 países diferentes con 

varios pasos de anticipación. El estudio también comparó el rendimiento utilizando el RMSE y el 

error absoluto medio (MAE). Además, se encontró que las redes neuronales capturaban mejor las 

no linealidades en comparación con los modelos tradicionales de series temporales. 

De manera similar, en [28], se compararon las predicciones fuera de muestra para el empleo 

utilizando modelos de redes neuronales (RN) y modelos autorregresivos (AR). Se encontró que 

los modelos de redes neuronales superaron a los modelos autorregresivos al considerar la 
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diferenciación de los datos. Otro estudio relevante es el de [32], que comparó tres arquitecturas 

de RN diferentes (MLP, RN recurrente, PSI sigma Network) y pronosticó utilizando una 

combinación de SVR y filtro Kalman, encontró que SVR predijo la tasa de empleo de Estados 

Unidos mejor que cualquier otro modelo. En esta misma línea, destaca el estudio de [35], quienes 

desarrollan un conjunto de herramientas de minería de datos que incluye redes neuronales (NN) y 

regresiones de vectores de soporte (SVR) para predecir la tendencia del desempleo en China. Los 

resultados de este análisis muestran que el marco propuesto supera claramente a los enfoques de 

predicción tradicionales, y que la regresión de vectores de soporte (SVR)con núcleo de función 

de base radical (RBF) es dominante para la predicción de la tasa de desempleo.  

De este modo, este proyecto de grado explora el uso de dos técnicas de machine learning, SVR 

(Máquinas de Vectores Soporte para la Regresión, SVR) y RN (Redes Neuronales), para 

pronosticar las tasas de ocupación y desempleo en las ciudades de Cali, Medellín y Popayán. Estos 

dos modelos son ampliamente aplicados en los estudios revisados. La SVR es una técnica de 

machine learning utilizada para problemas de regresión en los que la variable respuesta es continua. 

Es similar a un modelo de regresión lineal, pero utiliza una función no lineal llamada kernel para 

transformar las entradas. Para obtener una descripción más detallada, se puede consultar [36].  

 

Por otro lado, las RN son modelos estadísticos no lineales utilizados en la previsión financiera y 

macroeconómica. Son flexibles y capaces de modelar cualquier dinámica no lineal en una serie 

temporal. Este tipo de modelos se utilizan ampliamente en diferentes aplicaciones, como se ha visto 

en los estudios mencionados [29], [28], [30], [33] y [38].  Además, las RN son modelos avanzados 

que pueden integrar eficientemente una variedad de información y permiten estructuras de modelos 

complejos, como no linealidades e interacciones. Esto los hace superiores a otros modelos de 

machine learning e incluso a los modelos autorregresivos tradicionales [37]. Esta capacidad de 

manejar la complejidad es especialmente valiosa al realizar pronósticos en periodos de 

incertidumbre o sin precedentes, como fue el caso en 2020 con la pandemia del Covid-19. 

 

Es importante mencionar que, en Colombia no existe evidencia de estudios empíricos que 

combinen las búsquedas en Google Trends y las técnicas de Machine Learning para predecir el 
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mercado de trabajo local y regional. La mayoría de los artículos encontrados en la predicción de la 

Tasa de Desempleo (TD) no utilizan variables explicativas y en su lugar utilizan rezagos de la serie 

temporal de la TD. Otros utilizan los datos de Google Trends para predecir la TD con modelos 

tradicionales. El trabajo de [10], utiliza la información de la plataforma Google Trends para mejorar 

las predicciones de corto plazo para la tasa de desempleo en Colombia. Para esto, se seleccionan 

los términos de búsqueda de Google Trends que más se relacionan con la tasa de desempleo y se 

estiman modelos de regresión lineal simple, modelos autorregresivos integrados de media móvil 

(ARIMA) y su versión ampliada por variables exógenas (ARIMAX). Encuentran que el volumen 

de consultas mejora el ajuste de los modelos y en particular que las búsquedas de los términos 

“Trabajo”, “Ofertas de trabajo” y “Busco trabajo” mejoran los pronósticos del comportamiento del 

mercado laboral, lo que muestra su potencial como fuente de información complementaria en el 

análisis del mercado laboral. Bajo esta misma línea de investigación, se encuentra el estudio de  

[11], quien propone un modelo de regresión lineal simple y la fuente de datos de Google Trends 

para pronosticar de manera semanal la tasa de desempleo en Colombia.  
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4. METODOLOGÍA  

Para la creación del indicador del mercado laboral regional, primero se hace una selección de 

variables del catastro total construido (ver Anexo 1), utilizando técnicas de reducción. En 

concreto, se utilizaron el método de Regresión Lasso (proviene del acrónimo en inglés, "Least 

Absolute Shrinkage and Selection Operator") y el método de eliminación hacia atrás (en inglés, 

Backward elimination). Ambos son métodos comúnmente utilizados para seleccionar variables en 

modelos de regresión y muy efectivos en la identificación de un subconjunto óptimo de variables 

para la construcción de un modelo de [39], Ver Anexo 2. 

 

 La primera, tiene la capacidad de hacer una elección automática de variables al reducir los 

coeficientes de regresión a cero para variables irrelevantes, lo que simplifica el modelo y mejora 

su interpretabilidad. Además, ayuda a controlar el sobreajuste al limitar la complejidad. Esto es 

especialmente útil cuando se trabaja con conjuntos de datos de alta dimensionalidad o con un 

número grande de variables predictoras como es el caso de este análisis. También, Lasso tiene la 

capacidad de seleccionar una única variable representativa de un grupo de variables altamente 

correlacionadas [39]. De forma similar, el segundo enfoque se basa en un proceso iterativo que 

comienza con un modelo que incluye todas las variables independientes y en cada paso elimina 

sistemáticamente las variables menos relevantes [26]. 

 

 Después de elegir el método que selecciona el número de variables óptimo y las de mayor 

relevancia1 se utiliza el Análisis de Componentes Principales (ACP) para crear los indicadores del 

mercado laboral. El ACP toma los ejes de mayor varianza de los datos y crea una nueva 

característica independiente y ortogonal llamada componentes principales, que resume la 

información del conjunto de datos más extenso. Esta técnica ha sido popular en Colombia para la 

construcción de este tipo de indicadores [12]. También, resalta que el método ACP ha sido 

utilizado por otros autores ([40] y [41]) quienes han seleccionado los primeros componentes 

principales como indicadores de la condición del mercado laboral, el nivel de actividad o la 

 
1 Se elige el método Lasso porque selecciona un menor número de variables en dos de las tres ciudades de análisis. 
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velocidad de mejora. Una vez aplicado el ACP para las variables seleccionadas en cada ciudad, se 

obtienen los indicadores del mercado laboral como primer y segundo componente principal.  

 

El siguiente paso consiste en integrar esos indicadores a otras variables de datos 

macroeconómicos con el fin de construir una proyección 1 mes adelante de las tasas de ocupación 

y desempleo. Los modelos, Máquina de Soporte Vectorial para Regresión y redes neuronales se 

aplican específicamente a la previsión de series temporales, adaptados a un problema de 

regresión con una respuesta cuantitativa Y. También se estimó un modelo ARIMA como modelo 

de referencia para comparar el rendimiento y precisión de los modelos propuestos de machine 

learning. 
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5.  ESPECIFICACIÓN DEL MODELO 

 
En el proceso de ajuste, la variable objetivo 𝑌 se toma como entrada para la función de pérdida. 

Si 𝑓(𝑋) representa el modelo con las variables de entrada  𝑋, una función de pérdida de uso 

común y conveniente es el error cuadrático medio (ECM), dado como: 

𝐿(𝑌, 𝑓(𝑋)) =
1

𝑛
∑𝜀𝑖

2

𝑛

𝑖=1

=
1

𝑛
∑(𝑌𝑖 − 𝑓(𝑥𝑖, 𝛽))2

𝑛

𝑖=1

 
(1) 

 

Donde 𝜀𝑖 representa el error entre el valor observado y el valor ajustado, 𝛽 corresponde a los 

parámetros del modelo, que se estiman tras un proceso de optimización. 𝑥𝑖  es un vector con 𝑝 

variables de entrada en el momento 𝑖. La variable de respuesta 𝑌 es un vector de dimensión 

(𝑛 × 1)y el tamaño del conjunto de datos es 𝑛 × 𝑝. Así, el proceso de estimación de estos 

modelos consiste en minimizar la función de pérdida y encontrar el vector de parámetros que 

penaliza los errores de predicción. 

En la Figura 1, se muestra la representación del marco en el proceso completo de entrenamiento, 

evaluación y predicción. El modelo se estima en los datos de entrenamiento, que corresponden al 

70% del conjunto total de datos. A continuación, se realiza la evaluación en el 30% restante de los 

datos, donde se prueba el modelo prediciendo 1 mes adelante, utilizando una ventana expansiva 

hacia la derecha, y reentrenando el modelo en cada paso, de acuerdo con la validación cruzada 

para series temporales, ver [42]. La predicción futura es el valor pronosticado para el mes fuera 

del conjunto de datos completo. 
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Figura 1.  Representación de un marco de entrenamiento-prueba para proyecciones de series 
temporales 

 

Fuente: Elaboración propia de los autores. 

 

5.1 MODELOS DE PREDICCIÓN  

 
Modelo Autorregresivo integrado de media móvil (ARIMA) 

 

El modelo ARIMA de orden (p, d, q), se utiliza como referencia para comparar el rendimiento de 

los modelos de RN y SVR para cada serie temporal.  

 

Se parte de un ARIMA en donde la tasa de desempleo y la tasa de ocupación para cada ciudad es 

modelada en función de sus rezagos y un proceso de ruido blanco {𝜀𝑡}𝑇𝑡=1 , bajo la estructura 

presentada en (2): 

                  (2) 

 

donde 𝑑 corresponde al orden de integración de la tasa de desempleo o la tasa de ocupación, ∅1, . 

. .., ∅𝑝 a los ponderadores del polinomio sobre los rezagos de 𝑦𝑡 y ∅1, . . ..,  ∅𝑝 a los coeficientes 

correspondientes al polinomio sobre las innovaciones del proceso, es decir {𝜀𝑡}𝑇𝑡=1. 
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Redes neuronales (RN) 

 

Las RN son modelos estadísticos no lineales utilizados para explotar la dinámica de las series 

temporales. Su naturaleza adaptativa las convierte en una herramienta ideal para explorar las 

relaciones entre los datos. En el último año, se han encontrado muchas aplicaciones de las RN en 

la previsión financiera y macroeconómica ([32] y [37]).  

 

La arquitectura de la RN que se utiliza en este proyecto de grado es un Perceptrón Multicapa (por 

sus siglas en inglés, Multi-Layer Perceptron, MLP), con al menos tres capas de nodos: 1) capa de 

entrada, que consta de nodos que representan las variables predictoras o características de los 

datos, 2) capas ocultas: estas capas se encuentran entre la capa de entrada y la capa de salida. 

Cada capa oculta está formada por un conjunto de nodos o neuronas interconectadas. Cada nodo 

o neurona utiliza una función de activación no lineal (tangente hiperbólica). Destaca que, el 

número de nodos de cada capa oculta indica la complejidad del modelo. En el caso específico de 

este análisis se utilizó una única capa oculta con 5 unidades o nodos y, 3) capa de salida, que 

consiste en un solo nodo que representa la variable objetivo o la variable que se desea predecir, 

en este caso TD o TO. Esta arquitectura, es una forma de red neuronal alimentada hacia adelante, 

lo que significa que la información fluye en una dirección, desde la capa de entrada hasta la capa 

de salida, sin ciclos o retroalimentación. En general, la función de activación del nodo de salida 

es lineal, dado que es un problema adaptado a regresión. Se debe contemplar que, más capas 

ocultas, o nodos en las capas ocultas, implica más parámetros que estimar.  

 

En la Figura 2 se muestran las representaciones gráficas del MLP en cada ciudad de análisis. En 

la capa de entrada, se tuvieron en cuenta 21 variables para Cali, 22 variables para Medellín y 43 

para Popayán. Para las tres ciudades se tiene una capa oculta con cinco nodos y un nodo en la 

capa de salida (variable objetivo: TO o TD según corresponda). 
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Figura 2. Representación de una red neuronal (MLP) con una capa de entrada, una única capa 
de salida y una capa oculta con cinco nodos para Cali, Medellín y Popayán. 

 

Fuente: Elaboración propia de los autores. 

 

Máquinas de Soporte Vectorial para Regresión (SVR) 

 

Las máquinas de soporte vectorial para regresión (SVR), es un algoritmo de aprendizaje 

supervisado utilizado para modelos de regresión no lineales. Esta técnica busca encontrar una 

función de regresión que se ajuste a los datos de entrenamiento y, al mismo tiempo, minimice la 

violación de un margen de tolerancia alrededor de los puntos objetivo.  

 

El objetivo de la SVR es encontrar una función de regresión que esté dentro de una banda de 

tolerancia alrededor de los puntos objetivo. Los puntos objetivo que caen dentro de la banda de 

tolerancia se consideran correctamente ajustados, mientras que los que están fuera de la banda se 

Variable objetivo: Tasa de ocupación laboral (TO)

Variable objetivo: Tasa de desempleo laboral (TD)

Cali Medellín Popayán

Cali Medellín Popayán
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consideran errores. La idea principal es encontrar la función que minimice la violación del 

margen, es decir, los puntos que están fuera de la banda de tolerancia. 

 

El proceso de entrenamiento de SVR implica la optimización de una función de costo que tiene 

en cuenta tanto la cantidad de violaciones del margen como la magnitud de las violaciones. Para 

esto, se utiliza un enfoque basado en la técnica de programación cuadrática y se resuelve un 

problema de optimización convexa. 

 

Supongamos que los datos de entrenamiento son {(𝑥1, 𝑦1), … , (𝑥𝑛, 𝑦𝑛)}, donde cada 𝑥𝑖 representa 

un vector de características, y el objetivo 𝑦𝑖es un número real, con 𝑖 = 1: 𝑛. 

 

El objetivo de una regresión 𝜀-SV es encontrar una función 𝑓(𝑥) con una desviación del valor 

real 𝑦𝑖menor que 𝜀, para todos los datos de entrenamiento. Una función SVR simple se define 

como: 

𝑓(𝑥) = 𝑤𝑇𝜙(𝑥) + 𝑏  (3) 

Donde 𝑤 y 𝑏 son los vectores de parámetros de regresión para la función y  𝜙(𝑥) es la función no 

lineal que mapea el vector de datos de entrada en un espacio de características donde los datos de 

entrenamiento son lineales. 

 

La función de pérdida insensible a 𝜀, 𝐿𝜀,  encuentra los puntos de predicción que se encuentran 

dentro del tubo creado por dos variables de holgura 𝜉𝑖 y 𝜉𝑖
∗: 

 

𝐿𝜀(𝑥𝑖) = {
0,

|𝑦𝑖 − 𝑓(𝑥𝑖)| − 𝜀,
𝑆𝑖 |𝑦𝑖 − 𝑓(𝑥𝑖)| ≤ 𝜀

en otro caso
 

(4) 

 

Tal y como se indica en [43] , este problema de optimización puede formularse de la siguiente 

forma: 
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El parámetro 𝐶 determina el equilibrio entre la planitud de 𝑓 y la medida en que se toleran 

desviaciones mayores que 𝜀 .Los multiplicadores de Lagrange proporcionan la solución a este 

problema. Para más detalles, véase [32]. 

 

5.2 AJUSTE DEL MODELO 

 
Se utiliza el método de validación cruzada (VC) para el proceso de ajuste de los modelos. Es una 

técnica utilizada en machine learning y estadística para evaluar el rendimiento de un modelo y 

estimar cómo se generalizará a datos no vistos. Proporciona una evaluación más confiable y 

robusta del modelo al utilizar múltiples divisiones de los datos en conjuntos de entrenamiento y 

prueba. 

Al utilizar diferentes divisiones de los datos en cada iteración de validación cruzada, se puede 

evaluar la capacidad del modelo para generalizar y adaptarse a diferentes subconjuntos de datos. 

Esto ayuda a identificar si el modelo está sobreajustando (overfitting) o subajustando 

(underfitting) los datos. 

Este método se aplica para ajustar los dos modelos de machine learning propuestos, redes 

neuronales y máquinas de soporte vectorial para regresión, SVR y un modelo de series 

temporales convencional (ARIMA) dado un conjunto de datos, así como para encontrar 

predicciones en las variables objetivo, TO y TD. 

 El modelo SVR se implementó en R utilizando la biblioteca “Caret”. En la configuración del 

control de entrenamiento para el ajuste del modelo SVR, se hicieron 200 iteraciones en VC para 

brindar una estimación más precisa del rendimiento del modelo y reducir la variabilidad asociada 

con una sola partición de datos en conjuntos de entrenamiento y validación. El modelo se ajusta 

mediante la función de entrenamiento (train), donde se especifica la fórmula que relaciona la 
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variable objetivo (TO cuando se va a predecir tasa de ocupación y TD cuando se va a predecir 

tasa de desempleo) con todas las variables predictoras disponibles en el conjunto de datos. 

La red neuronal, MLP, se implementa en R utilizando la biblioteca “neuralnet”. Los 

hiperparámetros se fijaron en 5 unidades ocultas o neuronas en una única capa oculta, que es 

responsable de aprender patrones complejos en los datos y ayudar en la predicción de la variable 

objetivo. Se estableció un algoritmo de retropropagación, una tasa de aprendizaje entre 0,020 y 

0,025 y una función de activación no lineal (tangente hiperbólica, tanh), que ayuda a transformar 

los datos de entrada y capturar relaciones no lineales entre las variables. Además, se definió el 

número máximo de pasos de entrenamiento en 150.000. Esto es útil para controlar cuánto tiempo 

tiene el modelo para ajustar sus pesos y buscar un mejor ajuste a los datos de entrenamiento. 

 El número de unidades ocultas se seleccionó tras una búsqueda de prueba y error y en función de 

los datos disponibles y los parámetros totales a estimar, teniendo en cuenta que, a mayor número 

de capas o unidades ocultas, se tendrían más parámetros a estimar. Por otro lado, la tasa de 

aprendizaje se seleccionó tras probar una lista de valores potenciales, entrenar el modelo y 

comparar los valores que producen los mejores resultados según el RMSE por fuera de muestra. 

En este caso, la configuración utilizada permite ajustar el modelo de red neuronal para lograr la 

precisión deseada. Esto se logra mediante la combinación del número de capas ocultas (hidden) y 

el número máximo de iteraciones (stepmax), asegurando que el modelo converja sin sobre 

ajustarse. Al ajustar el número de capas ocultas y el número máximo de iteraciones, se buscó un 

equilibrio entre la capacidad del modelo para capturar patrones complejos y evitar el sobreajuste. 

De esta manera, se puede obtener un modelo que converge y se ajusta de manera óptima a los 

datos de entrenamiento, sin comprometer la capacidad de generalización a nuevos datos 

Por último, para el modelo ARIMA, se utilizó la biblioteca “Forecast”. Con la función auto.arima 

se automatizó el proceso de selección del modelo ARIMA óptimo para las series de tiempo de 

interés, en este caso, Tasa de desempleo (TD) y Tasa de ocupación (TO) en cada ciudad. Esta 

técnica, utiliza criterios como el AIC (Criterio de Información de Akaike) y el BIC (Criterio de 

Información Bayesiano) para seleccionar el modelo ARIMA con el mejor ajuste para los datos. 

En este caso, no se incluyeron covariables, dado que es un análisis univariante tradicional. 
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Para Cali se utilizó un modelo de orden (2,0,2) en la tasa de ocupación y un modelo de orden 

(4,0,2) para la tasa de desempleo. Para Medellín, un modelo (1,0,3) para la tasa de ocupación y 

un modelo (2,0,3) para la tasa de desempleo. En Popayán se usó un modelo de orden (3,0,1) y 

(0,0,3) para la tasa de ocupación y desempleo respectivamente.  

 

Los modelos en general se entrenan mediante una previsión directa. Para el horizonte 1 se 

desarrolló la estructura siguiente: 

Predicción para  𝑦𝑡+𝑗, 𝑦̂𝑡+𝑗 = 𝐦𝐨𝐝𝐞𝐥𝐨𝒋(𝑌𝑡,𝑋𝑡) 

 

Donde 𝐦𝐨𝐝𝐞𝐥𝐨𝒋 es el modelo entrenado para predecir el valor de la variable objetivo en el 

tiempo 𝑡 + 𝑗 y cada 𝑌𝑡 es un vector con las observaciones retardadas de la variable 𝑌 hasta el 

tiempo 𝑡 y 𝑋𝑡 es el vector de todas las características consideradas en el tiempo 𝑡. 

En este análisis, el modelo para una previsión 1 mes adelante sería: 

Predicción para 𝑦𝑡+1, 𝑦̂𝑡+1 = 𝐦𝐨𝐝𝐞𝐥𝐨𝟏(𝑌𝑡, 𝑋𝑡) 
 

En este caso, también se utiliza el método de validación cruzada, que proporciona una predicción 

fuera de muestra para cada punto de datos de la muestra de prueba. 
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5.3 MÉTRICAS DE EVALUACIÓN  

La evaluación de cada modelo de pronóstico para un mes adelante se realiza con el Error 

Cuadrático Medio, RMSE (por sus siglas en inglés, Root Mean Squared) dentro de la muestra, 

mientras que fuera de la muestra se realiza utilizando el RMSE y el Error Medio Absoluto, MAE 

(por sus siglas en inglés, Mean Absolute Error). Estas medidas nos permiten evaluar el 

rendimiento y precisión de las previsiones de los modelos. 

El MAE se calcula como la media de las diferencias absolutas entre las predicciones y los valores 

reales. Es una medida de la magnitud promedio de los errores de predicción. Un valor de MAE 

más bajo indica una mejor precisión del modelo, donde un MAE de 0 indica una predicción 

perfecta. 

Por su parte, el RMSE se calcula como la raíz cuadrada de la media de los errores al cuadrado. El 

RMSE también es una medida de la magnitud de los errores de predicción, pero penaliza más los 

errores grandes debido a la operación de elevar al cuadrado. Al igual que el MAE, un valor de 

RMSE más bajo indica una mejor precisión del modelo, y un RMSE de 0 indica una predicción 

perfecta. 

En el contexto de la evaluación del modelo, el MAE y el RMSE se utilizan para medir la 

precisión dentro y fuera de muestra. Dentro de muestra, se refiere a la evaluación de la precisión 

del modelo en los datos utilizados para ajustar o entrenar el modelo. El MAE y el RMSE dentro 

de muestra proporcionan una medida de cuán bien el modelo se ajusta a los datos de 

entrenamiento. 

Mientras que fuera de muestra, se refiere a la evaluación de la precisión del modelo en datos que 

no se utilizaron durante el entrenamiento. Estos datos representan nuevos datos o datos futuros 

que el modelo no ha visto antes. El MAE y el RMSE fuera de muestra proporcionan una medida 

de cuán bien el modelo generaliza a datos no vistos previamente. 
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Las medidas se calculan como se muestra a continuación: 

 
 

𝑅𝑀𝑆𝐸𝑒𝑛 𝑚𝑢𝑒𝑠𝑡𝑟𝑎,𝑖 = √
1

𝑛
∑𝑒𝑖,𝑡+𝑗|𝑡

2

𝑛

𝑡=1

 

(6) 

 
 

𝑅𝑀𝑆𝐸𝑓𝑢𝑒𝑟𝑎 𝑑𝑒 𝑚𝑢𝑒𝑠𝑡𝑟𝑎 = √
1

𝑛
∑𝑒 𝑡+𝑗|𝑡

2

𝑛

𝑡=1

 

(7) 

 
 

𝑀𝐴𝐸𝑓𝑢𝑒𝑟𝑎 𝑑𝑒 𝑚𝑢𝑒𝑠𝑡𝑟𝑎 = √
1

𝑛
∑ |

𝑛

𝑡=1

𝑒𝑡+𝑗|𝑡| 

(8) 

 

Donde 𝑛 es el número de pronósticos, 𝑒𝑖,𝑡+𝑗|𝑡 es el error de pronóstico en el horizonte temporal 

𝑡 + 𝑗 dada la información hasta el momento 𝑡. En la muestra de entrenamiento, 𝑖 representa la 

submuestra en la metodología de VC. 

Para comparar los modelos, se calculó el RMSE de los modelos de machine learning y del 

modelo de referencia (ARIMA) en el horizonte de previsión, a 1 mes, así como la relación o ratio 

(
𝑅𝑀𝑆𝐸𝑚𝑜𝑑𝑒𝑙𝑜

𝑅𝑀𝑆𝐸𝑟𝑒𝑓𝑒𝑟𝑒𝑛𝑐𝑖𝑎
) entre ellos. Los valores de ratio inferiores a uno significan que los modelos 

machinen learning propuestos superan al modelo de referencia, ver [44].       
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6. DATOS Y FORMULACIÓN DEL MODELO 

En esta sección se describen los datos, las fuentes consultadas y los detalles de la formulación del 

modelo de predicción. 

6.1 VARIABLES 

Para este análisis se construye inicialmente un catastro de datos con variables relacionadas de 

forma directa e indirecta con el mercado laboral en cada una de las tres ciudades de estudio. Para 

Cali y Medellín se recolectaron en total 53 variables mensuales y para Popayán 51 variables (Ver 

anexo 1).  

 

La fuente principal de los datos es el DANE, a través de la Gran Encuesta Integrada de Hogares 

(GEIH), que recoge información mensual a nivel nacional, sobre el mercado laboral (tamaño y 

estructura de la fuerza de trabajo), de la población del país, y de las características 

sociodemográficas de la población colombiana. A partir de esta información se construyen dos de 

las métricas más importantes para monitorear el comportamiento del mercado de trabajo, la tasa 

de desempleo que equivale a la relación porcentual entre el número de personas que están 

buscando trabajo (DS) y el número de personas que integran la fuerza laboral (PEA) y, la tasa de 

ocupación que es la relación porcentual entre la población ocupada (OC) y el número de personas 

que integran la población en edad de trabajar (PET). 

 

Otra fuente relevante en este análisis es la plataforma de Google que reporta los índices de 

búsqueda de cualquier palabra en el explorador. Esta información se encuentra disponible en 

tiempo real para diferentes frecuencias, aunque en este proyecto de grado se utiliza su versión 

mensual. Los datos están disponibles a nivel nacional, departamental y para grandes ciudades, 

con acceso público sin restricción alguna.  

 

 Google Trends reporta una serie mensual con un índice que va de 0 a 100 en el periodo de 

tiempo seleccionado. “Los números reflejan el interés de búsqueda en relación con el mayor valor 

en una región y en un periodo determinados. Un valor de 100 indica la popularidad máxima de un 
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término, mientras que 50 y 0 indican una popularidad que es la mitad o inferior al 1%, 

respectivamente, en relación con el mayor valor” [45]. Existen varios artículos que predicen la 

tasa de desempleo a través de datos de Google Trends, véase por ejemplo [7], [6], [1]y [8]. 

 

En la Tabla 1 se presentan los términos de búsqueda de Google Trends (GT) incluidos en el 

catastro de datos inicial. Las 23 consultas que se incluyeron se asocian al proceso de búsqueda de 

empleo, a las plataformas, herramientas o entidades en línea que se dedican a la búsqueda de 

empleo y reclutamiento de personal y, a las ayudas del Gobierno para el desempleo. Se debe tener 

en cuenta que los términos fueron incluidos teniendo en cuenta el trabajo desarrollado por [10] y 

[11] en Colombia, el criterio de los investigadores y posteriormente ampliados con las 

sugerencias del motor de búsqueda Google para los términos más populares en cada ciudad. La 

información correspondiente a cada uno de estos términos fue descargada para el periodo 

comprendido entre abril 2007 y diciembre 2022, restringiendo el dominio de búsqueda al 

territorio nacional, departamental y municipal. 

 

Tabla 1. Términos consultados en Google Trends para Cali, Medellín, Bogotá D.C. y Popayán 

No. Término  Acrónimo No. Término  Acrónimo 

1 Empleo GT_EMP 13 Computrabajo GT_COMPUT 

2 Ofertas de empleo GT_OEMP 14 Ofertas de empleo GT_OTRAB 

3 Vacantes GT_VAC 15 Olx empleo GT_OLXE 

4 Hoja de vida GT_HOJAV 16 Trabajo Colombia GT_TRABCOL 

5 Trabajo sin experiencia GT_AGEMP 17 Trabajo GT_TRAB 

6 Agencia de empleo GT_TSEXP 18 Servicio de empleo GT_SEREMP 

7 Sena empleo GT_SENA 19 Familias en acción GT_FAMACC 

8 El empleo GT_EEMP 20 Subsidio desempleo GT_SUBDES 

9 Indeed GT_INDEED 21 Prestamos GT_PREST 

10 Bolsa de empleo GT_BOLEMP 22 Retiro cesantías GT_RCES 

11 Busco trabajo GT_BTRA 23 Cesantías GT_CES 

12 Clasificados GT_CLAS    

Fuente: Elaboración propia de los autores. 
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Los datos utilizados en el ACP para la construcción del indicador fueron los seleccionados por el 

método Lasso. Para Cali se seleccionaron 14 variables relacionadas con métricas del mercado 

laboral reportadas por el DANE o el Banco de la República y 5 variables relacionadas con 

términos de búsqueda en Google Trends, en total 19 variables. Para Medellín se seleccionaron 21 

variables, 15 de mercado laboral y 6 de Google Trends. En Popayán, el método Lasso seleccionó 

41 variables, 26 relacionadas directamente con mercado laboral y 15 de búsquedas en Google 

Trends (ver Anexo 2). 

 

Las características que se consideran para la predicción de la tasa de ocupación (TO) y la tasa de 

desempleo (TD) en cada ciudad son series temporales mensuales y están disponibles desde abril 

2007 hasta diciembre 2022 con un total de 189 observaciones. Así pues, los datos consisten en 

una matriz de 189×19, incluidas las dos variables objetivo, para Cali. En Medellín, es una matriz 

de 189×21, incluidas las dos variables objetivo. Para Popayán, una matriz de 189×41, incluidas 

las dos variables objetivo (ver Anexo 2). Se debe precisar que inicialmente, estas variables se 

utilizaron mediante ACP para construir indicadores del mercado laboral de las tres ciudades de 

análisis, principalmente, indicadores de la tasa de desempleo y de ocupación. Ahora incluyendo 

estos 2 nuevos indicadores como variables y el IMAE, una variable macroeconómica que mide el 

nivel de actividad económica regional para la ciudad de Cali y Popayán (véase [46] y [47] para 

mayor detalle de la metodología), se tiene una base de datos completa que contiene 22 variables 

para Cali; 23 para Medellín y 44 variables para Popayán (ver Tabla 2, 3 y 4). 
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Tabla 2. Variables utilizadas en la predicción de la TO y TD de Cali. 

 

Fuente: Elaboración propia de los autores. 

No. Variables Acrónimo Descripción

1 Tasa de ocupación TO
Es la relación porcentual entre la población ocupada (OC) y el número de personas que integran la población en 

edad de trabajar (PET)

2 Tasa de desempleo TD
Es la relación porcentual entre el número de personas que están buscando trabajo (DS), y el número de personas 

que integran la fuerza laboral (PEA).

3 Tasa de subempleo TS
Es la relación porcentual de la población ocupada que manifestó querer y poder trabajar más horas a la semana 

(PS) y el número de personas que integran la fuerza laboral (PEA).

4 Fuerza de trabajo  FT Son las personas en edad de trabajar, que trabajan o están buscando empleo.

5 Población fuera de la fuerza laboral INAC

Son las personas en edad de trabajar, que no trabajan porque están estudiando, en oficios del hogar, 

incapacitados permanentes para trabajar, rentista, pensionado o jubilados y personas que no les llama la atención 

o creen que no vale la pena trabajar.

6 Ocupados Alojamiento y servicios de comida OCU_ALOJ Personas en edad de trabajar vinculados al sector alojamiento y servicios de comida

7 Ocupados Transporte y almacenamiento OCU_TRAN Personas en edad de trabajar vinculados al sector transporte y almacenamiento

8 Ocupados Actividades profesionales OCU_APRO Personas en edad de trabajar vinculados al sector actividades, profesionales, científias y técnicas.

9 Ocupado como Empleado doméstico OCU_ED Personas en edad de trabajar vinculados como empleados domésticos

10 Tasa de desempleo de los jóvenes TD_J
Es la relación porcentual entre el número de personas jpovenes (14-28 años) que están buscando trabajo (DS), y 

el número de personas jóvenes que integran la fuerza laboral (PEA).

11 Fuera de la fuerza laboral jóvenes INAC_J

Son las personas entre 14 y 28 años en edad de trabajar, que no trabajan porque están estudiando, en oficios del 

hogar, incapacitados permanentes para trabajar, rentista, pensionado o jubilados y personas que no les llama la 

atención o creen que no vale la pena trabajar.

12 Tasa Global de Particpación  Mujeres TGP_M
Es la relación porcentual entre las mujeres económicamente activas y las mujeres en edad de trabajar Este 

indicador refleja la presión de la población de mujeres sobre el mercado laboral.

13 Tasa de desempleo Mujeres TD_M
Es la relación porcentual entre el número de mujeres que están buscando trabajo (DS), y el número de mujeres 

que integran la fuerza laboral (PEA).

14 Índice de empleo industrial IEMP_IND Índice (0-100) que mide el empleo industrial en las diferentes ciudades de Colombia.

15 Búsqueda palabra “empleo” en GT GT_EMP Índice de búsquedas del término "empleo "  en Google Trends (GT)

16 Búsqueda palabra “sena empleo” en GT GT_SENA Índice de búsquedas del término "sena empleo "  en Google Trends (GT)

17 Búsqueda  palabra “clasificados”en GT GT_CLAS Índice de búsquedas del término "clasificados "  en Google Trends (GT)

18 Búsqueda  palabra “ofertas de trabajo”en GT GT_OTRAB Índice de búsquedas del término "ofertas de trabajo "  en Google Trends (GT)

19 Búsqueda  palabra “olx empleo”en GT GT_OLXE Índice de búsquedas del término "olx empleo "  en Google Trends (GT)

20
Indicador Mensual de Actividad Económica 

(IMAE)
IMAE Índice sintético que da una medida de la evolución de la actividad real de la economía regional a corto plazo.

21 Indicador 1 del mercado laboral Ind1

22 Indicador 2 del mercado laboral Ind2
Indicadores construidos por los autores para monitorear la actividad laboral de la ciudad.
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Tabla 3. Variables utilizadas en la predicción de la TO y TD de Medellín. 

 

Fuente: Elaboración propia de los autores. 

 

 

 

 

 

 

 

No. Variables Acrónimo Descripción

1 Tasa Global de Participación TGP
Es la relación porcentual entre la población económicamente activa y la población en edad de trabajar. 

Este indicador refleja la presión de la población en edad de trabajar sobre el mercado laboral.

2 Tasa de ocupación TO
Es la relación porcentual entre la población ocupada (OC) y el número de personas que integran la 

población en edad de trabajar (PET)

3 Tasa de desempleo TD
Es la relación porcentual entre el número de personas que están buscando trabajo (DS), y el número de 

personas que integran la fuerza laboral (PEA).

4 Fuerza de trabajo  FT Son las personas en edad de trabajar, que trabajan o están buscando empleo.

5 Población fuera de la fuerza laboral INAC

Son las personas en edad de trabajar, que no trabajan porque están estudiando, en oficios del hogar, 

incapacitados permanentes para trabajar, rentista, pensionado o jubilados y personas que no les llama la 

atención o creen que no vale la pena trabajar.

6 Ocupados Construcción OCU_CON Personas en edad de trabajar vinculados al sector construcción

7 Ocupados Administración pública, educación y salud OCU_ADM Personas en edad de trabajar vinculados al sector administración pública y defensa

8 Tasa de ocupación jóvenes TO_J
Es la relación porcentual entre la población ocupada jóven (14-28 años) y el número de personas que 

integran la población en edad de trabajar jóven  (14-28 años)

9 Tasa de desempleo de los jóvenes TD_J
Es la relación porcentual entre el número de personas jpovenes (14-28 años) que están buscando trabajo 

(DS), y el número de personas jóvenes que integran la fuerza laboral (PEA).

10 Fuerza de trabajo jóvenes FT_J Son las personas entre 14 y 28 años en edad de trabajar, que trabajan o están buscando empleo.

11 Fuera de la fuerza laboral jóvenes INAC_J

Son las personas entre 14 y 28 años en edad de trabajar, que no trabajan porque están estudiando, en 

oficios del hogar, incapacitados permanentes para trabajar, rentista, pensionado o jubilados y personas 

que no les llama la atención o creen que no vale la pena trabajar.

12 Tasa Global de Particpación  Mujeres TGP_M
Es la relación porcentual entre las mujeres económicamente activas y las mujeres en edad de trabajar 

Este indicador refleja la presión de la población de mujeres sobre el mercado laboral.

13 Tasa de desempleo Mujeres TD_M
Es la relación porcentual entre el número de mujeres que están buscando trabajo (DS), y el número de 

mujeres que integran la fuerza laboral (PEA).

14 Índice de empleo industrial IEMP_IND índice de 1-100 que mide el empleo industrial regional.

15 Vacantes u ofertas de empleo según anuncios de prensa im VAC
Este indicador mide la evolución del número de vacantes (ofertas laborales) utilizando los anuncios de 

empleo del principal diario impreso de cada ciudad.En Cali El País y en Medellín El Colombiano.

16 Búsqueda palabra “empleo” en GT GT_EMP Índice de búsquedas del término "empleo "  en Google Trends (GT)

17 Búsqueda palabra “indeed”en GT GT_INDEED Índice de búsquedas del término "indeed "  en Google Trends (GT)

18 Búsqueda  palabra “ofertas de trabajo”en GT GT_OTRAB Índice de búsquedas del término "ofertas de trabajo "  en Google Trends (GT)

19 Búsqueda  palabra “trabajo colombia”en GT GT_TRABCOL Índice de búsquedas del término "trabajo Colombia "  en Google Trends (GT)

20 Búsqueda palabra “trabajo”en GT GT_TRAB Índice de búsquedas del término "trabajo "  en Google Trends (GT)

21 Búsqueda palabra “familias en accion”en GT GT_FAMACC Índice de búsquedas del término "familias en acción"  en Google Trends (GT)

22 Indicador 1 del mercado laboral Ind1

23 Indicador 2 del mercado laboral Ind2
Indicadores construidos por los autores para monitorear la actividad laboral de la ciudad.
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Tabla 4. Variables utilizadas en la predicción de la TO y TD de Popayán. 

 

Fuente: Elaboración propia de los autores. 

 

No. Variables Acrónimo Descripción

1 Tasa Global de Participación TGP

Es la relación porcentual entre la población económicamente activa y la población en edad de 

trabajar. Este indicador refleja la presión de la población en edad de trabajar sobre el mercado 

laboral.

2 Tasa de ocupación TO
Es la relación porcentual entre la población ocupada (OC) y el número de personas que integran la 

población en edad de trabajar (PET)

3 Tasa de desempleo TD
Es la relación porcentual entre el número de personas que están buscando trabajo (DS), y el número 

de personas que integran la fuerza laboral (PEA).

4 Tasa de subempleo TS
Es la relación porcentual de la población ocupada que manifestó querer y poder trabajar más horas a 

la semana (PS) y el número de personas que integran la fuerza laboral (PEA).

5 Fuerza de trabajo  FT Son las personas en edad de trabajar, que trabajan o están buscando empleo.

6 Ocupados Agricultura OCU_AGR Personas en edad de trabajar vinculados al sector agricultura

7 Ocupados Industria OCU_IND Personas en edad de trabajar vinculados al sector industrial

8 Ocupados Construcción OCU_CON Personas en edad de trabajar vinculados al sector construcción

9 Ocupados Comercio y reparación de vehículos OCU_COM Personas en edad de trabajar vinculados al sector comercio y reparación de vehículos

10 Ocupados Alojamiento y servicios de comida OCU_ALOJ Personas en edad de trabajar vinculados al sector alojamiento y servicios de comida

11 Ocupados Transporte y almacenamiento OCU_TRAN Personas en edad de trabajar vinculados al sector transporte y almacenamiento

12 Ocupados Actividades financieras y de seguros OCU_FIN Personas en edad de trabajar vinculados al sector actividades financieras y de seguros

13 Ocupados Actividades profesionales OCU_APRO Personas en edad de trabajar vinculados al sector actividades, profesionales, científias y técnicas.

14 Ocupados Administración pública, educación y salud OCU_ADM Personas en edad de trabajar vinculados al sector administración pública y defensa

15
Ocupados Actividades artísticas, entretenimiento y 

recreación
OCUP_ART

Personas en edad de trabajr vinculados al sector activdiades artísticas y de entretenimiento

16 Ocupado como Empleado doméstico OCU_ED Personas en edad de trabajar vinculados como empleados domésticos

17 Ocupado como  Trabajador por cuenta propia OCU_TCP Personas en edad de trabajar vinculados como trabajador por cuenta propia

18 Tasa de informalidad TI
Relación porcentual entre el número de ocupados informales (según el tamaño de empresa y la 

afiliación al sistema de seguridad social en salud y pensiones) y el total de ocupados.

19 Tasa Global de Participación jóvenes TGP_J

Es la relación porcentual entre la población económicamente activa joven (14-28 años)  y la 

población en edad de trabajar jóven. Este indicador refleja la presión de la población sobre el 

mercado laboral.

20 Tasa de ocupación jóvenes TO_J
Es la relación porcentual entre la población ocupada jóven (14-28 años) y el número de personas 

que integran la población en edad de trabajar jóven  (14-28 años)

21 Tasa de desempleo de los jóvenes TD_J
Es la relación porcentual entre el número de personas jpovenes (14-28 años) que están buscando 

trabajo (DS), y el número de personas jóvenes que integran la fuerza laboral (PEA).

22 Fuerza de trabajo jóvenes FT_J Son las personas entre 14 y 28 años en edad de trabajar, que trabajan o están buscando empleo.

23 Fuera de la fuerza laboral jóvenes INAC_J

Son las personas entre 14 y 28 años en edad de trabajar, que no trabajan porque están estudiando, 

en oficios del hogar, incapacitados permanentes para trabajar, rentista, pensionado o jubilados y 

personas que no les llama la atención o creen que no vale la pena trabajar.

24 Tasa Global de Particpación  Mujeres TGP_M
Es la relación porcentual entre las mujeres económicamente activas y las mujeres en edad de 

trabajar Este indicador refleja la presión de la población de mujeres sobre el mercado laboral.

25 Tasa de Ocupación Mujeres TO_M
Es la relación porcentual entre las mujeres ocupada (OCM) y el número de mujeres que integran la 

población en edad de trabajar (PET)

26 Tasa de desempleo Mujeres TD_M
Es la relación porcentual entre el número de mujeres que están buscando trabajo (DS), y el número 

de mujeres que integran la fuerza laboral (PEA).

27 Búsqueda palabra “empleo” en GT GT_EMP Índice de búsquedas del término "empleo "  en Google Trends (GT)

28 Búsqueda palabra"vacantes”en GT GT_VAC Índice de búsquedas del término "vacantes"  en Google Trends (GT)

29 Búsqueda palabra “trabajo sin experiencia”en GT GT_TSEXP Índice de búsquedas del término "trabajo sin experiencia "  en Google Trends (GT)

30 Búsqueda palabra “el empleo” en GT GT_EEMP Índice de búsquedas del término "el empleo"  en Google Trends (GT)

31 Búsqueda palabra “indeed”en GT GT_INDEED Índice de búsquedas del término "indeed "  en Google Trends (GT)

32 Búsqueda palabra “bolsa de empleo” en GT GT_BOLEMP Índice de búsquedas del término "bolsa de empleo "  en Google Trends (GT)

33 Búsqueda palabra “busco trabajo” en GT GT_BTRA Índice de búsquedas del término "busco trabajo"  en Google Trends (GT)

34 Búsqueda  palabra “clasificados”en GT GT_CLAS Índice de búsquedas del término "clasificados "  en Google Trends (GT)

35 Búsqueda  palabra “ofertas de trabajo”en GT GT_OTRAB Índice de búsquedas del término "ofertas de trabajo "  en Google Trends (GT)

36 Búsqueda  palabra “olx empleo”en GT GT_OLXE Índice de búsquedas del término "olx empleo "  en Google Trends (GT)

37 Búsqueda  palabra “trabajo colombia”en GT GT_TRABCOL Índice de búsquedas del término "trabajo Colombia "  en Google Trends (GT)

38 Búsqueda palabra “familias en accion”en GT GT_FAMACC Índice de búsquedas del término "familias en acción"  en Google Trends (GT)

39 Búsqueda  palabra “subsidio desempleo” en GT GT_SUBDES Índice de búsquedas del término "subsidio de desempleo "  en Google Trends (GT)

40 Búsqueda  palabra “prestamos”en GT GT_PREST Índice de búsquedas del término "prestamos"  en Google Trends (GT)

41 Búsqueda palabra “ retiro cesantias”en GT GT_RCES Índice de búsquedas del término "retiro cesantias"  en Google Trends (GT)

42 Indicador Mensual de Actividad Económica (IMAE) IMAE
Índice sintético que da una medida de la evolución de la actividad real de la economía regional a 

corto plazo.

43 Indicador 1 del mercado laboral Ind1

44 Indicador 3 del mercado laboral Ind3
Indicadores construidos por los autores para monitorear la actividad laboral de la ciudad.
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6.2 FORMULACIÓN DEL MODELO 

 
El conjunto de datos para la predicción se dividió en dos partes: el 70% de los datos se utilizó 

para el entrenamiento de los modelos (dentro de la muestra), en el que los parámetros se 

estimaron minimizando la función de pérdida cuando se conocen los valores objetivo. El 30% 

restante se utilizó para la evaluación (fuera de la muestra).  

Se aplicó una metodología de ventana expansiva añadiendo un nuevo dato de fuera de muestra en 

cada iteración. Se estimó un modelo para el horizonte de previsión que se utilizó para predecir los 

valores con 1 paso de antelación y se probó mediante VC fuera de muestra para determinar su 

rendimiento. Por último, en la muestra externa se calcularon el RMSE, el MAE y la relación entre 

el RMSE de los modelos de machine learning propuestos. La Tabla 5 muestra los periodos para el 

conjunto de datos total, de entrenamiento y de validación. 

 

Tabla 5. Periodos utilizados en los modelos de previsión la Tasas de ocupación y desempleo de 
Cali, Medellín y Popayán. 

Periodos Meses Fecha de inicio Fecha final 

Conjunto de datos total 189 Abril 2007 Diciembre 2022 

Conjunto de datos de formación  

(En muestra) 70% 
132 Abril 2007 Marzo 2018 

Conjunto de datos de validación cruzada  

(fuera de muestra) 30% 
57 Abril 2018 Diciembre 2022 

Fuente: Elaboración propia de los autores. 

En concreto, para la formulación del modelo se siguen estos pasos: 

1. Dividir la muestra en dos partes (datos de entrenamiento y datos de prueba) siguiendo la 

regla 70-30, como se indica en la Tabla 5. 

2. Transformar los datos, escalando todas las variables a una misma unidad de medida o 

rango (estandarización con media 0 y varianza 1). Es importante mencionar que algunas 
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de las variables utilizadas en cada ciudad tienen valores atípicos debido a la pandemia del 

Covid-19 y/o el paro nacional (mayo 2021) que son necesarios mantener. 

3.  Imputar datos cuando faltan observaciones. La imputación se realiza según un método 

estadístico descrito en [44]. 

4. Ajustar todos los modelos descritos en la sección 5 para la tasa de desempleo y la tasa de 

ocupación en las tres ciudades de análisis. 

5. Calcular los valores de pronóstico un mes adelante para cada modelo y para las variables 

objetivo (TO y TD). Se culmina con la muestra inicial de ajuste en 2018:04 y se evalúa el 

rendimiento dentro de la muestra.  

6. Calcular la predicción futura con los modelos propuestos para enero 2023, para ambas 

variables objetivo (TO y TD) y para las tres ciudades. 

7. Calcular la medida de precisión descrita en la sección 5.3 para todos los modelos y el 

horizonte de predicción con el fin de evaluar su rendimiento de pronóstico.  

Como las variables objetivo son TD y TO, se requiere obtener la variable dependiente 𝑌𝑡+𝑗 , donde 

𝑗 =1 mes por delante. Para el horizonte 1, se obtiene un conjunto de datos de diferente tamaño. 

Para obtener la serie temporal  {𝑌𝑡+𝑗}, se eliminan los primeros 𝑗 valores de la serie temporal {𝑌𝑡} 

y las últimas 𝑗 filas del resto de variables. Para cada conjunto de datos se ajusta un modelo 

llamado 𝐦𝐨𝐝𝐞𝐥𝐨𝒋. 
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 6. ANÁLISIS Y RESULTADOS 

 

6.1 INDICADORES DEL MERCADO LABORAL 

En este ejercicio, se hace la suposición que sólo se dispone de datos hasta diciembre de 2022 y se 

utiliza un marco para la previsión de la tasa de desempleo (TD) y la tasa de ocupación (TO) a 

corto plazo, para j=1 mes por delante. En este caso se tendrían la previsión para enero 2023.  

Se realiza el ACP con las variables elegidas por la técnica Lasso en cada ciudad y se obtienen dos 

indicadores como primer y segundo componente principal que dan cuenta del 48% de la 

variabilidad total para Cali y Medellín respectivamente y del 37% de la variabilidad total para el 

caso de Popayán. Se demuestra que estos dos únicos factores explican una gran parte de la 

variación entre diferentes series del mercado laboral.  

 

En la Figura 3, se muestran dos componentes principales para cada ciudad. Destaca que la tasa de 

ocupación y la tasa de desempleo se ajustan muy bien al primer y segundo componente principal. 

Esto es relevante porque muestra que estas dos nuevas series temporales obtenidas a partir del 

ACP resumen la dinámica de las demás variables del mercado laboral, mostrando que es posible 

predecir las tasas de ocupación y desempleo necesarias para establecer el estado del mercado 

laboral.  

 

También, se observa que el peso de la tasa de ocupación es mayor en el primer componente que 

en el segundo, y a la inversa para la tasa de desempleo en cada ciudad. Las variables asociadas a 

las búsquedas en Google Trends son significativas en ambos componentes.  
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Figura 3. Representación de variables en las dos primeras componentes del indicador del 
mercado laboral en Cali, Medellín y Popayán. 

 

Fuente: Elaboración propia de los autores. 

La Figura 4 muestra la correlación gráfica entre las variables y demuestra que los distintos grupos 

de variables están correlacionados positiva y negativamente. Destaca que la correlación de las 

variables de Google Trends para las tres ciudades es positiva con la tasa de ocupación y el 

indicador del mercado laboral 1 (Ind1), lo que nos permite confiar en las variables de GT para 

rastrear la tasa de ocupación y desempleo más de cerca. 

 

Cali Medellín

Popayán
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Figura 4. Correlación entre las variables y los indicadores del mercado laboral en Cali, Medellín 
y Popayán. 

 
Fuente: Elaboración propia de los autores. 
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En las tres ciudades de estudio, la mayoría de las variables están bien representadas para el 

primer y el segundo o tercer componente principal (ver Tabla 6,7 y 8).  

En la ciudad de Cali, el 70% del indicador 1 está representado por 5 variables: la tasa de 

ocupación, la fuerza de trabajo, la población inactiva, la TGP de las mujeres y los jóvenes 

inactivos. En el indicador 2 sobresalen la tasa de desempleo total, de las mujeres y jóvenes como 

las variables de mayor contribución. Con relación a las variables de Google Trends, destaca que 

su contribución es mayor en el indicador 2, relacionado en mayor medida con las condiciones de 

desempleo en la ciudad. La contribución conjunta de estas variables en el indicador 2 es del 

2,5%. 

 
Tabla 6. Contribución de las variables en las dos primeras componentes del Indicador de 
Monitoreo del mercado laboral de Cali. 

 
Fuente: Elaboración propia de los autores. 
 
 
 

 

No Variables Cod Ind1 Ind2
1 Tasa de ocupación TO 18.7 1.1

2 Tasa de desempleo TD 6.2 20.1

3 Tasa de subempleo TS 3.1 2.3

4 Fuerza de trabajo  FT 15.7 4.9

5 Población fuera de la fuerza laboral INAC 14.9 6.2

6 Ocupados Alojamiento y servicios de comida OCU_ALOJ 2.6 0.9

7 Ocupados Transporte y almacenamiento OCU_TRAN 1.4 0.8

8 Ocupados Actividades profesionales OCU_APRO 0.0 6.2

9 Ocupado como Empleado doméstico OCU_ED 3.8 0.7

10 Tasa de desempleo de los jóvenes TD_J 4.8 14.9

11 Fuera de la fuerza laboral jóvenes INAC_J 7.5 10.9

12 Tasa Global de Particpación  Mujeres TGP_M 13.2 5.7

13 Tasa de desempleo Mujeres TD_M 4.0 22.6

14 Índice de empleo industrial IEMP_IND 3.1 0.0

15 Búsqueda palabra “empleo” en GT GT_EMP 0.3 0.1

16 Búsqueda palabra “sena empleo” en GT GT_SENA 0.6 0.2

17 Búsqueda palabra “clasificados” en GT GT_CLAS 0.0 0.9

18 Búsqueda palabra “ofertas de trabajo” en GT GT_OTRAB 0.0 0.9

19 Búsqueda palabra “olx empleo” en GT GT_OLXE 0.2 0.4

1.1 2.5Contribución total de las variables de Google Trends
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En Medellín, la tasa de ocupación tiene un peso de 12,5% en el indicador 1 y la tasa de 

desempleo una contribución del 22,9% en el indicador 2. Destaca que las variables de Google 

trends en su conjunto contribuyen con 4,7% en el indicador 2 (ver Tabla 7). 

 

Tabla 7. Contribución de las variables en las dos primeras componentes del Indicador de 
Monitoreo del mercado laboral de Medellín. 

 
Fuente: Elaboración propia de los autores. 

 

En Popayán, destaca que las variables de Google Trends en su conjunto representan el 15,3% del 

indicador 3, relacionado con el desempleo laboral. En este indicador 2 también destaca la 

contribución de la tasa de desempleo total, de las mujeres y de los jóvenes; la fuerza de trabajo 

juvenil y la TGP de los jóvenes (ver Tabla 8). 

 

 

No Variables Cod Ind1 Ind2
1 Tasa Global de Participación TGP 12.8 3.0

2 Tasa de ocupación TO 12.5 4.2

3 Tasa de desempleo TD 3.4 22.9

4 Fuerza de trabajo  FT 13.0 3.4

5 Población fuera de la fuerza laboral INAC 12.9 3.6

6 Ocupados Construcción OCU_CON 1.2 0.9

7 Ocupados Administración pública, educación y salud OCU_ADM 1.7 0.2

8 Tasa de ocupación jóvenes TO_J 10.6 2.4

9 Tasa de desempleo de los jóvenes TD_J 3.1 15.0

10 Fuerza de trabajo jóvenes FT_J 6.7 4.4

11 Fuera de la fuerza laboral jóvenes INAC_J 8.3 3.2

12 Tasa Global de Particpación  Mujeres TGP_M 10.2 5.5

13 Tasa de desempleo Mujeres TD_M 1.8 22.7

14 Índice de empleo industrial IEMP_IND 1.1 3.9

15 Vacantes según anuncios de prensa impresa VAC 0.1 0.0

16 Búsqueda palabra “empleo” en GT GT_EMP 0.4 0.1

17 Búsqueda palabra “indeed”en GT GT_INDEED 0.1 0.2

18 Búsqueda palabra “ofertas de trabajo”en GT GT_OTRAB 0.00 0.1

19 Búsqueda palabra “trabajo colombia”en GT GT_TRABCOL 0.05 3.5

20 Búsqueda palabra “trabajo”en GT GT_TRAB 0.00 0.1

21 Búsqueda palabra “familias en accion” en GT GT_FAMACC 0.00 0.8

0.5 4.8Contribución total de las variables de Google Trends
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Tabla 8. Contribución de las variables en las dos primeras componentes del Indicador de 
Monitoreo del mercado laboral de Popayán 

Fuente: Elaboración propia de los autores. 

 

En la Figura 5 y 6 se muestran los indicadores obtenidos por ACP, tanto para la Tasa de 

Ocupación (TO) como para la Tasa de Desempleo (TD), en Cali, Medellín y Popayán. Se observa 

que ambos indicadores (1 y 2) representan una buena pista para las variables objetivo dado que 

capturan muy bien los puntos de quiebre del mercado laboral, sobre todo el cambio más reciente 

generado por la pandemia del covid-19. Además, permiten evidenciar el impacto diferenciado en 

cada ciudad y en cada indicador. 

Esto resulta relevante, ya que demuestra que los indicadores construidos no sólo recogen la 

dinámica de la tasas de ocupación  y desempleo, si no que contiene información adicional 

(preferencias, perspectivas, rigideces del mercado laboral, tendencias) que permiten una mejor 

No. Variables Cod Ind1 Ind3 No. Variables Cod Ind1 Ind3

1 Tasa Global de Participación TGP 7.5 2.2 22 Fuerza de trabajo jóvenes FT_J 4.1 9.1

2 Tasa de ocupación TO 8.8 1.0 23 Fuera de la fuerza laboral jóvenes INAC_J 4.8 8.4

3 Tasa de desempleo TD 4.1 14.1 24 Tasa Global de Particpación  Mujeres TGP_M 6.9 3.2

4 Tasa de subempleo TS 0.7 0.0 25 Tasa de Ocupación Mujeres TO_M 8.6 0.5

5 Fuerza de trabajo  FT 8.7 1.8 26 Tasa de desempleo Mujeres TD_M 3.0 16.1

6 Ocupados Agricultura OCU_AGR 0.5 0.3 27 Búsqueda palabra “empleo” en GT GT_EMP 0.3 0.9

7 Ocupados Industria OCU_IND 0.1 0.1 28 Búsqueda palabra "vacantes” en GT GT_VAC 0.1 0.8

8 Ocupados Construcción OCU_CON 2.6 0.5 29
Búsqueda  palabra “trabajo sin experiencia” 
en GT

GT_TSEXP 0.1 0.0

9
Ocupados Comercio y reparación de 

vehículos
OCU_COM 4.5 0.1 30 Búsqueda palabra “el empleo” en GT GT_EEMP 0.045 0.1

10
Ocupados Alojamiento y servicios de 

comida
OCU_ALOJ 2.8 0.8 31 Búsqueda  palabra “indeed”en GT GT_INDEED 0.049 0.0

11 Ocupados Transporte y almacenamiento OCU_TRAN 2.0 2.2 32 Búsqueda palabra “bolsa de empleo”en GT
GT_BOLEM

P 0.1 0.3

12
Ocupados Actividades financieras y de 

seguros
OCU_FIN 1.1 0.1 33 Búsqueda palabra “busco trabajo” en GT GT_BTRA 0.1 0.3

13 Ocupados Actividades profesionales OCU_APRO 2.3 0.0 34 Búsqueda  palabra “clasificados” en GT GT_CLAS 0.1 2.6

14
Ocupados Administración pública, 

educación y salud
OCU_ADM 0.0 2.0 35

Búsqueda palabra “ofertas de trabajo” en GT
GT_OTRAB 0.1 1.0

15
Ocupados Actividades artísticas, 

entretenimiento y recreación
OCUP_ART 1.7 1.2 36

Búsqueda palabra “olx empleo” en GT
GT_OLXE 0.2 0.3

16 Ocupado como Empleado doméstico OCU_ED 1.9 0.0 37 Búsqueda palabra “trabajo colombia” en GT
GT_TRABC

OL 0.1 1.3

17
Ocupado como  Trabajador por cuenta 

propia 
OCU_TCP 5.2 1.7 38 Búsqueda palabra “familias en accion” en GT

GT_FAMAC

C 0.3 2.4

18 Tasa de informalidad TI 0.8 0.0 39
Búsqueda  palabra “subsidio desempleo” en 
GT

GT_SUBDES 0.002 3.0

19 Tasa Global de Participación jóvenes TGP_J 5.1 10.8 40 Búsqueda palabra “prestamos” en GT GT_PREST 0.1 1.8

20 Tasa de ocupación jóvenes TO_J 7.3 0.3 41 Búsqueda palabra “ retiro cesantias”en GT GT_RCES 0.005 0.5

21 Tasa de desempleo de los jóvenes TD_J 3.3 8.1 1.6 15.3Contribución total de las variables de Google Trends



 

 
 
 

46 
 

caracterización del ciclo laboral regional y contribuye a que la toma de decisiones sea más 

eficiente, puesto que los agentes económicos están más informados. 

 

Figura 5. Indicador 1 del mercado laboral y la tasa de ocupación regional  

 

Fuente: Elaboración propia de los autores. 
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Figura 6. Indicador 2 del mercado laboral y la tasa de desempleo regional 

 

Fuente: Elaboración propia de los autores. 

La trayectoria tanto del indicador 1 como del indicador 2 para las tres ciudades demuestran el 

gran impacto generado por el avance de la pandemia del covid-19 y las medidas de contención 

(cuarentenas estrictas) implementadas por el Gobierno nacional sobre todo en el segundo 

trimestre del año 2020 (ver Figura 7 y 8). 

En junio 2020, el indicador 1, relacionado en mayor medida con la ocupación laboral, evidenció 

una contracción significativa. La ciudad de Popayán fue la ciudad que registró el mayor deterioro 

frente al nivel prepandemia: el indicador se ubicó un 33% por debajo de los niveles registrados en 

febrero 2020. Cali, es la segunda ciudad con mayor afectación, el indicador se ubicó un 27,1% 

por debajo de este nivel de comparación. Mientras que, en Medellín, el indicador se mantuvo sólo 

14,2% por debajo de los niveles de febrero 2020 (ver Figura 7). El indicador 2 por su parte, 

demuestra en su trayectoria, un comportamiento similar. En julio 2020, Medellín es la ciudad que 

demuestra mayor afectación en su economía laboral. Durante este periodo el indicador 2 reflejó 

un incremento significativo que lo llevó a ubicarse un 99% por encima de los niveles registrados 
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55,7% y 54,1% por encima de los niveles de febrero 2020 (ver Figura 8). 

Con este resultado, se demuestra el impacto diferenciado de un choque sin precedentes en la 

economía regional y confirma que las restricciones a la movilidad tuvieron un efecto directo 

significativo en la destrucción de empleos durante los primeros meses de la pandemia, tal y como 

se afirma en [1]. 

Desde los últimos meses del año 2020, los indicadores del mercado laboral reportan para cada 

ciudad una tendencia de recuperación gradual, ver Figura 7 y 8. No obstante, en Cali y Popayán 

un nuevo choque transitorio afectó esta dinámica. El paro nacional y los bloqueos de las 

principales vías tanto internas como externas de la región del suroccidente del país llevadas a 

cabo durante el mes de mayo y junio 2021 provocaron una caída de la actividad económica de 

estas regiones hasta de un 20% respectivamente, una contracción que fue 3,2 y 3,4 veces mayor a 

la registrada en la economía de cada una de estas ciudades, durante el año 2020, tras el inicio de 

la pandemia. Esto sin duda, tuvo una repercusión en el mercado laboral, pero, de menor impacto 

a la registrada en 2020 para estas dos ciudades. El indicador 1 en Cali durante mayo 2021 se 

mantuvo 17,1% por debajo del nivel prepandemia y el indicador 2 en Popayán se mantuvo 25,7% 

por encima del nivel prepandemia. Mientras que, el indicador 1 y 2 del mercado laboral de 

Medellín se mantuvo solo 7,3% y 4,5% por debajo de los niveles de febrero 2020 

respectivamente. Así, se afirma que el paro nacional tuvo un impacto transitorio pero 

sobresaliente sobre las dos ciudades del suroccidente del país principalmente (ver Figura 7 y 8). 

En el año 2022, el indicador reporta la continuidad de la recuperación en la actividad productiva 

laboral regional. Medellín, destaca por ser la primera ciudad en superar los niveles prepandemia 

en relación con la ocupación laboral (indicador 1). En febrero de 2022, el indicador se ubicó por 

primera vez un 0,9% por encima de los niveles productivos de febrero 2020. El mercado de 

trabajo de Cali, desde la óptica del indicador 1, por su parte, superó los niveles prepandemia hasta 

el mes de mayo 2022, ubicándose 0,3% por encima del nivel prepandemia. En Popayán, por el 

contrario, hasta diciembre 2022 no se evidencia señales que muestren niveles del mercado laboral 

que superen el nivel prepandemia.  
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Figura 7. Trayectoria del indicador 1 a nivel regional (2019-2022)* 

 

*El indicador 1 se escala a índice, con base 100=febrero 2020 para evidenciar las condiciones del mercado laboral regional 

después de la pandemia (nivel comparativo). 

Fuente: Elaboración propia de los autores. 

 

 

Figura 8. Trayectoria del indicador 2 a nivel regional (2019-2022) * 

 

*El indicador 2 se escala a índice, con base 100=febrero 2020 para evidenciar las condiciones del mercado laboral regional 

después de la pandemia (nivel comparativo). 

Fuente: Elaboración propia de los autores. 
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Bajo este panorama, se demuestra que Popayán hasta diciembre 2022 refleja unas condiciones del 

mercado de trabajo que en términos de ocupación laboral (indicador 1) aún  no logra superar los 

niveles prepandemia (febrero 2020). Por el contrario, Medellín y Cali si reflejan desde los 

primeros meses del año 2022 una tendencia de recuperación más acelerada que ya supera los 

niveles prepandemia (ver Figura 7 y 8). En relación con el impacto del paro nacional en el 

mercado de trabajo de estas tres economías de análisis, se puede afirmar que el efecto no fue 

devastador como el evidenciado en 2020. Es decir, que el paro nacional fue un choque transitorio 

de menor duración y por tanto no tuvo un impacto tan notorio y significativo en el mercado de 

trabajo. Solo se observa un ligero cambio de tendencia que rápidamente vuelve a retornar hacia la 

recuperación, sobre todo en Cali y Popayán. En Medellín, este último choque no tuvo influencia 

en la dinámica de recuperación. 

Po último, es importante resaltar que, en términos de desocupación laboral del mercado de 

trabajo (indicador 2), Medellín fue la ciudad donde la pandemia del Covid-19 reveló su mayor 

impacto. El incremento en el indicador de desocupación laboral es más significativo que en Cali 

y Popayán. También, se evidencia que la recuperación de empleos fue más acelerada en Medellín 

y Cali. Al cierre del año 2022, una noticia favorable es que el indicador 2 ya refleja niveles que se 

mantiene por debajo del nivel prepandemia en las tres ciudades de análisis. 
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6.2 RESULTADOS DEL PRONÓSTICO 

 
En la tabla 9 y 10, se muestra el rendimiento los modelos predictivos de Machine Learning 

propuestos para la Tasa de Ocupación (TO) y la Tasa de Desempleo (TD) en un horizonte de 

previsión mensual un paso adelante. El rendimiento respectivo se evaluó mediante el RMSE de la 

muestra de entrenamiento y de prueba, el MAE y la relación o ratio entre el RMSE de los 

modelos propuestos y el modelo de referencia (ARIMA). La primera columna describe el modelo 

aplicado. La segunda columna contiene la previsión puntual para enero 2023.  

La columna 3 muestra el RMSE para la muestra de entrenamiento. Las columnas 4 y 5 contienen 

el RMSE y MAE en la muestra de prueba total. Obsérvese que el RMSE para la muestra de 

entrenamiento y de prueba no tiene un tamaño similar. El RMSE de la muestra de prueba es 

mayor que el RMSE de la muestra de entrenamiento. Esto se debe al exceso de ajuste en el 

conjunto de entrenamiento, ya que la muestra de prueba contiene datos que el modelo no ha visto 

antes. La columna 6 muestra la relación entre el RMSE del modelo de machine learning y el 

modelo ARIMA. Si la relación es inferior a 1, las previsiones con el pronóstico de machine 

learning mejoran en comparación con el modelo de referencia.  

En la tabla 9 y 10, se muestra que los modelos de machine learning utilizados tanto para TO 

como para TD mejoran la previsión de referencia para las tres ciudades de análisis excepto para 

Medellín en donde sólo el modelo de RN muestra una mejora respecto al modelo de referencia 

ARIMA tanto en TO como en TD (ver Tabla 10 y 11).  

Sin embargo, en el caso de la previsión con RN, las mejoras respecto al modelo de referencia son 

mayores que las registradas por el modelo de SVR. Para la tasa de ocupación, la mejora en la 

previsión para Cali es del 29,9%, para Medellín es del 5,8% y para Popayán es del 14,1% (ver 

Tabla 9). De forma similar, para la tasa de desempleo, la mejora en la previsión en Cali es del 

14,6%, para Medellín del 12,5% y en Popayán del 11,4% (ver Tabla 10). 
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Tabla 9. Medidas de precisión para la evaluación de los modelos de predicción de la tasa de 
ocupación en un horizonte de predicción de 1 mes por delante. Muestra de estimación inicial 
2007:04-2018:03; muestra de previsión 2018:04-2022:12. 

 

Fuente: Elaboración propia de los autores. 

 

 

 

 

 

 

Máquina de Soporte 

Vectorial para regresión 

(SVR)

59.6 0.483 0.483 0.673 0.9079

Redes Neuronales 58.7 0.189 0.312 0.519 0.7008

ARIMA 56.2 0.520 0.531 0.741

Máquina de Soporte 

Vectorial para regresión 

(SVR)

56.1 0.586 0.726 0.820 1.1092

Redes Neuronales 57.7 0.315 0.476 0.571 0.9418

ARIMA 54.8 0.534 0.610 0.740

Máquina de Soporte 

Vectorial para regresión 

(SVR)

49.5 0.491 0.813 0.724 0.9295

Redes Neuronales 52.1 0.193 0.425 0.669 0.8589

ARIMA 56.7 0.569 0.854 0.778

Popayán

Modelo

Muestra de entrenamiento Muestra de prueba

MAE RMSE RMSE
Pronóstico

Modelo

Muestra de prueba

Cali

Medellín

Modelo

Muestra de entrenamiento Muestra de prueba

MAE RMSE

RMSE

Muestra de entrenamiento

RMSE

Pronóstico

Pronóstico

MAE RMSE      =
    (      )

     (     )

     =
    (      )

     (     )

     =
    (      )

     (     )



 

 
 
 

53 
 

Tabla 10. Medida de precisión para la evaluación de los modelos de predicción de la tasa de 
desempleo en un horizonte de predicción de 1 mes por delante. Muestra de estimación inicial 
2007:04-2018:03; muestra de previsión 2018:04-2022:12. 

 
Fuente: Elaboración propia de los autores. 

 
Las figuras 9 y 10 se muestran las series temporales de la TO y TD seguidas por el pronóstico 

con los modelos de RN, 1 mes adelante, con la previsión puntual para Cali, Medellín y Popayán, 

respectivamente. Se puede evidenciar que la predicción es muy ajustada dentro de muestra y 

fuera de ella. Además, llama la atención la gran capacidad que demuestran los modelos de 

machine learning para capturar los cambios estructurales del mercado de trabajo, sobre todo 

durante los últimos años, los cuales estuvieron permeados por choques económicos y sociales sin 

precedentes en la historia regional.  

 

Máquina de Soporte 

Vectorial para regresión 

(MSVR)

13.0 0.469 0.469 0.670 0.9565

Redes Neuronales 13.7 0.168 0.291 0.598 0.8539

ARIMA 13.6 0.375 0.569 0.701

Máquina de Soporte 

Vectorial para regresión 

(MSVR)

13.4 0.510 0.585 0.738 1.0568

Redes Neuronales 12.1 0.203 0.315 0.611 0.8749

ARIMA 12.4 0.486 0.603 0.698

Máquina de Soporte 

Vectorial para regresión 

(MSVR)

12.3 0.503 0.746 0.788 0.9613

Redes Neuronales 12.0 0.170 0.443 0.726 0.8858

ARIMA 13.3 0.557 0.789 0.820

Popayán

Modelo Pronóstico

Muestra de entrenamiento Muestra de prueba

MAE RMSE RMSE

Medellín

Modelo Pronóstico

Muestra de entrenamiento Muestra de prueba

MAE RMSE RMSE

Cali

Modelo Pronóstico

Muestra de entrenamiento Muestra de prueba

MAE RMSE RMSE

     =
    (      )

     (     )

     =
    (      )

     (     )

     =
    (      )

     (     )
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Figura 9. Tasa de ocupación y su pronóstico un mes adelante con Redes Neuronales (Perceptrón 
Multicapa). 

 

Fuente: Elaboración propia de los autores. 
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Figura 10.  Tasa de desempleo y su pronóstico un mes adelante con Redes Neuronales 
(Perceptrón Multicapa). 

 

Fuente: Elaboración propia de los autores. 
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7. CONCLUSIONES  

 

Con el ánimo de proveer en tiempo real información oportuna y contribuir a la toma de 

decisiones sobre el mercado laboral regional en Colombia, en este proyecto de grado se utilizaron 

por primera vez, métodos de Machine Learning e información de las búsquedas en Google 

Trends para construir un indicador de monitoreo del mercado laboral y pronosticar las tasas 

mensuales de desempleo y ocupación para tres ciudades de Colombia:  Cali, Medellín y Popayán. 

Destaca que, el periodo de análisis elegido incluía las perturbaciones relacionadas con la 

pandemia del Covid-19 y en el caso del suroccidente del país, el paro nacional de 2021. 

El método de selección Lasso, permitió identificar las variables más relevantes y significativas 

que se debían incluir en cada indicador del mercado laboral, permitiendo simplificar y mejorar la 

interpretación del indicador de acuerdo con las características y particularidades de mayor 

influencia dentro del mercado laboral de cada una de las ciudades. 

En la información que se incluye de Google Trends en relación al mercado laboral, destaca que 

los términos clave que el método Lasso priorizó para las ciudades de análisis, se encuentran, 

“empleo”, “ofertas de trabajo”, “clasificados”, “olx empleo”, “trabajo Colombia”, “familias en 

acción”, vacantes”, “agencia de empleo”, “sena empleo”, “indeed”, “clasificados”, “trabajo”, 

“subsidio de desempleo”, “trabajo sin experiencia”, “el empleo”, “busco trabajo”, “prestamos” y 

“retiro de cesantías”. Esto cobra relevancia, para el monitoreo de eventos y su impacto, ya que las 

búsquedas de estas palabras clave podrían indicar de forma directa o indirecta el impacto de 

cambios estructurales, crisis o eventos atípicos en el mercado laboral y ayudar a comprender las 

necesidades y/o intereses de los trabajadores, los hacedores de política y los agentes económicos 

tanto del sector público como privado. 

Los indicadores de mercado laboral construidos evidenciaron el gran impacto diferenciado de la 

pandemia del covid-19 en cada una de las tres ciudades de análisis. Medellín y Cali, destacan por 

el acelerado y continuo ritmo de recuperación de su mercado laboral después del gran impacto 

del covid-19 en 2020  y en el caso del suroccidente, el paro nacional en 2021.Por el contrario, el 

mercado laboral de Popayán muestra una tendencia de recuperación más gradual y pausada, que 
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al cierre del 2022 no le permitió superar los niveles prepandemia (febrero 2020). 

En la predicción con los modelos de machine learning, se logró evidenciar para las tres ciudades 

una mejora en la previsión de las tasas de desempleo y ocupación respecto al modelo de 

referencia tradicional-ARIMA. Esto, como consecuencia de la combinación de datos de la oficina 

nacional de estadística DANE con búsquedas en línea proporcionadas por Google Trends y una 

variable macroeconómica como el Indicador Mensual de Actividad Económica (IMAE). Se 

demostró que efectivamente la información proporcionada por Google Trends ayuda a predecir 

variables económicas, como la tasa de ocupación y la tasa de desempleo, esto es relevante porque 

esta es una fuente de información con una frecuencia más alta, que está disponible antes que la 

publicación de información de fuentes oficiales como el DANE y brinda información sobre las 

necesidades de las personas. En este sentido, en este proyecto de grado concluimos que Google 

Trends resultaría una herramienta importante sobre todo en épocas de crisis, en donde el 

seguimiento en tiempo real y predicción de variables económicas es relevante para la formulación 

de políticas oportunas y toma de decisiones eficientes. 

Como referencia para las previsiones, se utilizó un modelo ARIMA para cada ciudad. La 

evaluación estadística de los modelos considera el periodo 2007- 2022, en el que las pruebas 

fuera de muestra abarcan los últimos cinco años. Los resultados muestran que las redes 

neuronales son más precisas que las predicciones con las máquinas de soporte vectorial para 

regresión y que el modelo de referencia ARIMA en cada ciudad para las tasas de desempleo y 

ocupación en un horizonte temporal de corto plazo (1 mes). Los términos de RMSE y MAE bajos 

en las muestras de entrenamiento y prueba sustentan este hecho. También, destaca que la 

predicción puntual a un mes vista es precisa y fiable en ambos modelos propuestos. 

En este sentido, se espera que tanto los indicadores de mercado laboral y las previsiones con los 

modelos propuesto de machine learning contribuyan a la toma de decisiones por parte de los 

agentes económicos y que sirva de insumo para nuevas investigaciones en torno al mercado de 

trabajo a nivel regional, dado el poco avance en estos temas locales. 
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9. ANEXOS 

ANEXO 1. CATASTRO DE DATOS PARA CALI, MEDELLÍN Y POPAYÁN. 

 

No. Variables Acrónimo Unidad de medida Fuente Ciudad disponible

1 Tasa Global de Participación TGP Porcentaje-Tasa DANE-GEIH Cali, Medellín y Popayán

2 Tasa de ocupación TO Porcentaje-Tasa DANE-GEIH Cali, Medellín y Popayán

3 Tasa de desempleo TD Porcentaje-Tasa DANE-GEIH Cali, Medellín y Popayán

4 Tasa de subempleo TS Porcentaje-Tasa DANE-GEIH Cali, Medellín y Popayán

5 Fuerza de trabajo  FT Miles de personas DANE-GEIH Cali, Medellín y Popayán

6 Población fuera de la fuerza laboral INAC Miles de personas DANE-GEIH Cali, Medellín y Popayán

7 Ocupados Agricultura OCU_AGR Miles de personas DANE-GEIH Cali, Medellín y Popayán

8 Ocupados Industria OCU_IND Miles de personas DANE-GEIH Cali, Medellín y Popayán

9 Ocupados Construcción OCU_CON Miles de personas DANE-GEIH Cali, Medellín y Popayán

10 Ocupados Comercio y reparación de vehículos OCU_COM Miles de personas DANE-GEIH Cali, Medellín y Popayán

11 Ocupados Alojamiento y servicios de comida OCU_ALOJ Miles de personas DANE-GEIH Cali, Medellín y Popayán

12 Ocupados Transporte y almacenamiento OCU_TRAN Miles de personas DANE-GEIH Cali, Medellín y Popayán

13 Ocupados Actividades financieras y de seguros OCU_FIN Miles de personas DANE-GEIH Cali, Medellín y Popayán

14 Ocupados Actividades profesionales OCU_APRO Miles de personas DANE-GEIH Cali, Medellín y Popayán

15 Ocupados Administración pública, educación y salud OCU_ADM Miles de personas DANE-GEIH Cali, Medellín y Popayán

16 Ocupados Actividades artísticas, entretenimiento y recreación OCUP_ART Miles de personas DANE-GEIH Cali, Medellín y Popayán

17 Ocupado como Empleado doméstico OCU_ED Miles de personas DANE-GEIH Cali, Medellín y Popayán

18 Ocupado como  Trabajador por cuenta propia OCU_TCP Miles de personas DANE-GEIH Cali, Medellín y Popayán

19 Tasa de informalidad TI Porcentaje-Tasa DANE-GEIH Cali, Medellín y Popayán

20 Tasa Global de Participación jóvenes TGP_J Porcentaje-Tasa DANE-GEIH Cali, Medellín y Popayán

21 Tasa de ocupación jóvenes TO_J Porcentaje-Tasa DANE-GEIH Cali, Medellín y Popayán

22 Tasa de desempleo de los jóvenes TD_J Porcentaje-Tasa DANE-GEIH Cali, Medellín y Popayán

23 Fuerza de trabajo jóvenes FT_J Miles de personas DANE-GEIH Cali, Medellín y Popayán

24 Fuera de la fuerza laboral jóvenes INAC_J Miles de personas DANE-GEIH Cali, Medellín y Popayán

25 Tasa Global de Particpación  Mujeres TGP_M Porcentaje-Tasa DANE-GEIH Cali, Medellín y Popayán

26 Tasa de Ocupación Mujeres TO_M Porcentaje-Tasa DANE-GEIH Cali, Medellín y Popayán

27 Tasa de desempleo Mujeres TD_M Porcentaje-Tasa DANE-GEIH Cali, Medellín y Popayán

28 Fuerza de trabajo Mujeres FT_M Miles de personas DANE-GEIH Cali, Medellín y Popayán

29 Índice de empleo industrial IEMP_IND Índice DANE-GEIH Cali y Medellín

30 Vacantes u ofertas de empleo según anuncios de prensa impr VAC No. de vacantes
Banco de la 

República
Cali y Medellín

31 Búsqueda palabra “empleo” en GT GT_EMP Índice de búsquedas Google Trends Cali, Medellín y Popayán

32 Búsqueda palabra “ofertas de empleo”en GT GT_OEMP Índice de búsquedas Google Trends Cali, Medellín y Popayán

33 Búsqueda palabra"vacantes”en GT GT_VAC Índice de búsquedas Google Trends Cali, Medellín y Popayán

34 Búsqueda palabra “hoja de vida”en GT GT_HOJAV Índice de búsquedas Google Trends Cali, Medellín y Popayán

35 Búsqueda palabra “agencia de empleo”en GT GT_AGEMP Índice de búsquedas Google Trends Cali, Medellín y Popayán

36 Búsqueda palabra “trabajo sin experiencia”en GT GT_TSEXP Índice de búsquedas Google Trends Cali, Medellín y Popayán

37 Búsqueda palabra “sena empleo” en GT GT_SENA Índice de búsquedas Google Trends Cali, Medellín y Popayán

38 Búsqueda palabra “el empleo” en GT GT_EEMP Índice de búsquedas Google Trends Cali, Medellín y Popayán

39 Búsqueda palabra “indeed”en GT GT_INDEED Índice de búsquedas Google Trends Cali, Medellín y Popayán

40 Búsqueda palabra “bolsa de empleo” en GT GT_BOLEMP Índice de búsquedas Google Trends Cali, Medellín y Popayán

41 Búsqueda palabra “busco trabajo” en GT GT_BTRA Índice de búsquedas Google Trends Cali, Medellín y Popayán

42 Búsqueda  palabra “clasificados”en GT GT_CLAS Índice de búsquedas Google Trends Cali, Medellín y Popayán

43 Búsqueda palabra “computrabajo” en GT GT_COMPUT Índice de búsquedas Google Trends Cali, Medellín y Popayán

44 Búsqueda  palabra “ofertas de trabajo”en GT GT_OTRAB Índice de búsquedas Google Trends Cali, Medellín y Popayán

45 Búsqueda  palabra “olx empleo”en GT GT_OLXE Índice de búsquedas Google Trends Cali, Medellín y Popayán

46 Búsqueda  palabra “trabajo colombia”en GT GT_TRABCOL Índice de búsquedas Google Trends Cali, Medellín y Popayán

47 Búsqueda palabra “trabajo”en GT GT_TRAB Índice de búsquedas Google Trends Cali, Medellín y Popayán

48 Búsqueda palabra “servicio de empleo”en GT GT_SEREMP Índice de búsquedas Google Trends Cali, Medellín y Popayán

49 Búsqueda palabra “familias en accion”en GT GT_FAMACC Índice de búsquedas Google Trends Cali, Medellín y Popayán

50 Búsqueda  palabra “subsidio desempleo” en GT GT_SUBDES Índice de búsquedas Google Trends Cali, Medellín y Popayán

51 Búsqueda  palabra “prestamos”en GT GT_PREST Índice de búsquedas Google Trends Cali, Medellín y Popayán

52 Búsqueda palabra “ retiro cesantias”en GT GT_RCES Índice de búsquedas Google Trends Cali, Medellín y Popayán

53 Búsqueda palabra “cesantias”en GT GT_CES Índice de búsquedas Google Trends Cali, Medellín y Popayán

IMAE Porcentaje-Tasa anual
Universidad 

Javeriana Cali
Cali y Popayán

Indicador Mensual de Actividad Económica (IMAE)* (Se utiliza 

para la predicción)
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ANEXO 2. SELECCIÓN DE VARIABLES CON EL MÉTODO BACKWARD Y LASSO PARA 
CALI, MEDELLÍN Y POPAYÁN. 

 

 

Cali MedellínPopayán Cali Medellín Popayán
1 Tasa Global de Participación TGP  ✓ ✓ ✓ ✓ ✓
2 Tasa de ocupación TO ✓ ✓ ✓ ✓ ✓ ✓
3 Tasa de desempleo TD ✓ ✓ ✓ ✓ ✓ ✓
4 Tasa de subempleo TS ✓  ✓ ✓  
5 Fuerza de trabajo  FT ✓ ✓ ✓ ✓ ✓ ✓
6 Población fuera de la fuerza laboral INAC ✓ ✓    ✓
7 Ocupados Agricultura OCU_AGR   ✓ ✓  
8 Ocupados Industria OCU_IND   ✓ ✓ ✓ ✓
9 Ocupados Construcción OCU_CON  ✓ ✓ ✓ ✓ ✓

10 Ocupados Comercio y reparación de vehículos OCU_COM   ✓ ✓ ✓ ✓
11 Ocupados Alojamiento y servicios de comida OCU_ALOJ ✓  ✓ ✓ ✓ ✓
12 Ocupados Transporte y almacenamiento OCU_TRAN ✓  ✓ ✓  
13 Ocupados Actividades financieras y de seguros OCU_FIN   ✓ ✓  ✓
14 Ocupados Actividades profesionales OCU_APRO ✓  ✓ ✓  ✓
15 Ocupados Administración pública, educación y salud OCU_ADM  ✓ ✓ ✓ ✓ ✓
16 Ocupados Actividades artísticas, entretenimiento y recreación OCUP_ART   ✓ ✓  ✓
17 Ocupado como Empleado doméstico OCU_ED ✓  ✓ ✓  ✓
18 Ocupado como  Trabajador por cuenta propia OCU_TCP   ✓ ✓  
19 Tasa de informalidad TI   ✓ ✓  ✓
20 Tasa Global de Participación jóvenes TGP_J   ✓ ✓  ✓
21 Tasa de ocupación jóvenes TO_J  ✓ ✓ ✓ ✓ ✓
22 Tasa de desempleo de los jóvenes TD_J ✓ ✓ ✓ ✓ ✓ ✓
23 Fuerza de trabajo jóvenes FT_J  ✓ ✓ ✓ ✓ ✓
24 Fuera de la fuerza laboral jóvenes INAC_J ✓ ✓ ✓ ✓ ✓ ✓
25 Tasa Global de Particpación  Mujeres TGP_M ✓ ✓ ✓ ✓  ✓
26 Tasa de Ocupación Mujeres TO_M   ✓ ✓ ✓ ✓
27 Tasa de desempleo Mujeres TD_M ✓ ✓ ✓ ✓ ✓ ✓
28 Fuerza de trabajo Mujeres FT_M     ✓ ✓
29 Índice de empleo industrial IEMP_IND ✓ ✓ ✓ ✓
30 Vacantes u ofertas de empleo según anuncios de prensa impre VAC  ✓ ✓ ✓
31 Búsqueda en Google de la palabra “empleo” GT_EMP ✓ ✓ ✓  ✓ ✓
32 Búsqueda en Google de la palabra “ofertas de empleo” GT_OEMP      
33 Búsqueda en Google de la palabra"vacantes” GT_VAC   ✓   ✓
34 Búsqueda en Google de la palabra “hoja de vida” GT_HOJAV    ✓  
35 Búsqueda en Google de la palabra “agencia de empleo” GT_AGEMP      ✓
36 Búsqueda en Google de la palabra “trabajo sin experiencia” GT_TSEXP   ✓  ✓ ✓
37 Búsqueda en Google de la palabra “sena empleo” GT_SENA ✓   ✓  
38 Búsqueda en Google de la palabra “el empleo” GT_EEMP   ✓  ✓ 
39 Búsqueda en Google de la palabra “indeed” GT_INDEED  ✓ ✓  ✓ 
40 Búsqueda en Google de la palabra “bolsa de empleo” GT_BOLEMP   ✓  ✓ 
41 Búsqueda en Google de la palabra “busco trabajo” GT_BTRA   ✓ ✓ ✓ 
42 Búsqueda en Google de la palabra “clasificados” GT_CLAS ✓  ✓  ✓ ✓

43 Búsqueda en Google de la palabra “computrabajo” GT_COMPUT     ✓ 

44 Búsqueda en Google de la palabra “ofertas de trabajo” GT_OTRAB ✓ ✓ ✓ ✓ ✓ ✓
45 Búsqueda en Google de la palabra “olx empleo” GT_OLXE ✓  ✓ ✓  

46 Búsqueda en Google de la palabra “trabajo colombia” GT_TRABCOL  ✓ ✓ ✓  

47 Búsqueda en Google de la palabra “trabajo” GT_TRAB  ✓   ✓ 
48 Búsqueda en Google de la palabra “servicio de empleo” GT_SEREMP    ✓  ✓

49 Búsqueda en Google de la palabra “familias en accion” GT_FAMACC  ✓ ✓   ✓

50 Búsqueda en Google de la palabra “subsidio desempleo” GT_SUBDES   ✓ ✓  ✓
51 Búsqueda en Google de la palabra “prestamos” GT_PREST   ✓ ✓ ✓ ✓
52 Búsqueda en Google de la palabra “ retiro cesantias” GT_RCES   ✓   ✓
53 Búsqueda en Google de la palabra “cesantias” GT_CES    ✓  

5 6 15 10 11 11
19 21 41 38 28 35

Total de variables de Google Trends seleccionadas para incluir en el indicador

Total de variables seleccionadas para incluir en el indicador

Método Lasso Método Backward
AcrónimoVariablesNo.


