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1 INTRODUCCIÓN 

La toxoplasmosis ocular (TO) es una enfermedad inflamatoria causada por la infección del 

protozoo Toxoplasma gondii (Tg), un parásito intracelular que afecta principalmente la retina y la 

coroides, generando lesiones retinocoroideas que pueden llevar a la ceguera si no son tratadas 

oportunamente [1].  El Tg es capaz de infectar a una amplia variedad de mamíferos, incluidos los 

humanos, siendo la infección una de las causas principales de uveítis posterior en el mundo. Se 

estima que más del 30% de la población mundial ha sido infectada por este parásito, con 

variaciones significativas en la prevalencia dependiendo de la región geográfica [2]. En América 

Latina, y específicamente en Colombia, se han registrado tasas de seroprevalencia de hasta el 

47%, lo que resalta la magnitud del problema en esta región [2], [3], [4]. 

 

El diagnóstico de la TO sigue siendo un reto. A menudo se basa en la clínica y en la observación 

de lesiones retinocoroideas típicas. Puede apoyarse en pruebas complementarias, como la 

serología y la reacción en cadena de la polimerasa (PCR). Sin embargo, estas últimas presentan 

limitaciones en cuanto a sensibilidad y especificidad [5]. La recurrencia de la infección es 

frecuente, ya que los quistes tisulares del parásito pueden permanecer latentes y reactivarse, 

provocando nuevas lesiones [1],[2]. Esta situación subraya la necesidad de métodos diagnósticos 

que permitan identificar de manera más oportuna las lesiones activas, diferenciándolas de las 

inactivas, para mejorar el manejo terapéutico y prevenir el deterioro visual. 

 

Este estudio tuvo como objetivo identificar automáticamente la actividad de la TO mediante CNN 

entrenadas con imágenes de fondo de ojo previamente etiquetadas por expertos en activas e 

inactivas. Se utilizaron arquitecturas de CNN previamente conocidas mediante técnicas de 

transfer learning y arquitecturas de CNN construidas manualmente. Adicionalmente, para cada 

modelo se realizó un ajuste de hiperparámetros incluyendo el ajuste del optimizador, tasa de 

entrenamiento, número de épocas, dropout, función de activación y tamaño de lote. Finalmente 

todos los modelos fueron evaluados mediante técnicas de validación Hold-Out aleatoria con 

semilla. 
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2 DEFINICIÓN DEL PROBLEMA 

La TO es una infección causada por el parásito Tg, un organismo intracelular apicomplexo capaz 

de infectar a una amplia gama de especies, incluidos los humanos [6]. La transmisión de este 

parásito se facilita principalmente a través del consumo de agua no tratada, frutas y verduras sin 

lavar, y carnes mal cocidas [7]. Una vez dentro del huésped, el Tg tiene una afinidad particular 

por el sistema nervioso central y la retina, donde puede causar toxoplasmosis cerebral y ocular, 

respectivamente [7]. En el ojo, la infección activa se manifiesta en forma de lesiones 

retinocoroideas blanco-amarillentas que, aunque tratables, dejan cicatrices que comprometen 

permanentemente la visión [6]. Los quistes retinianos residuales  representa una amenaza latente 

de recurrencia y deterioro visual adicional [2]. 

 

La severidad de la TO varía considerablemente, influenciada por factores genéticos del parásito 

y la respuesta inmune del huésped [8], [9]. En Colombia, la situación es particularmente grave 

debido a la alta seroprevalencia del Tg, que alcanza hasta un 47% en la población general [1], 

una creciente incidencia [10] y la presencia de cepas atípicas y altamente virulentas de Tg que 

son más comunes en el hemisferio sur (I, III, atípicas) [11], [12]. Estas cepas han demostrado ser 

capaces de alterar la respuesta inmune del huésped de una respuesta TH1 a una TH2, 

exacerbando la severidad de la infección y sus consecuencias clínicas [8]. 

 

2.1 PLANTEAMIENTO DEL PROBLEMA 

 

La toxoplasmosis es una gran problemática en salud en Colombia, por la alta seroprevalencia del 

Tg  contribuyendo a muchos de los casos de ceguera, particularmente entre los niños [1], [13]. 

La enfermedad es responsable del 37.8% de los casos de ceguera legal  infantil [13]. No obstante, 

en adultos también provoca una gran pérdida visual y afección de la calidad de vida [3]. Esto 

subraya la necesidad urgente de mejorar las estrategias de diagnóstico y tratamiento.  

 

El diagnóstico de la TO es clínico, tiene una sensibilidad entre el 71-96% y especificidad del 58-

100%) entre especialistas de uveítis [14]. Los hallazgos clínicos se apoyan de los resultados 

serológicos y de procedimientos invasivos como la PCR [15], [16].  Sin embargo,  estas ayudas 

diagnósticas tienen limitaciones dado la persistencia de marcadores serológicos y la variabilidad 

en la sensibilidad de las pruebas moleculares [15], [16]. La serología puede ser engañosa, con 
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una IgM que permanece positiva meses después de la infección, dificultando la confirmación de 

casos recientes [16], [17]. La PCR, aunque específica, tiene un rendimiento variable y a menudo 

insatisfactorio, especialmente en pacientes inmunocompetentes [15]. 

 

La inteligencia artificial (IA) ha emergido como una herramienta potencialmente revolucionaria en 

el campo del diagnóstico médico. Estudios preliminares utilizando algoritmos de machine learning 

y CNNs han demostrado una capacidad diagnóstica en la identificación de la TO, con niveles de 

exactitud (accuracy), sensibilidad y especificidad que superan los métodos tradicionales [18], [19], 

[20]. Sin embargo, aún no se ha explorado suficientemente la capacidad de la IA para evaluar la 

actividad de las lesiones retinocoroideas entre activas e inactivas, un factor crítico que podría 

influir significativamente en el manejo de la enfermedad. Nuestro proyecto tuvo como objetivo 

abordar esta laguna crítica en la identificación automática de la actividad de la TO mediante CNNs 

entrenadas con imágenes de fondo de ojo. Este enfoque tiene el potencial de servir como un 

valioso complemento a la experiencia clínica, optimizando así la toma de decisiones médicas en 

el abordaje de pacientes con TO. 

 

2.2 FORMULACIÓN DEL PROBLEMA 

 

En el presente proyecto se abordó si era posible identificar automáticamente la actividad de la 

TO mediante el entrenamiento de CNN´s utilizando imágenes de fondo de ojo. Adicionalmente, 

se planteó cómo gestionar una base de datos compuesta por imágenes de fondo de ojo 

etiquetadas según la actividad de la TO, activa y no activa. También se exploraron cuáles 

algoritmos o arquitecturas de CNN se podían implementar para la detección de toxoplasmosis a 

partir de estas imágenes, considerando el fenómeno de sobreajuste. Adicionalmente, se 

investigaron las métricas de clasificación más adecuadas para evaluar el rendimiento de las 

arquitecturas de CNN implementadas. 

2.2.1. Pregunta de investigación 

 

¿Es posible identificar automáticamente la actividad de la toxoplasmosis mediante el 

entrenamiento de CNNs con imágenes de fondo de ojo? 
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2.3 JUSTIFICACIÓN 

 

La TO representa una de las principales causas de discapacidad visual en regiones como 

Colombia [13], donde la seroprevalencia del parásito Tg es particularmente alta [4]. A pesar de 

los avances en el diagnóstico clínico, la identificación de la actividad de las lesiones 

retinocoroideas sigue siendo un desafío significativo debido a la variabilidad en la presentación 

clínica [6] y las limitaciones de las pruebas serológicas y moleculares existentes [9], [21], [22]. La 

implementación de CNN para la clasificación automática de imágenes de fondo de ojo ofrece una 

solución innovadora que puede mejorar la capacidad diagnóstica y la toma de decisiones 

terapéuticas, especialmente en áreas con acceso limitado a especialistas en oftalmología. Este 

proyecto no solo tiene el potencial de apoyar el manejo clínico de la TO, sino que también podría 

servir como un modelo para la aplicación de IA  en otras enfermedades inflamatorias e infecciosas 

oculares, marcando un avance significativo en la integración de tecnologías emergentes en la 

práctica médica. 
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3 OBJETIVOS DEL PROYECTO 

 

3.1  OBJETIVO GENERAL 

 

Identificar automáticamente la actividad de la TO mediante CNN entrenadas con imágenes de 

fondo de ojo. 

 

3.2  OBJETIVOS ESPECÍFICOS 

      

- Gestionar una base de datos compuesta por imágenes de fondo de ojo que sean 

etiquetadas por un especialista en dos categorías: toxoplasmosis activa y no activa. 

- Realizar el entrenamiento de arquitecturas de CNN con imágenes de fondo de ojo para 

identificar la actividad de la toxoplasmosis aplicando estrategias para reducir el 

sobreajuste. 

- Evaluar el rendimiento de las técnicas de clasificación usando métricas establecidas 

en el estado del arte para clasificación. 
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5. MARCO TEÓRICO Y ANTECEDENTES 

5.1. MARCO TEÓRICO 

 

5.1.1. Toxoplasmosis Ocular 
 

5.1.1.1. Contexto Epidemiológico y Ciclo de Vida del Parásito 
 

La TO se destaca como la etiología predominante de uveítis posterior y es causada por la 

infección del protozoo Tg, perteneciente a la familia Apicomplexa [3]. Este parásito posee la 

notable capacidad de infectar una amplia variedad de células en mamíferos y aves. Su ciclo de 

vida comprende tres fases distintas: (i) el taquizoíto, que se caracteriza por una rápida 

multiplicación y es prevalente durante las etapas agudas de la infección en el huésped 

intermediario, como los humanos; (ii) el bradizoíto, que se replica más lentamente y es típico de 

la fase crónica, formando quistes tisulares; y (iii) el esporozoíto, que se desarrolla únicamente 

en el huésped definitivo, los felinos, y se excreta en los ooquistes a través de las heces (Figura  
1) [3]. 

 
Figura  1: Ciclo de vida del Toxoplasma gondii. 

Tomado de Istock [23]. 
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La transmisión de Tg puede ser congénita, a través de la transmisión vertical durante el 

embarazo, o adquirida después del nacimiento. Clínicamente, la manifestación más frecuente es 

la retinocoroiditis, que suele ser unilateral y unifocal, y comúnmente se acompaña de vitreítis [24]. 

La variabilidad en la presentación clínica puede depender de si la infección es congénita o 

adquirida. Los principales vectores de infección incluyen la ingestión de alimentos y agua 

contaminados con ooquistes de origen felino o carne que contiene quistes tisulares  [6]. La TO es 

reconocida como un problema de salud pública significativo debido a su potencial para causar 

discapacidad visual en individuos en su etapa productiva de la vida [2]. 

 

5.1.1.2. Prevalencia e Incidencia Global 
 

La seroprevalencia de Tg varía geográficamente, con estimaciones que indican una 

seropositividad de entre el 12% y el 43% en países de bajos ingresos, como aquellos en América 

del Sur, América Central, el Caribe y África [25], [26], [27], [28]. Estas cifras son 

considerablemente más altas que las reportadas en países de altos ingresos, como los de Europa 

y Estados Unidos, donde la prevalencia oscila entre el 1% y el 39% [29], [30], [31]. En Colombia, 

la seroprevalencia en la población general se reporta en un 47.1%  [1], [4]. 

 

Es importante destacar que, aunque la seropositividad para Tg muestra una prevalencia e 

incidencia más elevadas en países suramericanos en comparación con otras regiones del mundo, 

solamente el 6% de los pacientes seropositivos desarrollan lesiones retinocoroideas, es decir, 

TO. [1] Un estudio reciente por Cifuentes y colaboradores estima una incidencia de solamente 42 

casos de TO por  cada 100.000 pacientes con toxoplasmosis [10]. 

 

Estas estadísticas convierten a la TO en una enfermedad poco conocida entre los oftalmólogos; 

un estudio realizado en 2009 en el contexto colombiano indica que la uveítis representa solo el 

0.006% de todas las consultas oftalmológicas [25]. Esto se correlaciona con la baja  prevalencia 

e incidencia  de uveítis posterior en Colombia (8.06 y 7.66 por 100,000 habitantes) [32] y el hecho 

de que no todos los casos de uveítis posterior son secundarios a TO. En Colombia, del total de 

pacientes con uveítis , el 27.73% resultan ser idiopáticas y apenas el 25.34% corresponden a TO. 

[33] Por lo tanto, la TO no es un diagnóstico frecuente, incluso para un especialista en 

oftalmología, y generalmente requiere la intervención de un especialista en uveítis. 
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5.1.1.3. Evaluación Clínica y Diagnóstico Diferencial 
 

El diagnóstico clínico de la  TO  ha reportado tener un rendimiento variable, con sensibilidades 

entre el 71-96% y especificidades entre 58-100% entre especialistas de uveítis [14]. Estas cifras 

demuestran la necesidad de apoyar el diagnóstico clínico con marcadores serológicos, imagen 

multimodal y procedimientos invasivos como la PCR que se explican más adelante. El diagnóstico 

clínico se fundamenta en la evaluación oftalmológica detallada, donde se identifican síntomas 

como disminución de la agudeza visual, visión borrosa, y en casos menos frecuentes, defectos 

en los campos visuales y alteraciones en la percepción de colores [15]. Estos hallazgos clínicos 

deben correlacionarse con lesiones identificadas en el fondo de ojo que se explican a 

continuación.  

5.1.1.4. Lesiones típicas en toxoplasmosis congénita 
 

En la toxoplasmosis congénita, las lesiones retinocoroideas se presentan en aproximadamente 

el 80% de los casos durante los primeros años de vida. Estas pueden manifestarse como lesiones 

exudativas activas o como cicatrices con pigmentación variable en estados inactivos, con una 

prevalencia mayor en el polo posterior y afectación macular en comparación con las infecciones 

adquiridas, así como una incidencia más alta de bilateralidad [34]. Un patrón distintivo de las 

lesiones congénitas es la cicatriz en forma de "rueda de carreta" en la región macular, 

caracterizada por una destrucción tisular central con pigmentación centrípeta en sus bordes.  

 

5.1.1.5.  Lesiones típicas en toxoplasmosis adquirida 
 
En el caso de infecciones adquiridas, la retinocoroiditis se manifiesta en hasta un 20% de los 

pacientes con primoinfección [35]. Se caracteriza por exudados superficiales blancos-

amarillentos o grisáceos, de morfología redondeada o irregular, de tamaño variable y con bordes 

difusos rodeados de edema retiniano. Estas lesiones suelen resolverse espontáneamente en 

individuos inmunocompetentes en cicatrices retinocoroideas, independientemente del 

tratamiento, al igual que pueden reactivarse en cualquier momento (Figura  2). 
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Figura  2: Lesiones típicas de toxoplasmosis ocular 

Fotos de fondo de ojo con A) lesión blanco-amarillenta de 1 ½ diámetro de disco (DD) en arcada temporal superior 
secundaria a toxoplasmosis ocular (TO). B) Cicatriz retinocoroidea macular de 2DD inactiva C) Cicatriz retinocoroidea 

con bordes hiperpigmentados y centro atrófico con lesión satélite en borde temporal superior que indica una nueva 
lesión activa, Tomado de la presentación de de-la-Torre A en las grandes rondas del Grupo Internacional de Estudio 

de la Uveítis (IUSG) [36].  

 

5.1.1.6. Lesiones atípicas de toxoplasmosis ocular  
 

Aunque la TO se presenta típicamente como una retinocoroiditis focal con vitreítis asociada, 

también puede manifestarse de maneras atípicas, lo que puede dificultar su diagnóstico y 

tratamiento [37].  Las presentaciones atípicas incluyen lesiones extensas de retinitis necrotizante, 

múltiples focos de inflamación o retinitis periférica, que no se ajustan a la imagen clínica clásica 

de la enfermedad [38].  Estas formas atípicas pueden estar asociadas con una respuesta 

inmunológica alterada, como ocurre en pacientes inmunocomprometidos [9], donde la 

enfermedad puede progresar rápidamente y afectar grandes áreas de la retina, lo que aumenta 

el riesgo de ceguera [2]. 

 

Entre las presentaciones atípicas, una de las más destacadas es la denominada toxoplasmosis 

retiniana externa puntiforme. Esta variante, que se caracteriza por pequeñas lesiones multifocales 

localizadas en las capas profundas de la retina, es menos común y se asocia tanto a infecciones 

congénitas como postnatales [39].  A diferencia de las formas clásicas de TO, en la toxoplasmosis 

retiniana externa puntiforme la inflamación vítrea suele ser leve o ausente, y las lesiones pueden 

confundirse con otras patologías oculares como los síndromes de puntos blancos. Debido a su 
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presentación inusual, el diagnóstico requiere una evaluación detallada con técnicas de imagen 

multimodal, incluyendo la tomografía de coherencia óptica y la autofluorescencia [40]. 

 

Otra presentación atípica de la TO es la neuroretinitis, en la cual el nervio óptico se ve afectado 

de manera significativa, con edema del disco óptico y exudados duros que forman un patrón 

estrellado en la mácula [38]. Aunque esta forma es más comúnmente asociada con infecciones 

por Bartonella, también ha sido documentada en casos de TO. En estos casos, la neuroretinitis 

puede presentarse como una manifestación aislada o en combinación con una retinocoroiditis 

típica [38]. Esta presentación requiere un enfoque terapéutico intensivo, dado el riesgo elevado 

de daño visual permanente [2] (Figura 3). 
 

 
Figura  3: Lesiones atípicas de toxoplasmosis ocular 

A) Cicatrices retinocoroideas maculares extensas, B) Fenómeno de Kyrieleis, D) Vitreítis, E) Neurorretinitis, F) Signo 
del faro en la niebla sugestivo de lesiones activas, G) Coriorretinitis extensa multifocal, H) Papilitis. Tomado de la 
presentación de de-la-Torre A en las grandes rondas del Grupo Internacional de Estudio de la Uveítis (IUSG) [36].  

 

5.1.1.7.  Reactivación de la Enfermedad 
 

Durante la reactivación de la TO, las lesiones satélites constituyen el signo clínico más 

característico (Figura  2C). Sin embargo, en situaciones de inflamación intensa, la visualización 

de las lesiones puede verse obstaculizada por una vitreitis pronunciada, dando lugar a un 

fenómeno conocido como "faro en la niebla"  (Figura  3F) [41]. Además, pueden presentarse 

otros signos como edema macular, precipitados inflamatorios en la hialoides posterior y afectación 

vascular, esta última evidenciada por hemorragias o vasculitis, también denominada arteriolitis 
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de Kyrieleis (Figura  3C), ya sea adyacente o distante a la lesión exudativa primaria [41]. 

 

5.1.1.8. Exámenes diagnósticos adicionales 
 

Diversas técnicas se han desarrollado para la detección de Tg en tejidos humanos, abarcando 

desde evaluaciones histopatológicas hasta análisis serológicos. Entre estas, se encuentran la 

tinción de Sabin-Feldman, la inmunofluorescencia indirecta (IFI), el ensayo por inmunoabsorción 

ligado a enzimas (ELISA), los ensayos de quimioluminiscencia, la técnica de aglutinación 

modificada (MAT), la prueba de avidez de IgG en suero, la PCR y la medición de producción de 

anticuerpos intraoculares  con el coeficiente de Goldman Witmer  [15], [17], [37]. Estos últimos 

estudios aunque no se realizan en todos los casos se consideran como las pruebas más 

específicas tanto para el diagnóstico como para la definición de actividad de TO [37]. No obstante, 

su efectividad es variable reportando para la PCR una sensibilidad de 2.3–75% y una 

especificidad de 75-100% [21], [37], [42], [43], [44], [45] y para el coeficiente de Goldman Witmer 

de 59%  que alcanza el 71% cuando se suma con otras técnicas como el Western blot [5], [22]; 

lo que confirma que tanto el diagnóstico como la determinación de la actividad de la TO es un 

verdadero reto diagnóstico 

 

De todos estos la serología es el más ampliamente utilizado. En el que la fase aguda de la 

infección, los anticuerpos séricos IgM e IgG contra Tg son indicativos de la actividad del parásito. 

Los niveles de IgM se elevan desde la primera semana y pueden persistir hasta 6 a 9 meses 

después de la infección aguda, en ocasiones hasta por 2 años. Por otro lado, los niveles bajos 

de IgG en suero sugieren una infección inactiva. Sin embargo, en pacientes inmunosuprimidos, 

la respuesta de IgG puede ser atenuada, requiriendo pruebas con mayor especificidad clínica 

[15], [46]. La decisión diagnóstica final de la TO y la clasificación de su actividad depende de una 

combinación de factores y pruebas en donde la sospecha y el criterio clínico es la más importante 

[14]. 
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5.1.1.9. Tratamiento de la toxoplasmosis ocular 
 

El tratamiento de la TO es desafiante debido a la ausencia de un protocolo terapéutico 

estandarizado y a la incapacidad de las terapias actuales para erradicar los bradizoitos 

enquistados en los tejidos retinianos [37]. Los oftalmólogos utilizan una amplia gama de 

regímenes terapéuticos, ajustando los tratamientos según las características clínicas del paciente 

y la gravedad de la infección. Una revisión sistemática de la literatura y una encuesta a expertos 

en uveítis han identificado 24 regímenes distintos empleados para el manejo de la TO. Sin 

embargo, la efectividad de estos tratamientos sigue siendo objeto de controversia, y ningún 

enfoque ha demostrado ser claramente superior en cuanto a prevenir las recurrencias o mejorar 

los resultados visuales a largo plazo [47]. Algunos estudios soportan el uso de 

trimetoprim/sulfametoxazol (TMP-SMX)  por ser la terapia más costo efectiva en comparación con 

otros esquemas terapeúticos [48]. 

 

Los regímenes terapéuticos más comúnmente empleados incluyen una combinación de 

pirimetamina, sulfadiazina y ácido folínico. La pirimetamina, que inhibe la síntesis de ácido fólico 

en Tg, se administra inicialmente en dosis de 100 mg el primer día, seguido de una dosis de 

mantenimiento de 25 a 75 mg diarios durante 4 a 6 semanas, o hasta que la lesión se haya 

inactivado completamente [37].  La sulfadiazina se administra en dosis de 4 g diarios, dividida en 

cuatro dosis, y el ácido folínico es añadido para prevenir la toxicidad hematológica asociada con 

la pirimetamina [49].  Este régimen, a pesar de ser efectivo en la eliminación de los taquizoitos, 

tiene limitaciones significativas debido a los efectos secundarios sistémicos que pueden incluir 

náuseas, vómitos, supresión medular y erupciones cutáneas [37], [49].  

 

Para aquellos pacientes que no toleran la sulfadiazina, el trimetoprim/sulfametoxazol (TMP-SMX) 

es una alternativa eficaz. Este régimen se administra en dosis de 160 mg/800 mg dos veces al 

día durante 4 a 6 semanas. Aunque TMP-SMX tiene un perfil de efectos secundarios más 

favorable, su acción está igualmente limitada a los taquizoitos, sin efecto sobre los bradizoitos 

enquistados, lo que no evita las recurrencias a largo plazo [37], [49]. 

 

El uso de corticosteroides orales, como la prednisolona, es común en casos de inflamación 

severa, particularmente cuando las lesiones afectan zonas de alto riesgo como la mácula o el 

nervio óptico. La administración de prednisolona se inicia generalmente 48 horas después del 
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comienzo de la terapia antimicrobiana, a dosis de 0,5 a 1 mg/kg/día, y se reduce de forma gradual 

para evitar recaídas [49].  Este enfoque ayuda a controlar la respuesta inflamatoria sin potenciar 

la replicación de los taquizoitos, pero también se asocia con riesgos, como el aumento de la 

presión intraocular y el desarrollo de cataratas [49].   

 

En los últimos años, se ha comenzado a explorar el uso de tratamientos intravítreos, como la 

administración de clindamicina y dexametasona intravítreas, para minimizar los efectos 

secundarios sistémicos. La clindamicina intravítrea (1 mg/0,1 mL) en combinación con 

dexametasona (400 µg/0,1 mL) puede ser una opción en casos donde la terapia sistémica esté 

contraindicada o en pacientes con efectos adversos graves [37].  Sin embargo, este tratamiento 

no debe emplearse como monoterapia, ya que es insuficiente para controlar la replicación de los 

taquizoitos a nivel sistémico [37]. 

 

Por último, la profilaxis con trimetoprim/sulfametoxazol tres veces por semana se recomienda 

para prevenir recurrencias en pacientes con lesiones en la mácula o en el nervio óptico que 

amenacen la visión, o en aquellos con reactivaciones frecuentes [50]. Su uso adecuado ha 

mostrado la capacidad de reducción de recurrencias en un 82% durante el primer año y 87% 

durante el segundo año [2]. 

 

5.1.2. Inteligencia Artificial 
 

La IA se define como la capacidad de un sistema informático, ya sea un ordenador, una red de 

ordenadores o una red de robots controlados por ordenadores, para llevar a cabo tareas que 

típicamente requieren inteligencia humana [51]. Esta disciplina de la informática se enfoca en la 

simulación de comportamientos inteligentes, permitiendo a las máquinas procesar información y 

realizar actividades como el aprendizaje, la planificación, la resolución de problemas, el 

razonamiento y la identificación de patrones, de manera similar a como lo haría la mente humana. 

La IA no solo replica la capacidad cognitiva del ser humano para entender y razonar de forma 

compleja, sino que también automatiza estos procesos, mejorando su eficiencia y exactitud 

(accuracy) mediante variaciones en los datos y algoritmos [51].  
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5.1.2.1. Aprendizaje supervisado 
 

El aprendizaje supervisado es una técnica de aprendizaje automático que utiliza conjuntos de 

datos etiquetados para entrenar un modelo capaz de predecir resultados específicos [52]. Este 

enfoque está inspirado en el proceso de aprendizaje humano y es ampliamente utilizado en el 

aprendizaje automático. Se entrena al modelo utilizando conjuntos de datos etiquetados, ya sea 

de forma continua o discreta, y se requiere una supervisión adecuada a través de un modelo de 

entrenamiento que se ajuste a las características del conjunto de datos. El aprendizaje 

supervisado se utiliza comúnmente en tareas de regresión y clasificación, donde su objetivo es 

predecir con exactitud los resultados mediante el uso de datos previamente conocidos [52]. Así, 

el aprendizaje supervisado parte del conocimiento de un conjunto de entrenamiento que incluye 

datos compuestos por variables explicativas o características y la variable respuesta. El objetivo 

es desarrollar modelos predictivos que, una vez entrenados, puedan predecir la variable 

respuesta de nuevos datos, utilizando únicamente sus características explicativas [53].  

 

5.1.2.2. Tipos de aprendizaje supervisado 
 

El aprendizaje supervisado se aplica en diversos problemas, como la regresión y la clasificación. 

Dentro de los modelos de regresión se incluyen la regresión lineal, la regresión logística, y 

el Support Vector Regression (SVR), cuyo objetivo es predecir un valor numérico continuo basado 

en una o más variables explicativas [54], [55].  Estos modelos establecen una relación matemática 

entre las variables independientes y la variable dependiente. 

Por otro lado, los modelos de clasificación asignan entradas a categorías discretas. Un modelo 

de clasificación aprende a predecir la clase de una nueva observación basándose en ejemplos 

previos con categorías conocidas. Algunos de los modelos más comunes incluyen las Máquinas 

de Soporte Vectorial, los Árboles de Decisión, el algoritmo K-Nearest Neighbors y el clasificador 

Naive Bayes [54], [55].  
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5.1.2.3. Aplicaciones del aprendizaje supervisado en Medicina 
 

El aprendizaje supervisado ha demostrado ser una herramienta poderosa en la medicina, 

especialmente en el pronóstico y diagnóstico de enfermedades como el cáncer. Por ejemplo, Duo 

et al. utilizaron modelos de regresión logística, árboles aleatorios y máquinas de vectores de 

soporte (SVM) para desarrollar un modelo predictivo de la recurrencia del cáncer de mama, 

logrando una mayor exactitud gracias a la inclusión de datos clínicos y genómicos [56]. De 

manera similar, Deng et al. aplicaron estos mismos enfoques para el pronóstico del cáncer de 

próstata, mientras que Yawei et al. desarrollaron modelos predictivos para la detección temprana 

del cáncer de pulmón [57], [58]. Además, Sorayaie et al. utilizaron algoritmos de clasificación, 

como SVM, árboles de decisión, bosques aleatorios y XGBoost, para predecir la supervivencia 

de pacientes con cáncer de ovario, obteniendo predicciones con una exactitud superior al 80% 

[59].  

5.1.2.4.  Aprendizaje profundo 
 

El aprendizaje profundo, una rama del aprendizaje automático, se basa en el uso de múltiples 

capas de redes neuronales para extraer características clave de grandes volúmenes de datos. 

Técnicas como las redes neuronales convolucionales, recurrentes y profundas son 

fundamentales en el procesamiento de datos complejos. Estas redes imitan la estructura del 

cerebro humano, permitiendo el procesamiento y la clasificación de datos a través de múltiples 

capas de nodos interconectados [60], [61].  

 

5.1.2.5. Redes neuronales convolucionales    

Las redes neuronales convolucionales, también conocidas como CNN, son algoritmos que forman 

parte del ámbito del aprendizaje automático. Su función principal radica en procesar imágenes 

como entrada, identificar una serie de características dentro de cada imagen y, basándose en 

estas características, tienen la capacidad de distinguir unas imágenes de otras, pudiendo realizar 

tareas de clasificación [62]. 

Las CNN representan un ejemplo de una arquitectura de red neuronal especializada que 

incorpora conocimiento acerca de la invarianza de formas bidimensionales mediante el uso de 

patrones de conexión local y restricciones en los pesos [63]. Su inspiración proviene de la 
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organización de la corteza visual de los animales [64]. En esta organización, la respuesta de cada 

neurona se describe matemáticamente como una convolución. Cada neurona en la corteza visual 

responde a estímulos externos dentro de una región espacial específica conocida como campo 

receptivo. Las CNN constituyen una variante de las redes neuronales profundas, originada a partir 

de la adaptación del perceptrón multicapa. Se distinguen por su uso de capas convolucionales y 

submuestreo [65]. 

Desde una perspectiva conceptual, se puede entender una red neuronal convolucional como un 

filtro en movimiento que recorre las imágenes recibidas, interactuando a una proximidad 

predefinida con las neuronas. Estas redes, en su mayoría, se inician con una imagen y constan 

de capas alternadas de convolución y submuestreo (pooling) para realizar predicciones, 

proporcionando una probabilidad de acierto o un porcentaje de similitud. La dimensión de entrada 

en las CNN varía según si la imagen recibida es a color (tridimensional) o en blanco y negro 

(bidimensional). La adaptación del núcleo de la red (las capas ocultas) se ajusta según este 

número de dimensiones, siendo este un aspecto crucial [66]. 

La convolución, realizada de manera repetida en esta capa, busca extraer características de alto 

nivel de la entrada. En las primeras capas, se identifican características de bajo nivel, mientras 

que capas adicionales combinan estas para lograr características de alto nivel. Posteriormente, 

la fase de pooling, que sigue a la convolución, reduce las dimensiones espaciales de la entrada 

mediante submuestreo o resumen estadístico. Este proceso conlleva ventajas como la reducción 

de recursos computacionales, la identificación de características clave y la eliminación de 

información redundante para evitar el sobreajuste en la salida  (Figura  4) [67]. 

 

Figura  4: Arquitectura de las redes convolucionales 

Tomado de Lopez-Santader y colaboradores [67]. 
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5.1.2.6. ResNetV2 

La ResNetV2 es una arquitectura de red neuronal convolucional que se basa en la familia de 

arquitecturas Inception, pero introduce la incorporación de conexiones residuales [68]. A 

diferencia de las arquitecturas tradicionales de Inception, que emplean la concatenación de filtros 

para combinar características, ResNetV2 utiliza estas conexiones residuales para facilitar el flujo 

de la información a lo largo de la red. Estas conexiones permiten que la información salte a través 

de múltiples capas, lo que reduce la posibilidad de pérdida de gradiente y mejora tanto la 

eficiencia del entrenamiento como la capacidad de la red para aprender características más 

complejas. Este enfoque no solo acelera el proceso de entrenamiento, sino que también mejora 

el rendimiento general de la red en tareas de clasificación de imágenes (Figura  5) [68].  

 

 

 

Figura  5: Arquitectura de la red Inception Resnet V2. 

Tomado de Github.com [69] 

5.1.2.7. VGG16 

 

La VGG16 es una red neuronal convolucional ampliamente utilizada para la clasificación de 

imágenes, compuesta por 16 capas de neuronas artificiales que procesan las imágenes de 

manera gradual, lo que mejora la exactidud en la clasificación. Esta arquitectura se caracteriza 

por emplear capas convolucionales con filtros de tamaño 3x3 y un paso (stride) de 1, manteniendo 

un padding que preserva las dimensiones de la imagen [70], [71]. Además, utiliza capas de max 
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pooling con filtros de 2x2 y un paso de 2 para reducir las dimensiones de las representaciones 

intermedias sin perder información relevante. Este patrón de capas de convolución seguidas por 

capas de max pooling se repite a lo largo de toda la red. Finalmente, la VGG16 incluye dos capas 

completamente conectadas antes de la capa softmax, que genera la salida final encargada de 

asignar la clase a la imagen procesada  (Figura  6) [70], [71].  

 

Figura  6: Arquitectura de la red VVG-16 

Tomado de Hassan Muneeb [72]. 

5.1.2.8. InceptionV3 

 

La red neuronal InceptionV3 emplea módulos denominados Inception, los cuales aplican de 

manera simultánea múltiples filtros de diferentes tamaños a una misma entrada, a través de capas 

convolucionales y de pooling. Este enfoque permite a la red detectar patrones a distintas escalas 

y combinar los resultados en la salida del módulo, lo que mejora su capacidad para reconocer 

características complejas en las imágenes. Aunque el diseño de Inception incrementa el número 

de parámetros y la carga computacional del modelo, la red incorpora técnicas de optimización, 

como la factorización de convoluciones, que mejoran la eficiencia sin comprometer la exactitud. 

Esto permite que InceptionV3 mantenga un rendimiento competitivo en tareas de clasificación 

de imágenes, incluso con un mayor número de parámetros (Figura  7) [73], [74]. 
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Figura  7: Arquitectura de la red InceptionV3 

Tomado de Szegedy y colaboradores [75] 

5.1.2.9. Aplicaciones del Aprendizaje Profundo en Medicina 

El aprendizaje profundo ha sido ampliamente utilizado en medicina para la clasificación de 

imágenes en diversas enfermedades, facilitando un mejor diagnóstico para los especialistas de 

la salud. Ghulam et al. aplicaron CNNs para la clasificación del cáncer de mama utilizando 

imágenes de mamografías e histopatología, aprovechando su capacidad para extraer 

características complejas de las imágenes médicas. Se utilizaron tanto arquitecturas 

preentrenadas, como VGG y ResNet, así como redes personalizadas diseñadas específicamente 

para esta tarea, logrando altos niveles de exactitud y área bajo la curva (AUC) en la diferenciación 

entre casos de cáncer y no cáncer [76].  

Asimismo, Xue et al. desarrollaron una red neuronal completamente convolucional llamada F2 

FCN, que fue utilizada para la segmentación de tumores cerebrales a nivel de píxeles. Este 

modelo implementó un sistema de membrana de hipérgrafo para ejecutar múltiples redes en 

paralelo, logrando un rendimiento superior en comparación con otras redes de última generación 

como U-Net y FR FCN, especialmente en los conjuntos de datos BRATS2015 y BRATS2013 [77].  
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Operaciones técnicas fundamentales en las redes neuronales convolucionales  

Las operaciones técnicas fundamentales en las CNNs son esenciales para el análisis y 

procesamiento de imágenes. La convolución es la operación principal en estas redes, donde se 

aplica un filtro (o kernel) sobre una imagen para extraer características locales, tales como bordes 

y texturas [63] .En el caso de las imágenes de fondo de ojo, esta técnica permite identificar 

patrones importantes, como aquellos que podrían indicar la actividad de la toxoplasmosis ocular 

(TO). Además, la convolución ayuda a reducir la dimensionalidad de las imágenes sin perder 

información relevante [63]. 

El pooling, particularmente el max pooling, se utiliza para reducir la dimensionalidad de las 

imágenes seleccionando el valor máximo dentro de una ventana específica [78]. Esto conserva 

las características más importantes y permite disminuir el tamaño de los mapas de características, 

facilitando su análisis y manteniendo los elementos clave para la clasificación de imágenes 

médicas, como las de fondo de ojo [78]. 

Las funciones de activación introducen no linealidad en el modelo, permitiendo que este capture 

relaciones complejas en los datos [63]. La función ReLU (Rectified Linear Unit) es una de las más 

utilizadas en CNN, ya que activa solo las neuronas con valores positivos, lo que mejora tanto la 

eficiencia computacional como la capacidad de las redes para identificar características 

significativas, como las presentes en lesiones activas e inactivas de TO [63]. 

La normalización por lotes (batch normalization) estandariza las entradas de cada capa, 

ajustándolas para que tengan una media cercana a cero y una varianza unitaria [78]. Este proceso 

estabiliza y acelera el entrenamiento, reduciendo el riesgo de sobreajuste, lo cual es 

especialmente útil cuando se trabaja con imágenes médicas de fondo de ojo que pueden tener 

variaciones en la intensidad de los píxeles [78]. 

La desactivación aleatoria (dropout) es una técnica de regularización que apaga de forma 

aleatoria un porcentaje de las neuronas durante el entrenamiento [63]. Esto ayuda a prevenir el 

sobreajuste y es crucial en redes profundas como las CNN, donde las imágenes de fondo de ojo 

son limitadas, permitiendo que el modelo generalice mejor [63]. 

El proceso de flattening convierte los mapas de características bidimensionales extraídos por las 

capas convolucionales en un vector unidimensional, facilitando la conexión con las capas 



 

21 
 

totalmente conectadas, que son responsables de la clasificación final. En el contexto de TO, este 

proceso es esencial para transformar las características extraídas de las imágenes en 

probabilidades clasificables [79]. 

Las capas totalmente conectadas toman las decisiones finales en la clasificación, procesando las 

características extraídas para predecir la probabilidad de que una lesión sea activa o inactiva en 

TO [78]. 

La capa softmax convierte las salidas de la red en probabilidades, asignando una probabilidad a 

cada clase. En el caso de TO, esta capa asigna probabilidades a las clases activa e inactiva, 

permitiendo hacer predicciones interpretables en términos probabilísticos [78]. 

El preprocesamiento de datos incluye técnicas de normalización y aumento de datos (data 

augmentation), como rotaciones y desplazamientos, lo que aumenta la cantidad de datos y reduce 

el riesgo de sobreajuste. Estas técnicas son fundamentales para asegurar la diversidad y mejorar 

el rendimiento del modelo en imágenes de fondo de ojo [79]. 

Finalmente, SMOTE es utilizado para equilibrar clases desbalanceadas mediante la creación de 

ejemplos sintéticos de la clase minoritaria, mejorando la sensibilidad del modelo en la detección 

de casos activos de TO [79]. 

 

5.2. ANTECEDENTES 

5.2.1. Antecedentes de uso de CNN en oftalmología  
 

La integración IA en la medicina ha marcado un hito transformador, particularmente en la 

oftalmología, una especialidad que se beneficia enormemente de las tecnologías de imagen. La 

naturaleza ambulatoria de la oftalmología, junto con la prevalencia de diagnósticos basados en 

imágenes, hace que esta especialidad sea un campo importante  para la adopción de IA, con el 

objetivo de optimizar la atención al paciente [82]. 

 

Las CNN han demostrado ser herramientas valiosas en el análisis de imágenes de fondo de ojo. 

En 2020, Shaban et al. presentaron un modelo de CNN para analizar imágenes de fondo de ojo, 
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logrando diferenciar entre controles sanos, retinopatía diabética moderada y desprendimiento de 

retina severo con una exactitud (accuracy)  y sensibilidad de aproximadamente 88-89% [83]. 

Asimismo, Brown et al. en 2018 validaron un algoritmo de CNN para diagnosticar la retinopatía 

del prematuro con una exactitud (accuracy)  comparable o superior a la evaluación humana 

experta [84]. 

 

5.2.2. Antecedentes en uveítis y toxoplasmosis ocular 
La IA ha demostrado un impacto prometedor en el diagnóstico y manejo de la uveítis [85]. Un 

estudio evaluó la capacidad diagnóstica y las recomendaciones de manejo proporcionadas por 

ChatGPT en pacientes con uveítis, comparándolas con las de oftalmólogos expertos. Los 

resultados mostraron que ChatGPT alcanzó una capacidad del 64% en la identificación del 

diagnóstico correcto en su primer intento, mejorando un 8% cuando se incluyeron diagnósticos 

diferenciales adicionales [86]. En comparación, los especialistas humanos obtuvieron una 

exactitud que varió entre el 60% y el 92% en los mismos escenarios. Además, ChatGPT mostró 

una concordancia del 91% con las recomendaciones de tratamiento proporcionadas por los 

expertos en los casos correctamente diagnosticados [86]. 

 

En cuanto al uso de análisis de imagen y uveítis, Du y colaboradores desarrollaron un sistema de 

aprendizaje profundo para la detección de retinitis por citomegalovirus mediante imágenes de 

fondo de ojo de campo ultra amplio. Este sistema alcanzó un AUC de 0.945 en la validación 

interna y demostró una excelente capacidad de clasificación en la validación externa, con una 

exactitud del 90%, una sensibilidad del 96.15% y una especificidad del 81.25%. En la validación 

prospectiva, el sistema mostró una exactitud del 94%, con una sensibilidad del 95.24% y una 

especificidad del 93.10%, superando los métodos tradicionales en la identificación de lesiones 

activas de retinitis por citomegalovirus [87]. 

 

En el contexto de la TO, se ha evaluado el potentencial de las CNN para la identificación de 

lesiones de TO en distintos estudios Chakravarthy y colaboradores en 2019 realizaron por primera 

vez detección automática de lesiones retinocoroideas de TO en imágenes de fondo de ojo 

utilizando CNN [88]. Los investigadores utilizaron un modelo basado en la arquitectura VGG16 

para clasificar imágenes en dos categorías: sanas y con toxoplasmosis. Se entrenó el modelo 

con un conjunto de datos que incluía imágenes etiquetadas por especialistas, logrando 
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exactitudes entre 0.81-0.85, sensibilidades entre 0.75-0.90 y especificidades entre 0.69-0.94 de 

acuerdo con la variación del  muestreo entre los datos (30/70 vs. 50/50 vs. 70/30) demostrando 

el potencial de las CNN en el diagnóstico de la TO [88]. 

 

De manera similar en 2021, Parra  y colaboradores utilizaron una  
arquitectura  ResNet18 para el diagnóstico automático de la TO a partir de imágenes de fondo de 

ojo [19].  Utilizando un conjunto de datos compuesto por 160 imágenes capturadas en el Hospital 

de Clínicas en Asunción, Paraguay, Obteniendo con un optimizador tipo gradiente estocástico 

descendente, una tasa de optimización  de 1e-2 y métodos de submuestreo una sensibilidad del 

94% y una especificidad del 93%, afirmando la utilidad en el diagnóstico que tienen las 

arquitecturas de CNN en el diagnóstico de TO [19]. 

 

Recientemente en 2024 Milad y colaboradores evaluaron la efectividad del aprendizaje 

automático automatizado (AutoML) en comparación con modelos diseñados por expertos para la 

detección y localización de lesiones de TO utilizando imágenes de fondo de ojo [89]. Los autores 

utilizaron un conjunto de datos de 304 imágenes etiquetadas, donde los modelos AutoML fueron 

creados por oftalmólogos sin experiencia en programación. El modelo binario de AutoML mostró 

un área bajo la curva de precisión-recall (AuPRC) de 0.945, con una sensibilidad del 100%, 

especificidad del 83% y precisión del 93.5%, resultados comparables y superiores a los modelos 

diseñados por expertos previamente mencionados [19], [88]. Además, se desarrolló un modelo 

de detección de objetos para identificar visualmente las lesiones de TO, que alcanzó una precisión 

del 93.3% y un recall del 56%. Los autores concluyeron que las plataformas AutoML permiten a 

los clínicos crear modelos de inteligencia artificial efectivos sin conocimientos de programación, 

lo que democratiza el acceso a estas tecnologías en la práctica clínica [89]. 

 

6. Gestión de una base de datos  

 
6.1. Metodología 

6.1.1. Recopilación de Datos 

 

Se obtuvieron imágenes de fondo de ojo de pacientes con diagnóstico confirmado de TO a partir 

de los registros clínicos de un consultorio privado de una especialista en uveítis. El diagnóstico 
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de TO se basó en distintos criterios según la presentación clínica. En los casos típicos, se 

determinó la presencia de cicatrices retinocoroideas y lesiones satélites características de la TO 

sin necesidad de realizar serología. Para las lesiones blanco-amarillentas aisladas, se exigió la 

confirmación mediante serología IgM positiva. En presentaciones atípicas, se recurrió a la 

serología para descartar diagnósticos alternativos; dado la alta seroprevalencia de Tg en 

Colombia [4] no se confirmó el diagnóstico exclusivamente con serología positiva sino que se 

requirió el apoyo con PCR de humor acuoso. Si no se disponía de PCR de humor acuoso, la 

confirmación del diagnóstico final se basó en las características clínicas, el curso de la 

enfermedad y la respuesta al tratamiento. Las imágenes obtenidas incluyeron tanto casos de TO 

activa, definidas por la presencia de lesiones satélites o lesiones únicas con serología IgM 

positiva, como casos de TO inactiva, caracterizados por cicatrices retinocoroideas sin signos de 

actividad inflamatoria o vitreítis. 

 

6.1.2. Criterios de Calidad de imagen  
 

Para garantizar la calidad de las imágenes incluidas en el estudio, se establecieron ciertos 

requisitos. Solo se incluyeron imágenes originales obtenidas directamente con equipos de alta 

calidad, como cámaras ZEISS Visucam y Optos. Se descartaron aquellas imágenes que 

presentaban baja resolución (capturas de pantalla, escaneo de fotos originales), sobreexposición, 

subexposición o artefactos que impedían una correcta visualización de las estructuras oculares. 

Sin embargo, dado que el objetivo principal era identificar la actividad de las lesiones, las 

imágenes en las que la visibilidad del fondo de ojo estaba comprometida por vitreítis, un signo de 

actividad inflamatoria, fueron incluidas en el análisis. 

6.1.3. Proceso de etiquetado por especialistas  
 

Las imágenes recopiladas fueron evaluadas inicialmente por un grupo de cuatro expertos, 

quienes clasificaron cada imagen como TO activa o inactiva, basándose en las características 

clínicas observadas en las mismas. En los casos en los que no fue posible llegar a una 

clasificación concluyente con base en la imagen, se decidió catalogarlas como indeterminadas. 

Posteriormente, la Dra. Alejandra de-la-Torre, realizó una segunda revisión de todas las imágenes 

de manera cegada, es decir, sin conocer las decisiones previas de los expertos. En los casos en 
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los que la evaluación inicial de los expertos coincidía con la revisión de la Dra. De-la-Torre, se 

consideró que el diagnóstico era definitivo. Cuando hubo discordancia entre la primera 

clasificación y la revisión de la Dra. de la Torre, las imágenes fueron discutidas en reuniones de 

consenso entre los autores hasta alcanzar una decisión final. 

La Dra. Alejandra De la Torre es una oftalmóloga con amplia experiencia en inmunología ocular y 

uveítis. Obtuvo su doctorado en Medicina Traslacional, con un enfoque en la inmunopatología y 

la virulencia de la TO, en el Institut de Parasitologie et de Pathologie Tropical de la Université de 

Strasbourg, Francia. Además, cuenta con un doctorado en Ciencias Biomédicas otorgado por la 

Universidad del Quindío, Colombia. Ha sido reconocida mundialmente como la experta número 

uno en TO a nivel mundial en 2020 por AD Scientific Index [90], con numerosos premios y 

menciones y más de 200 artículos en revistas indexadas. Actualmente, se desempeña como 

profesora y jefa de la Unidad de Inmunología en la Universidad del Rosario en Bogotá. 

 

6.1.4. Organización de las Imágenes 

 

Una vez completado el proceso de doble revisión y tras aplicar los criterios de calidad 

establecidos (Figura  9), las imágenes se organizaron en carpetas separadas en Google Drive, 

clasificadas en los grupos de TO activa e inactiva, con el objetivo de proceder a su análisis y 

procesamiento en las fases subsiguientes del estudio (Figura  10). 

 

Figura  8: Gestión de la base de datos 
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Figura  9: Organización de la base de datos utilizada 

 

6.2. Resultados 
 
De las 1.185 imágenes provenientes de 130 pacientes inicialmente identificadas como posibles 

candidatas, se eliminaron 573 imágenes (48.4%) debido a problemas de baja calidad que 

impedían una adecuada visualización de las estructuras del fondo de ojo, tales como mácula, 

nervio óptico y estructuras vasculares. Tras el proceso de filtrado, se obtuvieron 612 imágenes 

aptas para la clasificación por parte de los especialistas. En una primera instancia, el 67.3% 

(412/612) de las imágenes fueron clasificadas como activas o inactivas. Posteriormente, la Dra. 

Alejandra de la Torre evaluó el conjunto completo y logró clasificar el 82.0% (502/612) de las 

imágenes. La concordancia entre los oftalmólogos del primer filtro y la Dra. de la Torre fue del 

69% para las imágenes inactivas y del 75% para las activas. Finalmente, se logró clasificar el 

85% (520/612) del total de imágenes, de las cuales 184 fueron etiquetadas como activas y 359 

como inactivas. 

 

7. Entrenamiento de las arquitecturas de aprendizaje profundo 

 
7.1. Metodología 
 
 
7.1.1. Preprocesamiento de Imágenes 
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El análisis y preprocesamiento se llevaron a cabo en Google Colaboratory [91], utilizando una 

variedad de librerías, como numpy, OpenCV (cv2), tensorflow y keras, para manipular las 

imágenes y preparar los datos para su uso en los modelos de aprendizaje profundo. 

Cada imagen fue redimensionada a un tamaño estándar de 224x224x3 píxeles para garantizar la 

uniformidad en la entrada de los modelos, ya que estas dimensiones son las que mejor se ajustan 

a las arquitecturas de CNN utilizadas [92]. Las imágenes fueron transformadas a matrices de 

tensores mediante la función img_to_array de Keras y luego normalizadas dividiendo los valores 

de los píxeles entre 255, convirtiéndolos a un rango de [0, 1]. Esta normalización es esencial para 

asegurar que los modelos de redes neuronales converjan de manera más eficiente durante el 

entrenamiento [92].  

Se clasificaron las imágenes en dos categorías: "activo" (etiquetadas como 0) e "inactivo" 

(etiquetadas como 1). Se empleó la función train_test_split de Scikit-learn para dividir los datos 

en un 80% para entrenamiento y un 20% para prueba, asegurando la separación correcta de los 

datos y evitando fugas entre los conjuntos de entrenamiento y prueba. Para garantizar la 

reproducibilidad de los resultados, se fijó una semilla aleatoria con un valor de 42. 

 

7.1.2. Aumento de Datos (Data Augmentation) 
 

Para mitigar el riesgo de sobreajuste y mejorar la capacidad de generalización del modelo, se 

implementó un esquema de aumento de datos mediante la clase ImageDataGenerator de Keras. 

Este proceso permitió aumentar de manera artificial el tamaño del conjunto de datos mediante la 

generación de nuevas imágenes basadas en transformaciones aleatorias aplicadas a las 

imágenes originales. Las transformaciones incluyeron rotaciones de hasta 10 grados, 

desplazamientos horizontales y verticales de hasta un 15%, zoom de hasta un 15%, y la inversión 

horizontal de las imágenes. Estas técnicas ayudaron a exponer al modelo a una mayor diversidad 

de variaciones de las imágenes durante el entrenamiento, mejorando así su robustez frente a 

nuevas muestras no vistas. 

 

7.1.3. Modelos de Transfer Learning 
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Para aprovechar la capacidad de aprendizaje profundo de CNN previamente entrenadas en 

grandes conjuntos de datos, se utilizaron tres arquitecturas preentrenadas en el conjunto de datos 

ImageNet: InceptionV3, VGG16 y ResNetV2. Estas arquitecturas han sido ampliamente 

probadas en tareas de clasificación de imágenes médicas y han demostrado ser efectivas para 

la identificación de patologías en imágenes de fondo de ojo  [19], [88], [93]. El modelo VGG16 fue 

seleccionado específicamente por su efectividad comprobada en estudios previos de clasificación 

de TO, como el trabajo de Parra y colaboradores [88]. 

El proceso de transfer learning implicó cargar las arquitecturas preentrenadas y reemplazar las 

capas de salida de los modelos originales con una nueva capa completamente conectada (fully 

connected) para la clasificación binaria, adaptada a las categorías de TO activa e inactiva. Las 

capas iniciales de las arquitecturas preentrenadas se mantuvieron congeladas durante las 

primeras fases del entrenamiento, lo que permitió que el modelo conservara las características 

aprendidas en ImageNet, la base de datos compuesta por 3.2 millones de imágenes con la que 

inicialmente fue entrenada [57],mientras las capas superiores ajustaban los pesos a las 

características específicas de las imágenes de TO. 

 

7.1.4. Ajuste de Hiperparámetros y Optimización 

 

Durante el desarrollo del modelo, se realizaron múltiples experimentos ajustando diversos 

hiperparámetros para optimizar el rendimiento de las CNN. Se exploraron varios optimizadores, 

incluyendo Adam (Adaptive Moment Estimation), SGD (Gradiente Descendente Estocástico), 

RMSprop (Root Mean Square Propagation), Adagrad (Adaptive Gradient Algorithm), AdaDelta y 

Nadam (Nesterov-accelerated Adaptive Moment Estimation). Asimismo, se ajustaron tasas de 

aprendizaje (con valores que variaban desde 1e-2 hasta 5e-3, el tamaño de los lotes (batch size), 

el número de épocas, y se probó con diferentes funciones de activación, como ReLU en las capas 

intermedias y sigmoide en la capa de salida. 

La determinación de los hiperparámetros en nuestros modelos se realizó mediante un enfoque 

empírico basado en experimentación sistemática (ensayo y error), respaldado por referencias en 

la literatura. En cada experimento, ajustamos distintos valores de los hiperparámetros y 

analizamos su impacto en el rendimiento del modelo en términos de métricas como la precisión, 

la pérdida y la matriz de confusión. Para establecer valores iniciales, revisamos estudios previos 
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sobre modelos similares basados en arquitecturas CNN como VGG, ResNet e Inception, y 

tomamos como referencia configuraciones óptimas reportadas en la literatura científica. A partir 

de estos valores base, realizamos pruebas iterativas, ajustando parámetros mencionados en el 

párrafo anterior. 

Para evitar el sobreajuste, se implementaron técnicas de early stopping, que detienen el 

entrenamiento cuando las métricas de validación dejan de mejorar tras un número determinado 

de épocas, y reducción de la tasa de aprendizaje, que ajusta dinámicamente la tasa de 

aprendizaje cuando las métricas de validación no mejoran. Además, se implementaron técnicas 

de balanceo de clases, como el uso de class_weight y SMOTE, para equilibrar las clases dado 

que el conjunto de datos tenía una mayor prevalencia de imágenes de TO inactiva. 

Para la implementamos SMOTE para abordar el desbalance de clases aplicándolo a las imágenes 

aplanadas (convertidas a vectores 1D) y posteriormente restaurándolas a su forma original. 

Somos conscientes de que SMOTE no preserva la estructura espacial de las imágenes, por lo 

que complementamos esta estrategia con Data Augmentation, aplicando transformaciones 

como rotaciones, desplazamientos y cambios de escala para mejorar la variabilidad del conjunto 

de datos sintético. Esto nos permitió generar un conjunto de entrenamiento más balanceado y 

diverso, evaluando su impacto en la clasificación con modelos como VGG16, ResNetV2 e 

InceptionV3. 

Para evaluar nuestros modelos, empleamos la validación Hold-Out con una división 80/20, 

asegurando que el conjunto de prueba fuera independiente del entrenamiento y evitando fugas 

de información. Optamos por este método debido a su eficiencia computacional y simplicidad, 

permitiendo entrenar el modelo con la mayoría de los datos mientras evaluamos su capacidad de 

generalización. Para garantizar reproducibilidad y estabilidad, aplicamos una selección aleatoria 

con una semilla fija (random_state=42), asegurando condiciones equitativas en la comparación 

de modelos y evitando variabilidad en los resultados. Además, utilizamos stratify=labels para 

mantener la proporción de clases en la partición de datos, asegurando una evaluación más 

equilibrada y representativa del problema. 

7.1.5. Construcción de arquitecturas propias 

 
Además de las arquitecturas preentrenadas utilizadas mediante transfer learning, se diseñaron 

dos arquitecturas de redes neuronales convolucionales específicas para la tarea de clasificación. 
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Arquitectura 1 

Esta arquitectura inicia con una capa de entrada que recibe imágenes con dimensiones 224 × 

224 × 3 (correspondiente a altura, anchura y los tres canales de color RGB). A continuación, se 

implementa una secuencia de capas convolucionales y de pooling. La primera capa convolucional 

(Conv2D) utiliza 64 filtros de tamaño 3 × 3, produciendo una salida de dimensiones 222 × 222 × 

64. Luego, se aplica una capa de max pooling con un filtro de 2 × 2 y un stride de 2, lo que reduce 

las dimensiones espaciales a 111 × 111 × 64. Para mejorar la estabilidad del entrenamiento, se 

introduce una capa de normalización por lotes (BatchNormalization). La segunda capa 

convolucional utiliza 128 filtros de tamaño 3 × 3, generando una salida de 109 × 109 × 128, 

seguida por una capa de pooling que reduce las dimensiones a 54 × 54 × 128. Este patrón se 

repite a lo largo de la red, incrementando el número de filtros en las capas convolucionales 

subsiguientes (256 y 512 filtros en las siguientes capas), mientras que las capas de pooling van 

reduciendo las dimensiones espaciales. Finalmente, la salida de la última capa convolucional se 

aplana (Flatten) para formar un vector de tamaño 4608, el cual se alimenta a una capa totalmente 

conectada (fully connected) con 4096 unidades y activación ReLU. Se añade una capa de dropout 

con una tasa del 50% para evitar el sobreajuste. Luego, se aplica otra capa totalmente conectada 

de 4096 unidades antes de llegar a la capa final de una sola unidad, diseñada para la clasificación 

binaria entre TO activa e inactiva. 

 

Arquitectura 2 

La segunda arquitectura sigue un esquema similar, comenzando también con una capa de 

entrada para imágenes de tamaño 224 × 224 × 3. La primera capa convolucional utiliza 32 filtros 

de 3 × 3, produciendo una salida de 222 × 222 × 32, seguida por una capa de pooling que reduce 

las dimensiones a 111 × 111 × 32. Esta es seguida por una capa de normalización por lotes para 

estabilizar las activaciones. La segunda capa convolucional aplica 64 filtros de 3 × 3, seguida por 

una capa de pooling que reduce las dimensiones a 54 × 54 × 64. Nuevamente, se aplica 

normalización por lotes. A medida que la red avanza, el número de filtros aumenta: la tercera capa 

convolucional utiliza 128 filtros y reduce las dimensiones a 26 × 26 × 128 mediante pooling, 

mientras que la cuarta capa convolucional emplea 256 filtros, reduciendo las dimensiones a 12 × 

12 × 256. Después de aplicar normalización por lotes, la salida de la cuarta capa se aplana, 
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formando un vector de tamaño 36864, que se conecta a una capa totalmente conectada con 512 

unidades y activación ReLU. Para evitar el sobreajuste, se utiliza una capa de dropout que apaga 

el 50% de las unidades. La red concluye con otra capa totalmente conectada de 512 unidades 

antes de la capa final de una unidad para la clasificación binaria. 

7.1.6. Evaluación de modelos de aprendizaje profundo  

7.1.6.1. Matriz de confusión 

La matriz de confusión es una herramienta útil para evaluar el rendimiento de las CNN, 

permitiendo identificar en una muestra de los datos, el número de veces que el modelo ha 

clasificado correcta e incorrectamente cada clase (Figura  8). [67] 

 
Figura  10: Matriz de confusión 

VN: Verdaderos Negativos: Datos de la clase negativa clasificados de manera correcta, FP: Falsos Positivos: Datos 
de la clase negativa clasificados de manera incorrecta como positivos, FN: Falsos Negativos: Datos de la clase 
positiva clasificados de manera incorrecta como negativos, VP: Verdaderos Positivos: Datos de la clase positiva 

clasificados de manera correcta. 

A partir de la matriz de confusión se pueden obtener otras métricas de evaluación como la 

sensibilidad (Capacidad del modelo para identificar correctamente los casos positivos), la 

especificidad (Capacidad del modelo para identificar correctamente los casos negativos), la 

precisión (Proporción de positivos predichos correctamente entre todos los predichos como 

positivos) el F1 (Media armónica de la precisión y la sensibilidad) y la exactitud (accuracy) 

(proporción de predicciones correctas entre el total de casos) [67], [80]. 
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La exactitud (accuracy) mide el porcentaje de predicciones correctas en comparación con todas 

las predicciones realizadas [81]. En el caso de las CNN aplicadas a la detección de toxoplasmosis 

ocular, esta métrica indica la proporción de imágenes clasificadas correctamente como activas o 

inactivas. La fórmula de exactitud es: 

TP + TN
TP + TN + FP + FN

 

Donde: 

- TP (True Positives): Verdaderos positivos, casos correctamente clasificados como 

positivos. 

- TN (True Negatives): Verdaderos negativos, casos correctamente clasificados como 

negativos. 

- FP (False Positives): Falsos positivos, casos incorrectamente clasificados como 

positivos. 

- FN (False Negatives): Falsos negativos, casos incorrectamente clasificados como 

negativos [81]. 

La sensibilidad mide la capacidad del modelo para identificar correctamente los casos positivos 

[81], es decir, la proporción de verdaderos positivos entre todos los casos positivos reales. La 

fórmula de sensibilidad es: 

TP
TP + FN

 

La especificidad mide la proporción de casos negativos correctamente identificados [81], siendo 

especialmente útil cuando es crítico evitar falsos positivos, como en los diagnósticos médicos. La 

fórmula de especificidad es: 

TN
TN + FP

 

La precisión evalúa cuántas de las predicciones positivas fueron correctas [81]. Es decir, mide la 

exactitud de los casos positivos predichos por el modelo. La fórmula de precisión es: 
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TP
TP + FP

 

El F1 Score es la media armónica entre la precisión y la sensibilidad [81], proporcionando un 

equilibrio entre ambas métricas. La fórmula es: 

2 ×
Precisión × Sensibilidad
Precisión+ Sensibilidad 

El Macro Average calcula la métrica (como precisión o sensibilidad) para cada clase y luego 

promedia los resultados, dando igual peso a cada clase. Esta métrica es particularmente útil en 

conjuntos de datos desbalanceados, ya que trata todas las clases por igual sin importar su tamaño 

[81]. Por otro lado, el Micro Average agrega los valores a nivel global antes de calcular la métrica, 

considerando todos los verdaderos positivos, falsos positivos y falsos negativos de todas las 

clases, proporcionando una visión más equilibrada del rendimiento global del modelo [81]. 

7.2. Resultados  
 

7.2.1. ResNetV2 

 

Los mejores resultados se obtuvieron al descongelar todas las capas del modelo y entrenarlo 

durante 10 épocas. Se utilizó un tamaño de lote de 32, una tasa de aprendizaje de 1e−4 y el 

optimizador Adam, además de aplicar la técnica de balanceo de clases SMOTE para corregir el 

desbalance en el conjunto de datos. Esta produjo una precisión del 97% y una sensibilidad del 

70% en la clase activa, y una precisión del 82% y sensibilidad del 98% en la clase inactiva. El 

valor F1 para la clase activa fue de 0.81, mientras que para la clase inactiva fue de 0.90 con una 

exactitud general del 86% (Tabla 1). El AUC fue de 0.93, las gráficas de exactitud (accuracy) y 

pérdida mostraron estabilidad en la exactitud (accuracy) de entrenamiento, mientras que en la 

validación presentaron fluctuaciones, sugiriendo un posible sobreajuste (Figura  11). 

7.2.2. VGG16 

 

En el caso de la arquitectura VGG16, los mejores resultados se alcanzaron sin descongelar las 

capas preentrenadas, manteniendo las primeras capas congeladas y entrenando el modelo 

durante 50 épocas. El tamaño de lote fue de 32, la tasa de aprendizaje se fijó en 1e−6, y se empleó 
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también el optimizador Adam con la técnica SMOTE para balancear las clases. Este modelo logró 

una precisión del 61% y una sensibilidad del 83% en la clase activa, y una precisión del 90% y 

sensibilidad del 76% en la clase inactiva. El valor F1 para la clase activa fue de 0.70 y para la 

clase inactiva fue de 0.82 con una exactitud general del 77% (Tabla 1). El AUC alcanzado fue de 

0.90, Las gráficas de exactitud (accuracy) y pérdida mostraron un aumento y disminución 

respectivamente más constante en los conjuntos de entrenamiento y validación que el ResNetV2. 

Sin embargo, aún es evidente algo de sobreajuste. (Figura  12). 

7.2.3. InceptionV3 

 

Para la arquitectura InceptionV3, se obtuvo el mejor rendimiento descongelando todas las capas 

y entrenando el modelo durante 10 épocas. Se utilizó un tamaño de lote de 32, una tasa de 

aprendizaje de 1e−6, y el optimizador Adam junto con la técnica SMOTE (Tabla 1). Esta resultó 

en una precisión del 88% y una sensibilidad del 62% para la clase activa, mientras que para la 

clase inactiva se obtuvo una precisión del 78% y sensibilidad del 94%. El valor F1 fue de 0.73 

para la clase activa y de 0.85 para la clase inactiva con una exactitud (accuracy) del 80%. El AUC 

fue de 0.82. Sin embargo, se documentó un evidente sobreajuste en las curvas de exactitud 

(accuracy) y pérdida (Figura  13). 

Tabla 1: Resultados arquitecturas de transfer learning seleccionadas 

Métrica Clase ResNetV2 VGG16 InceptionV3 

Precisión  Activa 0.97 0.61 0.88 

 Inactiva 0.82 0.90 0.78 

Sensibilidad Activa 0.70 0.83 0.62 

 Inactiva 0.98 0.76 0.94 

F1 Activa 0.81 0.70 0.73 

 Inactiva 0.90 0.82 0.85 

Exactitud General 

(Accuracy) 

 0.86 0.77 0.80 

Área bajo la curva  0.93 0.90 0.82 
Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Sensibilidad 

(Recall): Proporción de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre 
precisión y recall, útil cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de 

predicciones correctas en total. 
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Figura  11: Exactitud (accuracy), pérdida y área bajo la curva de ResNetV2 

A) Curva de exactitud a lo largo de las épocas, B) Curva de pérdida a lo largo de las épocas C) área bajo la curva y 
curva ROC (receiver operating characteristic curve). 
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Figura  12: Exactitud (accuracy), pérdida y área bajo la curva deVGG16 

A) Curva de exactitud a lo largo de las épocas, B) Curva de pérdida a lo largo de las épocas C) área bajo la curva y 
curva ROC (receiver operating characteristic curve) 
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Figura  13: Exactitud (accuracy), pérdida y área bajo la curva de InceptionV3 

A) Curva de exactitud (accuracy) a lo largo de las épocas, B) Curva de pérdida a lo largo de las épocas C) área bajo 
la curva y curva ROC (receiver operating characteristic curve). 
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La arquitectura propia 1 obtuvo una precisión del 95% para la clase activa, con una sensibilidad 

significativamente más baja del 39%, lo que resultó en un valor F1 de 0.55. En cuanto a la clase 

inactiva, la precisión fue del 70% y la sensibilidad del 98%, con un valor F1 de 0.82. La exactitud 

general fue del 74%, mientras que el AUC alcanzó un valor de 0.68. Las curvas de exactitud 

(accuracy) y pérdida mostraron una fluctuación considerable en la exactitud (accuracy) y pérdida 

de validación, indicando un notable sobreajuste del modelo (Tabla 2 e Figura  14). 

Por otro lado, la arquitectura propia 2 mostró una mejora en el balance de las métricas, 

obteniendo una precisión del 85% y una sensibilidad del 76% para la clase activa, con un valor 

F1 de 0.80. Para la clase inactiva, la precisión fue del 84% y la sensibilidad del 91%, con un valor 

F1 de 0.87. La exactitud general fue del 84% y el AUC fue de 0.72. Las curvas de pérdida y 

exactitud (accuracy) reflejaron una mayor estabilidad en comparación con la arquitectura propia 

1, aunque se observó también cierta fluctuación en la exactitud (accuracy) y pérdida de validación 

a medida que avanzaban las épocas, lo que sugiere sobreajuste (Tabla 2 e Figura  15). 

 

Tabla 2: Resultados de arquitecturas propias realizadas 

Métrica Clase Arquitectura Propia 1 Arquitectura Propia 2 

Precisión Activa 0.95 0.85 

 Inactiva 0.70 0.84 

Sensibilidad Activa 0.39 0.76 

 Inactiva 0.98 0.91 

F1 Activa 0.55 0.80 

 Inactiva 0.82 0.87 

Exactitud General 

(Accuracy) 

 0.74 0.84 

Área bajo la curva  0.68 0.72 
Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Sensibilidad 

(Recall): Proporción de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre 
precisión y recall, útil cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de 

predicciones correctas en total. 
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Figura  14: Exactitud (accuracy), pérdida y área bajo la curva de la arquitectura propia número uno 

A) Curva de exactitud (accuracy) a lo largo de las épocas, B) Curva de pérdida a lo largo de las épocas C) área bajo 
la curva y curva ROC (receiver operating characteristic curve). 
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Figura  15: Exactitud (accuracy), pérdida y área bajo la curva de Ia arquitectura propia número dos 

A) Curva de exactitud (accuracy) a lo largo de las épocas, B) Curva de pérdida a lo largo de las épocas C) área bajo 
la curva y curva ROC (receiver operating characteristic curve). 
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8. Evaluación de los modelos 

8.1. Metodología 
 

Se seleccionaron las siguientes métricas para evaluar el rendimiento de los modelos por cada 

clase: sensibilidad (recall), especificidad, precisión, y F1-score, además de la exactitud general 

(accuracy). Estas métricas fueron escogidas debido a su uso común en la evaluación de modelos 

de IA y su relevancia en la toma de decisiones en ambientes clínicos [94], [95]. El modelo 

seleccionado como “óptimo” para cada arquitectura fue aquel que mostró  la sensibilidad más alta 

para la detección de casos activos ya que, en el contexto clínico el impacto de clasificar 

erróneamente un caso activo como inactivo es significativamente mayor que el de clasificar 

erróneamente un caso inactivo. 

Una vez identificado el mejor modelo en términos de las métricas, se procedió a evaluar la 

reproducibilidad de los modelos de transfer learning, ya que obtuvieron mejores resultados en 

comparación con las arquitecturas propias. Para estas evaluaciones, se desactivó la semilla 

aleatoria, configurándola en “None”, y se ejecutó en 5 iteraciones independientes. A partir de 

estas iteraciones, se calculó la media y la desviación estándar para cada métrica de evaluación, 

garantizando que los resultados obtenidos fueran robustos y consistentes en diferentes 

ejecuciones, minimizando el efecto de variaciones aleatorias en el entrenamiento. 

 

8.2. Resultados  
 

La Tabla 3 resume las medias y desviaciones estándar de las métricas de evaluación para los 

tres modelos de transfer learning utilizados. Entre estos, el modelo con mayor sensibilidad para 

los casos activos fue ResNetV2 (0.90 ± 0.06). Por lo tanto, este fue el modelo seleccionado. 

Aunque el modelo VGG16 presentó una mayor exactitud global (accuracy), alcanzando 0.88 ± 

0.01 en comparación con ResNetV2 (0.81 ± 0.02) e InceptionV3 (0.80 ± 0.03), su sensibilidad en 

la clase activa fue inferior (0.80 ± 0.04). 

 

Selección del modelo definitivo 
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Para cada arquitectura se seleccionó el modelo que priorizaba tanto la exactitud (accuracy) como 

la sensibilidad (recall) en la identificación de casos activos de toxoplasmosis ocular. Esto se debe 

a que, en un entorno clínico, el impacto de clasificar erróneamente un caso activo como inactivo 

es significativamente mayor que clasificar incorrectamente un caso inactivo. El modelo 

seleccionado fue aquel que mostró el mejor ajuste de hiperparámetros en términos de estas 

métricas clave. Posteriormente, se desactivó la semilla aleatoria para las pruebas finales, 

configurándola en “None”, y se ejecutó el modelo en 5 iteraciones independientes para evaluar 

su reproducibilidad. A cada métrica de evaluación se le calculó la media y la desviación estándar, 

con el fin de garantizar que los resultados fueran robustos y consistentes en múltiples 

ejecuciones. 

 

Tabla 3: Resumen de cinco iteraciones de los modelos elegidos para ResNetV2, VGG16 e 
InceptionV3 

 

ResNetV2 

Métrica 
precisión 

Sensibilidad 
(recall) 

f1_score 
Especificidad 

Exactitud 

(accuracy) 
Activo Inactivo Activo Inactivo Activo Inactivo Activo Inactivo 

Media 0.74 0.93 0.90 0.77 0.77 0.84 0.69 0.91 0.81 

DS 0.08 0.04 0.06 0.07 0.02 0.03 0.08 0.03 0.02 

VGG 16 

 precisión 
Sensibilidad 

(recall) 
f1_score 

Especificidad 
Exactitud 

(accuracy) 
Métrica Activo Inactivo Activo Inactivo Activo Inactivo Activo Inactivo 

Media 0.84 0.90 0.80 0.928 0.82 0.91 0.92 0.80 0.88 

DS 0.04 0.02 0.043 0.02 0.02 0.01 0.02 0.04 0.01 

InceptionV3 

Métrica 
precisión 

Sensibilidad 
(recall) 

f1_score 
Especificidad 

Exactitud 

(accuracy) 
Activo Inactivo Activo Inactivo Activo Inactivo Activo Inactivo 

Media  0.74 0.83  0.66 0.88 0.70 0.85 0.76 0.73 0.807 

DS 0.04 0.04 0.08 0.02  0.04 0.02 0.07 0.08 0.032 
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DS: Desviación estándar. Precisión: Proporción de predicciones correctas entre todos los casos predichos como 
positivos. Recall: Proporción de casos positivos reales que fueron correctamente identificados. F1: Media armónica 
entre precisión y recall, útil cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de 

predicciones correctas en total. 
 

9. DISCUSIÓN 

A pesar de los avances en la detección serológica, imagen multimodal y las técnicas de 

diagnóstico molecular, el diagnóstico de la TO aún depende en gran medida de la interpretación 

clínica de las fotografías del fondo de ojo por parte de los oftalmólogos [6]. Stanford MR et al. 

documentaron una sensibilidad que varía entre el 71% y el 96% y una especificidad entre el 58% 

y el 100% para la interpretación clínica de las imágenes del fondo de ojo por especialistas en 

uveítis [14]. Sin embargo, la alta carga de pérdida visual causada por la TO, la escasez de 

especialistas en uveítis y los largos tiempos de espera resaltan la necesidad de herramientas que 

permitan un diagnóstico correcto sin la intervención de dichos expertos [2], [3], [96]. En estos 

escenarios, la inteligencia IA puede mejorar significativamente la exactitud en el diagnóstico de 

la TO. No obstante, la evaluación por un especialista en uveítis sigue siendo esencial, ya que las 

imágenes por sí solas no pueden tener en cuenta otros factores cruciales en el diagnóstico y 

tratamiento, como las complicaciones secundarias a la uveítis, la inflamación en la cámara 

anterior y los efectos adversos de los medicamentos. 

Este estudio demuestra la aplicación de modelos de IA, como las CNN, en la clasificación de la 

actividad inflamatoria en lesiones retinocoroideas causadas por la TO. Estos hallazgos indican 

que la IA puede brindar una capacidad de clasificación comparable con la de un experto. Además, 

abre horizontes de su potencial uso para ayudar a toma de decisiones clínicas ya que cuando se 

encuentra una lesión activa, se debe iniciar tratamiento para evitar extensión de la lesión y pérdida 

visual 

El alto rendimiento de los modelos anteriormente realizados y este subraya su potencial para 

integrarse en la práctica clínica rutinaria, permitiendo decisiones diagnósticas y terapéuticas más 

exactas. Esto es especialmente beneficioso en regiones con una escasez crítica de oftalmólogos 

y especialistas en uveítis, como en África y algunos países de América Latina [4], [97], [98]. En 

estas regiones, la prevalencia y gravedad de la TO son mayores debido a la presencia de cepas 

atípicas y más virulentas, a diferencia del hemisferio norte, donde las cepas de tipo II son más 

comunes [11], [12]. Esto exacerba el riesgo de malos resultados en los pacientes con TO, lo que 
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puede llevar a una discapacidad visual grave o ceguera [2]. La implementación de estas 

herramientas impulsadas por IA democratiza el acceso a servicios de diagnóstico a nivel experto 

en áreas desatendidas, lo que potencialmente reduce la alta carga de la enfermedad en estas 

regiones [99]. 

10. LIMITACIONES 

Este estudio presenta varias limitaciones que deben ser consideradas. En primer lugar, los 

modelos de transfer learning, como VGG y ResNet, requieren grandes conjuntos de datos para 

alcanzar una alta exactitud. Estos modelos se entrenaron originalmente en la base de datos 

ImageNet, que incluye aproximadamente 1.2 millones de imágenes distribuidas en 1000 clases, 

y contienen entre 25.6 y 138 millones de parámetros [100], [101]. Aunque el transfer 

learning permite el uso de conjuntos de datos más pequeños, esto aumenta el riesgo de 

sobreajuste [102], lo que limita la capacidad de generalización de los modelos a nuevas 

poblaciones de pacientes; recopilación de una mayor cantidad de imágenes puede llevar a 

mejores resultados con menos niveles de sobreajuste.  

 

Además, el estudio incluyó únicamente fotografías de pacientes atendidos en el consultorio de 

una especialista en uveítis. Este factor puede introducir un sesgo de selección, ya que los 

pacientes referidos a esta consulta suelen presentar cuadros clínicos más severos y difíciles de 

tratar. Como resultado, la muestra puede no ser representativa de todos los pacientes con TO, 

especialmente aquellos con presentaciones más leves de la enfermedad. 

 

Finalmente, solo se incluyeron imágenes de alta calidad capturadas con equipos especializados, 

lo que puede limitar la aplicabilidad de los resultados a situaciones clínicas donde se disponga 

de imágenes de menor calidad como lo pueden ser las áreas donde no se cuentan con 

especialistas en uveítis. La interpretación de los resultados en el contexto de imágenes de baja 

resolución debe hacerse con precaución, ya que el rendimiento de los modelos en estas 

condiciones no ha sido evaluado. 
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11. CONCLUSIONES Y TRABAJOS FUTUROS 

 
11.1. CONCLUSIONES 

 
Sobre la gestión de la base de datos: se logró gestionar de manera efectiva una base de datos 

compuesta por 612 imágenes de fondo de ojo, etiquetadas según su actividad (activa o inactiva), 

lo que permitió contar con un conjunto de datos para el entrenamiento de los modelos de CNN. 

Si bien el tamaño del conjunto de datos podría considerarse limitado en comparación con la 

cantidad de imágenes con las que fueron entrenados estos modelos, fue adecuado para los 

objetivos de este proyecto, dada la prevalencia de la enfermedad. El proceso de clasificación se 

realizó en dos fases, garantizando la consistencia entre los expertos en oftalmología. 

Con relación al entrenamiento de las arquitecturas CNN, se permitió la identificación automática 

de la actividad de la TO. Las técnicas utilizadas, como el balanceo de datos mediante SMOTE y 

el aumento de datos, ayudaron a reducir el sobreajuste y mejorar la capacidad de generalización 

del modelo. De las arquitecturas probadas, ResNetV2 mostró los mejores resultados, con una 

alta sensibilidad para la clase activa del 90%, lo que demuestra el potencial de esta técnica en la 

identificación de lesiones activas. 

Finalmente, sobre la evaluación de las técnicas de clasificación: las métricas obtenidas 

(sensibilidad, especificidad, precisión, F1 score y exactitud (accuracy)) confirmaron que las CNN 

preentrenadas, combinadas con las técnicas de optimización implementadas, son capaces de 

clasificar correctamente las imágenes de toxoplasmosis ocular. Estos resultados se alinean con 

el estado del arte, lo que respalda la viabilidad de la IA como herramienta de apoyo en el 

diagnóstico de esta enfermedad y de su actividad. 

 

11.2. TRABAJOS FUTUROS 

 

Dadas las limitaciones mencionadas, es crucial llevar a cabo estudios futuros utilizando bases 

de datos más grandes y provenientes de múltiples centros para mejorar la generalización de los 

modelos y reducir el riesgo de sobreajuste. Además, resulta fundamental validar los resultados 

obtenidos en poblaciones europeas, quienes exhiben características clínicas diferentes de la 

TO, atribuibles a un predominio de cepas menos virulentas (Tipo II) y una respuesta inmunitaria 



 

46 
 

TH1 que conduce a la producción de interferón gamma. Estas respuestas generan lesiones 

más pequeñas y periféricas. La validación podría realizarse mediante aprendizaje federado, lo 

cual permitiría ajustar los modelos de redes neuronales convolucionales a las particularidades 

clínicas de las poblaciones. 

12. CRONOGRAMA 

Mayo 2024 

- Semana 1: Modificación tasa de aprendizaje modelo VGG16. 

- Semana 2: Modificación número de épocas y tamaño de lote modelo VGG16. 

- Semana 3: Aplicación técnicas de balanceo modelo VGG16. 

- Semana 4: Modificación funciones de activación y optimizadores modelo VGG16. 

Junio 2024 

- Semana 1: Modificación tasa de aprendizaje modelo InceptionV3. 

- Semana 2: Modificación número de épocas y tamaño de lote modelo InceptionV3. 

- Semana 3: Aplicación técnicas de balanceo modelo InceptionV3. 

- Semana 4: Modificación funciones de activación y optimizadores modelo InceptionV3. 

Julio 2024 

- Semana 1: Modificación tasa de aprendizaje modelo InceptionResNetV2. 

- Semana 2: Modificación número de épocas y tamaño de lote modelo InceptionResNetV2. 

- Semana 3: Aplicación técnicas de balanceo modelo InceptionResNetV2. 

- Semana 4: Modificación funciones de activación y optimizadores modelo 

InceptionResNetV2. 

Agosto 2024 

- Semana 1: Pruebas de ajuste modelo VGG16 

- Semana 2: Pruebas de ajuste modelo VGG16 

- Semana 3: Pruebas de ajuste modelo InceptionV3. 

- Semana 4: Pruebas de ajuste modelo InceptionV3. 

 

Septiembre 2024 

- Semana 1: Pruebas de ajuste modelo InceptionResNetV2. 

- Semana 2: Pruebas de ajuste modelo InceptionResNetV2. 

- Semana 3: Selección de métricas para los 3 modelos. 
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- Semana 4: Prueba de reproducibilidad del modelo VGG16. 

-  

Octubre 2024 

- Semana 1: Prueba de reproducibilidad del modelo InceptionV3. 

- Semana 2: Prueba de reproducibilidad del modelo InceptionResNetV2. 

- Semana 3: Comparación de las métricas de los 3 modelos. 

- Semana 4: Selección del modelo final a utilizar. 

Noviembre 2024 

- Semana 1: Realización de redes neuronales convolucionales propias. 

- Semana 2: Ajustes de redes neuronales convolucionales propias. 

- Semana 3: Ajustes de redes neuronales convolucionales propias. 

- Semana 4: Selección final mejores modelos de arquitecturas propias. 

 

Diciembre 2024 

- Semana 1: Presentación final 

- Semana 2: Presentación final 

- Semana 3: Presentación final 

- Semana 4: Presentación final 

 

 

Periodo 

 

2023 

 

2024 

 

Mes Dic Ene Feb Mar Abr May Jun Jul Ago Sept Oct Nov Dic 

Recopilación 

de Datos 
x 

x 
           

Preprocesamie

nto de Datos 
 

 
x           

Aseguramiento 

de la Calidad 

de los Datos 

 

 

x           

Selección de    x x x        
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Arquitecturas 

de CNN 

Desarrollo y 

Con Figura  del 

Modelo: 

 

 

 x x x x       

Entrenamiento 

y Validación 

del Modelo 

 

 

   x x x      

Pruebas y 

Ajustes del 

Modelo 

 

 

     x x     

Selección de 

Métricas de 

Evaluación 

 

 

      x     

Análisis de 

Rendimiento 
 

 
      x     

Interpretación 

y 

Documentació

n de 

Resultados 

 

 

      x x    

Revisión y 

mejora 
 

 
       x x x  

Presentación 

final 
 

 
          x 

CNN: Redes neuronales convolucionales 
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14. Anexo 1: Glosario médico 

• Protozoo: Los protozoos son microorganismos unicelulares que pueden vivir y 

multiplicarse dentro de los organismos humanos, causando infecciones. A menudo se 

transmiten a través de agua o alimentos contaminados. Un ejemplo común de un protozoo 

es Toxoplasma gondii, el causante de la toxoplasmosis, una infección que puede afectar 

los ojos y otras partes del cuerpo. 

• Retinocoroiditis: Es la inflamación simultánea de la retina y la coroides, dos capas del 

ojo que son esenciales para la visión. La retina convierte la luz en señales que el cerebro 

puede interpretar, mientras que la coroides es una capa rica en vasos sanguíneos que 

nutre la retina. La retinocoroiditis, que puede ser causada por infecciones como la 

toxoplasmosis, puede provocar daño visual permanente si no se trata adecuadamente. 

• Vitreítis: Es la inflamación del humor vítreo, una sustancia gelatinosa que llena el centro 

del ojo y le da su forma. Cuando el humor vítreo se inflama, puede volverse turbio, lo que 

afecta la claridad de la visión. La vitreítis puede estar relacionada con infecciones o 

enfermedades autoinmunes. 

• Mácula: Es la parte central de la retina responsable de la visión detallada y de alta 

resolución. Esta pequeña área es esencial para actividades como leer, escribir, y 

reconocer rostros. Las enfermedades que afectan la mácula, como la degeneración 

macular, pueden llevar a una pérdida significativa de la visión central. 

• Exudados: Son acumulaciones de proteínas, lípidos y otros fluidos que se filtran desde 

los vasos sanguíneos hacia los tejidos circundantes durante procesos inflamatorios o 

infecciosos. En la retina, los exudados suelen aparecer como manchas blanquecinas y 

son un signo de daño a los vasos sanguíneos, común en enfermedades como la 

retinopatía diabética o la toxoplasmosis ocular. 

• Edema: Se refiere a la acumulación anormal de líquido en los tejidos del cuerpo, lo que 

provoca hinchazón. En el contexto ocular, el edema macular ocurre cuando se acumula 
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líquido en la mácula, lo que puede distorsionar la visión y llevar a una pérdida visual si no 

se trata. 

• Necrosis: Es la muerte de las células o tejidos en una parte del cuerpo debido a una falta 

de flujo sanguíneo, infección u otro daño. En el ojo, la necrosis retiniana puede ser 

causada por infecciones graves, como la toxoplasmosis, y puede resultar en la pérdida 

irreversible de visión en las áreas afectadas. 

• Papilitis: Es una inflamación del nervio óptico en la parte que se conecta con el ojo (la 

papila óptica). Esta condición puede causar visión borrosa o pérdida de visión, así como 

dolor al mover el ojo. La papilitis puede ser un signo de una infección o una enfermedad 

autoinmune. 

• Vasculitis: Es la inflamación de los vasos sanguíneos, lo que puede alterar el flujo normal 

de sangre a los tejidos. En el ojo, la vasculitis puede afectar los vasos de la retina, lo que 

resulta en daños a la visión. Las vasculitis oculares pueden ser causadas por infecciones 

o por enfermedades inflamatorias. 

• Arteriolitis: Es la inflamación de las arteriolas, que son los vasos sanguíneos más 

pequeños del cuerpo. En el ojo, la arteriolitis puede restringir el flujo sanguíneo hacia la 

retina, lo que provoca daños en los tejidos y contribuye a problemas visuales como la 

retinocoroiditis. 

• Quimioluminiscencia: Es una técnica de laboratorio que mide la luz emitida durante una 

reacción química. Se utiliza en análisis médicos para detectar la presencia de ciertos 

compuestos en el cuerpo, como anticuerpos o marcadores de enfermedades, mediante la 

medición de la luz que emiten cuando reaccionan con un químico específico. 

• IgG: Es uno de los principales tipos de anticuerpos que circulan en la sangre y otros fluidos 

del cuerpo. Estos anticuerpos son parte de la respuesta inmune del cuerpo a las 

infecciones, ayudando a identificar y neutralizar patógenos como bacterias y virus. Los 

niveles de IgG son una indicación de una infección pasada o una inmunización, y 

proporcionan inmunidad a largo plazo. 

• IgM: Es otro tipo de anticuerpo que el cuerpo produce al inicio de una infección. Los 

niveles de IgM aumentan rápidamente tras la exposición a un patógeno y son una 

indicación de infección reciente. A medida que la infección progresa, los niveles de IgM 

disminuyen y son reemplazados por IgG, que proporciona una defensa más duradera. 

• Reacción en cadena de la polimerasa (PCR): La PCR es una técnica de laboratorio 
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utilizada para amplificar pequeñas cantidades de material genético, lo que permite 

detectar la presencia de ADN o ARN de virus, bacterias, u otros microorganismos en una 

muestra. En el caso de las infecciones oculares, la PCR puede utilizarse para analizar 

muestras de humor acuoso (el líquido que llena la parte frontal del ojo) o vítreo, lo que 

permite diagnosticar infecciones como la toxoplasmosis ocular. El procedimiento implica 

la extracción cuidadosa de una pequeña cantidad de este líquido del ojo, que luego se 

somete a múltiples ciclos de calentamiento y enfriamiento para replicar el material 

genético del microorganismo, permitiendo su identificación precisa. 
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15. Anexo 2: Experimentos realizados para la selección de hiperparámetros 

Tabla suplementaria 1: Modificaciones arquitectura ResNetV2 de acuerdo con el número 
de épocas. 

 Activo Inactivo  

# de épocas Precisión Recall F1 Precisión Recall F1 

Exactitud 

General 

(Accuracy) 

10 0.79 0.67 0.73 0.79 0.88 0.83 0.79 

20 0.95 0.46 0.62 0.72 0.98 0.83 0.76 

30 1.00 0.37 0.54 0.69 1.00 0.82 0.74 

40 0.89 0.67 0.77 0.81 0.94 0.87 0.83 

50 0.84 0.70 0.76 0.81 0.91 0.86 0.82 
Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Recall: Proporción 

de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre precisión y recall, útil 
cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de predicciones correctas en 

total. 
 

Tabla suplementaria 2: Modificaciones arquitectura ResNetV2 de acuerdo con el uso del 
descongelamiento de capas. 

 Activo Inactivo  

Descongelamiento de 

capas 
Precisión Recall F1 Precisión Recall F1 

Exactitud 

General 

(Accuracy) 

Sin descongelamiento 0.79 0.67 0.73 0.79 0.88 0.83 0.79 

Con descongelamiento 0.91 0.87 0.89 0.91 0.94 0.93 0.91 

Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Recall: Proporción 
de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre precisión y recall, útil 
cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de predicciones correctas en 

total. 
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Tabla suplementaria 3: Modificaciones arquitectura ResNetV2 de acuerdo con 
modificaciones en el tamaño de lote. 

 Activo Inactivo  

Tamaño 

de lote 
Precisión Recall F1 Precisión Recall F1 

Exactitud 

General 

(Accuracy) 

64 0.79 0.67 0.73 0.79 0.88 0.83 0.79 

32 0.70 0.61 0.65 0.75 0.82 0.78 0.73 

128 0.92 0.52 0.67 0.74 0.97 0.84 0.78. 

256 1.00 0.15 0.26 0.63 1.00 0.77 0.65 
Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Recall: Proporción 

de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre precisión y recall, útil 
cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de predicciones correctas en 

total. 
 

 

Tabla suplementaria 4: Modificaciones arquitectura ResNetV2 de acuerdo con la tasa de 
aprendizaje. 

 Activo Inactivo  

Tasa de 

aprendizaje 
Precisión Recall F1 Precisión Recall F1 

Exactitud 

General 

(Accuracy) 

1e-2 0.79 0.67 0.73 0.79 0.88 0.83 0.79 

1e-3 0.94 0.37 0.53 0.69 0.98 0.81 0.73 

1e-4 0.63 0.67 0.70 0.76 0.73 0.74 0.70 

1e-5 0.41 0.24 0.30 0.59 0.76 0.66 0.54 

5e-4 0.90 0.41 0.57 0.70 0.97 0.82 0.74 

5e-3 0.88 0.15 0.26 0.62 0.98 0.76 0.64 
Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Recall: Proporción 
de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre precisión y recall, útil 
cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de predicciones correctas en total. 
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Tabla suplementaria 5: Modificaciones arquitectura ResNetV2 de acuerdo con el uso de 
Synthetic Minority Over-sampling Technique. 

 Activo Inactivo  

SMOTE Precisión Recall F1 Precisión Recall F1 

Exactitud 

General 

(Accuracy) 

Sin 

SMOTE 
0.79 0.67 0.73 0.79 0.88 0.83 0.79 

Con 

SMOTE 
0.90 0.57 0.69 0.76 0.95 0.85 0.79 

Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Recall: Proporción 
de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre precisión y recall, útil 
cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de predicciones correctas en total. 
SMOTE: Synthetic Minority Over-sampling Technique. 

 

Tabla suplementaria 6: Modificaciones arquitectura ResNetV2 de acuerdo con el uso de 
peso de clases. 

 Activo Inactivo  

Class 

weight 

(CW) 

Precisión Recall F1 Precisión Recall F1 

Exactitud 

General 

(Accuracy) 

Sin CW 0.79 0.67 0.73 0.79 0.88 0.83 0.79 

Con CW 1.00 0.22 0.36 0.65 1.00 0.79 0.67 
Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Recall: Proporción 

de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre precisión y recall, útil 
cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de predicciones correctas en 

total. CW: Class-weigh (peso de clases). 
 

 

 

 

 

 

 

 

 



 

61 
 

Tabla suplementaria 7: Modificaciones arquitectura ResNetV2 de acuerdo con el uso de la 
desactivación aleatoria. 

 
Activo Inactivo 

 

Dropout Precisión Recall F1 Precisión Recall F1 Exactitud 

General 

(Accuracy) 

0.2 0.79 0.67 0.73 0.79 0.88 0.83 0.79 

0.3 1.00 0.39 0.56 0.70 1.00 0.92 0.75 

0.4 0.95 0.41 0.58 0.71 0.98 0.82 0.75 

0.5 1.00 0.28 0.44 0.67 1.00 0.80 0.70 

Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Recall: Proporción 
de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre precisión y recall, útil 
cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de predicciones correctas en 

total. Dropout: Desactivación aleatoria. 
 

 

Tabla suplementaria 8: Modificaciones arquitectura ResNetV2 de acuerdo con el 
optimizador 

 Activo Inactivo  

Optimizador Precisión Recall F1 Precisión Recall F1 

Exactitud 

General 

(Accuracy) 

Adam 0.79 0.67 0.73 0.79 0.88 0.83 0.79 

SGD 1.00 0.15 0.26 0.63 1.00 0.77 0.65 

RMSprop 0.93 0.30 0.46 0.67 0.98 0.80 0.70 

Adagrad 0.79 0.57 0.66 0.75 0.89 0.81 0.75 

Adadelta 0.45 0.48 0.46 0.62 0.59 0.60 0.54 

Nadam 0.95 0.39 0.55 0.70 0.98 0.82 0.74 
Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Recall: Proporción 

de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre precisión y recall, útil 
cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de predicciones correctas en 
total. SMOTE: Synthetic Minority Over-sampling Technique. Adam: Adaptive Moment Estimation. SGD: Stochastic 
Gradient Descent. RMSprop: Root Mean Square Propagation. Adagrad: Adaptive Gradient Algorithm. Adadelta: 

Adaptive Delta. Nadam: Nesterov-accelerated Adaptive Moment Estimation. 
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Tabla suplementaria 9: Modificaciones arquitectura ResNetV2 de acuerdo con el 
optimizador 

 Modelo 

Función 
de 

activació
n 

Época
s 

Optimiz
ador Clase Precisión Recall F1 

Exactitud 
General 

(Accuracy) 
AUC 

General ReLU 10 Adam 
Activo 0.94 0.69 0.79 

0.85 0.94 
Inactivo 0.82 0.97 0.89 

Modelo 
General 

con 
Submuest

reo 

ReLU 10 Adam 
Activo 0.94 0.71 0.81 

0.86 0.95 

Inactivo 0.83 0.97 0.89 

Modelo 
General 

con 
Submuest

reo 

ELU 15 Nadam 
Activo 0.86 0.69 0.77 

0.82 0.92 

Inactivo 0.81 0.92 0.86 

Modelo 
General 

con 
Submuest

reo 

SELU 10 Nadam 
0.80 0.80 0.80 0.80 

0.83 0.91 

0.86 0.86 0.86 0.86 
 
Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Recall: Proporción 

de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre precisión y recall, útil 
cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de predicciones correctas en 

total. ReLU: Rectified Linear Unit. ELU: Exponential Linear Unit. SELU: Scaled Exponential Linear Unit. Adam: 
Adaptive Moment Estimation. Nadam: Nesterov-accelerated Adaptive Moment Estimation AUC: Area under the ROC 

curve (área bajo la curva). 
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Tabla suplementaria 10: Modificaciones arquitectura VGG16 de acuerdo con el 
optimizador 

Modelo 
Función de 

activación 
Épocas 

Optimizad

or 
Clase Precisión Recall F1 

Exactitud 

General 

(Accuracy) 

AUC 

VGG16 

SGG 
ReLU 15 SGD 

Activo 0.43 0.98 0.60 
0.45 0.79 

Inactivo 0.86 0.09 0.17 

VGG16 

DATA 

augmentati

on 

ReLU 20 Nadam 

Activo 0.88 0.62 0.73 

0.80 0.90 
Inactivo 0.78 0.94 0.85 

VGG16 

DATA 

augmentati

on 

Sin 

congelar 

ReLU 20 Nadam 

Activo 0.87 0.73 0.80 

0.84 0.94 
Inactivo 0.83 0.92 0.87 

Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Recall: Proporción 
de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre precisión y recall, útil 
cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de predicciones correctas en 

total. ReLU: Rectified Linear Unit. SGD: Stochastic Gradient Descent. Adam: Adaptive Moment Estimation. Nadam: 
Nesterov-accelerated Adaptive Moment Estimation. AUC: Area under the ROC curve (área bajo la curva). 

 

 

Tabla suplementaria 11: Modificaciones arquitectura VGG16 con 10 épocas sin 
descongelamiento. 

Activo Inactivo  

Precisión Recall F1 Precisión Recall F1 

Exactitud 

General 

(Accuracy) 

0.90 0.42 0.58 0.70 0.97 0.82 0.74 
Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Recall: Proporción 
de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre precisión y recall, útil 
cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de predicciones correctas en total.  
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Tabla suplementaria 12: Modificaciones arquitectura VGG16 con 20 épocas sin 
descongelamiento. 

Activo Inactivo  

Precisión Recall F1 Precisión Recall F1 

Exactitud 

General 

(Accuracy) 

0.91 0.47 0.62 0.72 0.97 0.83 0.76 
Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Recall: Proporción 

de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre precisión y recall, útil 
cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de predicciones correctas en 

total. 
 

Tabla suplementaria 13: Modificaciones arquitectura VGG16 con 10 épocas con 
descongelamiento. 

Activo Inactivo  

Precisión Recall F1 Precisión Recall F1 

Exactitud 

General 

(Accuracy) 

0.41 1.00 0.58 0.00 0.00 0.00 0.41 
Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Recall: Proporción 

de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre precisión y recall, útil 
cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de predicciones correctas en 

total. 
 

Tabla suplementaria 14: Modificaciones arquitectura VGG16 con 10 épocas con Synthetic 
Minority Over-sampling Technique. 

Activo Inactivo  

Precisión Recall F1 Precisión Recall F1 

Exactitud 

General 

(Accuracy) 

0.88 0.62 0.73 0.78 0.94 0.85 0.80 
Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Recall: Proporción 

de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre precisión y recall, útil 
cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de predicciones correctas en 

total. 
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Tabla suplementaria 15: Modificaciones arquitectura VGG16 con 20 épocas con Synthetic 
Minority Over-sampling Technique. 
 

Activo Inactivo  

Precisión Recall F1 Precisión Recall F1 

Exactitud 

General 

(Accuracy) 

0.81 0.67 0.73 0.79 0.89 0.84 0.79 
Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Recall: Proporción 

de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre precisión y recall, útil 
cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de predicciones correctas en 

total. 
 

Tabla suplementaria 16: Modificaciones arquitectura VGG16 con 10 épocas con peso de 
clases. 
 

Activo Inactivo  

Precisión Recall F1 Precisión Recall F1 

Exactitud 

General 

(Accuracy) 

0.76 0.56 0.64 0.74 0.88 0.80 0.74 
Precisión: Proporción de predicciones correctas entre todos los casos predichos como positivos. Recall: Proporción 

de casos positivos reales que fueron correctamente identificados. F1: Media armónica entre precisión y recall, útil 
cuando los datos están desbalanceados. Exactitud (Overall Accuracy): Porcentaje de predicciones correctas en 

total. SMOTE: Synthetic Minority Over-sampling Technique 
 

 


