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Abstract—T The human papillomavirus (HPV), a sexually
transmitted disease that can cause cervical cancer, is one of
the most common neoplasms in women globally and nationally.
Although there are health campaigns promoting screening tests
to detect the disease, the waiting times for results are high due
to deficiencies in laboratory infrastructure, affecting diagnosis.

To address this issue, it is proposed to leverage colposcopy
images and apply machine learning techniques to analyze the
state of the cervix. A desktop application with unsupervised
learning models was developed to improve diagnostic times. This
project (CITOBOT), funded by Minciencias and developed by
a multidisciplinary team, aims to provide a solution to this
significant public health problem.[1][2][3]

Index Terms—egmentation, machine learning, cervix, col-
poscopy imaging, HPV

I. INTRODUCCION

El cancer de cuello uterino es una de las principales causas
de muerte en mujeres a nivel mundial, convirtiéndolo en
uno de los problemas de salud publica con mayor incidencia
en Latino America. Muestra de ello es que en Colombia
para el afio 2020 cerca de 4569 mujeres padecian de esta
enfermedad y 2309 fallecieron por su causa. Asi lo indica
la agencia internacional para la investigacién de cancer de la
Organizacién Mundial de la Salud (OMS). Ademads, las bases
de datos de esta intitucién muestran que este tipo de cancer
es el segundo con mayor indice de mortalidad y frecuencia a
nivel nacional.[18]

El virus del papiloma humano es una enfermedad de trans-
misién sexual, pero existen factores que pueden incrementar
la probabilidad de contraer esta afeccidn, tales como, sistemas
inmunitarios debilitados, contacto con personas o superficies
que hayan sido infectadas, uso de duchas comunes o piscinas.
La Sociedad Americana de Cancer, estipula que existen cerca
de 150 variaciones relacionadas con el VPH, algunos de ellos
pueden generar verrugas que son tumores no cancerosos, sin
embargo, hay casos en los que estas lesiones generan cancer,
algunos de estos son: tipo 6, 11, 16 y 18. [17]

El VPH se clasifica en dos grandes grupos, VPH cutdneo
y mucoso, a su vez, el VPH mucoso tiene dos clasifica-
ciones, de alto riesgo y bajo riesgo. Las de alto riesgo [19]
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causan sintomas que pueden desaparecer en algunos afios, e
incluso pueden desencadenar algin tipo de cédncer, debido a
alteraciones en las estructuras de las células.[20]

Se ha identificado que el proceso de diagnéstico de cancer
de cuello uterino puede presentar falsos positivos, asi como
también, lapsos de espera superiores a los cinco dias en la
obtencién de los resultados. Los diagndsticos equivocados se
generdn por los siguientes factores: Recoleccion inadecuada de
las muestras, generando que la cantidad de células recolectadas
sea insuficiente para el analisis [21]. El segundo motivo se
relaciona con los tiempos de respuesta[22][23] en los labo-
ratorios para evaluar las muestras debido a que en algunos
hospitales hay carencia de equipos espcializados para esta
labor.

Trabajos previos han tratado esta problemadtica desde difer-
entes perspectivas, tal como, “segmentacion de la region
acetoblanca en colposcopias del cérvix / Aceto - white”, el cudl
propone estrategias para procesar imdgenes colposcdpicas,
automatizando la deteccién y segmentacion del drea cervical y
la regién acetoblanca. Se emplean algoritmos de agrupamiento
y morfologia matematica en el espacio de colores Lab, como
k-means, Minibatch k-means, modelos de mezclas Gaussianas
y modelos de mezclas Gaussianas por Inferencia Bayesiana.
El preprocesamiento aborda peculiaridades de las iméigenes,
como regiones brillantes y ruido. Se destaca la importancia de
detectar la Region de Interés (ROI), definida como la region
cervical, antes de aplicar algoritmos de agrupacién para la
segmentacion de la regién acetoblanca,region segmentation in
cervix colposcopies.[24]

Otro ejemplo es, utilizar técnicas de Clustering para mejo-
rar la reconstrucciéon de modelos anatémicos 3D a partir
de imdgenes médicas DICOM. Se emplean dos métodos de
clustering, k-means y Fuzzy K-means. Tras analizar algo-
ritmos y realizar experimentos, se desarrollé un médulo de
segmentacion que utiliza la diferencia de color como indicador
de disimilitud y la heuristica de andlisis de frecuencia de color
para la inicializacién de centroides. Se identificaron vias para
mejorar las técnicas de segmentacién, como la busqueda de
procedimientos avanzados de inicializacién de centroides y el



uso de algoritmos que buscan el 6ptimo global. El médulo
presenta un disefio extensible y fue probado en sistemas
operativos Ubuntu 9.10 y Windows XP, demostrando alta
fiabilidad y robustez.[25]

También se propone el uso de redes neuronales artificiales
(RNA) para diagnosticar lesiones precancerosas. Las RNA
han demostrado altos porcentajes de aciertos en aplicaciones
médicas, como el reconocimiento de células con un 87.4%
de precision. Se desarrollé una aplicacién basada en RNA
para diagnosticar lesiones precancerosas en cuellos uterinos.
Se utilizaron imdgenes digitales y diagndsticos del centro
piloto Corposalud Aragua. Destacan dos médulos: adquisicion
de imdgenes limitadas a cuellos uterinos sin exéresis y seg-
mentacion para eliminar informacién irrelevante, definida por
un protocolo de captacion.[26]

Con base a lo anterior, durante este proyecto se emplearan
algoritmos de aprendizaje supervisado tal como Segnet, Unet
y FPN. Y algoritmos no supervisados, al igual que, Watershed,
RGB, Otsu, K-means,Rango Umbral y mezclas Gaussianas.

Este trabajo destaca por implementar la segmentacién au-
tomadtica del cuello uterino en imagenes de colposcopia me-
diante técnicas de aprendizaje de maquina. Su aporte funda-
mental radica en mejorar la identificacién de etapas de cancer
cervical de manera eficiente. La evaluacién del rendimiento
se realiza con métricas estandar, como el coeficiente Dice,
el Indice de Jaccard (IoU) y la exactitud (Accuracy), pro-
porcionando resultados cuantitativos fiables. En conjunto, este
enfoque innovador tiene un impacto directo en el diagndstico
médico, ofreciendo avances significativos para la sociedad.
Presentando resultados favorables para los algoritmos super-
visados.

II. MATERIALES Y METODOS

Este trabajo es de caridcter exploratorio, puesto que se
desea demostrar que la segmentacién de imdgenes de col-
poscopia mejora los indices de identificaciéon de cancer de
cuello uterino. Para cumplir con ello, es necesario realizar
una bisqueda de informacién para identificar la manera en
como otras personas que han desarrollado proyectos rela-
cionados, han actuado. Posterior a ello, se buscan métodos
de aprendizaje de maquina para entenderlos y para su poste-
rior implementacién. Después, se organiza la base de datos
que contienen las imigenes de colposcopia y se construyen
mascaras binarias para construir un marco de referencia de la
segmentacién. Seguidamente, se implementaron 7 métodos de
aprendizaje no supervisado, como son: Otsu, Rango Umbral,
RGB, Grabcut, K-means, Wathersed y Mezclas Gaussianas, y
3 modelos de aprendizaje supervisado como son Unet, FPN
y SegNet. Una vez implementados, se evaliian los resultados
en relacion al gold standar para determinar el rendimiento,
para ello, se hizo uso del coeficiente Dice, IoU y Acurracy,
siendo este ultimo especifico para los modelos supervisados.
Finalmente son seleccionados para el aplicativo final.

A. Base de datos

Las imdgenes con las cuales se entrenardn los modelos
pertenecen a una base de datos de la Organizacién Mundial
de la Salud y el Instituto de Cancer de Estados Unidos.Es
importante recalcar que antes de usar la base de datos, se
realizard una preseleccién y segmentacion manual de los datos
que se usaran para que la informacién sea uniforme.

B. Algoritmos no supervisados

1) K-means: El algoritmo k-means es un método de agru-
pamiento que trabaja con conjuntos de datos que son de-
scritos por valores numéricos y es uno de los algoritmos mas
populares en mineria de datos. Su objetivo es encontrar una
particiéon de ese conjunto, la cual consiste en una serie de
grupos que son representados por un centro. Para determinar
el nimero de grupos a crear por el algoritmo, el usuario
tiene que definir previamente el valor del pardmetro k”,
indicando cuantos grupos se formaran en la particion resultante
del conjunto de datos. La idea del algoritmo es ir afinando
la posiciéon de los centros representativos en el espacio de
objetos, es decir, encontrar a los grupos que integren a los
individuos mas entre ellos. Para llevar a cabo el proceso del
algoritmo k-means se define a priori el nimero de grupos a
formar. Los pasos para desarrollar este algoritmo se explican
en la figura 1.[4]
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Fig. 1. Algoritmo k-means

2) Otsu: Este es un modelo estadistico que busca separar
los objetos de una imagen basados en la intensidad de los
pixeles que componen la imagen. El modelo de umbralizacién
extrae objetos de su fondo basado en la selecciéon de umbral
optimo global que maximiza la varianza entre clases de una
imagen en escala de grises, de manera que el pixel cuyo nivel
de gris sea menor que el umbral se asignard al fondo, en caso
contrario, al segmento de objeto.[5]

3) Rango Umbral: El modelo de segmentacién por rango
umbral es un método estadistico que, al igual que el modelo
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Fig. 2. Histograma Otsu

Otsu, busca diferenciar el cuello uterino del fondo de una
imagen. Para ello, se calcula el tono de gris que tiene mayor
frecuencia en la imagen, este tono de gris se utiliza como
punto de partida para definir un rango inferior y superior. El
rango inferior se obtiene restando cincuenta al tono de gris
de mayor frecuencia, y el rango superior se obtiene sumando
cincuenta.[6]
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Fig. 3. Histograma rango umbral

4) RGB: El modelo RGB segmenta una imagen de color
asignando un segmento a cada pixel. Para ello, el modelo
selecciona una regién central de la imagen y separa los canales
RGB de la seccién. Luego,calcula el valor minimo y maximo
para cada canal, estos valores definen un rango. Finalmente,
el modelo verifica que pixeles tienen un tono que esta en el
rango especificado, aquellos que si lo estdn se les asigna un
valor de uno y aquellos que no un cero, de esta manera se
construye la mascara binaria del método. Mascara que después

se multiplica por la imagen original para finalmente obtener
la imagen segmentada.[7]
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Fig. 4. Seccion rgb para segmentar imagenes de colposcopia

5) Wathersed: El algoritmo de watershed es una técnica de
segmentacion basada en morfologia matemadtica, que permite
extraer las fronteras de las regiones que hay en una imagen.
A la vez, se considera una técnica de segmentacién basada
en regiones, debido a que clasifica los pixeles debido a su
proximidad espacial, el gradiente de sus niveles de gris y la
homogeneidad de sus texturas. Por ello se toma como una
método de deteccion de contornos y crecimiento de regiones
al mismo tiempo. El algoritmo puede considerar una imagen
en escala de grises como la imagen topografica de un relieve
terrestre, en donde a cada pixel se le asocia como valor de
.altura”su nivel de gris correspondiente. En este sentido se
puede pensar que las intensidades de gris de mayor amplitud
corresponden con montafas, mientras que las intensidades de
menor valor son valles o rios. La técnica ademds incorpora un
proceso de inundacién de los valles desde los niveles mas bajos
de altura (minimos locales) hasta los mas altos. Las zonas de
baja intensidad de gris también se conocen como “basins’por
donde fluird el agua e inundara toda la topografia de la imagen.
Es decir, el agua circulard por todas las “basins” identificadas.
Este proceso continua hasta que las aguas de cuencas contiguas
se unan, formando lineas[8]

6) Mezclas Gaussianas: El modelo de mezclas gaussianas
(GMM) es un modelo probabilistico que retorna centroides
y limites de grupos que describen distribuciones gaussianas.
Para la implementacién del modelo se emple6 la libreria
sklearn.mixture que hace uso del algoritmo expectation-
maximization(EM), el cual cosiste en un proceso iterativo para
estimar los pardmetros de un modelo de mezclas gaussianas



para ajustar un modelo mixto a un conjunto de datos. Si
bien las mascaras binarias permiten diferenciar el fondo del
elemento, la manera en la que el modelo asigna la regién
del fondo y del elemento es aleatoria, por este motivo, en
algunos casos la prediccidon del modelo podria ser buena pero
la mascara binaria estaba al revés, ademas este fenOmeno no
tiene un patrén establecido para tanto no fue posible hacer una
correccién [9][10]
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Fig. 5. Distribuciéon Gausiana en 1D con tres clusters

7) Grabcut: Grabcut es una técnica de segmentacién de
imagenes donde se requiere poca intervencién del usuario.
Inicialmente el usuario debe seleccionar un recuadro alrededor
de la zona de interés y luego la segmentacién se realiza de
manera automdtica. Posteriormente el usuario puede selec-
cionar manualmente ciertas dreas de la imagen para mejorar
el resultado obtenido[11]
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Fig. 6. Pasos segmentaciéon Grabcut

C. Algoritmos supervisados

1) Unet: La arquitectura U-net es un modelo de red
neuronal usado en tareas de vision artificial, mas es-
pecificamente en problemas de segmentacién semadntica de
imagenes biomédicas, de manera que se le asigna una etiqueta
una clase a cada pixel, permitiendo un andlisis detallado de la
composicién de la imagen. Las redes neuronales se componen
de codificador y un decodificador, para el caso de U-net, el
codificador son una serie de capas convolucionales o Down
Convolutions, que reducen el tamafio de las imdgenes, pero se
incrementan el nimero de canales, de manera que se extraen el
mayor nimero de caracteristicas, identificando la informacién
mas relevante, en cuanto al decodificador se hacen una serie de
capas de deconvolucién o Up Convolutions, siendo esta una
estructura simétrica al codificador, el decodificador ayuda a

producir una salida de las mismas dimensiones de la entrada,
pero en la medida que se ejecutan las capas de Up Covolution
se fusiona la imagen con las caracteristicas extraidas en el
codificador. Algo que distingue a este método es que se hace
un proceso de Copy and Drop, en el cual se concatenan las
salidas de cada capa de la Down Convolution con cada capa
del decodificador, de esta manera se puede conservar detalles
finos.[12][13][14]
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Fig. 7. Arquitectura Unet

2) SegNet: Segnet es una arquitectura para realizar la
segmentacién de imagenes, esta conformada por una red de
codificacion y una red de decodificacién, seguida por una
capa final de clasificacién de pixeles. La red de codificacion
consta de 13 capas convolucionales que corresponden a las 13
primeras capas convolucionales en la red VGG16, disefiada
para la clasificaciéon de objetos. Por lo tanto, podemos ini-
cializar el proceso de entrenamiento a partir de pesos previa-
mente entrenados para la clasificacién de grandes voltimenes
de datos.También se puede descartar las capas totalmente
conectadas en favor de retener mapas de caracteristicas de
alta resolucién en las salidas mas profundas de la red de
codificacién. Esto también reduce el nimero de pardmetros en
la red de codificacién de Segnet. Cada capa de codificacion
tiene una capa de decodificacion correspondiente, por lo tanto,
la red de decodificacién consta de 13 capas. La salida final del
decodificador se alimenta a un clasificador softmax multiclase
para producir probabilidades de clase para cada pixel de
manera independiente. [15]
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Fig. 8. Arquitectura Segnet

3) FPN: El modelo FPN o Feature Pyramid Network
es una arquitectura empleada en aplicaciones de visién por
computadora, como la deteccién de objetos o segmentacion
de imégenes, esto es posible mediante la representacién de
caracteristicas multidimensionales para cualquier tamafio de



imagen. Esta extraccién de caracteristicas se hace mediante
una red neuronal convolucional en forma de pirdmide a partir
de una imagen. La estructura FPN estd basada en una red
pre-entrenada y en la medida que los datos de la imagen
pasa por la red se construye una pirdmide de caracteristicas
mediante fusiones ascendentes, de esta manera se aumenta la
resolucién de las caracteristicas mediante la interpolacién y
la suma de mapas caracteristicos de resoluciones inferiores, y
descendentes, donde se concatenan las mapas de resoluciones
superiores con mapas de resolucion inferior, de esta manera
es posible mejorar la precisién y robustez del modelo de
segmentaciéon semdntica.[16]
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Fig. 9. Arquitectura FPN

III. RESULTADOS

Se implementaron seis modelos no supervisados para la seg-
mentacién de imédgenes de cuello uterino: Otsu, Rango umbral,
K-means, Mezclas Gausianas, Grabcut, RGB y Watershed.
Para evaluar la precision de los modelos, se construyd un
dataset de pruebas de 1050 imdgenes, estas imagenes fueron
extraidas de la base de datos de la OMS, NHS y kaggle,
este dataset incluye imagenes de diferentes calidades, lo que
permite evaluar el rendimiento de los modelos en una variedad
de condiciones.Los modelos se evaluaron segmentando las
imagenes del dataset de pruebas, generando mdscaras binarias
para cada imagen y estas se compararon con las madscaras
binarias generadas manualmente,para determinar la precision
se utilizaron los pardmetros IoU y Dice.

A. Modelos no supervisados

1) Modelo Otsu: Se segmentaron 1050 imdgenes con el
modelo Otsu, el pardmetro IoU se calculé para cada imagen
resultante. Los resultados se presentan a continuacién en un
histograma. Los resultados del pardmetro Dice para el modelo
Otsu tienen una distribucién con un pico central alto. Dado
el valor central, es posible afirmar que los resultados varian
mucho. Adicional a ello el rango con mayor frecuencia es
(0,463 - 0,540], lo que indica que la segmentacién que el
modelo tiene una baja precisiéon en la prediccién para la
aplicacion de segmentacién de imédgenes de colposcopia. Por
otra parte, los resultados del pardmetro IoU aunque tienen una
distribucién de datos diferente la interpretacién de los datos
es la misma, el modelo en la mayoria de los casos no puede
diferenciar por completo el cuello uterino del fondo.

2) Rango umbral: Los resultados obtenidos para el modelo
rango umbral de la prueba de segmentacién para calcular
los parametros Dice e IoU se presentan a continuacién. El
desempefio del método rango umbral es deficiente, en los
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Fig. 11. Resultado pardmetro IoU para modelo Otsu

histogramas se observa que en los dos casos de prueba mas
del 50% de las imigenes evaluadas tienen una precisién entre
0y 0.1, indicando asi que el modelo no es recomendable para
la aplicacién dado el desempefio.
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3) K-means: A continuacion, se presentan los resultados de
los pardmetros IoU y Dice después de efectuar la prueba de
segmentacion. Los resultados consignados en el histograma



muestra que el 81.51% de las imagenes segmentadas tienen
una precision inferior a 0.5, ademds los valores de precision
con mayor frecuencia estdn en el rango de 0.115 a 0.215.

Dice modelo K-means
20
150

(0431,0511) (0,591, 1,
o510 431] s, oo

Frecusda

11,0, 027103 0567 0751, 0,83 (0911,095:
0031, Mu] 19,0270 ‘o6 uvsn o1, ogm st 1071

Rangosdelvalor Dice

Fig. 14. Resultado pardmetro Dice para K-means
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4) Mezclas Gaussianas: Los resultados obtenidos de la
prueba para este modelo son los siguientes, donde cabe resaltar
que el 72% de las imagenes presentan un pardmetro Dice
inferior o igual a 0.5. Mientras que el 91% de las imégenes
presentan un pardmetro IoU inferior o igual a 0.5
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Fig. 17. Resultado pardmetro Dice para mezclas gaussianas

5) Grabcut: Como se observa en los histogramas, la dis-
tribucion de los datos es diferente, para el pardmetro Dice se
observa una tendencia de sesgo negativo, pues la mayoria de
los datos se encuentra en el extremo derecho del histograma,
lo que indica que los valores mas bajos son menos frecuentes.
Por el contrario, para el pardmetro IoU se observa que los
datos tienen mayor tendencia a los rangos centrales.
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Fig. 18. Resultado pardmetro Dice para Grabcut

loU Modelo Grabcut
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Fig. 19. Resultado pardmetro IoU para Grabcut

6) RGB: Después de segmentar 1050 imdgenes, los re-
sultados de los pardmetros Dice e IoU indican que el mod-
elo de mezclas gaussianas es relativamente preciso, aunque
algunas imdgenes presentan dificultades en la segmentacion.
Esta discrepancia puede deberse a la complejidad intrinseca o
al bajo contraste de ciertas imagenes. Es esencial reconocer
que la efectividad del modelo no es uniforme, destacando la
necesidad de abordar especificamente las imagenes mas desafi-
antes. Este andlisis subraya la importancia de evaluar y ajustar
continuamente los modelos para optimizar la segmentacién en
imagenes médicas.

loU Modelo RGB
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Fig. 20. Resultado pardmetro IoU para RGB



Dice Modelo RGB

Frecuenda

G—-

(0,103, 0,178
0,028, 0,103

(0,253, 0,328]
(0,178, 0,253)

0403, 0478]
(0,328, 0,403]

(0,553, 0,628]
0,478, 0,553]

(0,703, 0,778] (0,853, 0,928
(0,628, 0,703) (0,778, 0,853]

Fig. 21. Resultado pardmetro Dice para RGB

7) Watershed: Los resultados de los pardmetros de pre-
cisiéon del modelo se presentan a continuacién. Cabe resaltar
las imagenes que obtuvieron valores entre 0.85 y 0.9 para el
pardmetro Dice.

loU modelo Watershed
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Fig. 22. Resultado pardmetro IoU para watershed

Dice modelo Watershed

0,120,0,172)
0,068, 0,120] ©172,0;

(0,328, 0,380]

(0,536, 0,588) 640, 0,692 (0,744,0,796]
0,276,0,328] 0,380,0,432) 05363

6 0,848,0,300)
0,588, 0,640 0,682, 0,744

0,796, 0,848

Fig. 23. Resultado pardmetro Dice para watershed

B. Modelos supervisados

1) Segnet: El modelo genera las siguientes métricas, accu-
racy, loss. Obteniendo valores superiores a 0,7 e inferiores a
0.3 respectivamente al finalizar el entrenamiento.

2) Unet: Después de implementar y entrenar el modelo con
741 imégenes, con cinco épocas, los resultados se muestran a
continuacién por medio de las imagenes segmentadas o datos
de salida del modelo mostrados en la figura 24.

Resultados del entrenamiento inicial de Unet:

e Acuracy: 0.8364.
e Dice: 0.7467.

e IoU: 0.5958.
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Fig. 24. Entrenamiento inicial Unet
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Fig. 25. Reentrenamiento 1 modelo Unet

Resultados del reentrenamiento del modelo Unet:
Acuracy: 0.8517.

Dice: 0.7465.

IoU: 0.5955.

A partir de las métricas obtenidas se puede evidenciar un
leve incremento en el pardmetro accuracy, sin embargo, el
desempefio del modelo puede ser mejor, por esta razén se
realizo un reentrenamiento por segunda vez, con imdagenes
1050 y 10 épocas.

3) FPN: FEl entrenamiento inicial del modelo supervisado
Feature Pyramid Network se realiz6 con 741 imagenes y 5
épocas, con estas condiciones se obtuvieron resultados en
los que visualmente se puede identificar el cuello uterino,
sin embargo, con el objetivo de determinar la calidad de
la segmentacién se afiadieron los parametros accuracy, loU
y Dice, para establecer la precisién del modelo al final del
entrenamiento.

e Acuracy: 0.9588.

e Dice: 0.9354.

e IoU: 0.8787.

Con estos resultados es posible afirmar que este modelo es
capaz de segmentar cualquier imagen de colposcopia con una
precisién aproximada del 90%.
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Fig. 26. Ejemplos de resultados para arquitectura FPN






