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Introduccion

La creciente demanda de especialistas médicos y la alta carga laboral de los patélogos son facto-
res que intensi can los desafios en el diagnéstico de cancer, esta problematica es un punto interesante
por abordar pues cualquier tiempo que se gane en un diagndstico de cancer puede signi car la vida
de un paciente. Si bien existen diversos tipos de cancer, clasi cados segun la ubicacién y el tipo
de células involucradas, hay uno en particular que afecta a las mujeres independientemente de su
region o grupo étnico: el cancer de glandula mamaria. Esta investigacion se enfoca en proporcionar
herramientas que contribuyan a la lucha contra este tipo de enfermedad.

En este proyecto se desarroll6 un modelo de inteligencia arti cial que permite detectar tejido
canceroso en imagenes histolégicas de glandulas mamarias. Las imagenes empleadas en entrena-
miento y validacion provienen de bases de datos publicas y cuentan con la anotacion de multiples
expertos. Con esta informacion, se entrené un modelo de aprendizaje automatico basado en multi-
ples anotadores para mejorar la precisién de las clasi caciones. La implementacién de este modelo
permite aumentar la velocidad de diagndstico reduciendo los costos operacionales. Este sistema po-
dria convertirse en un importante apoyo para el personal médico, proporcionando una herramienta
gue les permita optimizar su ujo de trabajo al priorizar los casos clasi cados como cancer.



Capitulo 1
De nicion Del Problema

1.1. Planteamiento Del Problema

El cancer de mama es una enfermedad de alta prevalencia y mortalidad en la poblacién femenina
a nivel global [22] y nacional, ya que el 25.7 % de las colombianas con padecimientos cancerigenos
son por este tipo [9]. A pesar de los avances en la tecnologia de diagnéstico, la deteccion temprana
y precisa de esta patologia sigue siendo un desafio signi cativo. La complejidad y heterogeneidad
de las estructuras mamarias di cultan la identi cacién oportuna de tejido canceroso, lo que resulta
en una tarea que requiere mucho tiempo y especializacion por parte de los profesionales médicos.

La supervision constante y la revisién de casos por parte de especialistas médicos no solo es
costosa y consume mucho tiempo, sino que también puede ser susceptible a errores humanos ya que
este proceso requiere no solo de la destreza del profesional de la salud sino también su capacidad de
distinguir los rasgos propios de las células cancerigenas, con esto, surge la necesidad de implementar
modelos de inteligencia arti cial que permitan automatizar las lecturas de imagenes histolégicas,
permitiendo ltrar casos sin presencia de cancer para que los patélogos puedan enfocarse en los
casos sospechosos y asi mejorar el ujo de trabajo, la carga laboral y los costos de diagndstico [14].

Dado el signi cativo impacto en la morbilidad que conlleva el cancer de seno y las mdltiples
variables involucradas en la clasi cacion de imagenes histolégicas por parte del personal médico, es
crucial investigar y avanzar en el campo del Machine Learning para la creacion de modelos diag-
nésticos. La combinacion del conocimiento médico con el aprendizaje automatico puede mejorar
signi cativamente la precision y rapidez en el diagnéstico de esta patologia.

Sin embargo, uno de los desafios mas importantes en este ambito es la disponibilidad limitada
de personal experto para el etiquetado de las fuentes de entrenamiento. Este proceso es fundamental
para el desarrollo de modelos competentes, pero puede ser complejo y demandante.

En este contexto, la implementacion del etiquetado a través de crowdsourcing se presenta como
una solucion interesante. Aprovechar la colaboracién de una amplia base de personal médico para
la tarea de etiquetado puede reducir la carga sobre los médicos expertos, acelerar el proceso y fa-
cilitar la construccién de modelos e caces. De esta manera, podemos desarrollar herramientas que,
mediante el entrenamiento con modelos de Machine Learning, permitan realizar la clasi cacion de
imagenes de manera sistematica, ordenada y precisa, aportando la rapidez necesaria en el diagnoés-
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tico del cancer de seno.

1.2. Formulacion del Problema

De acuerdo con las probleméticas expuestas, como son la carga laboral, la oferta de especialistas,
el costo de las horas laborales de los especialistas, el riesgo de falsos positivos 0 negativos por error
humano y la disponibilidad de da tos etiquetado por expertos para el entrenamiento de modelos
diagndsticos, se propuso la siguiente pregunta de investigacion:

= %CoOmo construir un modelo de aprendizaje automatico supervisado con multiples expertos
gue permita clasi car de forma precisa y rapida imagenes histolégicas positivas 0 negativas a
cancer?

Para dar respuesta a nuestra pregunta central de investigacion e implementar el modelo pro-
puesto debemos resolver preguntas mas especi cas:

= ¥%Como procesar imagenes histologicas priorizando regiones de interés que contengan patrones
de tejido canceroso?

= ¥%Como entrenar modelos de aprendizaje automatico basado en multiples anotadores que per-
mita clasi car imagenes histologicas con patrones de tejido canceroso?

= ¥%Como evaluar el rendimiento de los modelos creados y compararlos con otros modelos utili-
zados para este tipo de tareas?

= ¥%COmo se pueden integrar estos modelos en el proceso de diagndéstico actual para aliviar la
carga laboral y reducir la tasa de falsos positivos y falsos negativos?



Capitulo 2

Objetivos Del Proyecto

2.1. Objetivo General

Desarrollar un modelo de aprendizaje automatico supervisado basado en multiples expertos que
permita identi car la presencia de cancer en imagenes histoldgicas de tejido mamario.

2.2. Objetivos Especi cos

= Implementar un esquema de procesamiento y extraccion de caracteristicas en imagenes histo-
I6gicas que permita la identi cacion de tejido cancerigeno.

= Desarrollar modelos de aprendizaje automético que utilicen los diagndsticos de multiples ex-
pertos para la identi cacion de patrones tumorales en tejido mamario.

= Evaluar el rendimiento de los modelos entrenados mediante métricas como la precisi@cgu-
racy), la puntuaciéon F1 (F1-score) y la sensibilidad (recall), y analizar los resultados basado
en las diferentes fuentes de crowdsourcing empleadas.

= Desarrollar una herramienta web utilizando Python que permita aplicar el modelo en la cla-
si cacion de imagenes histolégicas de forma interactiva.



Capitulo 3
Marco Teorico y Antecedentes

3.1. Marco Tedrico

3.1.1. Cancer de seno

El cancer de mama es de nido cienti camente como proliferacién acelerada, desordenada y no
controlada de células con genes mutados, los cuales actilan normalmente suprimiendo o estimulando
la continuidad del ciclo celular pertenecientes a distintos tejidos de una glandula mamarifl7]. En
mujeres, el cancer de mama es uno de los principales tipos de cancer diagnosticados en regiones de
alto y bajo desarrollo, siendo una de las principales causas de muerte en mujeres a nivel mundial

[8].

El cancer de mama es la segunda causa mas frecuente de muerte por cancer entre las mujeres
estadounidenses, representando el 15% de todas las muertes por cancer en mujeres. Solo el cancer
de pulmén causa mas muertes por cancer. Segin datos del programa de Vigilancia, Epidemiologia
y Resultados Finales del Instituto Nacional del Cancer (SEER) [12].

Las predicciones actuales y las estadisticas sugieren un aumento tanto en la incidencia mundial
de cancer de mama como en la mortalidad relacionada. Segun las estadisticas de GLOBOCAN
de 2012, casi 1.7 millones de mujeres fueron diagnosticadas con cancer de mama y se registraron
522,000 muertes relacionadas, lo que representa un aumento del 18 % desde 2008. Estas prediccio-
nes sefialan que la incidencia mundial de cancer de mama femenino alcanzara aproximadamente 3.2
millones de nuevos casos por afio para 2050, re ejando la magnitud de la incidencia de cancer de
mama, su impacto en la sociedad a nivel mundial y la necesidad urgente de medidas preventivas y
de tratamiento [28].

3.1.2. Histologia e imagenes histolégicas

La histologia es una ciencia que se centra en el estudio de los detalles microscépicos de células y
tejidos bioldgicos, utilizando microscopios de luz, uorescencia o electronicos. Para ello, se preparan
previamente laminas histoldégicas mediante procesos de extraccion, corte y preparacion de regiones
de tejido especi cas y posteriormente, la aplicacion de técnicas de tincion, siendo la hematoxilina y
eosina (H&E) la mas utilizada.
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El proceso de tincidn permite resaltar diferentes estructuras biolégicas como nlcleos celulares,
citoplasma y otros elementos. La interpretacion de las imagenes histoldgicas es crucial para deter-
minar la salud o enfermedad de las células y tejidos [21].

3.1.3. Digitalizacién de imagenes histoldgicas

Los laboratorios de patologia estan pasando por una transformacion hacia un ujo de trabajo
completamente digital. Ademas de la gestién digital de muestras de tejidos, 6rdenes de patologia e
informes, esto incluye la digitalizacion de laminas de histopatologia y el uso de monitores y compu-
tadoras para su visualizacion, lo que busca reemplazar al microscopio 6ptico como la herramienta
principal utilizada por los patélogos. Esta transformacién ha sido posible recientemente gracias a
la introduccién de escaneres de imagenes de toda la muestra (WSI, por sus siglas en inglés), que
son mas e cientes en costos y tiempo en comparacion con las cdmaras digitales montadas en mi-
croscopios. Uno de los principales bene cios de la migracién digital en histologia es que se permite
el uso de métodos automaticos de analisis de imagenes cuantitativos, estos métodos tienen el po-
tencial de abordar los problemas derivados de la interpretacién subjetiva por parte de los patélogos
y, al mismo tiempo, reducir su carga de trabajo en contraste con el método manual convencional [30].

Figura 3.1: Imagen histolégica de tejido mamario digitalizada [30].

3.1.4. Aprendizaje automatico

El aprendizaje automatico conocido también como Machine Learning hace parte de los procesos
de inteligencia arti cial en la cual el lenguaje de maquina a través de algoritmos y la utilizacion
de sus recursos informaticos permite homologar procesos de inteligencia, realizando asi acciones de
manera automatizada, rapida y con mejora en términos de rendimiento y precision [15].
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Para poder llevar a cabo este proceso automatico es primordial que la maquina cuente con las
herramientas para realizar el calculo de aprendizaje (conjunto de entrenamiento) y validar la infor-
macién del modelo adaptado veri cando los errores en la prediccion o clasi cacion (datos de prueba)
[19].

El aprendizaje automatico generalmente se clasi ca dependiendo de la técnica utilizada en el
entrenamiento (supervisado, no supervisado). Las técnicas de Aprendizaje Supervisados se basan en
datos que se encuentran agrupados y debidamente etiquetados, permitiendo identi car caracteristi-
cas especi cas en los conjuntos de datos para realizar las actividades de entrenamiento y prediccion.
Estas técnicas son usadas principalmente en modelos de clasi cacion y regresion. Por otro lado, en
las técnicas de aprendizaje no supervisado, los conjuntos de datos no cuentan con un etiquetado y
se requiere implementar técnicas para agrupar caracteristicas o generar clisters, de esta manera se
pueden resaltar caracteristicas relevantes para el entrenamiento de los modelos [10].

3.1.5. Redes Neuronales Convolucionales - CNN

El reconocimiento y la deteccion de imagenes son problemas clasicos en el ambito del aprendizaje
automatico. Identi car un objeto o reconocer una imagen a partir de una imagen digital o un video
es una tarea muy compleja espacialmente para los algoritmos de Machine Learning Tradicional.
Los algoritmos de aprendizaje profundo han logrado avances signi cativos en el ambito de la visién
por computadora. El aprendizaje profundo utiliza redes neuronales arti ciales con varias capas
ocultas para imitar las funciones de la corteza cerebral humana. Las capas de una red neuronal
profunda extraen diversas caracteristicas y, por lo tanto, proporcionan varios niveles de abstraccion.
A diferencia de las redes super ciales, que no pueden trabajar con multiples caracteristicas, las redes
neuronales convolucionales son un potente algoritmo de aprendizaje profundo que puede manejar
millones de parametros y reducir el costo computacional al procesar una imagen 2D, convolucionarla
con ltros/kernels y producir volimenes de salida [5].

Las redes neuronales convolucionales son un tipo de red neuronal especialmente apta para la
clasi cacion de imagenes. Estas redes estan formadas por una serie de capas, cada una de las
cuales lleva a cabo una operacién de convolucion sobre la imagen de entrada. La salida de la
capa nal proporciona las probabilidades de clase para la imagen de entrada. Las redes neuronales
convolucionales han demostrado ser muy exitosas en diversas tareas, como la deteccion de objetos,
el reconocimiento facial y la clasi cacion de texto [18].

3.1.6. Red neuronal - VGG16

La red VGG16 se desarroll6 en el afio 2014, publicandose en el articulo "Very Deep Convolutio-
nal Networks for Large-Scale Image Recognition", esta red surgio con el objetivo de explorar cémo
la profundidad de las CNNs afecta su rendimiento. Los autores propusieron una arquitectura basa-
da en el uso de capas convolucionales pequefia®@, argumentando que estas podrian capturar
caracteristicas visuales mas complejas sin incrementar signi cativamente el costo computacional.



3.1. Marco Teorico 13

Esta simplicidad estructural, combinada con una gran profundidad (16 capas con pesos), permitié
a la VGG16 alcanzar excelentes rendimientos en el conjunto de datos ImageNet, compuesto por
millones de imagenes etiquetadas en miles de categorias [26].

3.1.7. Extraccion de caracteristicas

Las imagenes histopatoldgicas son de gran tamafio, lo que hace que su procesamiento sea una
tarea que lleva mucho tiempo. Por eso, se dividen en partes mas pequefias para acelerar el proceso.
Después, se extraen caracteristicas de cada parte de la imagen. Estas caracteristicas descriptivas se
utilizan luego en algoritmos de clasi cacién para categorizar las imagenes [23].

La extraccién de caracteristicas con redes neuronales convolucionales (CNNs) se re ere al proce-
so de aprender y extraer atributos relevantes de las imagenes para usarlos en tareas de clasi cacién y
reconocimiento. Este proceso es fundamental porque permite a las CNNs capturar patrones comple-
jos y representaciones de alto nivel de las imagenes, lo que mejora signi cativamente el rendimiento
de los modelos y la capacidad de computo necesaria para los entrenamiento. La extraccioén de carac-
teristicas ademas permite exibilidad de combinar la representacion 2d de las caracteristicas de alto
valor producidas por las CNNs con el uso de otros tipos de modelos como Maquinas de Vectores de
Soporte (SVM), arboles de decision, regresion lineal, regresién logistica, entre otros [27].

3.1.8. Crowdsourcing

El crowdsourcing es una metodologia que consiste en la recoleccién de informacién, datos y
soluciones a problemas a través de la contribucién de una gran cantidad de personas, generalmente
mediante plataformas en linea. Esta técnica aprovecha la inteligencia colectiva de la multitud para
realizar tareas que serian dificiles o costosas de ejecutar de manera tradicional. En el contexto
de la ciencia de datos y el Machine Learning, el crowdsourcing permite la recoleccion de grandes
voliumenes de datos etiquetados necesarios para entrenar modelos, mejorando la diversidad y calidad
de los datos.

Los bene cios del crowdsourcing en la ciencia de datos son multiples. En primer lugar, reduce
signi cativamente los costos y el tiempo necesarios para obtener conjuntos de datos grandes y di-
versos. Esto es especialmente (til en proyectos de Machine Learning donde la cantidad y calidad
de los datos son cruciales para el rendimiento del modelo. Ademas, al involucrar a una multitud, se
pueden obtener diferentes perspectivas y enfoques para la resolucién de problemas, enriqueciendo el
conjunto de datos con una variedad de patrones y caracteristicas. La aplicabilidad del crowdsourcing
se extiende a numerosas areas, incluyendo la recoleccion de datos para el entrenamiento de modelos
de reconocimiento de imagenes, procesamiento del lenguaje natural y analisis de sentimientos, entre
otros. Este enfoque permite a los investigadores y empresas construir modelos mas robustos y gene-
ralizables, aprovechando la variabilidad y riqueza de los datos obtenidos mediante la colaboracion
masiva [13].



14 Capitulo 3. Marco Tedrico y Antecedentes

3.1.9. Algoritmos de Crowdsourcing

Se han desarrollado algunos métodos para aplicar a los etiquetados generados por crowdsour-
cing, estos algoritmos son fundamentales para mejorar la calidad de los datos etiquetados utilizados
en el entrenamiento de modelos de Machine Learning. Al elegir y aplicar el algoritmo adecuado, se
pueden obtener etiquetas de alta calidad que mejoran el rendimiento de los modelos predictivos y
de clasi cacion [29].

3.1.9.1. Majority Vote

El algoritmo Majority Vote es una técnica simple para la agregacion de respuestas en tareas de
crowdsourcing. Cada trabajador proporciona una etiqueta para una tarea especica y la etiqueta
nal asignada es la que recibe la mayoria de los votos. Se cuenta con la ecuacion basica para el
calculo 3.1, dondel es una funcion indicadora que vale 1 si la etiqueta del trabajadoy; es igual a
la clasec, y 0 en caso contrario.n es el numero total de trabajadores yc representa cada posible
clase.

Etiqueta nal =arg max X I(yi = € (3.1
i=1
El voto mayoritario se ha aplicado en numerosos campos, incluyendo la salud, el medio am-
biente, la deteccion de intrusiones, el reconocimiento de expresiones faciales, la mineria de textos y
la ingenieria de software. Esta técnica ha sido util para clasi car sefiales EEG en la deteccion de
convulsiones epilépticas, identi car automaticamente contaminantes en el entorno, mejorar la capa-
cidad predictiva en el analisis de sentimientos y estimar posibles errores en proyectos de software

[71

3.1.9.2. WAWA (Worker Agreement with Aggregate)

WAWA es un algoritmo que calcula el acuerdo entre los trabajadores y la etiqueta agregada,
ponderando las respuestas de los trabajadores segun su historial de precisién. Teniendo su ecuacion
3.2 dondew; es el peso asignado al trabajador, basado en su acuerdo pasado con la etiqueta
agregada, yl| es la funcion indicadora. El pesow; puede ser calculado como la proporcién de
respuestas correctas del trabajador en tareas previas.

X0
WAWA (0) = wil(y; = ©) (3.2)
i=1

3.1.9.3. DS (Dawid-Skene)

El modelo Dawid-Skene utiliza un enfoque basado en la maxima verosimilitud para estimar
las tasas de error de los observadores y corregir las etiquetas. El algoritmo emplea el método de
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Expectation-Maximization (EM) para iterar entre la estimacién de las habilidades de los traba-
jadores y las etiguetas verdaderas. Las ecuaciones clave del modelo Dawid-Skene son en primera
instancia, paso de Expectativa (E-step) 3.3, donde © es la proporcion de la clase, { es la pro-
babilidad de que el trabajadori clasi que correctamente una etiqueta de la clase, y y; es la
etiqueta proporcionada por el trabajadori para la tareaj. Seguidamente otra ecuacién importante

del modelo es Paso de Maximizacion (M-step) 3.4 y 3.5, donde es el nimero total de tareas y ,JC

es la probabilidad de que la tareg pertenezca a la clase dado el trabajadori [29].

S (oma 9w
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3.1.10. Aprendizaje supervisado con mdultiples expertos

El aprendizaje automético con multiples expertos se basa en la creacion de modelos a partir
de conjuntos de datos etiquetados por diferentes profesionales o expertos en un campo de estudio
especi co, de esta manera, los modelos se destacan por su capacidad para imitar el razonamiento
humano debido a la heterogeneidad de los conjuntos de datos etiquetados por expertos [3].

Rossin, resalta las diferencias entre los sistemas de programas convencionales (CPS) y los sis-
temas expertos (ES). Mantiene que los CPS implican el deseo del investigador de crear un sistema
gue aborde tareas interesantes y dificiles sin considerar si estas son similares a las utilizadas por
los humanos. Por otro lado, los ES intentan comprender como los humanos resuelven problemas y
luego utilizan la computadora para explicar y predecir su comportamiento. En la practica, muchos
sistemas contienen elementos de ambos. Las ventajas de los ES incluyen la capacidad de proporcio-
nar asesoramiento experto a no expertos, asistir a expertos para resolver problemas y actuar como
una herramienta de ensefianza para no expertos [25].

Un problema comun en la formacion de conjuntos de datos para entrenamiento de modelos en
el campo de la medicina es la disponibilidad de etiquetas de expertos médicos, esto se explica por
lo complejo que puede resultar la tarea de etiquetar bases de datos gigantescas para un experto o
médico o incluso un grupo de expertos médicos. Ante esta di cultad se han propuestos programas de
crowdsourcing que permiten que individuos, instituciones u organizaciones se encarguen de generar
etiquetas en bases de datos abiertas y en linea. Este proceso de crowdsourcing se ha tornado valioso
ya que permite plasmar conocimientos y criterios de grupos heterogéneos de expertos [1].
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Se ha investigado si el crowdsourcing seria adecuado para el etiquetado y delimitacion de image-
nes histopatoldgicas , una tarea de considerable complejidad que generalmente se asigna a expertos.
Los experimentos cubrieron un amplio rango de complejidad de clases y tamafio de imagen, encon-
trando que el etiquetado de multitudes tiene una mayor efectividad en imagenes pequefias, pocas
clases y tamafos y apariencias constantes, por ejemplo, estructuras del tejido renal como el glo-
mérulo. De acuerdo con esto, la tasa de error aumenta con la creciente complejidad de la imagen
histoldgica [11].

El desafio de los Sistemas Expertos radica en su capacidad para utilizar el conocimiento de ex-
pertos, en este caso, expertos en clasi cacién histoldgica. Después de condensar sus conocimientos
médicos, habilidades de observacién y razonamiento de clasi cacién en datos etiquetados, estos se
trasladan a una base de datos que el algoritmo puede usar para ajustar los parametros del proceso
y minimizar los errores, asi se debe garantizar que la base de datos tenga robustez y un etiquetado
de buena calidad para que el modelo tenga éxito [4].

Ademas, en el aprendizaje supervisado existen modelos conocidos como "multiples expertos",
en los que cada conjunto de datos posee anotaciones para cada ejemplo y clase realizadas por ano-
tadores expertos [24]. Dentro del proceso de aplicacion y uso del aprendizaje con multiples expertos
se establecen algunos retos: La estimacién subjetiva que tiene cada uno de los expertos frente a
la etiqueta del conjunto de datos, generando diferencias entre ellas y ruido en la estimacion de la
verdad que buscara el modelo de aprendizaje automéatico; por el otro lado esta la importancia que
tiene el ruido, la calibracion de la abilidad y el sesgo que tienen las etiquetas expertas dentro del
proceso de aprendizaje; para buscar existen algoritmos de esperanza-maximizacion (algoritmo EM)
qgue ayudan a encontrar estimadores de mayor similitud en el proceso [20].

No obstante, uno de los principales desafios en la implementacion de la IA para la deteccion del
cancer de mama es la amenaza de falsos positivos y negativos. Un falso positivo puede conducir a un
tratamiento innecesario y a una ansiedad innecesaria para el paciente, mientras que un falso negati-
vo puede retrasar el tratamiento necesario, empeorando el pronéstico del paciente. Para minimizar
estos riesgos, se propone un enfoque de aprendizaje automatico basado en multiples expertos, donde
se emplea el conocimiento de varios expertos para entrenar el algoritmo, lo cual puede mejorar la
precision del modelo [14].

3.2. Antecedentes

Yun Liu y colaboradores desarrollaron un algoritmo de inteligencia arti cial (LYNA) para el
diagnostico del cancer, utilizando el conjunto de evaluacion Camelyon16. LYNA demostré capaci-
dad para detectar tanto macro metastasis como micro metastasis como se muestra en la llustracion
2. En las pruebas de evaluacién, LYNA logré un area bajo la curva (AUC) del 99.3% a nivel de
diapositiva (presencia o ausencia de metastasis nodal), superior al 96.6 % obtenido por un pat6logo
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practicante. LYNA también demostré ser capaz de detectar todas las 40 macro metastasis, esto
demuestra que los algoritmos de inteligencia arti cial como LYNA pueden ser herramientas valiosas
en el diagnodstico de cancer en términos de e cacia y velocidad de diagnostico [14].

Figura 3.2: Visualizacion de los pixeles en imagenes tefiidas con hematoxilina-eosina por el Asistente de Ganglios
Linfaticos (LYNA) [14].

Amgad y colaboradores en su trabajo NuCLS: A scalable crowdsourcing approach and dataset
for nucleus classi cation and segmentation in breast cancerpresentaron un marco de colaboracién
novedoso para la participacién de multitudes de estudiantes de medicina y patélogos en la genera-
cion de etiquetas de calidad para nicleos celulares, utilizando aprendizaje profundo para mapear
con precision estructuras celulares en cancer de mama. Se aborda la barrera critica de la generacion
de etiquetas al involucrar a no expertos en el proceso, resultando en el conjunto de datos NuCLS
con mas de 220,000 anotaciones de nucleos celulares en canceres de mama. Se presenta un enfoque
innovador que utiliza sugerencias algoritmicas para recopilar datos de segmentacién precisa sin la
necesidad de un laborioso trazado manual de los nicleos. Los resultados indican que las sugerencias
algoritmicas, aunque ruidosas, no afectan negativamente la precision de los pat6logos y pueden me-
jorar la calidad de las anotaciones de no expertos [2].

La investigacion evidencia la importancia del uso de multiples anotadores en este tipo de mode-
los, un enfoque conocido como crowdsourcing. Este proceso permite la recopilacién de una amplia
gama de anotaciones, aunque estas puedan ser ruidosas o imprecisas. A pesar de la variabilidad
y la presencia de ruido”, la metodologia de agregacion propuesta por Albarqouni y colaboradores,
AggNet, demostrd ser robusta frente a estas condiciones, e incluso llegdé a mejorar el rendimiento
de la red convolucional. Este enfoque de mdltiples anotadores y agregacién de etiquetas contribuye
a la variacién codi cada dentro del modelo, lo que podria ser util en escenarios reales donde los
datos no siempre son claros o precisos. Sin embargo, es crucial plani car y disefiar cuidadosamente
estos procesos de crowdsourcing para garantizar que la tarea de anotacién no genere mas ruido"que
el bene cio que se obtiene de la diversidad de opiniones. Esta investigacion resalta la utilidad del
crowdsourcing y proporciona una metodologia robusta para lidiar con las incertidumbres inherentes
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a la recopilacién de datos en masa [1].

Con estos antecedentes en el uso de machine learning para entrenar modelos en deteccion de ima-
genes, se evidencian bases para la identi cacion de caracteristicas especi cas de células neoplasicas
en imagenes de tejidos de histologia. La disponibilidad de datasets publicos de imagenes histoldgicas
de tejidos positivos y negativos a cancer con etiqguetado de multiples expertos nos permite generar
una ruta de trabajo para este proyecto que ademas de desarrollar un modelo para prediccién de cé-
lulas tumorales basado en extraccidn de caracteristicas, utiliza el método de multiples expertos para
mejorar el rendimiento del modelo, aportando valor académico al etiquetado de multiples expertos
como una valiosa fuente de informacion para entrenamiento de modelos de machine learning.



Capitulo 4

METODOLOGIA

4.1. Analisis exploratorio

Para la realizacién del presente estudio, se empleé una base de datos de acceso publico que ya ha
sido sometida a un proceso de preprocesamiento de imagenes, conforme a lo descrito en el estudio
"Learning from crowds in digital pathology using scalable variational Gaussian proces$g®]. Esta
base de datos comprende imagenes histoldgicas teflidas con hematoxilina y eosina, correspondientes
a pacientes diagnosticados con cancer de glandula mamaria. Estas imagenes se digitalizaron y se
segmentaron en secciones cuadradas de 224 x 224 pixeles, denominpded. La naturaleza de alta
resolucion y el volumen signi cativo de pixeles de una imagen histoldgica digitalizada permite la
generacion de multiples secciones por caso clinico, abarcando areas con células tumorales, tejido de
soporte normal e in ltrados in amatorios. Este enfoque facilita la creacién de un conjunto de datos
extenso y diverso, idéneo para el entrenamiento y resolucién de problemas de clasi cacion mdltiple
en el ambito de la patologia digital.

Figura 4.1: Representacién del recorte de imagenes de 224 X 224 pixeles que componen la base datos. Cada recorte
nuevo se genera a partir de la suma de 134 pixeles en las coordenadas.

La base de datos alberga un dataframe guardado en formato plirain_crowdsourced_labels'
gue es una representacion vectorizada de las 75243 secciones de imagenes en formato png. Esta
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tabla incorpora la variable annotations, que registra las anotaciones y clasi caciones realizadas
por diversos anotadores en un array de numpy. Cada subarray de esta estructura incluye, en su
primera posicion, el codigo identi cador del anotador, seguido de la clasi cacion numérica asignada,
gue varia entre 1y 3 (por ejemplo, [23, 1] corresponde al anotador numero 23 asignando la clasi -
cacion 1). Adicionalmente, la variable label re eja la categorizacion de nitiva establecida por un
profesional experto, que oscila entre 1 (célula tumoral), 2 (estroma) y 3 (in ltrado in amatorio).
Por ultimo, la variable patch almacena el nombre del archivo de imagen correspondiente.

Annotations Label Patch
[[13, 1], 23, 1], [17, 2], [7, 11, [5, 1], [11, 1], [12, 1], 1 TCGA-A1-AOSK-DX1_xmin47201_ymin23382
[21, 1], [29, 1], [8, 1], [10, 1], [22, 1], [14, 1], [24, _AOSK_A1_x_ini_0_y ini_0.png
1], [20, 1], [9, 1], [15, 1]]
[[13, 1], [23, 1], [17, 21, [7, 1], [, 11, [11, 1], [12, 2], 1 TCGA-A1-AOSK-DX1_xmin47201_ymin23382
[21, 1], [19, 1], [8, 1], [10, 1], [22, 2], [14, 1], [24, _AOSK_A1_x_ini_134 y ini_0.png
2], [20, 1], [9, 1], [15, 1]]
[[13,1], [23, 1], [17, 21, [7, 1], [, 11, [11, 1], [12, 1], 1 TCGA-A1-AOSK-DX1_xmin47201_ymin23382
[21, 1], [19, 1], [8, 1], [10, 1], [22, 1], [14, 1], [24, _AOSK_A1_x_ini_0_y ini_134.png
1], [20, 1], [9, 1], [15, 1]]

Cuadro 4.1: Etiquetas y anotaciones del conjunto de datos.

Realizamos un estudio de frecuencias para determinar la distribucion de las etiquetas asignadas
por los expertos, encontrando que la mayoria de estas categorizaciones hacen referencia a campos en
los que sobresalen las células tumorales (tumor 49.5 %, estroma 36.8 %, in amacion benigna 13.7 %).

Figura 4.2: Distribucién de las etiquetas.

Otro resultado interesante del andlisis fue la cantidad de anotaciones por imagen, pues al mos-
trar las primeras las del dataframe, se podia observar algunas las con varias anotaciones, pero al
generar el conteo se pudo observar que estas correspondian a una minoria, y que la mayor cantidad
de imagenes empleadas en el dataset contienen una Unica anotacién por crowdsourcing.
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Figura 4.3: Frecuencia de las anotaciones.

Finalmente generamos una inspeccion visual de logpdtches’, que componen la base de datos.
Al estudiar las imagenes de las 3 categorias vemos que se han clasi cado de acuerdo a la predomi-
nancia celular que se encuentra en cada seccién, esto es debido a que las imagenes son extraidas
casos positivos a cancer, debido a la complejidad del arreglo celular y la naturaleza de los in ltrados
se pueden encontrar secciones.

Ademas, se realizé una inspeccion visual de algunas imagenes de muestra para comprender su
clasi cacion. Las imagenes originales son muestras de tejido mamario de pacientes positivos para
cancer de seno. Sin embargo, debido a la naturaleza de los arreglos celulares, es imposible obtener
muestras que contengan unicamente células tumorales. Por lo tanto, el banco de imagenes se cre6
generando recortes de 224 x 224 pixeles de las imagenes histoldgicas originales. Posteriormente, cada
recorte fue observado por un experto, quien asignoé la etiqueta correcta ("true label") basada en el
tipo celular predominante en cada recorte: 1. tumor, 2. estroma, 3. in amacion.
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Figura 4.4: Ejemplos de patches contenidos en el conjunto de entrenamiento. Label 1 (tumor). Se observa un predomi-

nio de células tumorales en las secciones, estas células tienen nicleos aumentados de tamafios, nicleos vacualizados,
migraciéon de la cromatina, mitosis activas, entre otras caracteristicas comunes de células neoplasicas. Label 2 (es-
troma) Se observa predominio de células de sostén y tejido conectivo en los campos, este tejido seguramente esta
préximo a los in ltrados tumorales y se caracteriza por tener células con nicleos normales y la presencia de bras
eosinofilicas que componen el tejido de sostén. Label 3 (in ltrado in amatorio) se observa un predominio de células

in amatoria (linfocitos y células plasmaticas) que se caracterizan por tener niicleos de color baso lo intenso.

4.2. Aplicacion de algoritmos de crowdsowrcing

Las anotaciones estan inicialmente almacenadas en un DataFrame, donde cada la representa
una imagen y contiene una lista de pares [anotador, anotacién] que representan el identi cador del
anotador y la etiqueta asignada por este. Las listas de anotaciones se expanden para que cada par
[anotador, anotacién] tenga su propia la, lo que facilita la manipulacion, andlisis y aplicacién de
los métodos de crowdsourcing.

Se reformatean los datos para que se ajusten a los requisitos de los algoritmos de agregacion,
identi cando task, worker, y label. Se eligieron los métodos de Majority Vote (MV), Worker Agree-
ment with Aggregate (WAWA) y Dawid Skeene (DS) para procesar las etiquetas de crowdsourcing,
por medio de la biblioteca crowd-kit para consolidar las anotaciones de multiples anotadores en una
Unica etiqueta consensuada por imagen.

Para este punto se de nieron dos enfoques de estudio, el primero con una parte del dataframe
(2141 iméagenes) que en su totalidad tenian mas de 1 anotaciones de crowdsourcing y el segundo con
la totalidad del dataframe (75243 imagenes) que pueden contener multiples anotaciones o una Unica
anotacion por imagen, esto con el n de estudiar con mas profundidad la variabilidad del trabajo
de los anotadores.
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4.3. Procesamiento y extraccion de caracteristicas para clasi ca-
cion GOLD y crowdsourcing

Se utilizo la biblioteca de redes neuronale&eras bajo el entorno de Pyhton para cargar li-
brerias, utilidades y aplicaciones necesarias para el procesamiento y entrenamiento de los modelos.
Adicionalmente, otras bibliotecas esenciales comus para la manipulacion de archivos y directorios,
numpy para operaciones numericas.

Se realiz6 la carga del conjunto de imagenes en el entorno de Python, un total de 75243 ima-
genes de entrenamiento contenidas en el directoridrain_non_experts_simple/ y 4364 imagenes
de prueba contenidas en el directoridTest/ .

Directorio Cantidad de imagenes
Train/1 37260
Train/2 27668
Train/3 10315

Test/1 2692
Test/2 1196
Test/3 476

Cuadro 4.2: composicién de los directorios de entrenamiento y test.

Se con gurd un tensor de entrada para recibir imagenes de tamafio 224x224 con 3 canales de
color, que es el formato que contienen todas las imagenes de nuestro conjunto de datos. Se carga el
modelo VGG16 pre-entrenado con los pesos obtenidos al entrenar en ImageNet, un gran conjunto
de datos de imagenes utilizado para el entrenamiento de modelos de vision por computadora.

Se llamd la libreria AveragePooling2D que afiade una capa de agrupamiento promedio (average
pooling) a la arquitectura del modelo. El agrupamiento promedio es una operacion que reduce la
dimensionalidad de las entradas calculando el promedio de los valores dentro de una ventana para
cada canal de caracteristicas. Esto reduce signi cativamente el tamafo de la salida, lo cual es util
para reducir el nimero de parametros y la cantidad de cOmputo necesario en las capas siguientes,
asi como para ayudar a evitar el sobreajuste.

4.3.1. Construccion y compilacion del modelo

Para los entrenamientos con la base de anotaciones sencillas + anotaciones mudltiples (75243
imagenes), se empleod la biblioteca de TensorFlow para el entrenamiento del modelo, con gurando
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una capa de entrada de 512, correspondiente a las caracteristicas de cada imagen, siguiendo con una
capa densa (completamente conectada) de 128 neuronas con la funcion de activacion RelLU (Recti-
ed Linear Unit). Esta capa transforma los datos de entrada en una representacion de mayor nivel.

Se aplicé una capa de Dropout con una tasa de 0.5. Esto signi ca que durante el entrenamiento,
el 50% de las caracteristicas de la capa anterior se pondran a cero aleatoriamente en cada paso de
entrenamiento. Esta técnica ayuda a prevenir el sobreajuste. Posteriormente, se aplicé Una segunda
capa densa de 64 neuronas, también con la funcion de activacion ReLU. Finalmente, una capa de
salida densa de 3 neuronas con la funcién de activacion softmax, esta capa produce la probabilidad
de que la entrada pertenezca a cada una de las 3 clases.

Para los entrenamientos con la base de mdltiples anotaciones (2141 imagenes) se emplearon
las mismas con guraciones de capa de entrada, activacién ReLU y softmax. En la capa densa 512
neuronas con regularizaciéon L2, una capa de dropout 0.5, segunda capa densa de 1024 neuronas
con regularizacién L2 y una segunda capa de dropout 0.5, esta con guracion fue la que produjo
mejor rendimiento considerando que estos modelos se entrenaron con numero bastante inferior de
imagenes, de esta manera el aumento de neuronas en las capas permite un mejor aprendizaje con
pocas imagenes.
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Resultados y Discusion

5.1. Resultados del etiqguetado por crowdsowrcing

Los resultados obtenidos al aplicar los métodos de agregacion se afiaden al DataFrame, propor-
cionando una comparacion directa entre los diferentes métodos de agregacion para cada imagen.

Patch True Majority WAWA Dawid Annotations
Label Vote Skene

TCGA-C8-A26Y-DX1_xminl4 3 2 2 2 [[16,21.111,2],[17,2].[13,21.123,3].[
088_ymin37052_A26Y_C8_x 22,2],[14,2],[9,2],[10,2],[18,2],[15
_ini_1072_y_ini_1608.png ,2),[7,2],6,2],[12,2],[5,3]]
TCGA-C8-A26Y-DX1_xminl4 3 3 3 3 [[16,31.[11,3],[13,3],[23,31.[8.3],[L
088_ymin37052_A26Y_C8_x 4,3],[10,3],[18,3],[7,3],[6,3],[12,3]
_ini_536_y_ini_1742.png ,[24,31,[5,3]]
TCGA-C8-A26Y-DX1_xminl4 3 3 3 3 [[19,3],[16,3],[11,3],[13,31,123,3].[
088_ymin37052_A26Y_C8_x 8,3],[22,31,[10,3],[18,3].,[7.3].[6.3]
_ini_670_y_ini_1742.png ,[12,3],[24,3],[5,3]]
TCGA-C8-A26Y-DX1_xminl4 3 2 2 2 [[16,2],117,2],[13,21.[23,3],[8,3],[2
088_ymin37052_A26Y_C8_x 2,2],[14,21,[9,21,[18,21,[15,2].[7.2]
_ini_1072_y_ini_1742.png ,16,3],[12,2],[5,3]]

Cuadro 5.1: Print del dataframe con la implementacion de los métodos de crowdsourcing

5.2. Analisis comparativo de crowdsourcning/etiquetado verdadero

Iniciamos expandiendo el dataframe a partir de la columna dnnotations”, de esta manera
obtenemos el listado de anotaciones individuales por anotador. El fundamento detras de los métodos
de crowdsourcing es que existen anotadores que tienen buenos rendimientos y otros pueden tener
rendimientos regulares, esto se visualiza al calcular la precision general de cada anotador vs la
etiqueta verdadera.
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Figura 5.1: Gra co de precision de los anotadores.

En analisis del rendimiento de los anotadores se destacan los anotadores 7, 10 y 14 con preci-
siones por encima de 94 %, por otro lado, anotadores como 18 y 22 no pasan del 79% y el peor
rendimiento se registra en el anotador 17 con una precision del 68.6%. Las diferencias notables
en los rendimientos del grupo son lo que fundamenta la metodologia del crwodsorcing, donde en
escenarios reales hay etiquetas ruidosas y etiquetas mas robustas en las que se pueden aplicar mé-
todos como WAWA o Dawid Skeene para dar mas peso a unas tareas o0 unos trabajadores especi cos.

Se aplicaron los métodos de crowdsourcing seleccionados al DataFrame y se analizé la distri-
bucién de las etiquetas generadas versus las etiquetas reales. Observamos que los conteos para la
clasi cacion de la etiqueta 1 son similares en todos los métodos. Sin embargo, para las etiquetas
2 y 3 se observa una mayor variabilidad entre los métodos. Esto sugiere que las tareas 2 y 3, al
ser tareas mas dificiles de realizar, los métodos WAWA y Dawid-Skene (DS) dan mas peso a las
etiquetas de ciertos trabajadores o a etiquetas especi cas, diferenciandose del Majority Vote (MV),
gue simplemente representa la moda (la etiqueta méas repetida por imagen), considerando que todos
los anotadores tienen el mismo peso.
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Figura 5.2: Distribucion de las etiquetas generadas vs etiqueta real

Al revisar los reportes de precision en detalle, observamos que, en general, los tres métodos tie-
nen resultados similares, siendo el método de Dawid Skene el que presenta una precision mas baja
en términos generales. Analizando la precisién por etiqueta, notamos que la tarea 2 (clasi cacién
de estroma) es la mas sencilla, mostrando la mayor precisién en todos los métodos. Por otro lado,
la tarea 3 (clasi cacion de in ltrados in amatorios) resulta ser especialmente confusa o dificil, lo

gue provoca que el método de Dawid Skene cometa mas errores, reduciendo signi cativamente su
precision en esta categoria.

Método Precision Precisiéon Precisién Precisiéon
Etiqueta 1 Etiqueta 2 Etiqueta 3 General

Majority Vote (MV) 87.34% 92.58 % 69.86 % 86.45%
WAWA 87.60% 93.36 % 69.29 % 86.64 %
Dawid Skene 87.50% 94.05% 61.88% 84.73%

Cuadro 5.2: Precisién general y por categoria para los métodos de crowdsourcing aplicados al dataframe de mdltiples
anotaciones.

Se naliza el andlisis de los métodos de corowdsowrcing, concluyendo que existen diferencias
notables entre las etiquetas verdaderas y las etiquetas generadas. La adaptacion del dataframe para
agregar los métodos de crowdsourcing permitié producir un entorno de trabajo organizado y (til

para generar las extracciones de caracteristicas, arrays de etiquetas y modelados comparativo de los
préximos capitulos.
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5.3. Caracteristicas para entrenamiento

En la impresién de algunas caracteristicas extraidas con este método, vemos como la aplicacién
del Average Pooling produce un total de 512 caracteristicas por imagen, clasi cadas en 3 labels con
One Hot Encoding para 75243 registros del conjunto de entrenamiento.

Nombre Caracteristicas (512) Etiqueta
verdadera

TCGA-BH-AOBL-DX1_xmin25219 y [2.7226715e+00 1.6715584e-02 1
min42847_A0BL_BH_x_ini_5226_y 9.8814144e+00 0.0000000e+00
_ini_1340.png 5.6466312e+00 1.2513410e-01]
TCGA-OL-A5D7-DX1_xmin114443_y [3.1049452e-03 0.0000000e+00 1
min22490_A5D7_OL_x_ini_4288_y 2.4595180e+00 0.0000000e+00
_ini_4020.png 6.0292780e-01 0.0000000e+00]
TCGA-EW-A1P1-DX1_xmin50567_y [5.6900997e+00 0.0000000e+00 2
min38988_A1P1_EW_x_ini_2680_y 1.1595472e+01 0.0000000e+00
_ini_938.png 2.3865326e-01 5.6102210e-01]

Cuadro 5.3: Ejemplos de caracteristicas extraidas con la red VGG16

Este método de extraccion de caracteristicas se implementd en una funcién que produce 6 arrays
por cada imagen procesada, uno con el nombre, un segundo array que almacena una lista de 512 ca-
racteristicas extraidas y los 4 arrays restantes con el numero de la etiqueta correspondiente (etiqueta
verdadera, Majority Vote, WWAWA y DS). De esta manera, se obtuvieron todas las informaciones
necesarias para el entrenamiento de los modelos y el métoAweragePooling2D produjo caracteris-
ticas con bene cios como la reduccién de la dimensionalidad y mejora en tiempos de entrenamiento
y capacidad de computo necesaria.

5.4. Entrenamiento del modelo

Se plantean hasta 30 épocas procesando lotes de a 8 entradas para el entrenamiento de los mo-
delos, se utiliza la funciona callback para detener el entrenamiento en la época con mejor valor de
perdida. En el proceso de entrenamiento se observa una tendencia general hacia la disminucion de
la pérdida (tanto en entrenamiento como en validacién) y el aumento de la precision, lo cual indica
gue los modelos aprendieron de manera efectiva.



5.5. Implementacién 29

Figura 5.3: Evolucion del entrenamiento en el modelo Gold

5.5. Implementacién

Con el objetivo de demostrar como un modelo de Machine Learning para la clasi cacion del
cancer de mama puede integrarse en el ujo de trabajo de un profesional de la salud, se desarro-
l16 una herramienta que permite al usuario utilizar el modelo para clasi car miltiples imagenes y
diagnosticar a un gran nimero de pacientes en el menor tiempo posible. La rapidez es crucial en el
diagndstico de enfermedades como el cancer, donde el tiempo es una variable critica.

Para el desarrollo de la aplicacion se utilizo la libreria Dash de Python, un framework que
permite a los programadores de Python desarrollar aplicaciones web completas centradas en datos
y andlisis, asi como paneles de control interactivos, sin necesidad de conocimientos en Javascript.
Dash utiliza Flask para el backend, y por defecto, emplea la libreria Plotly para la creacion de
gra cos, aungque su uso no es estrictamente necesario. React se utiliza para el manejo de todos los
componentes, de modo que una aplicacion de Dash se renderiza como una aplicacion de una sola
pagina en React [6].
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Figura 5.4: Ejemplo de algunas imégenes histoldgicas cargadas en la interfaz para su clasi cacion.

La aplicacion permite al usuario cargar multiples imagenes en una interfaz sencilla e intuitiva.
Seguidamente el botdn Clasi car Imadgenes"”, que es el disparador principal de la aplicacion, aplica
la tarea de predicciéon del modelo que asigna las probabilidades a cada categoria (tumor, estroma
0 in amacion) y genera la etigueta nal basado en la probabilidad mas alta. Posteriormente, los
resultados de cada imagen se presentan en un dataframe, con una la por imagen y las probabili-
dades y categorizacion en las columnas correspondientes. Finalmente, el usuario puede descargar el
dataframe con los resultados en una hoja de célculo.
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Figura 5.5: Dataframe generado con las categorizaciones y las probabilidad de cada categoria para cada imagen

Esta herramienta es un ejemplo de como se pueden emplear modelos producidos por crowdsour-
cing para que el personal administrativo de los laboratorios de patologia pueda optimizar el ujo
de casos y dar prioridad al diagnostico profesional de pacientes que tengan mas probabilidad de
presencia de células tumorales en sus estudios de histopatologia.

5.6. Validacion del modelo

Se carga el modelo y se ejecuta una tarea de prediccién en el conjunto de datos test, un con-
junto compuesto por 4364 imagenes histologicas clasi cadas en las mismas 3 clases, pero que no
fueron empleadas en el entrenamiento del modelo.

Se utiliza la libreria clasi cation_report de la biblioteca sklearn.metrics para generar los
reportes de Precision, recall y fl-score para las 3 clases. Esta validacion se emplea para todos para
el etiquetado gold y los métodos de crowdsourcing para su posterior analisis comparativo.
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5.7. Resultados de la validacion

Se obtuvieron resultados por dos métodos diferentes, el primero por el entrenamiento y validacién
del conjunto completo de 75243 imagenes (multiples anotaciones + Unica anotacion), y un segundo
método de entrenamiento y validacion con 2141 imagenes (Unicamente multiples anotaciones), este
segundo enfoque pensamos que es el mas valioso para estudiar el impacto del crowdsourcing.

El primer método obtuvo nuestra referencia Gold estandar con una precision de 85.6% y un
F1-score de 85.3 %, estos resultados muestran un modelo muy e ciente para la tarea de clasi cacidén
de imagenes histolégicas de de tejido mamario en las categorias de region tumoral, estroma o in-
Itrado in amatorio, esta e ciencia se debe al amplio conjunto de entrenamiento (75243 imagenes)
gue ademas estaba etiquetado en su totalidad por un experto. Los métodos de crowdsourcing eva-
luados mostraron resultados similares siendo el WAWA (Worker Agreement with Aggregate) el mas
cercano presentando una precision 84.8% y un F1-score 84.4 %, seguidamente el DS (Dawid-Skeene)
presentd una precision 83.6 % y un Fl-score 83.6 %, y por ultimo el método MV (Mayority Vote)
obtuvo una precision 83.4% y un F1-score 83.3 %. Considerando que el método Mayority vote obtu-
vo los resultados mas bajos continua siendo un modelo competente para la clasi cacidn de imagenes
histologicas de tejido mamario y en comparacion con el modelo Gold obtuvo diferencias minimas
(Precision -2.2 %, Sensibilidad -2.8% y F1 score -2.0 %).

Single annotation + Multi- Gold | Mayority vote WAWA DS
ple annotations (75243)

Accuracy 85,6 83,4 84,8 83,6
Recall 814 78,6 80,1 79,9
F1 score 85,3 83,3 84,4 83,6

Cuadro 5.4: Resultados de la validacion, método Single annotation + Multiple annotations (75243 iméagenes)

El segundo método evaluado nos mostro resultados muy interesantes en cuanto a la aplicacion
de métodos de crowdsourcing, Itramos y utilizamos para el entrenamiento Unicamente 2141 ima-
genes gue en su totalidad contenian multiples anotaciones, de esta manera, sacri cando una parte
importante del conjunto inicial logramos dar prioridad al estudio comparativo de los multiples ano-
tadores. Los resultados mostraron un buen rendimiento en general para los modelos siendo el mejor
método el MV con una precision 83.1% y un F1 Score 82.7 %, seguidamente el modelo Gold con
una precisién 82.2% y un Fl-score 81.9 %, el método DS fue muy cercano al Gold mostrando una
precision 82.2% y un Fl-score 81.8% y nalmente el método WAWA obtuvo el rendimiento mas
bajo del experimento, sin embargo, continua siendo muy cercano al modelo Gold con una precision
81.6% y un Fl-score 81.3 %.
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Multiple annota- Gold Mayority vote WAWA DS
tions only (2141)

Accuracy 82,2 83,1 81,6 82,2
Recall 76,4 78,2 76,9 76,9
F1 score 81,9 82,7 81,3 81,8

Cuadro 5.5: Resultados de la validacién, método Multiples anotaciones (2141 imagenes)

Estos resultados han sido muy interesantes en comparacion con el primer experimento, ya que
al ltrar y utilizar Gnicamente las imagenes con mdltiples anotaciones redujimos la variabilidad
de rendimiento entre los métodos, mostrando que el etiquetado por crowdsourcing puede producir
resultados similares a los obtenidos por medio de etiquetado de expertos (Precision +0.9/-0.6 %,
Sensibilidad +0.5/+1.8% y F1 score +0.8/-0.6 %).

5.8. Discusion y conclusiones

La tarea de clasi car imagenes histolégicas es muy compleja debido a la naturaleza de los tejido
y sus arreglos celulares, los tejidos de glandulas mamarias normalmente se componen de diferentes
tipos celulares como células alveolares, mioepiteliales, adipocitos, células plasmaticas, tejido conjun-
tivo, entre otros; con esto podemaos asumir que cuando se presentan crecimientos tumorales estos van
a estar acompafiados de una variedad celular normal del tejido. La gura 5.1 muestra un ejemplo
de la composicidén de las imagenes del dataset que empleamos en el entrenamiento de los modelos,
vemos como a medida que lopatchs se desplazan a secciones diferentes de la imagen la etiqueta
cambia de acuerdo al criterio del experto que clasi c6 basado en la predominancia de las células
gue componian cada patch.
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