2+, Pontificia Universidad

- JAVERIANA

Cali

Facultad de Ingenieria y Ciencias

Acta de Correcciones al Proyecto de Grado

Fecha: Agosto 31 del 2022

Autores: Juan David Arce Renteria y Nicolas Ibagon Rivera

Nombre del Proyecto de Grado: Desarrollo e implementacién de una estrategia
integrativa para la deteccion de nuevos modulos genéticos y nuevos genes asociados
al inicio y desarrollo del cancer colorrectal

Director: Mauricio Alberto Quimbaya Gomez.
Codirector: Chrystian Camilo Sosa Arango.

Como indica el articulo 2.27 de las Directrices de Trabajo de Grado, he verificado
que los estudiantes indicados arriba han implementado todas las correcciones
que los Jurados del Proyecto de Grado definieron que se efectuaran, como consta

en el Acta de Calificacion correspondiente.

Firma del director del Proyecto de Grado



Nota de Aceptacion

Aprobado por el Comité de Trabajo de Grado

en cumplimiento de los requisitos exigidos por la
Pontificia Universidad Javeriana para optar el
titulo de Ingeniero de Sistemas y Computacion.

(. B /{0 cha

Dr. Camilo Rocha
Decano de la Facultad de Ingenieria

pAVE

ING. GERARDO MAURICIO SARRIA
Director Carrera Ingenieria Sistemas y Computacion.

et~

Dr. Mauricio Alberto Quimbaya Gémez
Director(a) Trabajo

. s 2L, 7

Dra. Gloria | Alvarez * Dr. Heffrry Fabian Tobar Tossé
Jurado 1 Jurado 2



con Agredij;acién
Institucional
de Alta Calidad

por 8 anos

Santiago de Cali, septiembre 1 del 2022

Doctor Gerardo Sarria
Director del Programa de Ingenieria de Sistemas y Computacion
Pontificia Universidad Javeriana Cali

Asunto: Entrega del trabajo de grado de los estudiantes Juan David Arce Renteriay
Nicolas Ibagon Rivera.

Estimado Dr. Sarria,

Con la presente carta quiero manifestar que el proyecto de grado titulado “Desarrollo e
implementacion de una estrategia integrativa para la deteccién de nuevos médulos genéticos
y nuevos genes asociados al inicio y desarrollo del cancer colorrectal” presentado por los
estudiantes Juan David Arce Renteria y Nicolas Ibagon Rivera se encuentra en su version
final, luego de incluir las correcciones sugeridas por los jurados de la tesis durante el proceso
de disertacion y evaluacion del mismo.

Cualquier pregunta relacionada con el trabajo de grado de Nicolas y Juan David, estaré atento
a solucionarla.

Sinceramente,

/
Mauricio A Quimbaya G-Ph.D.
Profesor asociado al Departamento de Ciencias Naturales y Matematicas
maquimbaya@javerianacali.edu.co
(+57-2)321-82-00-Ext: 8636.

Facultad de Ingenieria

Calle 18 No. 118-250 Cali, Colombia * www javerianacali.edu.co * PBX. (572) 321 8200



mailto:maquimbaya@javerianacali.edu.co

Pontificia Universidad Javeriana Cali
Facultad de Ingenieria y Ciencias
Ingenieria de Sistemas y Computacion
Trabajo de Grado

Desarrollo e implementacion de una estrategia integrativa para la
deteccion de nuevos médulos genéticos y nuevos genes asociados al
inicio y desarrollo del cancer colorectal

Juan David Arce Renteria
Nicolas Ibagén Rivera

Director: Dr. Mauricio Alberto Quimbaya Gémez
Co-director: Chrystian Camilo Sosa Arango

Julio 2022

ontificia Universidad

AVERIANA

_— (,.:II! _—

i
ﬁi |I

o T







Santiago de Cali, Julio 2022.

Senores
Pontificia Universidad Javeriana Cali.
Dr. Gerardo Mauricio Sarria

Director Carrera de Ingenieria de Sistemas y Computacion.
Cali.

Cordial Saludo.

Por medio de la presente me permito informarle que los estudiantes de Ingenieria de Sistemas
Juan David Arce Renterfa (cod: 8939473) y Nicolds Ibagén Rivera(cod: 8938633) trabajan bajo
nuestra direccién, en el proyecto de grado titulado “Desarrollo e implementacién de una estrategia
integrativa para la deteccién de nuevos moédulos genéticos y nuevos genes asociados al inicio y de-
sarrollo del cancer colorectal”.

Atentamente,

>

Dr. Mauricio Alberto Quimbaya Gdémez

Chrystian Camilo Sosa Arango



Santiago de Cali, Julio 2022.

Senores
Pontificia Universidad Javeriana Cali.
Dr. Gerardo Mauricio Sarria

Director Carrera de Ingenieria de Sistemas y Computacion.
Cali.

Cordial Saludo.

Nos permitimos presentar a su consideracién el trabajo de grado titulado “Desarrollo e imple-
mentacion de una estrategia integrativa para la deteccién de nuevos mdédulos genéticos y nuevos
genes asociados al inicio y desarrollo del cancer colorectal” con el fin de cumplir con los requisitos
exigidos por la Universidad para optar al titulo de Ingeniero de Sistemas.

Al firmar aqui, damos fe que entendemos y conocemos las directrices para la presentacién de

trabajos de grado de la Facultad de Ingenieria aprobadas el 26 de Noviembre de 2009, donde se
establecen los plazos y normas para el desarrollo del anteproyecto y del trabajo de grado.

Atentamente,

Juan David Arce Renteria Nicolas Ibagén Rivera
Cédigo: 8939473 Codigo: 8938633



Agradecimientos

Agradecemos a nuestro director de tesis, Mauricio Alberto Quimbaya Gémez y nuestro Co-
director Chrystian Camilo Sosa Arango, por su inmensurable guia, apoyo y conocimientos en la
realizacion de este proyecto. Sin ellos nada de esto seria posible.

Damos gracias a nuestras familias, quienes nos apoyaron en todos los aspectos posibles durante
todo el proceso de la carrera ayudandonos a ser mejores profesionales y personas cada dia, también
les agradecemos a nuestros amigos quienes nos han acompafiado en todo el transcurso de la carrera,
y nos han servido como apoyo emocional. Gracias a todos por sus palabras de animo, y esfuerzo.






Abstract

The advent of omics technologies, the development of computational techniques based on ma-
chine learning applied to biological systems, and the integration of both paradigms in mathematical
models, has made it possible to advance in the causal understanding of complex diseases such as
cancer. In this sense, from a systemic perspective, the use of biological networks and the represen-
tation of molecular systems such as genes, proteins and their interaction dynamics, has allowed an
approach to biological systems from graph theory. From this perspective, in recent years a wide
variety of strategies have been developed, which, from graph theory, have contributed to the unders-
tanding of the deleterious process that leads to disease and, equitably, to identify key nodes of the
network. which could be related to different types of diseases, such as cancer. In the present work,
we integrate different types of biological information associated with the genetic understanding of
the origin and development of the disease, coupling it to the most detailed map of protein-protein
interaction that exists. Subsequently, we performed fundamental analyzes on classical measures of
the topology of the constructed network, which were useful to identify key elements of the network.
We assigned weights to nodes and edges of the network based on biological information, which was
a fundamental procedure for prioritizing network elements (proteins) associated with cancer and
specifically with colorectal cancer. Based on this information and with the constructed network,
we implemented modularity algorithms to identify specific communities that could be specifically
associated with the development of colorectal cancer, and finally we implemented non-overlapping
community characterization algorithms and specific machine learning strategies to find potential
Colorectal cancer-associated proteins.






Resumen

El advenimiento de las tecnologias émicas, el desarrollo de técnicas computacionales basadas en
el aprendizaje de maquina aplicado a sistemas biolégicos y la integracién de ambos paradigmas en
modelos matematicos, ha permitido avanzar en el entendimiento causal de enfermedades complejas
como el cancer. En este sentido, desde de una perspectiva sistémica, el uso de redes biolégicas y la
representacion de sistemas moleculares como genes, proteinas y sus dinamicas de interaccién, ha
permitido realizar una aproximacion a los sistemas bioldgicos desde la teoria de grafos. Desde esta
perspectiva, en los dltimos anos se han desarrollado una gran variedad de estrategias, las cuales,
desde la teoria de grafos, han contribuido al entendimiento del proceso deletéreo que conduce a
la enfermedad y, equitativamente, a identificar nodos clave de la red los cuales podrian estar re-
lacionados con diferentes tipos de enfermedades, como lo seria el cancer. En el presente trabajo,
integramos distintos tipos de informacién biolégica asociada a la comprensiéon genética del origen
y desarrollo de la enfermedad, acoplandola al mapa mas detallado de interaccién proteina-proteina
que existe. Posteriormente, realizamos analisis fundamentales sobre medidas clasicas de la topologia
de la red construida, que fueron ttiles para identificar elementos claves de la red. Asignamos pesos
a los nodos y a las aristas de la red segun la informacién bioldgica, lo cual fue un procedimiento
fundamental para priorizar elementos de la red (proteinas) asociadas al cancer y especificamente
al cancer colorrectal. Con base en dicha informacién y con la red construida, implementamos algo-
ritmos de modularidad para identificar comunidades especificas que pudieran estar especificamente
asociadas al desarrollo de cdncer colorrectal, y finalmente implementamos algoritmos de caracteri-
zacion de comunidades no sobrelapantes y estrategias especificas de aprendizaje de maquina para
encontrar potenciales proteinas asociadas al cancer colorrectal.

Palabras Clave: Cancer, Redes Bioldgicas, Identificacion de médulos de enfermedades, Redes
Heterogéneas, Genética, Aprendizaje de maquina, Genes Conductores, Genética de Enfermedades,
Biologia de Redes y Sistemas.
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Introduccion

El proceso de carcinogénesis refleja una serie amplia y diversa de cambios moleculares, celulares
y fisiolégicos que se traducen en un complejo grupo de patologias, que si bien, desde perspectivas
como su origen, desarrollo, tratamiento y evolucién, podrian considerarse como distintas enfermeda-
des, convergen en caracteristicas definitorias que permite agruparlas como neoplasias. Sin embargo,
pese a la gran variedad de factores que inciden directamente sobre el desarrollo de la enfermedad,
es posible encontrar un punto de convergencia y, definir a la célula neoplasica como una célula
anarquica que pierde control sobre sus funciones especificas dentro de un contexto tisular com-
portandose de una manera autéonoma que desconoce las seniales regulatorias que definen y limitan
su destino celular. En el 2020 se reportaron cerca de 20 millones de casos de cancer alrededor del
mundo, de los cuales un 10 % corresponde al cancer de colon [1].

En Colombia el Instituto Cancerolégico Nacional, reporta que para el ano 2020 se diagnosti-
caron 2.801 casos nuevos para mujeres y 1.970 para hombres. Para las mujeres, los carcinomas
de mama (20 %), tiroides (12%), piel (11.4%) y cervicouterino (10.7 %), fueron las malignidades
mas frecuentemente diagnosticadas, mientras que para varones fueron los carcinomas de prosta-
ta (15.1 %), piel (14.5%), estémago (11.2%) y colorrectal (8.5%), los que presentaron un mayor
conteo de nuevos casos. Para este mismo afio el Instituto Nacional de Cancerologia report6 1.314
defunciones asociadas al progreso de la enfermedad (Instituto Nacional de Cancerologia-2020).

Segin la plataforma para la Informacién del Céncer en Colombia (INFOCANCER), para el
ano 2019, el Valle del Cauca fue el tercer departamento con mayor nimero de muertes por es-
ta enfermedad, debido a que contd con 5045 defunciones asociadas a procesos carcinogénicos. En
mujeres, los carcinomas mas letales fueron el cdncer de mama (463 muertes), cuello y cuerpo del
utero (266 defunciones), estémago (248 muertes) y carcinomas colorrectales (255 defunciones). Pa-
ra los hombres las neoplasias con una mayor frecuencia de mortalidad fueron cancer de estémago
(337 muertes), cancer de préstata (408 decesos), y adenocarcinomas colorrectales (230 defunciones).

En el contexto de la teoria de redes, las redes complejas pueden ser definidas como una coleccién
de nodos o vértices conectados por vinculos que representan diversas interacciones complejas entre
los nodos. Casi cualquier sistema a gran escala, ya sea natural o hecho por el hombre, puede ser
visto como una red compleja de entidades que interactian.

A nivel biolégico, los distintos niveles organizacionales caracteristicos de la vida, se estructuran
en forma de redes. Esto sucede a nivel macro, al constituirse redes de depredacién, redes pobla-
cionales, comunitarias y ecosistémicas, y también ocurre a una escala microscopica, en donde la
célula se organiza funcionalmente a partir de un intrincado patrén de interacciones moleculares que
forman redes que ejercen su efecto en distintos niveles de regulacién [2].



14 Indice general

Molecularmente, uno de los tipos de redes bioldgicas que estan directamente asociadas a la
funcionalidad celular, son las redes de interaccién proteina-proteina. Estas redes de interaccién
estan definidas por el contacto fisico existente entre un par o un grupo de proteinas especificas.
En la representacién grafica de la red, los nodos representan las proteinas y los vinculos o aristas
entre ellas, la interaccién fisica entre las mismas. Dichas interacciones fisicas son determinadas ex-
perimentalmente por métodos, o que bien determinan concretamente la interaccién entre un par
especifico de proteinas, como lo son los ensayos de doble hibrido de levadura [3], o por estrategias
que identifican grupos de proteinas que interactian entre si, pero que carecen de la habilidad de
determinar interacciones especificas entre pares particulares de proteinas pertenecientes al comple-
jo, como es el caso de la técnica de Tag-Tagging [4].

Dado que las proteinas son los elementos moleculares que finalmente son los catalizadores de los
distintos procesos biolégicos desarrollados por una célula, el estudio del proteoma y de sus dinami-
cas por medio de metodologias sistémicas como ensayos de doble hibrido de levadura a gran escala,
ha tenido un gran auge en la tltima década como estrategia para tratar de dar una explicacién
a distintos fenémenos bioldgicos, incluido el proceso que conlleva al desarrollo de enfermedades
particulares [5][6]. De la misma manera, en los dltimos aflos el estudio del proceso cancerigeno se
ha nutrido de estudios sistémicos e integrativos que han abordado la perspectiva de redes biolégicas
para tratar de elucidar las dindmicas caracteristicas de la célula neoplésica. Asi, la aplicacién de
las ciencias de la computacién en el estudio del cancer puede ayudar a comprender la enfermedad
desde un punto de vista holistico. La aplicacién directa de la perspectiva sistémica a la biologia se
conoce como biologia de sistemas y define que la funcionalidad celular surge como consecuencia de
la interaccion precisa y coordinada de los distintos componentes celulares. Las funciones especifi-
cas que desempena una célula particular son propiedades emergentes, derivadas de la dinamica
de interaccién de los componentes celulares. Por lo tanto, el entendimiento de las dindmicas que
determinan la funcionalidad celular sdlo cobra sentido en un contexto holistico y no pueden ser
accedidas mediante un entendimiento aislado de los distintos componentes del sistema [7].

En los dltimos 15 afios, la produccién masiva de datos derivados de la aplicacién de tecno-
logias émicas las cuales son experimentalmente holisticas, han facilitado el desarrollo de estrategias
y aproximaciones basadas en los principios integradores de la biologia de sistemas. La gendmica,
la transcriptémica, la metabolémica y la proteémica han permitido acceder al conocimiento de
la dinamica celular desde una perspectiva de totalidad en donde, por primera vez en la historia
experimental de la biologia, se ha pasado del andlisis puntual de los elementos celulares a la com-
prensién gendmica, transcriptémica, metabolémica y proteémica de la célula. Con el desarrollo de
las herramientas émicas se ha dado el primer paso para realizar una reinterpretacién sistémica de
las dinamicas celulares. Sin embargo, aunque el conocimiento de la mayoria de los componentes
celulares y de sus dindmicas ha sido fundamental para avanzar hacia el conocimiento holistico de la
célula, también es primordial mencionar que a la par con el desarrollo de las tecnologias émicas ha
habido un gran avance en el desarrollo de herramientas computacionales y en el poder de computo
que han permitido organizar sistematicamente y analizar eficientemente los distintos datos gene-
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rados [8][9]. De la misma manera, la combinacién de los resultados experimentales con desarrollos
matematicos especificos, han permitido el desarrollo de modelos que mediante la integracion de
datos y el andlisis de las dinamicas de los mismos, han permitido no sélo describir el comporta-
miento global de las dindmicas celulares que convergen en una funcién biolégica particular, sino
que, también son herramientas predictivas que ayudan a pronosticar estados y comportamientos
celulares particulares, inaccesibles antes del desarrollo e implementacién de esta estrategia holistica
[10]. Asi, las estrategias de aprendizaje de méquina como método de andlisis de datos permiten
crear modelos de aprendizaje automatico que pueden encontrar correlaciones no tan evidentes entre
los nodos de las redes analizadas, informacién que ayudaria a comprender mejor las propiedades
del céncer y asi, potencialmente, encontrar o caracterizar nuevos genes, circuitos génicos o redes
de interacciéon gen-proteina o proteina-proteina, que permitan un entendimiento sistémico de la
enfermedad que pueda derivar en nuevos y mejores tratamientos.

El advenimiento de las tecnologias 6micas y la avalancha de datos gendmicos, transcriptémicos
y protedmicos generaron la necesidad de buscar nuevas estrategias para dar una adecuada inter-
pretacién y sentido biolégico a los datos producidos. Un claro ejemplo de esta necesidad fue la
generacién de redes de coexpresion basadas en el andlisis de diferentes experimentos de microarre-
glos [11] y las redes de interaccién proteina-proteina fundamentadas en las interacciones existentes
en el proteoma celular [12]. En este sentido el producto directo de las tecnologias dmicas puede
representarse en redes de interaccién gen-gen, gen-proteina o proteina-proteina, cuya caracteriza-
cién topoldgica y posterior analisis bioldgico permiten el entendimiento de un fenémeno particular
desde una perspectiva holistica y sistémica por medio de la caracterizacién de patrones funcionales
derivados de la organizacién de la red [13]. Teniendo estas consideraciones en mente, el objetivo de
esta investigacién es disenar una estrategia integrativa que utilice distintos tipos de informacién y
que acople la teoria de grafos con métodos de aprendizaje de méaquina, para identificar elementos
y modulos genéticos asociados al origen o progresion del cancer de colon.






CApPiTULO 1

Descripcion del Problema

1.1. Planteamiento del Problema

A pesar de los grandes avances que han surgido en campos como la biologia celular y molecu-
lar, la oncologia, las ciencias médicas y las ciencias de la computacion en los dltimos anos, sigue
siendo de gran esfuerzo el intentar entender el cancer como una enfermedad multifactorial sobre la
cual convergen distintas capas de complejidad desde una perspectiva molecular y celular y con ello
encontrar una posible cura. En el ano 2020 alrededor del mundo se reportaron 19°292.789 casos de
cancer de los cuales casi 2 millones de casos estan relacionados con el cancer de colon, siendo estos
cerca del 10 % del total de los casos [1]. En Colombia el Instituto Cancerolégico Nacional, reporta
que para el ano 2020 se diagnosticaron 2.801 casos nuevos para mujeres y 1.970 para hombres.
Para las mujeres, los carcinomas de mama (20 %), tiroides (12 %), piel (11.4%) y cervicouterino
(10.7%), fueron las malignidades mds frecuentemente diagnosticadas, mientras que para varones
fueron los carcinomas de préstata (15.1 %), piel (14.5%), estémago (11.2%) y colorrectal (8.5 %),
los que presentaron un mayor conteo de nuevos casos. Para este mismo ano el Instituto Nacional de
Cancerologia report6 1.314 defunciones asociadas al progreso de la enfermedad (Instituto Nacional
de Cancerologia-2020).

El siglo 21 ha sido dominado por la investigacion en el campo de la biologia, y se debe en parte al
planteamiento de nuevos paradigmas bioldgicos y metodoldgicos como las ciencias émicas que han
tenido una influencia directa sobre las ciencias médicas y sobre el entendimiento de enfermedades
particulares. Desde una perspectiva sistémica, la aplicaciéon de la teoria de redes sobres sistemas
bioldgicos ha permitido aproximar sistemas complejos de interaccién molecular desde la teoria de
grafos, permitiendo un nuevo enfoque mas integrativo y holistico sobre problemas complejos, antes
enfocados desde una perspectiva mecanisista y por lo tanto, reduccionista. [6].

El interactoma humano es el conjunto de interacciones proteina-proteina que ocurre en las célu-
las humanas en un momento particular y bajo unas condiciones especificas. Las redes de interaccion
proteina-proteina representan el producto final del flujo de la informacién genética, en donde las
distintas proteinas, como los principales elementos que ejecutan las funciones biolégicas, y su inter-
accién fisica, modulan los distintos procesos bioldgicos que ocurren en una célula bajo un contexto
tisular definido. Gracias a los mapas globales de interaccién proteina-proteina, las enfermedades se
han empezado a entender como perturbaciones puntuales y definidas sobre dichos mapas de inter-
accién. El entendimiento del cancer como una enfermedad basada en la interaccién de proteinas,
ha permitido la identificaciéon de médulos funcionales que son alterados durante el inicio o progreso
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de la enfermedad, lo que ha sido fundamental para la identificacién de nuevos elementos genéticos
o circuitos genéticos que podrian ser fundamentales para el entendimiento causal del cancer.

Para el estudio de estas enfermedades se han elaborado distintas metodologias, las cuales han
dado grandes resultados a la hora de identificar y extraer los llamados "mddulos de enfermedades”,
los cuales estan conformados por grupos de proteinas y sus respectivas interacciones que al modifi-
car sus propiedades topolégicas, inciden directamente sobre el origen o progreso de la enfermedad.
Entre los distintos métodos que se han formulado, uno de los més recientes, disenado por Beethika
Tripathi, ha sido proficiente en comparacién a otros [14].

El cancer es un fendémeno progresivo que evoluciona por medio de la acumulacién de mutaciones
en distintas partes del genoma, que repercute en la produccién de proteinas funcionales, y por ende,
en las dindmicas de interaccién de la red [15]. Por ello, en el presente trabajo, se pretende disenar
y estructurar una estrategia integrativa que utilice la teoria de grafos y modelos de aprendizaje de
maquinas para identificar nuevas proteinas y médulos de interaccion asociados al origen o progreso
del cancer de colon.

1.1.1. Formulacion

. De qué forma se puede acoplar la teoria de grafos, implementada sobre redes de interaccion
proteina-proteina, con técnicas de aprendizaje de maquina para identificar proteinas y modulos de
interaccién asociados al origen o progreso del cdncer de colon?

1.1.2. Sistematizacion

= ;De qué forma se pueden acoplar distintos tipos de informacién bioldgica, asociada a la
comprension genética del origen y desarrollo del cancer, a un mapa detallado de interaccion
proteina-proteina en humanos?

= ;De qué forma se pueden identificar elementos claves para el entendimiento del cancer sobre
la red de interaccién construida?

= ;De qué forma se pueden identificar médulos de interaccion claves para el entendimiento del
cancer sobre la red de interaccién construida?

= ;De qué forma se pueden implementar estrategias de aprendizaje de méquina sobre la red de
interaccion construida para encontrar potenciales proteinas asociadas al cancer de colon?

1.2. Objetivos

1.2.1. Objetivo General

Disenar y estructurar una estrategia integrativa, que utilice la teoria de grafos y estrategias de
aprendizaje de maquinas, para identificar nuevas proteinas y médulos de interaccion asociados al
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origen o progreso del cancer de colon.

1.2.2. Objetivos Especificos

= Acoplar distintos tipos de informacién biolégica, asociada a la comprensién genética del origen
y desarrollo del cancer, a un mapa detallado de interaccién proteina-proteina en humanos.

» Identificar proteinas fundamentales, para el entendimiento del cdncer, a través del analisis
topolégico de la red de interacciéon construida.

s Identificar médulos de interaccién claves, para el entendimiento del cancer, por medio de la
identificacién de comunidades, sobre la red de interaccién construida.

= Implementar estrategias de aprendizaje de maquina, sobre la red de interaccién construida,
para la identificaciéon de nuevas proteinas asociadas al cdncer de colon.

1.3. Justificacion

Como se planted anteriormente, el cancer sigue siendo una enfermedad mortal y, a su vez, el
cancer de colon representa uno de los tipos de cancer con maés diagnésticos y defunciones, tanto a
nivel global como nacional y regional, y es a partir de las cifras de mortalidad registradas por el
cancer que surge la pertinencia de esta investigacion. Esto, aunado al hecho de que el cancer como
enfermedad multifactorial que se compone de distintas capas de complejidad molecular y que con
el advenimiento de las ciencias émicas, como la protedmica y la interactémica, se puede aproximar
desde una visién holistica (top-down), utilizando aplicaciones que vienen desde la matemética o
las ciencias computacionales. Entender la enfermedad desde la perspectiva de la ingenieria, abre
puertas a la aplicaciéon de herramientas computacionales sobre datos biolégicos para entender desde
una perspectiva sistémica el origen o progreso de la enfermedad. Dado que el cancer posee carac-
teristicas que lo convierten en una enfermedad muy variable en cuanto a sus causas y su forma de
desarrollarse y manifestarse, es pertinente identificar elementos que influyan de una manera causal
sobre el desarrollo de la enfermedad.

Especificamente para el cancer de colon, no existe una gran variedad de este tipo de aproxi-
maciones, por lo que es importante plantear estrategias integrativas para entender particularmente
el cancer de colon. En este caso particular, pretendemos identificar proteinas que intervengan en
el inicio y desarrollo de cancer colorrectal. Parte de los beneficios que supone realizar esta inves-
tigacién desde nuestra disciplina es precisamente la integracién de la biologia y la ingenieria de
sistemas en una relacién interdisciplinar, ya que la colaboraciéon entre dos areas del conocimiento
permite encontrar respuestas a problemas que normalmente serian més dificiles de encontrar desde
una sola perspectiva.

El centro de esta investigacion es disenar y estructurar una estrategia integrativa para la detec-
ciéon de nuevos genes, representados por las proteinas que éstos codifican, que se puedan asociar,
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por lo menos desde una perspectiva de experimentacion in silico, al origen o progresion del cancer
de colon. Esto puede ser logrado utilizando distintas estrategias de aprendizaje de maquina, como
lo es la metodologia propuesta por Tripathi, en la que estrategias de aprendizaje de maquina se
aplican sobre caracteristicas especificas de distintas redes de interaccién, con el fin de proponer
médulos de interaccion que puedan estar asociados con el inicio o avance del cdncer colorrectal.

La aplicacién de estrategias complementarias para la deteccion de nuevos moédulos y nuevos
genes para cancer colorectal puede ser un avance muy importante en el campo de la biologia y
la oncologia, puesto que una mejora en la identificaciéon de estos mdédulos, acoplada también la
identificacion de proteinas fundamentales para la fisiologia de la enfermedad, permitiria un mejor
entendimiento de patrones de interaccién molecular que potencialmente podrian ser asociados a
terapias para la enfermedad.[15].

1.4. Delimitaciones y Alcances

Considerando que el desarrollo de este proyecto esta basado en las teorias de redes, algoritmia y
aprendizaje de maquina, el alcance del mismo esta delimitado por los limites mismos de la biologia
de sistemas, la biologia integrativa, y los de las aplicaciones directas de la matemadtica y de la
ingenieria de sistemas a la resolucién de problemas biolégicos.

De esta forma se quiere demostrar el éxito de integrar distintos tipos de informacion biolégica,
tales como redes de interacciéon proteina-proteina, y distintos tipos de funcionalidades biolégicas,
asociadas a los genes y proteinas que participan del proceso de carcinogénesis, en una estrategia
metodolégica basada en aprendizaje de maquina para postular nuevas proteinas y médulos de in-
teraccién asociados al inicio o desarrollo del cancer de colon.

En el futuro, se espera la validacién experimental de estos nuevos elementos postulados.

1.4.1. Entregables

= Implementacién de los algoritmos de deteccion de comunidades aplicados a la red con su
cédigo fuente. (Deteccion_de_comunidades.py, Louvain.gephi)

= Implementacién de los algoritmos de aprendizaje de maquina aplicados a la red con su cédigo
fuente. (SMOTE_GSMOTE.ipynb, PU_Learning.ipynb)

= Lista de proteinas y médulos posiblemente asociados a cancer colorrectal. sus implicaciones
funcionales y verificacion sobre si los genes encontrados ya han sido asociados a un proceso
de cancer. (GENE_LISTS.zlsz)



CAPITULO 2

Investigacion de la Literatura

2.1. Areas Tematicas

En esta seccién se presentan las categorias relacionadas al proyecto.

= Computacion aplicada — Vida y ciencias médicas — Biologia Computacional — Gendmica
Computacional, Reconocimiento de genes y elementos requladores, Redes Bioldgicas, Andlisis
de secuencias moleculares.

= Computacion aplicada — Vida y ciencias médicas — Bioinformdtica.

s Metodologias de Computacion — Aprendizaje de mdquinas — Algoritmos de Aprendizaje de
mdquinas.

= Matemdticas de la Computacion — Matemdticas discretas — Teoria de grafos — Hipergrafos,
Algoritmos de grafos.

2.1.1. Trabajos Relacionados

» Paul et al [16]. En este articulo se propone un algoritmo llamado pSim el cual permite la
identificaciéon de miRNAs con funcionalidades similares asociados al CCR (Colorectal cancer).
Se hicieron pruebas en cuatro grupos de datos distintos referentes al cancer colorrectal las
cuales dieron como resultado que los miRNAs seleccionados por el método propuesto son
mas significativos. A su vez, se dieron a conocer mas miRNAs los cuales eran funcionalmente
similares a los que estan asociados con el cancer colorrectal.

» Tripathi et al [14]. En esta investigacién se propone un algoritmo para identificar y extraer
moédulos de enfermedades en respuesta al desafio DREAM, el cual planteaba el problema de
identificar dichos médulos de seis redes heterogéneas de proteinas/genes. El algoritmo resulta
de solapar las diferentes técnicas que habian utilizado otros competidores en el desafio con
una serie de modificaciones adicionales. Este algoritmo obtiene los resultados mas acertados
en comparacién a los demas.

» Deng et al [17]. En este articulo se describe un método para identificar genes clave involucrados
en la expresién de cancer de higado. Para identificar dichos genes con precisién se integraron
multiples conjuntos de datos de genes en micro-arreglos, que resulta ser mas preciso que al
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hacerlo con conjuntos de datos individuales. Se construyé una red de interaccién proteina-
proteina basada en esos genes para identificar los genes clave combinando la influencia que
tienen de forma local y global en la red. Los resultados de este estudio sugieren que el método
descrito puede usarse en otros tipos de conjuntos de datos para encontrar genes clave en otras
enfermedades.

Peng Ni et al [18]. En este estudio se propone un método llamado ModuleSim, el cual mide
las asociaciones entre enfermedades utilizando datos de asociacion enfermedad-gen e interac-
ciones en redes proteina-proteina (PPIN) basado en la teoria de médulos de enfermedades. La
cuantificacién de estas asociaciones ha sido utilizada en varios estudios, siendo uno de ellos la
prediccion de genes que estén relacionados con enfermedades. Como resultados se demostrd
que el método propuesto supera a otros cuatro métodos populares, que a su vez es capaz de
encontrar asociaciones potenciales entre enfermedades.

Cheng Peng et al [19]. En este articulo se propone un método de aprendizaje profundo para
el descubrimiento de genes relacionados con el cancer de mama mediante el uso de una
red de cdpsulas basada en datos multiémicos (CapsNetMMD). Como resultado, el método
propuesto identificé genes relacionados con el cancer de mama con un mejor rendimiento que
otros métodos propuestos.

Han et al [15]. En esta investigacién se propone un modelo de aprendizaje de maquina para
identificar genes conductores asociados al cancer llamado DriverML. Esta aproximacion se
desarrollé integrando la prueba de puntaje de Rao y aprendizaje automatico supervisado.
Basado en una prueba de rendimiento rigurosa entre DriverML y otras 20 herramientas exis-
tentes en mas de 30 conjuntos de datos independientes, se demostré que este modelo obtiene
resultados mas acertados en comparacion a los demas, siendo una herramienta mas robusta y
poderosa, con un mejor balance entre precisién y sensibilidad al momento de detectar genes
conductores.

Lin et al [20]. En este estudio se desarrolla una matriz de factorizacién corregularizada para
identificar asociaciones entre enfermedades y lo que se conoce como lincRNAs, integrando
la expresién genética de los lincRNA, la red de interacciéon genética para genes mRNA y
las asociaciones entre enfermedades y genes conocidas. La regularizacion que se hace no solo
preserva la estructura topoldgica de la red coexpresién de los lincRNA, sino que también
mantiene el orden entre los lincRNA, el gen respectivo y su enfermedad.
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Marco Teorico

3.1. Biologia de Sistemas

La biologia de sistemas tiene sustento en un movimiento cientifico surgido en la década de los
50s, el cual, propuso un nuevo paradigma basado en la integraciéon de las ciencias. El proyecto
sistémico, intentaba una reorientacién cientifica tendiente a lograr la integracién del conocimiento
en una unidad armoniosa. El gestor de este nuevo paradigma fue el bidlogo Austriaco Ludwig von
Bertalanffy quien en su libro, “la teoria general de los sistemas” postulé los principios bésicos que
argumentaban esta percepcién holistica de pensamiento [21].

La perspectiva sistémica surgié en contraposicién a la perspectiva mecanicista que dominé el
mundo cientifico desde el renacimiento. Bajo el paradigma mecanicista, la realidad se concibe como
un compuesto de piezas bésicas o elementales que sostienen una interaccién mecdnica para rea-
lizar algin proceso. De esta manera, conociendo las propiedades de las piezas individualmente y
su interaccion inmediata con otras piezas, es posible acceder al entendimiento del sistema. En un
contexto bioldgico, al conocimiento del funcionamiento celular se puede acceder mediante el enten-
dimiento de los componentes celulares. Bajo esta premisa, conociendo la funcién particular de un
gen podriamos acceder a las dindmicas del proceso en el cual dicho gen estd implicado. Por ejemplo,
en el caso del estudio del cancer, se hace referencia a genes particulares denominados oncogenes,
los cuales son moléculas puntuales, que al alterarse funcionalmente, inducen el inicio o progreso del
proceso carcinogénico. En este contexto, se trata de explicar al cancer como un estado alterado que
subyace en el mal funcionamiento de un componente celular particular. Sin embargo, los ejemplos
bioldgicos en los cuales es posible atribuir un fenotipo especifico a la accién directa de una molécula
particular son escasos.

En contraposicién a esta perspectiva reduccionista, la teoria de sistemas propone que la funcio-
nalidad de un sistema, sélo puede ser explicada por la accidon coordinada en el tiempo y el espacio
de todos sus componentes. Estos procesos de interaccion, generan dindmicas especificas que generan
propiedades emergentes que no poseen sus partes separadamente. La accién de una parte dentro del
sistema sélo puede ser entendida cuando dicha parte encaja en un todo perfectamente engranado
[22].

La aplicacién directa de la perspectiva sistémica a la biologia se conoce como biologia de sis-
temas y define que la funcionalidad celular surge como consecuencia de la interacciéon precisa y
coordinada de los distintos componentes celulares. Las funciones especificas que desempena una
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célula particular son propiedades emergentes, derivadas de la dindmica de interaccién de los com-
ponentes celulares. Por lo tanto el entendimiento de las dindmicas que determinan la funcionalidad
celular solo cobra sentido en un contexto holistico y no pueden ser accedidas mediante un entendi-
miento aislado de los distintos componentes del sistema [23].

3.2. Cancer como enfermedad multifactorial

El estudio de las caracteristicas y de las dinamicas moleculares que son inherentes a la transfor-
macion neoplasica ha sido exhaustivo. En este sentido, distintas técnicas moleculares que parten de
las aproximaciones tradicionales basadas en las denominadas forward y la reverse genetics y que en
los ultimos anos han llegado al andlisis genémico, transcriptémico, metabolémico y proteémico de
la célula cancerigena, han contribuido ampliamente al entendimiento de las dindmicas celulares que
gobiernan la enfermedad. Sin embargo, pese a la variedad de enfoques, aproximaciones experimen-
tales y técnicas utilizadas, son limitados los casos en los que un determinado elemento molecular
clave y el entendimiento de sus dindmicas en células sanas y enfermas, se han traducido en una
herramienta til para combatir la enfermedad. De la misma manera, cuando dichos logros son al-
canzados, la funcionalidad de la herramienta caracterizada es aplicable a un tnico o a un grupo
limitado de cénceres. Gran parte de la dificultad de encontrar elementos moleculares que puedan
asociarse directamente no a uno, sino a una gran mayoria de canceres se basa en la ausencia de
enfoques sistémicos que permitan el entendimiento del proceso carcinogénico como una dindmica
holistica de interacciones complejas. En este sentido, durante los tltimos anos, el desarrollo de
técnicas moleculares holisticas, asociadas a procesos de simulacién y a procesos de construccion y
analisis de redes han permitido acceder al proceso de transformacién neoplasica desde una perspec-
tiva integrativa [24].

Si bien, el proceso de carcinogénesis es altamente heterogéneo, regido por eventos moleculares
propios de cada tipo de cancer, la célula cancerigena es distintivamente caracterizada por su pérdi-
da de identidad celular, en el marco de un contexto tisular especifico. Esta caracteristica propia,
presupone la existencia de mecanismos concretos que regulan la transformacion neopléasica. Dou-
glas Hanahan y Robert Weinberg, propusieron diez marcas distintivas del proceso carcinogénico
(cancer hallmarks), las cuales son procesos convergentes caracteristicos de la transformacién can-
cerigena. Dichos procesos moleculares, son comunes sino a todos, a la mayoria de canceres [25][26].
Los procesos propuestos por Hanahan y Weinberg, representan una serie de eventos que son tipicos
de la célula malignizada y por lo tanto, el entendimiento de las dindmicas moleculares asociadas
a dichos eventos convergentes, permitiria acceder al esqueleto molecular que subyace en el centro
del proceso de carcinogénesis, facilitando el entendiendo los procesos de transformacion neoplasica
desde la unidad y no subdividiéndolo en eventos moleculares independientes y aislados, asociados
a canceres particulares.
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3.3. El cancer entendido como una red de interaccion

El cancer puede ser entendido como un conjunto especifico de funciones celulares que al alte-
rarse desembocan en la formacién de una célula independiente, asilada de las sefiales de control
que determinan su destino celular. En el campo de la bilogia, y méas especificamente en la biologia
molecular, se han llevado diversos estudios los cuales proponen distintos puntos de vista para poder
estudiar esta enfermedad, entre ellos se encuentra la célula vista como un conjunto de interacciones
moleculares, entre las cuales se encuentran las interacciones proteina-proteina, las cuales determi-
nan el interactoma funcional de la célula en la que se determinan dichas interacciones.

Se define como interactoma, al conjunto total de relaciones fisicas directas entre el compendio
de proteinas que ejecutan su accién celular, en un momento dado y bajo unas circunstancias celu-
lares, fisiologicas y ambientales determinadas. Sobre el mapa de interacciones fisicas de proteinas
en humanos (interactoma humano) es posible identificar y mapear, las distintas proteinas que son
afectadas, alteradas, hiperactivadas o suprimidas en el contexto de alguna enfermedad. De tal ma-
nera que, al ejercer un cambio sobre el interactoma, debido a la ausencia o cambio de una proteina
especifica, se puede apreciar cualitativamente y calcular cuantitativamente el efecto de dicho cambio
sobre una parte o sobre el patrén global del interactoma analizado. El interactoma humano puede
representarse en forma de una red de interaccién la cual puede representarse en forma de grafo,
siendo una pareja de conjuntos G = (V, E), siendo V el conjunto de vértices y E el conjunto de
aristas formando parejas de vértices de la forma (u,v), donde u, v €V.

En el contexto de la teoria de grafos, las redes poseen principios y propiedades particulares.
Para esta investigacion, las redes analizadas estdn definidas por el interactoma proteina-proteina
construido experimentalmente para la célula humana, en donde los nodos representan proteinas
y los arcos que conectan a dichas proteinas, representan interacciones fisicas directas. Bajo este
escenario, a continuacion se definen algunas propiedades que se deben tener en cuenta a la hora de
trabajar en las redes bioldgicas, dada su significancia.[27]:

= Mddulos: Un conjunto de nodos que son representativos de una caracteristica funcional,
agrupandose en una zona local.

= Grado de distribucién y hubs: Las distribuciones en las redes siguen un principio llama-
do la distribucién de Poisson, el cual estd dado por P(k), donde el grado k sigue la forma
P(k) ~ k7Y, donde y es llamado un grado de exponente. Como consecuencia de esta propie-
dad, se puede notar en diferentes estudios como existe una gran cantidad de hubs los cuales
interconectan casi toda la red.

= Fenémeno mundo-pequeno: La propiedad mundo-pequeno, o small-world en inglés, define
que existen caminos relativamente cortos entre cualquier par de nodos. Lo que implica que
cualquier perturbacién en la red puede afectar la manera como se comunican los genes.

= Comunidad: Se dice que una red tiene una estructura de comunidades si los nodos se pueden
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agrupar facilmente, incluso de forma superpuesta. Es méas probable que un par de nodos estén
conectados si pertenecen a la misma comunidad.

s Centralidad de intermediacion: Se define como una medida del niimero de caminos mas
cortos que van por cada nodo. Los nodos con una alta centralidad de intermediacién son
llamados cuellos de botella.

Gracias a la capacidad de representar interacciones moleculares en forma de grafos y luego
de analizar metdodicamente algunas de sus caracteristicas topoldgicas, se ha podido entender co-
mo distintas enfermedades pueden ser entendidas como procesos y dindmicas de interaccién entre
distintos componentes celulares, lo que nos lleva a utilizar las redes de interaccién (interactomas)
como una herramienta para encontrar nuevas proteinas asociadas a distintos tipos de enfermedades,
particularmente, el cancer.

3.4. Cancer de colon

Maés que una unica enfermedad, el proceso de carcinogénesis refleja una serie amplia y diversa
de cambios moleculares, celulares y fisioldgicos que se traducen en un complejo grupo de patologias.
En el 2020 se reportaron cerca de 20 millones de casos de cancer alrededor del mundo, de los cuales
un 10 % corresponde al cancer de colon [1]. El cédncer de colon es el que se deriva de la transfor-
macién neoplasica en el intestino grueso o el recto. También se le conoce como cancer colorectal
agrupando los dos tejidos en donde es més frecuentemente originado, ademéas de compartir multi-
ples caracteristicas fisioldgicas y moleculares que permiten tenerlos como equivalentes [28].

La transformacion neoplésica del intestino, se origina a partir de un grupo de células que empie-
zan procesos de division descontrolados, que estdn en la capacidad de evadir senales antiprolifera-
tivas o evitar la muerte celular programada. Estos grupos de células forman estructuras conocidas
clinicamente como pdlipos que, al detectarse a tiempo, son frecuentemente benignos permitien-
do su extirpacién sin implicaciones negativas para el paciente. Sin embargo, si los pdlipos no son
removidos y persisten en el tiempo, algunos pueden originar tejido tumoral, caracteristico de la
transformacion neoplasica y evolucionar a adenocarcinomas de colon con potencial invasivo que
frecuentemente comprometen la vida de la persona afectada.

De acuerdo con el modelo cldsico de carcinogénesis del cancer de colon, se requieren varios
cambios genéticos para la iniciacién del crecimiento tumoral y progresion de la enfermedad. El
desencadenante genético més frecuentemente asociado al inicio y desarrollo del cdncer de colon es
la inactivacion del gen APC. A la par con esta alteracién, existen otras mutaciones que conducen a
la inactivacién de supresores tumorales como SMAD2, SMAD4, DCC y TP53, y la hiperactivacién
de oncogenes como KRAS y BRAF [29].

Desde el punto de vista funcional, una de las principales caracteristicas asociadas al desarrollo
del cancer de colon es la inestabilidad gendmica, un proceso complejo en el que convergen diversas
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rutas asociadas a la reparticion equitativa del material genético y que al verse alteradas, se traducen
en fragmentaciones cromosémicas, retrasos anafdsicos y disyunciones anémalas de las croméatides
hermanas que originan células aneuploides.

3.5. Clasificacion funcional de genes asociados a cancer

Dado que el cancer es una enfermedad multigénica, es decir, su origen y progresién depende de
miles de genes cuya alteracién funcional converge en la transformacién neoplasica de la célula, es
posible clasificar dichos genes y a las proteinas que son codificadas por éstos, en distintas categorias
funcionales, segiin la perspectiva y el efecto de su accién, tanto en una célula fisiolégicamente nor-
mal, como en una célula transformada.

A grandes rasgos, existe una primera divisién que agrupa en dos categorias los genes y las pro-
teinas codificadas por éstos, segin su efecto directo sobre el proceso de carcinogénesis. Asi, tenemos
los supresores de tumores, que son genes que al expresarse codifican para proteinas que en su accién
evitan el proceso de transformacién neoplasica o protegen de la iniciacién del estado tumoral. Estos
son por ejemplo proteinas que reparan el ADN cuando existen danos sobre las hebras, proteinas
que detienen el avance del ciclo celular o que inducen la muerte celular programada. En contraposi-
cion, estan los oncogenes que son genes que al alterarse mutacionalmente, codifican para proteinas
andémalas que ayudan o contribuyen al proceso de transformacién neoplasica. Son proteinas que,
al alterarse funcionalmente, contribuyen a la induccién del ciclo celular, incluso cuando no hay
condiciones fisioldgicas para que la célula avance a través de éste o que evitan la induccién del
proceso apoptdético cuando la célula, debido a sus danos genémicos o estructurales, deberia entrar
a su proceso de muerte.

Estas dos categorias son las mas amplias y la mayoria de los genes y proteinas asociadas al
proceso de carcinogénesis, pueden dividirse como oncogenes o supresores de tumores. Pero existen
otras categorias funcionales, mas especificas, que también permiten reconocer ciertas propiedades
o funcionalidades de los genes y proteinas asociados a la transformacién neopldsica. Para la reali-
zacién del presente trabajo, consideramos las siguientes categorias:

= Genes candnicos implicados en cancer: contiene a los genes y a las proteinas codifi-
cadas por estos que por evidencia experimental multiple y sistematizada son reconocidos
por la comunidad cientifica como genes y proteinas directamente implicados en el proce-
so de carcinogénesis. Esta lista se actualiza constantemente y estd disponible en http:
//ncg.kcl.ac.uk/citation.php y en las publicaciones asociadas, de la cual la méas reciente
es la propuesta por Dressler y colaboradores en el 2022 [30].

= Genes candidatos asociados a cancer: la lista de genes estd formada por genes con
investigaciones iniciales que los vinculan al proceso de carcinogénesis, sin embargo, al ser
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propuestos como tales por pocas publicaciones, requieren de un mayor esfuerzo investigativo
para asociarlos de una forma causal a los distintos eventos de transformacién neoplasica. Al
igual que el grupo precedente, Dressler y colaboradores los curan y agrupan en su recurso
web [30].

Genes asociados a las marcas distintivas del cdncer (cancer hallmarks): A través
de los dltimos 25 anos, Robert Weinberg y Douglas Hanahan, han propuesto, que, pese a
la diversidad de carcinomas reportados, existen ciertas propiedades gendmicas, fisiolégicas
y celulares que son comunes a los distintos tipos de cancer [25][26]. Estas propiedades son
denominadas las marcas distintivas del cdncer y cada una de ellas (son diez marcas distintivas),
agrupa una serie de genes implicados en la emergencia de dicha propiedad. Este grupo de genes
agrupa a todas aquellas proteinas asociadas con cada una de las diez marcas distintivas del
cancer.

Genes conductores en el proceso de transformacién neoplasica: Los genes, y proteinas
codificados por estos, que al alterarse funcionalmente, directamente contribuyen al proceso
de carcinogénesis, se les denomina genes conductores (driver genes) del proceso de transfor-
macién, se distinguen porque son los mas frecuentemente mutados en cédncer y se distinguen
de los genes pasajeros (passenger) que aunque son alterados en el proceso de carcinogénesis,
su alteracion aparece en estados muy avanzados de la enfermedad, como una consecuencia
secundaria del proceso, guiada inicialmente por los genes conductores. Dietlein y colaborado-
res propusieron en el 2020 una lista que proponia el grupo de genes conductores en cancer, la
cual fue tenida en cuenta para la presente investigacién [31].

Genes implicados en la propiedad de inestabilidad genémica: La inestabilidad genémi-
ca se describe como la propensién del genoma a sufrir mutaciones y danos estructurales que
comprometen la divisién equitativa del material genético, durante el proceso de divisién celu-
lar. Dentro de las diez marcas distintivas del cdncer, es la marca de inestabilidad gendémica, la
que es mas frecuentemente observada en el cancer de colon. Esta lista, contiene las proteinas
propuestas por Knijnenburg y colaboradores que estan implicadas en la emergencia de la
inestabilidad gendmica en la célula cancerosa [32].

Genes asociados al cancer de colon: Esta lista contiene los genes propuestos por Zhu-
nussova y colaboradores en el 2019, que agrupa a los genes, y proteinas codificadas por éstos,
que, por evidencia experimental, se asocian causalmente con la aparicién de polipos y poste-
riormente del surgimiento y progreso del cdncer de colon [29].

Algoritmos de deteccion de comunidades aplicados al enten-
dimiento del cancer

En los tdltimos anos el problema computacional en deteccién de comunidades ha recibido una

atencion considerable. Detectar comunidades nos brinda la oportunidad de analizar el comporta-

miento que poseen los nodos por medio de sus interacciones, con esto se espera poder encontrar
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comunidades las cuales compartan caracteristicas comunes, atributos o inclusive relaciones funcio-
nales que puedan brindar un mejor entendimiento de su funcionamiento. En el contexto de las redes
biolégicas se espera poder encontrar comunidades las cuales puedan brindar informacién asociadas
a las interacciones que poseen las proteinas en un interactoma humano, o al mismo tiempo en el
estudio de enfermedades como lo seria el cancer se pueden detectar genes los cuales puedan estar
relacionados a la carcinogénesis. A continuacién se presentan los algoritmos de comunidades los
cuales se utilizaron en esta tesis.

3.6.1. Algoritmos de comunidades modulares
3.6.1.1. Algoritmo de propagacién de etiquetas

El algoritmo algoritmo de propagacion de etiquetas asigna inicialmente una etiqueta tnica a
cada nodo, para luego, repetidamente, asignar la etiqueta que aparece mas repetidamente entre los
nodos vecinos a cada nodo. Las comunidades se asumen formadas y el algoritmo termina cuando
todos los nodos cumplen esta condicién. Este algoritmo es probabilistico, por lo que sus resultados
pueden variar en cada ejecucién. [33].

3.6.1.2. Comunidades modulares codiciosas

El algoritmo de comunidades modulares codiciosas encuentra comunidades en el grafo usando
la maximizacién de modularidad de Clauset-Newman-Moore. Empieza con cada nodo en su propia
comunidad, y luego, repetidamente, junta el par de comunidades que llevan a la modularidad mas
grande hasta que no se pueda conseguir més. Este algoritmo puede parametrizarse para detenerse
antes de cumplir esta condicién y ahorrar tiempo de cémputo [34].

3.6.1.3. Comunidades de Louvain

El algoritmo de deteccion de comunidades de Louvain es un algoritmo de deteccién de comu-
nidades usado en redes grandes. El algoritmo busca maximizar un puntaje de modularidad para
cada comunidad, donde la modularidad determina la calidad de la asignaciéon de un nodo a una
comunidad en cada paso. Dicha optimizacion se realiza en una fase local y una fase de agregacién.
En la fase local, cada nodo se agrega a la comunidad que convenga mas de acuerdo a la calidad de
dicha agregacién en términos de la modularidad resultante. En la fase de agregacién se crea una
red agregada a partir de la particién obtenida en la fase de movimiento local. Cada comunidad en
esta particién se convierte en un nodo en la red agregada. Las dos fases se repiten hasta que la
funcién de calidad no se puede aumentar més [35].

3.6.2. Algoritmos de comunidades soprelapantes
3.6.2.1. Algoritmo IPCA

IPCA es una versién modificada de DPClus. A diferencia de DPClus, este método se centra
en mantener el didmetro de un cluster, definido como la distancia méaxima mas corta entre todos
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los pares de vértices, en lugar de su densidad. Al hacerlo, el aspecto de crecimiento de semillas de
IPCA enfatiza la cercania estructural de un complejo proteico predicho, asi como la conectividad
estructural. Al igual que DPClus, IPCA calcula los pesos locales de vértices y bordes contando
el nimero de vecinos comunes compartidos entre dos vértices. Sin embargo, IPCA calcula estos
valores solo una vez al comienzo del algoritmo, en lugar de actualizarlos cada vez que se elimina
del grafico un cluster descubierto. Esto permite que se produzca una superposicién natural entre
los clusteres, ya que los nodos del cluster no se eliminan permanentemente del grafico; sin embargo,
también puede conducir a una gran cantidad de superposicién de clusteres.[36].

3.6.2.2. Algoritmo de Angel

El algoritmo de Angel es un algoritmo de descubrimiento comunitario de abajo hacia arriba cen-
trado en nodos. Aprovecha las estructuras de red de ego y la propagacién de etiquetas superpuestas
para identificar comunidades de microescala que posteriormente se fusionan en las de mesoescala,
como hiperparametros se le pasaron el minimo nimero de comunidades a crear siendo 3, un puntaje
limite(threshold) el cual a mayor cercania a un valor de 1 prioriza encontrar un gran nimero de
comunidades pero con menor tamano, siendo en este caso con un valore de 0.7, y el grafo. Esto con
el fin de no generar un gran nimero de comunidades las cuales sean muy pequenas [37].

3.7. Aprendizaje de maquina y métodos de aprendizaje de maqui-
na aplicados al entendimiento del cancer

El cancer ha sido objeto de estudio desde hace ya muchos afios, diversas técnicas se han de-
sarrollado con el fin de poder diagnosticar, pronosticar o incluso encontrar tratamientos para esta
enfermedad. Las ultimas investigaciones han decidido tomar el camino de la computacién y guiarse
por el estudio de la aplicacion del aprendizaje de maquina. El aprendizaje de maquina es una rama
de la inteligencia artificial la cual se centra en el uso de datos y algoritmos con el fin de apren-
der comportamientos y replicarlos. El sistema de aprendizaje de un algoritmo de aprendizaje de
méquina puede dividirse en tres partes [38]:

= Proceso de decision: Generalmente los algoritmos de aprendizaje automatico se usan para
clasificar o predecir algo. Basado en una entrada de datos, el algoritmo produce una estimacion
acerca de los datos.

= Funcién de error: Una funcién de error sirve para evaluar la calidad de la predicciéon o
clasificacion del modelo.

= Proceso de optimizacion del modelo: Si se decide que el modelo puede ajustarse mejor
a los datos en el conjunto de entrenamiento, entonces se realizan ajustes para reducir las
diferencias entre el ejemplo conocido y el estimado resultado del modelo.

Gracias al aprendizaje de méquina se han podido llevar a cabo varios estudios y aplicar una gran
variedad de técnicas con los cuales poder diagnosticar el cdncer en las personas, como por ejemplo
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la deteccién de biomarcadores de ADN, siendo considerado un factor importante para la deteccion
de cancer, por medio de varios métodos aprendizaje de maquina se pueden detectar biomarcadores
a partir de secuencias de ADN [39]. Al mismo tiempo también se puede llegar a predecir factores
como variables clinicas, asi como parametros histolégicos que pueden hacer parte de los conjuntos
de datos de entrada, utilizados para implementar las estrategias de aprendizaje de maquina. [40].
Para el desarrollo de esta tesis se hard uso de lo siguientes algoritmos de aprendizaje de maquina.

3.7.0.1. Regresion Logistica

El algoritmo de Regresion Logistica ha sido conocido por su simplicidad en el funcionamiento y
por la variedad de predicciones a las cuales sometida, entre ellos la clasificacién de spam, compras
online o incluso deteccién de cancer. Este algoritmo utiliza la funciéon Logistica o también conocida
por el nombre de funcién de Sigmoide la cual es una curva en forma de S que puede tomar cualquier
valor en un rango entre 0 y 1 pero jamas por fuera de este rango. Cuando un valor se encuentra
por debajo de 0.5 se dice que corresponde a la clase cero mientras que si son superiores a 0.5 a la
clase uno. La funcién se describe de la siguiente manera. [41]

1

BT

f(x)

Si x tiende a menos infinito el resultado de la ecuacién tiende a cero, pero si x tiende a infinito el
resultado tiende a uno. Ahora bien, como se quiere identificar la probabilidad de que cierto evento
ocurra con un resultado binario en base a ciertas variables independientes se parte de la siguiente
formula.

log = Bo+ /1. X1 + foXo + ... + B Xy

p
L—p
Donde p es la probabilidad del evento, 8 es un parametro, y x es una variable independiente

Al hacer despejes algebraicos se llega a la siguiente expresion.

1
14+ e (Bo+ BiXy + faXo + ... + BnXn)

p

3.7.0.2. Bosques aleatorios

Debido a que se posee un conjunto de datos de gran tamano y es bien conocido este algoritmo por
dar buenos resultados independiente del tamano del conjunto de datos es utilizado este algoritmo
para la prediccién de esta tesis. El algoritmo Bosques aleatorios clasifica en base a un ntmero de
arboles de decision en varios subconjuntos del conjunto de datos, tomando la prediccién del mayor
numero de votos de los arboles de decisién. [42]
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Tree 1 Tree 2 Treen

Class 1 Class 1 Class n

Majority Voting for Classification or Averaging for Regression

Final Class

Figura 3.1: Procedimiento Bosques aleatorios: La figura muestra una representacién de los
arboles de decisién clasificando un conjunto de datos. La clase final de un dato se decide mediante

votacién o promediado de los resultados de cada drbol individual. [42]

3.7.0.3. K-vecinos mas cercanos

El algoritmo de K-vecinos hace la suposicién que puntos similares tienden a estar muy cerca
de otros, esto lo hace en base a la distancia euclidiana entre dos puntos, para ello busca k puntos
cercanos al punto que se quiere categorizar. Recordemos que la distancia euclidiana funciona por
medio de la siguiente formula. [43]

d(P.Q) = \/(zq — zp)? + (yg — yp)?

Calculando la distancia euclidiana tenemos los vecinos més cercanos a nuestro objetivo, depen-
diendo a que clase tenga més vecinos cercanos es hacia donde se va a clasificar. Se escogié hacer
una prediccion con este modelo con un k entre 3 y 19 y tomar la mejor prediccion y escoger el
mejor £ como nuestro punto objetivo para hacer el andlisis de las métricas.

3.7.0.4. Analisis Discriminante Lineal

El andlisis discriminante lineal o también conocido en inglés por Linear Discrimiant Analysis
(LDA) hace uso del teorema de Bayes, dado la observacién de un valor x cual es la probabilidad
de que pertenezca a una clase k, por medio de la siguiente formula. [44]

P(X = z|]Y = K)P(Y = k)
P(X =x)

P(Y =k|X =z) =
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3.7.0.5. PU Learning

Al momento de implementar un modelo de aprendizaje de maquina para clasificacién, es ideal
contar con un set de datos de entrenamiento en el que todos sus elementos estén etiquetados de
alguna forma, de modo que las clases a tratar sean totalmente distinguibles y la naturaleza de
cada elemento del set esté bien definida. Sin embargo, existen muchos escenarios en los que esto no
sucede asi. En lugar de ello, por ejemplo, puede existir un escenario en el que se quiera clasificar
unos elementos de acuerdo a la informacién dada por un conjunto X en el que hay un subconjunto
de datos etiquetados como positivos (que llamaremos P), mientras que los demds elementos no
estan etiquetados de ninguna forma (que llamaremos U). Estos datos U, al no tener una etiqueta,
podrian ser positivos como negativos, y esto afecta el rendimiento del modelo de clasificacién. Este
problema es conocido como PU Learning y se diferencia del problema de clasificacién supervisada
estandar por la falta de ejemplares negativos en el set de datos.

Nuestro objetivo es aprender, a partir de P y U, una manera de identificar nuevos datos posi-
tivos. Asi, distinguimos dos formas de PU Learning:

= PU Learning inductivo: En este caso, el objetivo es aprender una funcién que nos permita
asociar un puntaje o probabilidad de que un dato nuevo x € X , que puede no estar el
set de datos sin etiquetar U de entrenamiento del modelo, sea positivo. Este escenario suele
presentarse en sistemas disenados para la clasificaciéon de imagenes o documentos, donde un
subconjunto de los set de datos principal es usado para entrenar el sistema, el cual debe poder
clasificar nuevas imagenes fuera de dicho set de entrenamiento.

= PU Learning transductivo: En este caso, el objetivo es estimar una funcién de puntaje
en la que solo nos interesa encontrar datos positivos en el set dado U. Este caso suele darse
en problemas de clasificaciéon de genes, donde el set completo de genes se conoce durante el
entrenamiento y se clasifica entre genes de enfermedades P y el resto del genoma U, y nos
interesa entonces encontrar nuevos genes de enfermedades en U.

Dada la naturaleza del problema que queremos tratar, notamos que una estrategia aplicada al
PU Learning transductivo se adapta mejor a nuestras necesidades, pues queremos descubrir genes
posiblemente implicados en cancer colorrectal en un set de datos sin etiquetar. Basados en esta
idea, se propone un método llamado Bagging (Bootstrap aggregation) que consiste en la agregacién
de clasificadores entrenados para distinguir elementos positivos P de una muestra del subconjunto
de elementos sin etiquetar U y promediar sus resultados individuales.

En el caso particular del PU Learning transductivo, cada vez que se genera una muestra U; de
U, un clasificador se entrena para discriminar los datos positivos P de Ui, y se usa para asignar
una probabilidad a cada elemento de U de que sea positivo. Al final, el puntaje de cada elemento
x de U se obtiene promediando las predicciones de los clasificadores que no contenian a x.






CAPITULO 4

Implementacion

4.1. Metodologia

4.1.1. Integracién de distintos tipos de informacion bioldgica, asociada a la com-
prension genética del origen y desarrollo del cancer, a un mapa detallado
de interaccion proteina-proteina en humanos.

El interactoma humano utilizado se configuré6 a partir de 21 bases de datos publicas que compilan
datos de interacciones proteina-proteina (PPI) obtenidos experimentalmente:

= PPI binarias, derivadas de experimentos de doble hibrido de levadura de alto rendimiento.
= PPI identificadas por purificacién por afinidad seguida de espectrometria de masas.

= Interacciones sustrato quinasa.

= Interacciones de senalizacion.

= Interacciones regulatorias.

Para usar ciertos algoritmos de deteccién de comunidades en la red proteina-proteina, era ne-
cesario que las conexiones en el grafo tuvieran un peso, el cual no tenian en la red original. Para
establecer los pesos de las conexiones en la red de interaccién proteina-proteina, utilizamos informa-
cién preexistente sobre las proteinas incluidas en el grafo: Hanahan & Weinber reportan los genes
asociados a las marcas distintivas del cancer; Dressler y colaboradores definen los genes y proteina
codificadas por éstos, implicadas en el proceso de transformacién neoplasica; Knijnenburg establece
las proteinas implicadas en el proceso de inestabilidad gendémica; Dietley y colegas establecen la
lista de genes y proteinas codificantes, de los genes conductores del proceso de carcinogénesis; y
Zhunussova establece las proteina hasta ahora implicadas directamente en el desarrollo del cancer
de colon. Utilizando dichas implicaciones funcionales, asignamos un valor o peso a cada nodo, con-
siderando si dicha proteina esta relacionada con la carcinogénesis a través de una o varias categorias
funcionales, asi, el valor del nodo aumenta entre mas implicaciones funcionales aporte al proceso
de transformacién neoplasica. A cada categoria se le asigné un mismo valor, a excepcién de las
categorias asociadas como proteinas implicadas en el proceso de desarrollo de cancer de colon y la
categoria de genes conductores, a las cuales se les asigné un mayor peso, teniendo en cuenta que la
primera identifica las proteinas implicadas directamente en la transformacién maligna del epitelio
del colon, y la segunda define las proteinas que conducen y direccionan el proceso de transformacién
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neopldsica (ver tabla 4.1). A través de dichas implicaciones asignamos un valor o peso a cada nodo,
de modo que este aumente dependiendo de su pertenencia a grupos determinados de genes, como
se muestra en la siguiente tabla:

Tabla 4.1: Pesos por set de datos usados

Ref i
Caracteristica funcional Ntumero de proteinas . e'eren’(na Peso dado al
. bibliografica
en el proceso de pertenecientes a la . ) nodo dentro de la
; L ) asociada a la lista ,
carcinogénesis categoria , categoria
de la categoria
Proteinas asociadas a [Dressler et al;
1 ’ 12
Céncer 59 2022][30] 0125
Proteinas candidatas
. [Dressler et al;
potencialmente 2613 0.125
) , 2022|[30]
asociadas a céncer
Proteinas asociadas al [Knijnenburg et
proceso de 439 al'J 2015] [3% 0.125
inestabilidad genémica ’
Proteinas implicadas en
) [Zhunussova et
el desarrollo de cancer 85 0.25
al; 2019][29]
de colon
Proteinas codificadas
por genes conductores 446 [Dietlein et al; 0.25
asociados al desarrollo 2020][31]
de cancer
Proteinas asociadas a [Hanahan and
las marcas distintivas 5215 Weinberg; 2000; 0.125
del cancer 2011][25][26]

Como preprocesamiento para el presente estudio se obtuvo el componente gigante més conectado
de la red de interaccién proteina-proteina (interactoma) propuesto por Gysi y Colaboradores [45]
con el fin de obtener resultados solo basados en conexiones existentes entre proteinas y no realizar las
predicciones sobre subgrafos disponibles dentro del interactoma original. Este andlisis fue realizado
en el modulo de Python networkx 2.6.3.

La asignacion de pesos de aristas usados en la deteccion de comunidades y predicciéon de pro-
tefnas asociadas a céncer colorrectal mediante algoritmos de aprendizaje de maquinas se realizé en
Python 3.7. Como primer paso se calcularon los pesos de nodos para usarlos en el calculo de pesos
de aristas mediante el siguiente procedimiento:
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W (u) = z;x = sumw;
donde u es un nodo (una proteina del interactoma)
W (u) representa el peso del nodo u
z es la suma de los valores w;

w; representa un valor dado a u si pertenece a uno de los set de datos i (ver tabla 4.1)

Como pesos de aristas se usaron los pesos de los nodos usados previamente mediante la siguiente
ecuacién:

Wi(e) = W(u)+ W(v)

donde W (e) es el peso de la arista e compuesta de los nodos u y v respectivamente.

Finalmente, se obtuvieron el nimero de conexiones degree, Centralidad de intermediacién bet-
weness Centrality y centralidad de cercania closeness Centrality para ser usados en el andlisis de
caracteristicas topolégicas del interactoma analizado y como variables predictoras usando estrate-
gias de aprendizaje de maquina mediante Cytoscape 3.9.2.

4.1.2. Identificacién de proteinas fundamentales, para el entendimiento del cancer,
a través del analisis topoldgico de la red de interaccién construida.

Con el objetivo de tener un mejor entendimiento del cancer en el interactoma humano se pro-
cedié a identificar proteinas las cuales tuviesen una implicacién importante en el grafo, por ello se
realizaron los siguientes analisis: Luego de determinar el peso total de cada nodo de acuerdo a sus
caracteristicas funcionales asociadas, se realizé una clasificacion por pesos, determinando aquellos
nodos de mayor peso y la composicion de las categorias funcionales asociadas al nodo.

Utilizando el patréon de interaccién determinado por el interactoma de relaciones proteina-
proteina, para cada uno de los nodos, se determiné el nimero de conexiones realizadas por cada
nodo, para identificar los nodos més conectados (hubs de red). De la misma manera se calcul6
el peso total del nodo, teniendo en cuenta la sumatoria total del peso de las aristas de conexion,
dadas por las caracteristicas funcionales evaluadas. Se establecié una correlacion entre el grado
de los nodos del interactoma y sus pesos asociados, segin su funcionalidad dentro del proceso de
carcinogénesis y, finalmente, se establecié la misma correlacién pero teniendo en cuenta exclusiva-
mente las proteinas asociadas al proceso de inestabilidad genémica en conjunto con las proteinas
implicadas en la aparicién del cancer de colon.

Finalmente, utlizando los resultados del cédlculo de peso funcional, determinamos el coeficiente
de relacién que tiene el nimero de conexiones de todos los nodos en la red con su peso funcional, y
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luego de la misma manera para los genes de inestabilidad genémica o cancer colorrectal en especifi-
co. Adicionalmente, Sobre la red de interaccién construida se determinaron algunos descriptores
bésicos de la topologia de la red como, grados de los nodos, grados de la red, frecuencias de distri-
bucién de grados y centralidad.

Para calcular los coeficientes de determinacién y correlacién de Pearson se usaron (i) El nimero
de conexiones para el componente gigante obtenido en el paso anterior (ii) los pesos de nodos
calculados w(u) con base en la suma de las interacciones entre proteinas donde estuviera presente
un nodo u para las proteinas identificadas como presentes en cancer colorrectal e inestabilidad
genomica. El calculo de los coeficientes de determinacién y correlacién fueron realizados en Microsoft
Excel y R 4.1.3.

4.1.3. Identificacién de médulos de interacciéon claves, para el entendimiento
del cancer, por medio de la identificacion de comunidades, sobre la red
de interaccion construida

Con el objetivo de determinar los patrones de distribucién de las distintas proteinas asociadas
a las categorias funcionales consideradas, y obtener comunidades de proteinas modulares, es decir
comunidades de proteinas las cuales tuvieran una modularidad alta (separacién bien definida dentro
del componente gigante del interactoma como criterio de inclusién) se usaron cuatro algoritmos:
(i) Algoritmo de propagacién de etiquetas (asynchronous Label Propagation Communities, por sus
siglas en inglés). (ii) Algoritmo de comunidades modulares codiciosas con los siguientes parametros:
Sin limite en el nimero de comunidades a ser obtenidas (iii) Algoritmo de comunidades de Louvain.
El pardmetro de resolucién fue conservado en 1 (resolucién igual 1) para (ii) y (iii) con el fin de
no sesgar la bisqueda a comunidades pequenias (resolucién menor que 1) o comunidades grandes
(resolucién mayor que 1) dentro de la red de interaccién de proteinas. Estos anélisis se realizaron
usando la libreria networkz 2.6.3 en Python 3.7 y el programa Gephi.

Con el fin de obtener comunidades que se sobrelapen unas a otras (es decir donde no se usa la
modularidad como criterio de aglomeracién) se usaron dos algoritmos de comunidades: (i) IPCA
con los siguientes pardametros: un puntaje limite(7;n)=0.7 para no generar un gran ndimero de
comunidades las cuales sean muy pequenas [36] y (ii) el algoritmo de Angel [37] para observar el
comportamiento de las proteinas dentro del interactoma sin el efecto de la presencia de los pesos
de aristas e identificar las posibles agrupaciones de los genes. Estos analisis fueron realizados en el
modulo de Python cdlib.
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4.1.4. Prediccién de proteinas asociadas a cancer colorectal usando métodos de
aprendizaje de maquina

4.1.4.1. Preprocesamiento para clasificacion

Una vez hecho el estudio de los resultados de los algoritmos en la deteccién de comunidades
sobrelapantes y no sobrelapantes se procedié a hacer los preparamientos para hacer aprendizaje de
maquina en donde se hara uso de las metodologias de clasificacion por clases. Para ello se usé el flujo
de trabajo framework node2vec[46] el cual es un algoritmo semi-supervisado para el aprendizaje
de caracteristicas escalables en redes. Un embebido de grafos usando Node2vec+ [47] fue ejecutado
para conseguir una matriz de 128 columnas la cual representa las caracteristicas de vecindades del
interactoma analizado tomando en cuenta los pesos de aristas calculados previamente en toda el
interactoma. Para este fin se usaron los siguientes hiperparametros: PreCompFirstOrder, para usar
el precomputo de orden para acelerar el proceso de embebido del grafo, extend weighted, con el
fin de usar la aproximacién NodeZvec+, la cual toma los pesos de las aristas del grafo calculadas
anteriormente en consideracién, p (pardmetro de retorno) y ¢ (pardmetro de entrada y salida) con
valor 1 respectivamente. El resultado del embebido del grafo fue obtenido usando el modulo pecanpy
[48]. Este fue tomado como el set de datos (variable X)) usado en los métodos de aprendizaje de
maquinas a través de la siguiente linea de comando:

pecanpy --input entrada.txt --output salida.emb --mode PreCompFirstOrder
--extend --weighted --p 1 --q 1 --verbose

A este conjunto de predictores se le agregaron tres caracteristicas topoldgicas para obtener una
matriz de 128 columnas y 17,784 filas, la cual posteriormente fue escalada usando la desviacién es-
tandar para obtener la variables predictoras para la clasificacion mediante algoritmos de aprendizaje
automatico.

Para la implementaciéon de los modelos de aprendizaje de méquina en la red, se realizé primero
un rebalanceo de las clases con el método SMOTE y en segundo lugar con el método G-SMOTE.
Finalmente, se implementaron los mismos modelos a través de la estrategia PU Learn con el obje-
tivo de mejorar los resultados del aprendizaje.

A continuacién, presentamos los métodos de rebalanceo de clases y los modelos de aprendizaje
de méaquina usados en el proyecto.

4.1.4.2. SMOTE y G-SMOTE

Dado que el proceso de la clasificacién presenté un evidente desbalance en cuanto a datos de
entrenamiento (85 proteinas asociadas a cancer colorrectal en todo el interactoma) se usaron dos
estrategias para solventar el problema; (i) sobremuestreo de minorias sintéticas (SMOTE) [49] y (ii)
sobremuestreo de minorias sintéticas geometrico (GSMOTE) [50]. Las cuales crean datos sintéticos
usando como base la distancia euclidiana entre datos de entrenamiento p y una regién geométrica
determinada respectivamente con el fin de disminuir el desequilibrio de etiquetas para predicciones
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de aprendizaje de maquina (es decir una categoria o etiqueta posee menos datos que otra). Los
procedimientos de SMOTE y GSMOTE fueron realizados en los médulos de Python imblearn y
gsmote usando los pardmetros por defecto de las funciones respectivas (nimero de vecinos=5).

Para evaluar si la estrategia de sobremuestreo (SMOTE y GSMOTE) podrian funcionar para
la clasificacién de proteinas de cancer colorrectal, cuatro algoritmos fueron ejecutados usando un
80 % de los datos para entrenamiento y 20 % para evaluacién. Los algoritmos usados fueron los
siguientes: (i) Regresion logistica usando maximo 500 iteraciones para lograr una convergencia de
resultados. (ii) Bosques aleatorios (random forest), con los siguientes hiperpardmetros: 1,000 estima-
dores y 1,000 pasos de bootstrap. (iii) K Vecinos més cercanos con los siguientes hiperpardmetros:una
busqueda en grilla de valores entre 3 a 18 para encontrar nimero k de vecinos mas éptimos. (iv)
Anilisis discriminante lineal con una tolerancia de 0.001. Los algoritmos de aprendizaje de maquinas
fueron ejecutados en el modulo de Python scikitlearn 1.0.2.

4.1.4.3. PU Learning

Como ultima estrategia para la prediccion de proteinas asociadas a cdncer colorrectal se utilizo
una estrategia basada en PU Learning. Para dicho fin se usé como algoritmo de clasificaciéon un
arbol de decisiones con 10,000 estimadores, boostraping y el doble de datos usados para entrena-
miento con etiqueta 1 (Proteinas asociadas a cancer colorrectal con evidencia experimental) usando
como datos de entrada la matriz de 131 variables predictoras escaladas obtenida en el preprocesa-
miento. Se implemento una estrategia en dos pasos para aumentar las probabilidades de obtener
una clasificacién 6ptima actualizando las etiquetas positivas (1) mediante las probabilidades obte-
nidas de correr iterativamente el arbol de clasificacion durante 20 veces. La clasificacién mediante
PU Learning fue realizada en el modulo de Python pulearn 0.0.7.

4.1.4.4. Validacién y prediccién de los modelos de clasificaciéon de proteinas asociadas
a cancer colorrectal

Para evaluar la idoneidad de los modelos de clasificacién para predecir posibles proteinas aso-
ciados a cancer colorrectal, se evalué cada modelo a través de una matriz de confusién, asi como
el calculo de precisién, exhaustividad (recall) y puntaje F1 para las dos etiquetas (Proteinas que
se desconoce si estan asociados a cancer colorrectal=0 y Proteinas asociadas a cancer colorrectal
con evidencia experimental=1). Las validaciones fueron llevadas a cabo en el modulo de Python
scikitlearn 1.0.2.

En caso de que un modelo de clasificacién tuviese un valor de recall igual o mayor a 0.8 para la
etiqueta positiva (Proteinas asociadas a céncer colorrectal con evidencia experimental) se procedi6
a considerar solo aquellas proteinas con probabilidades iguales o superiores a 0.9 como candidatas
para un modelo de clasificacion.

Con el fin de obtener una lista final de proteinas asociadas a cancer colorrectal se utilizé una
aproximacion de ensamblaje de modelos, solo se tomaron en cuenta como proteinas candidatas
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finales aquellas proteinas que tuvieran probabilidad igual o mayor a 0.9 para al menos dos algoritmos
de aprendizaje automatico de maquina con el fin de disminuir el nimero de candidatos disponibles
a aquéllas proteinas que tuviesen mejor certeza estadistica de la prediccién.

4.2. Resultados

4.2.1. Acoplamiento de distintos tipos de informacién biolégica, asociada a la
comprension genética del origen y desarrollo del cancer, a un mapa de-
tallado de interaccién proteina-proteina en humanos

4.2.1.1. Genes con mayores pesos de nodo junto con las caracteristicas funcionales
en el proceso de carcinogénesis.

Luego de mapear los distintos tipos de informacién funcional asociada al desarrollo del proceso
carcinogénico sobre el interactoma analizado, se obtuvieron los pesos asociados a dichos procesos
de transformacién, para cada nodo de la red. La tabla 4.2 muestra el top 20 de las proteinas con
mayor peso. A continuacion se indican las abreviaciones contenidas en la tabla:

= Proteinas candidatas potencialmente asociadas a cancer: Candidatas.

= Proteinas asociadas al proceso de inestabilidad genémica: Inestabilidad genémica
= Proteinas implicadas en el desarrollo de cancer de colon: Cancer de colon

= Proteinas asociadas a las marcas distintivas del cancer: Marcas distintivas

= Proteinas codificadas por genes conductores asociados al desarrollo de céancer:
Genes conductores
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Tabla 4.2: Top 20 de genes con mayores pesos de nodo, se muestran Entrez ID(NCBI), nombre
oficial (Alias), valor de peso w(u), y set de datos en el que la proteina estaba presente. Parte 1

H Rango  Entrez ID Alias Peso Set de datos de origen H

Candidatas + Inestabilidad genémica +
1 675 BRCA2 0.875 Céncer de colon + Marcas distintivas +
Genes conductores

Candidatas + Inestabilidad genémica +
2 1956 EGFR 0.875 Céncer de colon + Marcas distintivas +
Genes conductores

Candidatas + Inestabilidad genémica +
3 672 BRCA1 0.875 Céncer de colon + Marcas distintivas +
Genes conductores

Candidatas + Inestabilidad genémica +
4 2068 ERCC2 0.875 Céncer de colon + Marcas distintivas +
Genes conductores

Candidatas + Inestabilidad genémica +
5 7157 TP53 0.875 Céncer de colon + Marcas distintivas +
Genes conductores

Candidatas + Inestabilidad genémica +
6 2956 MSH6 0.875 Céncer de colon + Marcas distintivas +
Genes conductores

Candidatas + Inestabilidad genémica +
7 472 ATM 0.875 Céncer de colon + Marcas distintivas +
Genes conductores

Candidatas + Inestabilidad genémica +
8 9401 RECQLA4 0.875 Céncer de colon + Marcas distintivas +

Genes conductores

Candidatas + Inestabilidad genémica +
9 11200 CHEK2 0.875 Céncer de colon + Marcas distintivas +
Genes conductores

Candidatas + Céancer de colon + Marcas

10 4233 MET 0.75 e .
distintivas + Genes conductores
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Tabla 4.3: Continuacién Tabla 4.2: Top 20 de genes con mayores pesos de nodo, se muestran Entrez
ID(NCBI), nombre oficial (Alias), valor de peso w(u), y set de datos en el que la proteina estaba
presente.

H Rango  Entrez ID Alias Peso Set de datos de origen H

1 7498 VHL 075 Candl'da‘tas‘ + Céncer de colon + Marcas
distintivas + Genes conductores

19 5798 PTEN 075 Candl.da‘tas. + Céncer de colon + Marcas
distintivas + Genes conductores

13 1029 CDKN2A 075 Candl.da'tas' + Céancer de colon + Marcas
distintivas + Genes conductores

1 5095 RB1 0.75 Candlida.tasl + Céncer de colon + Marcas
distintivas + Genes conductores
id 4 1 M

15 1050 CEBPA 075 Candl' a'tas. + Céncer de colon + Marcas
distintivas + Genes conductores
i A 1 M

16 4771 NF2 075 Candl.da‘tas. + Céncer de colon + Marcas
distintivas + Genes conductores
i A 1 M

17 7948 TSC1 075 Candl.da'tas. + Céncer de colon + Marcas
distintivas + Genes conductores

18 394 APC 0.75 Candlida.tasl + Céncer de colon + Marcas
distintivas + Genes conductores

19 3815 KIT 075 Candi'da'tas‘ + Céancer de colon + Marcas
distintivas + Genes conductores
i 3 1 M

20 6508 SMARCBI 075 Candl'da‘tas‘ + Céncer de colon + Marcas
distintivas + Genes conductores
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4.2.2. Identificacién de proteinas fundamentales, para el entendimiento del cancer,
a través del analisis topolégico de la red de interaccién construida

4.2.2.1. Nodos por orden de grado, peso ponderado, y conexiones ordenadas por peso

Al calcular la estadistica descriptiva sobre la red, se obtuvieron los siguientes datos:

Tabla 4.4: Estadistica descriptiva sobre las conexiones en la red

H Métrica Valor H
Promedio de pesos y desviacién estdndar 0.2410 £0,2209
Mediana y desviacién alrededor de la mediana de pesos (MAD) 0.25 £0,125
Aristas bajo el promedio de pesos 156406
Aristas sobre el promedio de pesos 165753
Aristas bajo la desviacién de la mediana de pesos 66466

A través del uso de Networkx, se obtuvo la siguiente informacién topoldgica de interaccién pro-
teina-proteina. Las tablas a continuacién muestran los nodos en orden de grado, peso ponderado,
y por ultimo las conexiones ordenadas por peso:

La figura 4.1 muestra una parte de la distribucién del grado de conexién de los nodos en la red.
Aqui se puede apreciar que los nodos tienden a tener pocas conexiones (entre 0 y 20, aproximada-
mente, y en contraste, los nodos que son hubs de red, dado su alto nimero de conexiones, representa
menos del 2% de los nodos de la red.) La gréfica con la representacién completa se encuentra en el
anexo .1

La figura 4.2 muestra que el comportamiento de la distribucién de los pesos de los nodos es
similar al de sus grados de conexién. El 61 % de los nodos no estan involucrados en ningin set de
datos y por ende no tienen peso (peso 0). Los nodos de gran peso (mds de 0.625) representan solo
el 0.4% de la red. La informacién completa sobre este apartado se encuentra en el anezo .2



4.2. Resultados

45

Cantidad de nodos

2,000
1,800
1,600
1,400
1,200
1,000
200
800
400

200

Distribucion del grado

20 40 &0 B0 100 120 140
Nuamero de conexiones

160

Figura 4.1: Distribucion de frecuencias en relacién a los
tados en la red de interaccion. La figura muestra en el eje X el grado alcanzado por un nodo
particular y el eje Y, hace relacién a la cantidad de nodos que tienen un determinado grado dentro
de la red. Se observa como a medida que el grado de los nodos aumenta, su presencia en la red
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grados de los nodos represen-

disminuye, es decir, la red de interacciéon analizada, presenta muchos nodos con bajo nimero de

conexiones, mientras que los hubs de red son escasos.
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Figura 4.2: Distribucién del peso de los nodos en la red: La figura muestra en el eje X el peso
alcanzado por un nodo particular y el eje Y, hace relaciéon a la cantidad de nodos que tienen un

determinado peso en la red. La figura evidencia la alta presencia de nodos que estan involucrados

en en pocos o ningun set de datos.
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4.2.2.2. Peso funcional de todos los nodos de acuerdo a la suma de los pesos de sus
conexiones

La tabla 4.5 muestra, entre todos los genes, cudles son los que tienen un mayor peso funcional
de acuerdo a la relevancia de sus conexiones. Dicho peso funcional se hallé sumando los pesos de
cada conexiéon de un nodo.

Tabla 4.5: Top 20 de genes con mayor peso funcional. Se muestran rango, nombre oficial (Alias),
peso funcional, grado del nodo

H Rango Alias Peso funcional Grado H
1 UBC 1851.75 5198
2 TP53 798.5 762
3 EP300 788 1124
4 CTCF 769.25 1361
5 GATA2 758.5 1369
6 RAD21 686.875 969
7 EGFR 610.25 623
8 BRCA1 594.75 705
9 ETS1 552.75 1496
10 MYC 410.5 1107
11 AR 390.875 1099
12 CTNNB1 387.5 712
13 PIK3R1 370.375 572
14 ESR1 367.625 841
15 STAT3 356.75 604
16 SUMO2 321.375 850
17 EGR1 321 910
18 FOXA1 292.25 498
19 GATA1 268.5 740
20 MAPK1 259.125 462

4.2.2.3. Peso funcional de los nodos implicados en cancer colorrectal o inestabilidad
gendémica de acuerdo a la suma de los pesos de sus conexiones

La tabla 4.6 muestra, entre los genes implicados en inestabilidad genémica o cancer colorrectal,
cuales son los que tienen un mayor peso funcional de acuerdo a la relevancia de sus conexiones.
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Tabla 4.6: Top 20 de genes implicados en inestabilidad gendémica o cancer colorrectal con mayor

peso funcional. Se muestran rango, nombre oficial (Alias), valor de peso funcional, grado del nodo

H Rango  Alias  Peso funcional Grado H
1 UBC 1851.75 5198
2 TP53 798.5 762
3 EP300 788 1124
4 GATA2 758.5 1369
5 RAD21 686.875 969
6 EGFR 610.25 623
7 BRCA1 594.75 705
8 SUMO2 321.375 850
9 E2F1 250.125 673
10 CDK2 232.75 569
11 E2F4 231.5 628
12 SUMO1 212.375 543
13 NPM1 206.5 419
14 MET 201.875 233
15 RB1 197.75 294
16 UBE2I 186.875 512
17 YY1 182.625 643
18 UBB 172.625 414
19 VHL 168.25 195
20 ABL1 165.75 413
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4.2.2.4. Coeficiente de determinacion entre el peso funcional del nodo y el grado del
nodo de toda la red

La figura 4.3 muestra el coeficiente de determinacién de toda la red entre el peso del nodo y el
grado del nodo, dando un R? de 0.5913.
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Figura 4.3: Coeficiente de determinacién de toda la red: La figura muestra en el eje X el
grado alcanzado por un nodo particular y el eje Y hace referencia al peso de dicho nodo en la
red. Se observa como existe una parte de los nodos cuya correlacion entre el grado y peso es alta,
mientras que otra parte se encuentra mas dispersa.

4.2.2.5. Coeficiente de determinacion entre el peso funcional del nodo y el grado del
nodo implicados en cancer colorrectal o inestabilidad gendémica

La figura 4.4 muestra el coeficiente de determinacion de genes implicados en cancer colorrectal
o inestabilidad genomica entre el peso del nodo y el grado del nodo, dando un R? de 0.8666.
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Figura 4.4: Coeficiente de determinacion de genes implicados en cancer colorrectal o
inestabilidad genomica: La figura muestra en el eje X el grado alcanzado por un nodo particular
y el eje Y hace referencia al peso de dicho nodo en la red, especificamente para los nodos implicados
en cancer colorrectal o inestabilidad gendmica. La dispersion en este caso es menor en relacion a la
de la figura 4.3, en la que se presenta este mismo andlisis pero considerando todos los nodos de la
red. Esta propiedad se evidencia en un R? de 0.8666.

4.2.3. Identificaciéon de mddulos de interaccion claves, para el entendimiento
del cancer, por medio de la identificacion de comunidades, sobre la red
de interaccion construida

Luego de implementar los algoritmos de bisqueda de comunidades sobre el interactoma ana-
lizado, se obtuvieron 5 conjuntos de datos. La tabla 4.7 muestra el las diferentes caracteristicas
encontradas en las comunidades por cada algoritmo. Si se quiere ver méas a detalle el resultado
de las comunidades se encuentran en los anexos .3, .4, .5, .6, .7. A continuacién se indican las
abreviaciones contenidas en la tabla:

= NCD: Numero de comunidades detectadas.

= NC 1000: Ntimero de comunidades con méas de 1000 nodos.

= NC 500-999:Ntmero de comunidades que contienen entre 500 y 999 nodos.

= NCD 10-99:Ntmero de comunidades que contienen entre 10 y 99 nodos.

= NC-CC:Numero de comunidades con presencias de proteinas asociadas a cancer de colon.

= NC-CM:Numero de proteinas asociadas al cancer de colon en la comunidad més representada
por este tipo de proteinas (nimero total de nodos en la comunidad).
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Tabla 4.7: Resultados algoritmos comunidades modulares y sobrelapantes

NC NC
NC NC NC NC-
Algoritmo  NCD 500- 100- NC-CM

1000 999 199 10-99 1-9 CC
ALPC 122 1 0 0 1 120 3 80(13477)
GMC 44 10 0 2 6 26 11 30(2069)

Louvain 9 7 0 1 0 0 9 30(2389)

IPCA 1709 0 0 0 0 1709 742 4(6)
Angel 128 1 0 1 7 119 3 83(12416)
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A continuacién se muestra una tabla haciendo referencia al grado y peso del nodo para los
30 genes asociados al cancer de colon los cuales se obtuvieron con el algoritmo de comunidades

modulares codiciosas(GMC).

Tabla 4.8: Conformacion del principal modulo asociado al cancer de colon

H Alias Peso Grado H
ATM 0.875 249
BRCA1 0.875 705
BRCA2 0.875 85
RECQL4 0.875 42
MSHG6 0.875 59
CHEK2 0.875 135
TP53 0.875 762
CDH1 0.75 155
CDKN2A 0.75 176
STK11 0.75 196
TSC1 0.75 158
VHL 0.75 195
BLM 0.625 72
BRIP1 0.625 56
ERCC4 0.625 34
FANCA 0.625 86
FANCD2 0.625 75
MEN1 0.625 71
NBN 0.625 79
PMS2 0.625 39
PALB2 0.625 43
NSD1 0.625 67
WRN 0.625 42
XPC 0.625 87
BUBI1B 0.5 95
EXT2 0.5 22
SLX4 0.5 31
RAD51C 0.5 22
FANCI 0.5 24
DIS3L2 0.5 6
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4.2.4. Predicciéon de proteinas asociadas a cancer colorectal usando métodos de
aprendizaje de maquina

Presentaremos el desempeno de los modelos de aprendizaje individualmente a través de sus
matrices de confusion. Después, presentaremos algunas métricas de aprendizaje automatico sobre
los modelos en conjunto a modo de comparacion.

4.2.4.1. SMOTE

La tabla 4.9 muestra la redistribucién de las clases en la red al aplicar la estrategia SMOTE
sobre ella. Notese que tras aplicar la estrategia, ambas clases tienen el mismo tamano. Posterior a
este balanceo de las clases, se aplicaron los algortimos de aprendizaje de maquina.

Tabla 4.9: Distribucién de clases en la red

H Clase Tamano H
Mayoritaria (Previo a SMOTE) 3472
Minoritaria (Previo a SMOTE) 84

Mayoritaria (Posterior a SMOTE) 3472
Minoritaria (Posterior a SMOTE) 3472

4.2.4.2. Regresion logistica

Tabla 4.10: Matriz de confusién de la Regresiéon Logistica

Datos reales
Positivos | Negativos | Total
Positivos 148 264 412
Negativos 2307 11509 13816

Prediccion

En la matriz de confusién de la regresién logistica aplicada a la red, podemos ver que el modelo
tiene mas falsos positivos que verdaderos positivos. Exactamente un 78 % extra. La cantidad de
falsos negativos es baja, en comparacién, con solo un 17 % de falsos negativos respecto al total.

4.2.4.3. Bosques aleatorios

En la matriz de confusién del Bosques aleatorios aplicado a la red, podemos ver que el modelo
tiene, una vez mas, mas falsos positivos que verdaderos positivos. Sin embargo, en este caso re-
presentan un 99 % de los datos positivos totales. La cantidad de falsos negativos es muy baja, en
comparacién, con solo un 0.13 % de falsos negativos respecto al total.
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Tabla 4.11: Matriz de confusién del algoritmo Bosques aleatorios
Datos reales
Positivos | Negativos | Total
Prediccion Positivos 2 410 412
Negativos 19 13797 13816
Tabla 4.12: Matriz de confusién de K-vecinos més cercanos
Datos reales
Positivos | Negativos | Total
Prediccion Positivos 53 359 412
Negativos 1223 12593 13816
4.2.4.4. K-vecinos mas cercanos

En la matriz de confusién de los K-vecinos mas cercanos aplicado a la red, podemos ver que
los falsos positivos en el modelo representan un 87 % de los datos positivos totales. La cantidad de
falsos negativos es bastante baja, con solo un 8.8 % de falsos negativos respecto al total.
4.2.4.5. Analisis Discriminante Lineal

Tabla 4.13: Matriz de confusion del Anélisis Discriminante Lineal

Datos reales

Positivos | Negativos | Total
Prediceid Positivos 162 250 412
FeCICAON M egativos | 2802 11014 | 13816

En la matriz de confusién del anédlisis discriminante lineal aplicado a la red, podemos ver que
los falsos positivos en el modelo representan un 60 % de los datos positivos totales, siendo el mas
bajo en los modelos aplicados. Sin embargo, la cantidad de falsos negativos es la mas alta con un
20 % de falsos negativos respecto al total.

4.2.4.6. Meétricas de aprendizaje automatico

En la siguiente tabla se muestra los resultados de las métricas dados por los algoritmos imple-
mentados de aprendizaje de maquina. Las métricas utilizadas son Precision, Recall, Puntaje F1
para las clases a clasificar siendo para la prediccién de los 1 y para la prediccién de los 0. Los resul-
tados de los algoritmos descritos anteriormente son respectivamente Regresién Logistica, Bosques
aleatorios, K-vecinos méas cercanos, y Analisis discriminante lineal.
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Tabla 4.14: Cuadro comparativo de métricas de aprendizaje automatico sobre los modelos imple-

mentados con SMOTE

Algoritmo Clase Precision Recall Puntaje F1
R ., Genes no
egr/es.l on asociados a 0.98 0.83 0.90
Logistica ,
cancer (0)
Reeresion Genes asociados
srest a cancer 0.06 0.36 0.10
Logistica
colorrectal (1)
Bosaues Genes no
due asociados a 0.97 1.00 0.98
Aleatorios B
cancer (0)
Bos ] Genes asociados
osqu(.es a cancer 0.10 0 0.01
Aleatorios
colorrectal (1)
K NS Genes no
TVeCInos tmas asociados a 0.97 0.91 0.94
cercanos 3
cancer (0)
K 108 A Genes asociados
TVeCInos Has a cancer 0.04 0.13 0.06
cercanos
colorrectal (1)
Anélisis Genes no
discriminante asociados a 0.98 0.80 0.88
lineal céncer (0)
An4lisis Genes asociados
discriminante a cancer 0.05 0.39 0.10
lineal colorrectal (1)

4.2.4.7. G-SMOTE

La tabla 4.15 muestra la redistribucion de las clases en la red al aplicar la estrategia G-SMOTE
sobre ella. Notese que tras aplicar la estrategia, ambas clases tienen el mismo tamano. Posterior a
este balanceo de las clases, se aplicaron los algortimos de aprendizaje de méaquina.

4.2.4.8. Regresion logistica

En la matriz de confusién de la regresién logistica aplicada a la red, podemos ver que el modelo
tiene la misma cantidad de falsos positivos y verdaderos positivos. La cantidad de falsos negativos
es baja, en comparacién, con solo un 4 % de falsos negativos respecto al total.
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Tabla 4.15: Distribucién de clases en la red

H Clase Tamano H
Mayoritaria (Previo a G-SMOTE) 3537
Minoritaria (Previo a G-SMOTE) 19

Mayoritaria (Posterior a G-SMOTE) 3537
Minoritaria (Posterior a G-SMOTE) 3537

Tabla 4.16: Matriz de confusién de la Regresién Logistica

Datos reales

Positivos | Negativos | Total
Prodiccién Positivos 33 33 66
Negativos 593 13569 14162

Tabla 4.17: Matriz de confusién del algoritmo Bosques aleatorios

Datos reales

Positivos | Negativos | Total
Prediccion Positivos 27 39 66
Negativos 403 13759 14162

4.2.4.9. Bosques aleatorios

En la matriz de confusién del modelo de Bosques aleatorios aplicado a la red, podemos ver que
el modelo tiene un poco mds de falsos positivos que verdaderos positivos, representando el 59 %
sobre los datos verdaderos totales. La cantidad de falsos negativos es baja, en comparacién, con
solo un 2% de falsos negativos respecto al total.

4.2.4.10. K-vecinos mas cercanos

Tabla 4.18: Matriz de confusion de K-vecinos mds cercanos

Datos reales

Positivos | Negativos | Total
Prediccion Positivos 0 66 66
CHECION MNegativos 0 14162 | 14162

En la matriz de confusién del modelo K-vecinos més cercanos aplicado a la red, podemos ver

que el modelo falla completamente en la clasificacién de los valores positivos, mientras que acierta

en todos los valores negativos.



56

Capitulo 4. Implementacion

4.2.4.11. Analisis discriminante lineal

Tabla 4.19: Matriz de confusion del andlisis discrimnante lineal

Datos reales

Positivos | Negativos
Prediccion Positivos 38 28
Negativos 665 13497

Total
66
14162

En la matriz de confusién del modelo de analisis discriminante lineal aplicado a la red, podemos

ver que tiene un mejor rendimiento en la clasificacion de los valores positivos, con una porcentaje
de verdaderos positivos del 57 % con respecto a los valores positivos totales. Al igual que en los
demés modelos, tiene un bajo porcentaje de falsos negativos, con solo el 4 %.

4.2.4.12. Meétricas de aprendizaje automatico

En la siguiente tabla se muestra los resultados de las métricas dados por los algoritmos imple-
mentados de aprendizaje de maquina. Las métricas utilizadas son Precisién, Recall, Puntaje F1
para las clases a clasificar siendo para la prediccién de los 1 y para la prediccién de los 0. Los resul-
tados de los algoritmos descritos anteriormente son respectivamente Regresién Logistica, Bosques

aleatorios, K-vecinos mas cercanos, y Analisis discriminante lineal.
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Tabla 4.20: Cuadro comparativo de métricas de aprendizaje
mentados con G-SMOTE

automatico sobre los modelos imple-

Algoritmo Clase Precision Recall Puntaje F1
Regresié Genes no
gresion asociados a 1.00 0.96 0.98
Logistica .
cancer (0)
Reorosis Genes asociados
eEresion a cancer 0.05 0.46 0.10
Logistica
colorrectal (1)
Bosqios Genes no
AU asociados a 1.00 0.98 0.99
Aleatorios ,
cancer (0)
B Genes asociados
osques a cancer 0.10 0.41 0.16
Aleatorios
colorrectal (1)
K-vecinos mas Genes no
asociados a 1.00 1.00 1.00
cercanos 3
cancer (0)
Kovecinos més Genes asociados
v a céncer 0.00 0.00 0.00
cercanos
colorrectal (1)
An4lisis Genes no
discriminante asociados a 1 0.95 0.98
lineal cancer (0)
Anélisis Genes asociados
discriminante a cancer 0.05 0.52 0.10
lineal colorrectal (1)
4.2.4.13. PU Learning

4.2.4.14. Regresion logistica

Tabla 4.21: Matriz de confusién de la Regresién Logistica

Datos reales

Total

85

Positivos | Negativos
Prodiccién Positivos 85 0
Negativos 2728 14971

17699

En la matriz de confusién de la regresion logistica aplicada a la red mediante PU Learning,
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podemos ver que el modelo acierta completamente en la prediccién de datos positivos con el 100 %
de aciertos. La cantidad de falsos negativos es baja, con solo un 15 % de falsos negativos respecto
al total.

4.2.4.15. Bosques aleatorios

Tabla 4.22: Matriz de confusién de la Bosques aleatorios

Datos reales

Positivos | Negativos | Total
Prediccién Positivos 85 0 85
1O MNegativos | 3736 13963 | 17699

En la matriz de confusién de la Bosques aleatorios aplicado a la red mediante PU Learning,
podemos ver que el modelo acierta completamente en la prediccién de datos positivos con el 100 %
de aciertos. La cantidad de falsos negativos es moderada, con un 21 % de falsos negativos respecto

al total.

4.2.4.16.

K-vecinos mas cercanos

Tabla 4.23: Matriz de confusion de K-vecinos mas cercanos

Datos reales

Positivos | Negativos | Total
Prediccién Positivos 36 49 85
Negativos 168 17531 17699

En la matriz de confusién de K-vecinos mas cercanos aplicado a la red mediante PU Learning,
podemos ver que el modelo acierta en el 42% de los datos positivos en la prediccidn. Los falsos
negativos representan solo el 0.9 % respecto al total.

4.2.4.17.

Analisis discriminante Lineal

Tabla 4.24: Matriz de confusién de la Andlisis discriminante Lineal

Datos reales

Positivos | Negativos | Total
Prodiccién Positivos 85 0 85
Negativos 2728 14971 17699

En la matriz de confusiéon de la Anélisis discriminante Lineal aplicado a la red mediante PU
Learning, podemos ver que el modelo también acierta completamente en la predicciéon de datos
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positivos con el 100 % de aciertos. Los falsos negativos representan un 15 % respecto al total.

4.2.4.18. Meétricas de aprendizaje automatico

En la siguiente tabla se muestra los resultados de las métricas dados por los algoritmos imple-
mentados de aprendizaje de maquina. Las métricas utilizadas son Precisién, Recall, Puntaje F1
para las clases a clasificar siendo para la prediccién de los 1 y para la prediccién de los 0. Los resul-
tados de los algoritmos descritos anteriormente son respectivamente Regresién Logistica, Bosques
aleatorios, K-vecinos mas cercanos, y Analisis discriminante lineal.

Tabla 4.25: Cuadro comparativo de métricas de aprendizaje automatico sobre los modelos imple-
mentados con PU Learning

Algoritmo Clase Precisiéon Recall Puntaje F1
Regresién Genes no
res asociados a 1.00 0.85 0.92
Logistica

cancer (0)

Genes asociados

Regresion a céncer 0.03 1.00 0.06
Logistica
colorrectal (1)
Bosqios Genes no
AU asociados a 1.00 0.79 0.88
Aleatorios 3
cancer (0)
B Genes asociados
sanes a céncer 0.02 1.00 0.04
Aleatorios
colorrectal (1)
K-vecinos mas Genes no
veel asociados a 1.00 0.99 0.99

cercanos cAncer (0)

Genes asociados

K-vecinos mas a cAncer 0.18 0.42 0.25

cercanos colorrectal (1)
Analisis Genes no
discriminante asociados a 1.00 0.83 0.90
lineal cancer (0)
Anilisis Genes asociados
discriminante a cancer 0.03 1.00 0.05

lineal colorrectal (1)
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4.2.4.19. Prediccion de proteinas asociadas a cancer colorrectal

A continuacién, presentamos las nuevas proteinas potencialmente asociadas a cancer colorrectal,
resultado de los modelos entrenados a través de la estrategia PU Learning.

Tabla 4.26: Nuevas proteinas detectadas asociadas al cancer de colon utilizando estrategias de
aprendizaje de maquina

Id NCBI | Nombre oficial | Nimero de conexiones | Numero de categorfas funcionales asociadas
2113 ETS1 1496 2
1499 CTNNBI1 712 3
367 AR 1099 2
1387 CREBBP 616 3
207 AKT1 537 3
5594 MAPK1 462 3
4869 NPM1 419 4
6597 SMARCA4 448 3
1874 E2F4 628 2
6938 TCF12 399 3
6714 SRC 585 2
3326 HSP90AB1 603 2
1017 CDK2 569 2
3725 JUN 588 2
7314 UBB 414 3
50943 FOXP3 663 1
2801 GOLGA2 512 2
5430 POLR2A 245 3
841 CASPS 231 3
3091 HIF1A 345 2
3320 HSP90AA1 422 1
4904 YBX1 830 0
142 PARP1 214 2
3932 LCK 221 2
5590 PRKCZ 195 2
83737 ITCH 199 2
2264 FGFR4 115 3
STTT PTPNG6 175 2
6117 RPA1 154 2
6187 RPS2 202 2
8878 SQSTM1 245 1
4176 MCM7 170 2
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Id NCBI Nombre oficial | Niimero de conexiones | Numero de categorias funcionales asociadas
9212 AURKB 235 1
84445 LZTS2 299 1
6189 RPS3A 170 2
4691 NCL 212 1
8850 KAT2B 203 1
8358 H3C2 187 1
8451 CUL4A 134 2
3727 JUND 534 0
2648 KAT2A 210 1
8968 H3C7 327 0
3297 HSF1 182 1
388324 INCA1 247 1
7507 XPA 66 3
6654 SOS1 90 2
2074 ERCC6 55 3
81620 CDT1 67 2
8453 CUL2 100 1
8065 CUL5 108 1
4173 MCM4 87 1
6921 ELOC 105 1
23368 PPP1R13B 93 1
27030 MLH3 46 3
3566 IL4R 53 2
56949 XAB2 59 2
55824 PAG1 52 2
388677 NOTCH2NLA | 368 0
2355 FOSL2 160 0
50855 PARDGA 53 1
23236 PLCB1 32 1
2961 GTF2E2 109 0
2966 GTF2H2 20 2
107080638 | TBC1D7 24 2
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Id NCBI Nombre oficial | Nuimero de conexiones | Numero de categorias funcionales asociadas
100499483 | CCDC180 22 0
378708 CENPS 30 0
24137 KIF4A 37 1
220082 CBY2 131 0
4656 MYOG 66 0
4250 SCGB2A2 7 0
23595 ORC3 32 1
10714 POLD3 16 2
84875 PARP10 22 1
267004 PGBD3 21 0
9837 GINS1 10 1
51659 GINS2 13 0
390916 NUDT19 11 1
79786 KLHL36 19 0
55654 TMEM127 3 3
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4.3. Analisis de resultados

4.3.1. Acoplamiento de distintos tipos de informacién biolégica, asociada a la
comprension genética del origen y desarrollo del cancer, a un mapa de-
tallado de interaccién proteina-proteina en humanos.

Aunque distintos tipos de anélisis se han implementado sobre redes de interaccién proteina-
proteina, este es el primer estudio en el cual se integra sobre el interactoma distintos tipos de
informacién funcional asociada al efecto y caracteristicas de los distintos genes, y proteinas por
éstos codificadas, en el proceso de carcinogénesis. De esta manera, aunque se conocia que tanto
supresores tumorales como oncogenes especificos, resultaban ser nodos centrales y altamente in-
terconectados en distintas redes de interaccion, se desconocia, desde la perspectiva funcional, que
conjunto de procesos o caracteristicas bioldgicas decisivas podian ser influenciados por alteraciones
en dichos oncogenes o supresores de tumores [51]. Por ejemplo, aunque se conocia que las proteinas
codificadas por genes como BRCA2, BRCA1, TP53, RB1, PTEN o EGFR, eran nodos de red se
desconocia, el conjunto de informacién funcional, que mas alld de la misma conectividad, podria es-
tar contribuyendo al proceso de transformacién neoplésica [52]. Con el presente trabajo en el cual se
complementa el grafo de interaccién generado con informacién asociada a cada proteina, se postula
que sobre estos nodos confluyen procesos y caracteristicas que los asocian como factores decisivos
para el progreso del cancer, ya que son proteinas ya establecidas como participantes del proceso
carcinogénico, pero que a su vez, participan activamente de las marcas distintivas del cdncer, son
genes que codifican para proteinas conductoras del proceso de transformacién, y ademas, guian el
proceso de inestabilidad genémica y contribuyen a la malignizacién de las células del colon (tabla
4.2).

El top 20 (tabla 4.2) de los genes con mayor peso funcional (inclusive el top 100) esta formado
por las principales proteinas asociadas con el proceso de carcinogénesis. El hecho que la metodologia
planteada, identifique este grupo fundamental de moléculas gracias a los pesos asignados indica que
la metodologia planteada es congruente con la investigacion cientifica en cancer. En concordancia,
las proteinas de la lista estdan asociadas a procesos bioldgicos como la regulacién del ciclo celular
(EGFR, TP53, PTEN, CDKN2A y RB1) y la deteccién y reparacién de danos en el ADN (BRCAL,
BRCA2, ERCC2, MSH6, ATM, CHEK2), dos de los eventos mds representativos en los procesos
tempranos de transformacién neoplasica.

4.3.2. Identificacién de proteinas fundamentales, para el entendimiento del cancer,
a través del analisis topologico de la red de interaccion construida

La caracterizacién de los nodos en la red, teniendo en cuenta el nimero de conexiones generadas
por éstos, muestra que los nodos de alto grado (hubs de red) son escasos; que entre més interco-
nectado esté un nodo, es menos frecuente en la red y que aquellos nodos con un grado bajo, son
los mas abundantes en la red construida (figura 4.1). Este fenémeno es tipico de redes biolégicas
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y fue descrito por Barabasi y colaboradores, en donde describe a la mayoria de las redes bioldgi-
cas, incluidas las redes de interaccion proteina-proteina, como redes que siguen o tienden a seguir
una ley de potencias, denominandolas redes libres de escala (scale-free networks) [53][54][55]. Se
ha demostrado como este tipo de redes, son mas resistentes y conservan mejor las caracteristicas
generales de la topologia de la red cuando los nodos son alterados o eliminados. En un sentido
bioldgico, dado que los hubs de red son muy infrecuentes y el proceso de mutacién es aleatoria,
es mas probable que alteraciones funcionales afecten nodos pocos conectados, y, por lo tanto, no
se afecte la estructura de la red y la funcionalidad celular que se deriva de dicha arquitectura,
se mantenga. Este tipo de estructura de red genera redes mas robustas [6]. En concordancia, los
efectos deletéreos sobre la estructura de la red ocurren cuando los nodos altamente interconectados
son atacados, lo cual ocurre en el contexto de la enfermedad y de enfermedades especificas como el
cancer, cuando los nodos de alto grado son alterados funcionalmente. Las tablas 4.5 y 4.6 muestra
las proteinas de mayor grado en la red, las cuales coinciden con moléculas implicadas en la trans-
formacién neoplésica, asi, proteinas como TP53, GATA2, RAD21, EGFR, BRCA1, MYC, STAT3
o MAPKI1, reconocidas como primordiales en el proceso de conversién celular, son claros hubs de
red, demostrando que, aunque infrecuentes, si son alterados, pueden determinar el destino celular.

Dado que los analisis realizados nos permitieron calcular para cada nodo, tanto su grado como
el peso funcional del nodo segtn sus interacciones, fue posible establecer qué tipo de relacién podia
existir entre ambas variables, asi, graficamos el grado de los nodos vs el peso funcional total y
establecimos el coeficiente de determinacion, para saber si existe una relacién de proporcionalidad
entre las variables. A partir de las figura 4.6 se puede evidenciar el comportamiento presentado
por el coeficiente de determinacién al calcularse sobre las proteinas de toda la red, con un valor
de R? de 0.59, implicando que en aproximadamente un 41 % de los casos el peso del nodo no ne-
cesariamente indica que sea de alta conectividad y por ende también tenga un mayor peso funcional.

Por otro lado, como se puede apreciar en la figura 4.7, cuando se toma el coeficiente de determi-
nacién exclusivamente de proteinas las cuales estdn implicadas en cancer colorrectal o inestabilidad
gendémica, esa relacién sufre un incremento notable, alcanzando un R? de 0.8666. Por lo tanto,
cuando se limita a estas dos caracteristicas, si existe una relaciéon considerable, implicando que
especificamente en las proteinas de cancer colorrectal o caracteristicas de inestabilidad genémica si
es importante el niimero de conexiones.

En ese sentido, consideramos que si bien la relacion entre el peso y el grado de conexiones no
es tan fuerte en las proteinas en el cancer como fenémeno general, esta relacién se fortalece para el
caso de las proteinas involucradas en céncer colorrectal o en inestabilidad genémica. Esta observa-
cién es interesante, ya que los resultados encontrados senalan que en la red general de interaccién
existen proteinas altamente interconectadas que funcionalmente no participan del proceso de car-
cinogénesis. Bioldégicamente, esta caracteristica se puede explicar desde la funcionalidad celular, en
donde proteinas que se comportan como hubs de red participan de procesos celulares que no estan
implicados en la transformacién maligna de la célula, pero que son fundamentales para mantener
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la homeostasis celular. Por ejemplo, el Factor Nuclear Respiratorio 1 (NRF1) tiene un grado de
521, pero un peso funcional de 0, indicando que es una proteina densamente conectada, pero que su
funcionalidad como factor de transcripcién involucrado en la activacién de proteinas respiratorias,
es vital para la supervivencia celular, pero no para la carcinogénesis. Algo similar ocurre con el
Factor de Transcripcién Spl (SP1), el cual controla procesos de diferenciacién y senescencia celular,
fundamentales para regular distintos destinos de la célula, pero cuya alteracién no conduce a la
transformacion neoplasica. SP1 tiene un grado de 705, pero un peso funcional de 0. En contrapo-
sicién, al analizar los nodos asociados directamente con el desarrollo de cancer de colon aunados
a las proteinas implicadas en el proceso de inestabilidad gendmica, existe una buena correlacién
positiva entre los grados del nodo y su peso funcional, indicando que para éstas proteinas, al au-
mentar sus conexiones también aumenta su relacién funcional con la transformacién neoplésica,
esto quiere decir, que se conectan con nodos que a su vez participan funcionalmente del proceso
de carcinogénesis, sugiriendo que el proceso de transformacién en el epitelio del colon es ejecutado
por una alta proporcién de proteinas conductoras de la transformacién celular.

4.3.3. Identificaciéon de médulos de interaccion claves, para el entendimiento
del cancer, por medio de la identificacion de comunidades, sobre la red
de interaccion construida

Al momento de compararar los resultados en la maximizacién de modularidad por parte de
todos los algoritmos implementados, podemos notar varios puntos. Primero, el algoritmo algoritmo
de propagacién de etiquetas (ALPC) presenta una comunidad que ocupa el 97% de los nodos,
mientras que las otras comunidades detectadas son definidas como comunidades muy pequenas.
Este comportamiento se puede ver de igual manera con el algoritmo sobrelapante de Angel, esto
debido a que utiliza Label Propagation como principio para la detecciéon de las comunidades, ex-
plicando asi que presente un comportamiento similar Y una complejidad algoritmica similar al de
ALPC (aproximadamente O(n)) [37]. Cabe resaltar que ALPC considera el peso de los nodos del
grafo en el cdlculo y definicién de sus comunidades, mientras Angel no. Es importante resaltar que
en esta gran comunidad la cual ocupa la mayoria de nodos en el interactoma se encuentran los
nodos asociados a céncer colorrectal, dando a entender que estas proteinas llegan a estar presentes
e interacttian en comunidades de gran tamano.

Por otro lado el algoritmo de comunidades modulares codiciosas tiene una complejidad de
O(nlog®n) [34], y si bien es computacionalmente més pesado, este presenta resultados muchos més
favorables en cuanto a la creacion de comunidades modulares se refiere. Las proteinas relaciona-
das a cancer colorrectal se encuentran uniformemente distribuidos en las primeras comunidades
las cuales se componen de una gran cantidad de nodos. Esto se puede interpretar como que estos
genes relacionados a cancer llegan a participar en varias comunidades con gran magnitud de interac-
ciones y no necesariamente solo en una comunidad como se muestra en los anteriores dos algoritmos.

Por otra parte, en el algoritmo IPCA se observa una gran cantidad de comunidades detectadas,
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con la gran diferencia que estas son muy pequeiias en comparacion a los demdés algoritmos analiza-
dos. Estas comunidades se componen de 2 a 6 nodos, probablemente debido a el valor utilizado en
el hiperparametro Tjn, el cual es de 0.7, priorizando as{ un gran niimero de comunidades pero con
menor tamano [36].

Se ha demostrado que las funciones celulares también estan organizadas en un sistema alta-
mente modular. donde cada médulo es un objeto discreto compuesto por un grupo de componentes
estrechamente vinculados que realiza una tarea relativamente independiente. Se ha sugerido como
esta modularidad en las funciones celular, surge a su vez, de la modularidad en la interaccién mo-
lecular de redes biolégicas como las redes reguladora de la transcripcién y las redes de interaccién
proteina-proteina [56].

En una red de interaccién proteina-proteina los médulos corresponden a complejos proteicos o
grupos funcionales de proteinas. Los mdédulos funcionales participan en un proceso celular particu-
lar o interactian para ejecutar una misma funcién biolégica [57]

Algunos estudios de interaccion proteina-proteina, demuestran que dependiendo del tipo celular
los médulos funcionales que controlan la fisiologia de una célula, pueden variar desde algunas dece-
nas hasta cientos de médulos [58][59]. En este sentido, de los algoritmos evaluados, los que mejor se
acercan a esta distribucién, fueron los algoritmos de ALPC, GMC y Angel (tabla 4.7). Sin embargo,
tanto el algoritmo de ALPC como el de Angel se caracterizan por haber detectado multiples comu-
nidades con un nimero muy bajo de nodos, que no podrian sustentar una funcién biolégica. De la
misma manera, ambos algoritmos detectaron una tnica macro-comunidad, que agrupa la mayoria
de nodos de la red, presentando una stper comunidad multifuncional, que no describe el compor-
tamiento modular de los sistemas bioldgicos. En contraste, el algoritmo de GMC, presenta una
distribucién mas balanceada de comunidades, en donde existen diversas comunidades conformadas
por mas de mil nodos, que podrian sustentar una funcionalidad bioldgica, pero también detectd
distintas comunidades con un nimero variado de nodos (tabla 4.7), reflejando una distribucién més
modular en relacién con los otros algoritmos analizados. Por lo tanto, los resultados obtenidos luego
de la implementacion de este algoritmo son los que mejor reflejan la modularidad funcional de las
redes biolégicas de interaccion.

Uno de los objetivos principales del presente trabajo de investigacion consistia en proponer
circuitos génicos o médulos asociados al desarrollo del proceso de carcinogénesis. Teniendo en cuen-
ta los resultados obtenidos luego de la aplicacion del algoritmo de GMC, proponemos el médulo
conformado por 30 genes asociados al proceso de cdncer de colon, embebidos en la comunidad con-
formada por 2069 proteinas (tabla 4.8), como el principal médulo que podria asociarse causalmente
al origen o desarrollo del cancer de colon.

Es evidente, luego de la implementacién de los distintos algoritmos para la deteccién de comu-
nidades que las proteinas directamente asociadas al origen o progreso del cancer de colon, no se
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ubican en una tinica comunidad, en contraste, se distribuyen en distintas comunidades. Por ejemplo,
luego de aplicar el algoritmo de GMC, las proteinas asociadas al cdncer de colon se distribuyen
en 11 de las 44 comunidades detectadas. De la misma manera, existen 742 comunidades, de las
1709 detectadas por el algoritmo de IPCA en donde hay presencia de proteinas asociados al cancer
de colon. Esta distribucién de proteinas en diversas comunidades es caracteristico de los sistemas
biolégicos para mejorar su robustes, en donde una determinada funcién es distribuida en médulos
funcionalmente equivalentes, pero estructurados por grupos de proteinas diferentes, de tal manera,
que al alterarse funcionalmente una proteina clave del médulo, que anule la funcién celular sopor-
tada por éste, dicha funcién puede ser soportada y sostenida por los otros moédulos asociados a
dicha funcién evitando el colapso de la célula [54].

4.3.4. Prediccién de proteinas asociadas a cancer colorrectal usando métodos
de aprendizaje de maquina

Considerando que existia un desbalance considerable en los datos con respecto a las clases que
queriamos trabajar en este problema de clasificacion y que esto podria generar un sobreajuste en
las predicciones de los diferentes modelos, utilizamos las estrategias de sobremuestreo SMOTE y
GSMOTE para intentar balancear los datos. Sin embargo, como lo evidencian los resultados arroja-
dos por los diferentes modelos que usaron los set de datos sobremuestreados, no se logré conseguir
valores satisfactorios de exhaustividad para la etiqueta positiva (proteinas asociadas a céncer colo-
rrectal) en ninguno de los cuatro modelos, por lo que no fueron considerados para la proposicién
de proteinas nuevas.

Por otro lado, al utilizar como alternativa la estrategia de clasificacién de PU Learning, el valor
de la exhaustividad incrementé considerablemnte para la etiqueta deseada. Esto debido a que esta
estrategia se beneficia de sets de datos ”poco contaminados”, refiriéndose a que la proporcién de
valores positivos respecto al total de datos es baja, y ese es el caso de el set de datos utilizado
en esta investigacién. [60]. Si bien decidimos utilizar estos modelos para predecir nuevas proteinas
potencialmente asociadas a cancer colorrectal, es importante resaltar que para ganar exhaustividad,
los modelos parecen sacrificar algo de precision, lo cual podria afectar la calidad de las predicciones
obtenidas en el estudio.

Considerando lo anterior, proponemos 79 proteinas candidatas que podrian estar potencialmente
asociados al desarrollo de cancer de colon (tabla 4.26). De estas proteinas, el 50 % estan asociadas
tan solo a un par de caracteristicas funcionales utilizadas en la estructuracién del proyecto, pero
mas interesante atin, es que 14 de las nuevas proteinas detectadas no tienen ninguna implicacién
funcional asociada, las que las transforman en candidatas ideales para corroborar su funcién y
su participacién del proceso de transformacién del epitelio del colon experimentalmente. En este
sentido, literatura reciente ha asociado a NOTCH2NLA con el desarrollo de adenocarcinoma de
ovario [61] y a GINS2 directamente con el cancer de colon [62].
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Conclusiones

Basados en el analisis topoldgico realizado sobre la red de interacciones entre proteinas, demos-
tramos que la red posee una cantidad limitada de proteinas con un alto nimero de conexiones que
aparecen tener una correlacién moderada con los valores de pesos de nodos (posible participacion
en procesos cancerigenos). Es decir, para todo el interactoma se sugiere que hay proteinas que no
necesariamente que poseen un alto nimero de conexiones pero que participen en diversos tipos de
cancer. En relacion a esto y a pesar de que la evidencia muestra una correlacién moderada entre el
ntmero de conexiones y los pesos de nodos asociados a la participacién en procesos cancerigenos,
para el caso de cancer colorrectal e inestabilidad gendémica se sugiere que estas proteinas tienen
un rol como reguladores de diversas rutas metabdlicas e interacciones basado en el alto valor de
coeficiente de determinacion observado.

En cuanto a la modularidad en la red, encontramos que el uso de algoritmos de comunidades
no demostré ser del todo adecuada para la prediccion de proteinas, ya que fue indistinguible la
consecucion de comunidades con una predominancia de proteinas catalogadas experimentalmente
para cancer colorrectal en la mayoria de algoritmos implementados. Sin embargo, luego de aplicar
el algoritmo de GMC, logramos proponer el médulo conformado por 30 genes asociados al proceso
de cancer de colon, embebidos en una comunidad conformada por 2069 proteinas, como el principal
médulo que podria asociarse causalmente al origen o desarrollo del cancer de colon.

Considerando que el uso de las estrategias de sobre-muestreo SMOTE y GSMOTE no de-
mostroé ser adecuado para la tarea de prediccién de proteinas ya que ninguna de los tres algoritmos
de clasificacién implementados demuestran un valor de exhaustividad (recall) alto para la etiqueta
1 (Proteinas asociadas a céncer colorrectal), preferenciamos el uso de las estrategias basadas en
PU Learning, las cuales demostraron su éxito para la prediccién de proteinas asociadas a cancer
colorrectal. Esto se evidencia en valores altos de exhaustividad (recall). Sin embargo los modelos
sugieren una perdida de precisién para ganar en exhaustividad (nimero de proteinas identificadas
correctamente del total de positivos verdaderos) lo cual podria privilegiar el sobre-entrenamiento
afectando asi la calidad de las predicciones obtenidas en este estudio.

Finalmente, se propone una lista de 79 proteinas candidatas nuevas a través de un ensamblaje
de métodos de clasificaciéon de aprendizaje de maquinas que podrian participar en el desarrollo
de cancer colorrectal. Dichos genes tienen el potencial de ser validados experimentalmente como
blancos terapéuticos y contribuir al conocimiento del desarrollo de la enfermedad en el futuro.



70 Capitulo 5. Conclusiones

Se sugiere el uso de un nuevo set de datos con un mayor niimero de proteinas asociadas a cancer
colorrectal o la inclusion de datos de entrenamiento nuevos con el fin de mejorar la prediccién de
nuevas proteinas candidatas mediante el uso de PULearn.
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1. Anexo 1

La informacién requerida en este anexo se encuentra en el archivo de excel Criterios.xslz en la
hoja node_frecuency.

.2. Anexo 2

La informacién requerida en este anexo se encuentra en el archivo de excel Criterios.zslz en la
hoja nodes_by_weight.

.3. Anexo 3

La informacién requerida en este anexo se encuentra en el archivo de excel asyn_Ipa_communities_excel.zslx.

4. Anexo 4

La informacién requerida en este anexo se encuentra en el archivo de excel greedy_modularity_excel.xslz
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5. Anexo 5

La informacién requerida en este anexo se encuentra en el archivo de excel Louvain_algorithm.zslx

.6. Anexo 6

La informacién requerida en este anexo se encuentra en el archivo de excelv2_ipca_algorithm

7. Anexo 7

La informacion requerida en este anexo se encuentra en el archivo de excelnew_angel_algorithm.

.8. Anexo 8

La informacién requerida en este anexo se encuentra en el archivo Python Deteccion_de_comunidades.py

9. Anexo 9

La informacién requerida en este anexo se encuentra en el archivo Gephi Louvain.gephi

.10. Anexo 10

La informacién requerida en este anexo se encuentra en el archivo ipynb Pu_Learning.ipynb

.11. Anexo 11

La informacién requerida en este anexo se encuentra en el archivo ipynb SMOTE_GSMOTE.ipynb



	Arce_Ibagon
	Acta de Correcciones al Trabajo de Grado-Juan David Arce-nicolas Ibagon-MQ
	Nota de Aceptación Sistemas-Tutor-Jurados
	Tesis
	Descripción del Problema
	Planteamiento del Problema
	Formulación
	Sistematización

	Objetivos
	Objetivo General
	Objetivos Específicos

	Justificación
	Delimitaciones y Alcances
	Entregables


	Investigación de la Literatura
	Áreas Temáticas
	Trabajos Relacionados


	Marco Teórico
	Biología de Sistemas
	Cáncer como enfermedad multifactorial
	El cáncer entendido como una red de interacción
	Cáncer de colon
	Clasificación funcional de genes asociados a cáncer
	Algoritmos de detección de comunidades aplicados al entendimiento del cáncer
	Algoritmos de comunidades modulares
	Algoritmos de comunidades soprelapantes

	Aprendizaje de máquina y métodos de aprendizaje de máquina aplicados al entendimiento del cáncer

	Implementación
	Metodología
	Integración de distintos tipos de información biológica, asociada a la comprensión genética del origen y desarrollo del cáncer, a un mapa detallado de interacción proteína-proteína en humanos.
	Identificación de proteínas fundamentales, para el entendimiento del cáncer, a través del análisis topológico de la red de interacción construida.
	Identificación de módulos de interacción claves, para el entendimiento del cáncer, por medio de la identificación de comunidades, sobre la red de interacción construida
	Predicción de proteinas asociadas a cáncer colorectal usando métodos de aprendizaje de maquina

	Resultados
	Acoplamiento de distintos tipos de información biológica, asociada a la comprensión genética del origen y desarrollo del cáncer, a un mapa detallado de interacción proteína-proteína en humanos
	Identificación de proteínas fundamentales, para el entendimiento del cáncer, a través del análisis topológico de la red de interacción construida
	Identificación de módulos de interacción claves, para el entendimiento del cáncer, por medio de la identificación de comunidades, sobre la red de interacción construida
	Predicción de proteinas asociadas a cáncer colorectal usando métodos de aprendizaje de maquina

	Análisis de resultados
	Acoplamiento de distintos tipos de información biológica, asociada a la comprensión genética del origen y desarrollo del cáncer, a un mapa detallado de interacción proteína-proteína en humanos.
	Identificación de proteínas fundamentales, para el entendimiento del cáncer, a través del análisis topológico de la red de interacción construida
	Identificación de módulos de interacción claves, para el entendimiento del cáncer, por medio de la identificación de comunidades, sobre la red de interacción construida
	Predicción de proteínas asociadas a cáncer colorrectal usando métodos de aprendizaje de maquina


	Conclusiones
	Bibliografía
	Anexo 1
	Anexo 2
	Anexo 3
	Anexo 4
	Anexo 5
	Anexo 6
	Anexo 7
	Anexo 8
	Anexo 9
	Anexo 10
	Anexo 11



	Carta Entrega Trabajo de Grado-Juan David Arce-Nicolás Ibagon

