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INTRODUCCIÓN 

 

Comprender y predecir los patrones climáticos es fundamental para tomar decisiones informadas 

en diversas áreas, como la agricultura, la gestión de recursos naturales y la planificación urbana. 

Para lograr una comprensión precisa y detallada del clima, es necesario contar con datos climáticos 

confiables y completos [1]. Las estaciones climáticas en tierra proporcionan mediciones precisas en 

puntos específicos, pero pueden ser escasas en muchas regiones, lo que resulta en una cobertura 

espacial limitada. Por otro lado, las imágenes de satélite ofrecen una cobertura global, lo que 

permite a los investigadores observar y monitorear los patrones climáticos a gran escala, pero 

pueden tener limitaciones en términos de resolución temporal y espacial [2]. 

En el proyecto se recopilaron datos de más 30 años de datos históricos para 58 estaciones climáticas 

en tierra del Instituto de Hidrología, Meteorología y Estudios Ambientales de Colombia (IDEAM) [3] 

[4] instaladas en el departamento del Valle del Cauca, de la misma manera se obtuvieron los datos 

históricos satelitales del Climate Hazards Group InfraRed Precipitation with Station (CHIRPS) [5] [6] 

para los mismos puntos. Se realizó el análisis exploratorio de los datos, las tendencias de las series 

de tiempo estudiadas, la dispersión y correlación de los datos. 

La comprensión de los datos se realizó utilizando tanto algoritmos en R, como notebooks en Python 

para el cargue, descripción y visualización y análisis de los datos. 

El análisis de los datos del proyecto permite evidenciar que como era de esperar todas las 58 

estaciones en tierra cuentan con datos faltantes (entre el 0.02% al 27.25% de los datos), así como 

observar que en el área de estudio se presenta una tendencia bimodal de lluvia (épocas de lluvia en 

abril-mayo y octubre-noviembre). 

Los diferentes modelos utilizados tanto de aprendizaje automático, como estadístico permiten 

evidenciar que el problema abordado se desempeña de mejor manera a nivel de clasificación que a 

nivel de regresión y dentro de este último, los valores predichos presentan mejores métricas para 

agregaciones mensuales que con predicciones diarias o semanales de lluvia. A la hora de hacer 

pronósticos de las series de tiempo, se evidencia que algunos modelos aprenden bien la tendencia 

de los datos históricos de los datos, pero no predicen muy bien los picos altos o extremos de lluvia. 
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1. DEFINICIÓN DEL PROBLEMA 

 

1.1 PLANTEAMIENTO DEL PROBLEMA 

 

El cambio climático es uno de los desafíos más apremiantes que enfrenta la humanidad en la 

actualidad. Comprender y predecir los patrones climáticos es fundamental para tomar decisiones 

informadas en diversas áreas, como la agricultura, la gestión de recursos naturales y la planificación 

urbana. Para lograr una comprensión precisa y detallada del clima, es necesario contar con datos 

climáticos confiables y completos [1]. 

Las estaciones climáticas en tierra y las imágenes de satélite son fuentes importantes de información 

climática. Sin embargo, cada una de estas fuentes tiene limitaciones inherentes. Las estaciones 

climáticas en tierra proporcionan mediciones precisas en puntos específicos, pero pueden ser 

escasas en muchas regiones, lo que resulta en una cobertura espacial limitada. Por otro lado, las 

imágenes de satélite ofrecen una cobertura global, lo que permite a los investigadores observar y 

monitorear los patrones climáticos a gran escala, pero pueden tener limitaciones en términos de 

resolución temporal y espacial [2]. 

Los satélites climatológicos proporcionan información continua y global de la tierra, permitiendo 

observar los sistemas climáticos en diferentes regiones y escalas temporales. También, pueden 

detectar y rastrear fenómenos climáticos importantes, como tormentas tropicales, huracanes, 

ciclones, frentes fríos, sequías y otros eventos extremos. Estas observaciones son vitales para 

predecir la trayectoria y la intensidad de los eventos climáticos y emitir advertencias tempranas a 

las poblaciones afectadas. Las imágenes de satélite también se utilizan para estudiar los cambios en 

la cubierta terrestre, como la deforestación, la expansión urbana, la pérdida de glaciares y otros 

impactos humanos en el medio ambiente. Estos cambios tienen un impacto directo en el clima de 

una región determinada. Otro aporte importante es en el análisis de la temperatura de la superficie, 

mediante la medición en diferentes momentos del día y en diferentes regiones, aportando datos 

que ayudan a comprender las variaciones de temperatura en el tiempo y el espacio. Finalmente, 

para la estimación de variables climáticas, las imágenes satelitales son un insumo primordial, 

permitiendo estimar variables climáticas importantes, como la radiación solar, la evaporación, la 

humedad del suelo y la temperatura del agua superficial del océano. Estos datos son fundamentales 

para comprender los procesos climáticos y mejorar los modelos climáticos utilizados en la predicción 

del tiempo y del clima [7]. 

El proyecto mantuvo un enfoque que combina los datos de estaciones climáticas en tierra e 

imágenes de satélite para reconstruir series con un alto nivel de completitud y detalle. Para lograr 

esto, se utilizaron métodos estadísticos y de aprendizaje automático para analizar y procesar los 

datos, aprovechando las fortalezas de cada fuente de información. Este enfoque permitió superar 
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las limitaciones individuales de las estaciones climáticas en tierra y las imágenes de satélite, y 

proporcione una visión más completa y precisa del clima [8]. 

A pesar de lo anterior, existen desafíos técnicos y metodológicos que se abordaron en este proyecto. 

Algunos de los cuales incluyen la integración y normalización de los datos de diferentes fuentes, la 

selección adecuada de variables climáticas relevantes, el diseño de modelos de aprendizaje 

automático que sean capaces de capturar las complejidades de los datos climáticos, y la validación 

de los resultados obtenidos [9]. 

 

1.2 FORMULACIÓN DEL PROBLEMA 

 

El presente trabajo, nos lleva a responder la siguiente pregunta principal de investigación: 

¿De qué manera beneficia aplicar el análisis estadístico y las herramientas de aprendizaje 

automático para la reconstrucción y mejora de la integridad de las series climáticas haciendo uso de 

estaciones en tierra e imágenes satelitales para el territorio colombiano? 

Y las siguientes preguntas complementarias al estudio: 

¿Qué tipo de imágenes de satélite son las más apropiadas para generar los datos faltantes dentro 

de una serie climática? 

¿Existen bases de datos especializadas con datos históricos del comportamiento del clima y que 

brinden información validada de modo tal que se puedan comparar los resultados obtenidos en el 

desarrollo del proyecto? 

¿Se logra un impacto positivo y significativo al combinar los datos de dos fuentes de información 

meteorológica, que son las estaciones en tierra y las imágenes satelitales, con el propósito de 

reconstruir los datos faltantes en lo que respecta a las series climáticas, utilizando métodos 

estadísticos y modelos de aprendizaje automático? 
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2. OBJETIVOS DEL PROYECTO 

 

2.1 OBJETIVO GENERAL 

 

Desarrollar un modelo basado en datos de estaciones climáticas en tierra e imágenes satelitales 

para la reconstrucción de datos de series climáticas en Colombia por medio del análisis estadístico 

y herramientas de aprendizaje automático. 

 

2.2 OBJETIVOS ESPECÍFICOS 

 

Á Seleccionar las fuentes de datos de estaciones climáticas en tierra e imágenes de satélite 

más apropiadas para analizar y reconstruir las series climáticas. 

 

Á Identificar patrones y tendencias mediante el análisis de las series climáticas estudiadas de 

cara a realizar una adecuada imputación de valores faltantes. 

 

Á Evaluar el desempeño de los modelos seleccionados a través de las métricas definidas, las 

cuales son el R2 (coeficiente de determinación), el MSE (error cuadrático medio) y el MAE 

(error absoluto medio). Lo anterior entorno al resultado de la imputación de valores 

faltantes en los conjuntos de datos de las estaciones en tierra, así como el ajuste de los 

modelos al comportamiento de los datos combinados. 
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3. MARCO TEÓRICO 

 

3.1 ANTECEDENTES 

 

Dentro de la gran variedad de definiciones que se han planteado con relación al clima, destacan dos 

por su aceptación y conveniencia en diferentes contextos. Por un lado, está de definición de Hann 

ƭŀ Ŏǳŀƭ ŜǎǘŀōƭŜŎŜ ƭƻ ǎƛƎǳƛŜƴǘŜΥ άŜƭ ŎƭƛƳŀ Ŝǎ Ŝƭ ŎƻƴƧǳƴǘƻ ŘŜ ŦŜƴƽƳŜƴƻǎ ƳŜǘŜƻǊƻƭƽƎƛŎƻǎ ǉǳŜ ŎŀǊŀŎǘŜǊƛȊŀ 

Ŝƭ ŜǎǘŀŘƻ ƳŜŘƛƻ ŘŜ ƭŀ ŀǘƳƽǎŦŜǊŀ Ŝƴ ǳƴ Ǉǳƴǘƻ ŎǳŀƭǉǳƛŜǊŀ ŘŜ ƭŀ ¢ƛŜǊǊŀέΤ ƳƛŜƴǘǊŀǎ ǉǳŜ {ƻǊǊŜ ŘŜŦƛƴŜ Ŝƭ 

ŎƭƛƳŀ ŎƻƳƻΥ άƭŀ ǎŜǊƛŜ ŘŜ ƭƻǎ ŜǎǘŀŘƻǎ ŘŜ ƭŀ ŀǘƳƽǎŦŜǊŀ ǇƻǊ ŜƴŎƛƳŀ ŘŜ ǳƴ ƭǳƎŀǊ Ŝƴ ǎǳ ǎǳŎŜǎƛƽƴ Ƙŀōƛǘǳŀƭέ 

[10]. Sin embargo, es posible establecer un factor común entre todas las definiciones, las cuales 

concuerdan con que, al referirse al clima, se está hablando de condiciones atmosféricas promedio, 

habituales o que caracterizan, mientras que el concepto de tiempo se asocia a condiciones 

meteorológicas instantáneas. 

El estudio del clima parte o encuentra un importante sustento en el registro de información captado 

por medio de las estaciones meteorológicas, las cuales capturan información de diferentes variables 

meteorológicas tales como la velocidad del viento, estado del tiempo, espesor de nieve, visibilidad, 

presión, humedad, precipitaciones, temperatura, entre otras; estas dos últimas serán el objeto de 

análisis del presente proyecto. Dicho consolidado de datos hacen referencia a las denominadas 

series climáticas por medio de las que es posible estimar diferentes estados o características 

meteorológicas de una zona haciendo uso de cálculos estadísticos. Adicionalmente, la comparación 

entre series climáticas ha permitido un importante avance en el estudio del evolutivo del clima, los 

cambios del clima y el saber de los factores que intervienen en este. 

En síntesis, las series climáticas son un conjunto de datos cuyos registros representan estados 

consecutivos de tiempo con relación a una zona o lugar determinado, registros medidos durante 

cierto periodo de tiempo, pudiendo ser de manera mensual, anual o diaria. 

Los registros meteorológicos al ser observaciones tomadas en momentos específicos del día son un 

recurso vital para investigadores y meteorológicos, pudiendo ser utilizados en múltiples disciplinas. 

Como es el caso, por ejemplo, de la investigación llevada a cabo para esclarecer el accidente del 

avión de pasajeros L-1011 de la empresa Delta Airlines en el aeropuerto internacional de Dallas 

(EEUU) en agosto de 1985, en donde se consultaron registros de este tipo en la reconstrucción del 

mapa meteorológico buscando identificar condiciones climáticas que hubiesen podido influir en la 

seguridad del vuelo [11]. 

De igual manera, los satélites meteorológicos prestan una utilidad primordial en el entendimiento 

del funcionamiento del clima, puesto que permiten analizar las características de la atmósfera y 

demás factores que están presentes en el comportamiento del clima y los fenómenos atmosféricos. 

El concepto y aplicación de imágenes satelitales meteorológicas surgió en 1946, pero fue hasta 1960 

que la NASA puso en órbita el primer satélite de manera exitosa bajo el nombre de TIROS. Seguido 

a eso, ESSA y NOAA pusieron sus propios satélites meteorológicos en órbita a finales de ese mismo 
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año. En 1969 el satélite Nimbus 3 mejoró significativamente los datos meteorológicos pudiendo 

medir la información de temperatura en la troposfera [12]. 

Partiendo del hecho de que los satélites meteorológicos son lanzados con la finalidad de recopilar 

datos del clima, estos deben equipar un conjunto de herramientas que les permitan capturar 

información básica tal como la temperatura del aire, las precipitaciones y el viento, como 

mediciones más complejas referentes a la capa de nieve y hielo de la tierra, incendios de grandes 

magnitudes, erupciones volcánicas o fenómenos del clima espacial como tormentas geomagnéticas. 

Los satélites meteorológicos se clasifican en dos grandes categorías, los geoestacionarios y los de 

órbita polar. Los primeros orbitan la Tierra a una altitud de 35880 km, lo que les permite tener una 

posición estacionaria respecto a la rotación de la Tierra, haciendo posible la transmisión de 

imágenes y datos de manera continua utilizando sensores de luz visibles e infrarrojos, para su 

posterior aprovechamiento por los servicios meteorológicos, destacando el hecho de que este tipo 

de satélites pueden tomar fotografías de un mismo lugar de la Tierra cada 30 minutos, o de áreas 

más pequeñas entre 5 a 15 minutos. La segunda categoría corresponde a los satélites 

meteorológicos de órbita polar, cuya altitud es notablemente inferior a los anteriores (menor a 850 

km) conservando una dirección norte ς sur y sur ς norte. Sin embargo, a diferencia de los satélites 

fijos, pueden observar cualquier lugar de la tierra, generando imágenes con resoluciones mucho 

mejores que los primeros debido a su cercanía con la tierra, pudiendo observar con un nivel de 

detalle más alto fenómenos/sucesos como tormentas, volcanes, deslizamientos de tierra, incendios 

forestales, etc. 

Si bien es cierto que la mayoría de los satélites meteorológicos son operados y de propiedad de 

gobiernos nacionales, existen ciertos operadores comerciales que venden sus imágenes a 

determinadas organizaciones como cadenas de televisión interesadas en mostrar mapas 

meteorológicos. Junto a las estaciones meteorológicas, radares, boyas y globos, los satélites 

representan los principales instrumentos meteorológicos de medición.  

A saber, se destacan ciertas desventajas de los satélites asociados al deficiente funcionamiento 

cerca del océano o de la costa, así como la pérdida de confianza de los datos capturados en 

condiciones tormentosas en las que el viento coincide con precipitaciones como la lluvia [13]. La 

reconstrucción de las series climáticas vistas propiamente como conjuntos de datos puede ser 

abordada desde dos perspectivas principales; haciendo una imputación de valores analizando la 

relación entre variables existentes, o, efectuando un ejercicio de pronóstico basado en métodos 

estadísticos. En este último, se han implementado métodos de postprocesamiento que van desde 

métodos simples de corrección de sesgo hasta estadística de salida de modelos basados en 

regresión lineal múltiple más complicados, con lo que se busca mejorar los pronósticos brutos del 

modelo [1]. Lo anterior es especialmente útil para pronósticos meteorológicos a corto plazo. Sin 

embargo, cuando de pronósticos a largo plazo de trata, sale a colación las limitaciones de los 

modelos lineales, puesto que es sabido que no siempre es posible obtener una buena relación de 

este tipo entre los predictores y los pronósticos. En ese caso, surge la oportunidad de utilizar 

técnicas de redes neuronales y aprendizaje automático, encontrando múltiples ventajas dentro de 

las cuales está el explorar características o relaciones no lineales para un conjunto de datos, además 

de extraer patrones más sofisticados y covariabilidades ocultas dentro de los predictores y 
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pronósticos multidimensionales, generando de esa manera, información estadística de alto nivel 

que podrá ser utilizada para corregir los pronósticos iniciales, enfocados principalmente en los 

considerados de largo plazo (entre la semana 3 y 4), obteniendo una eficiencia considerablemente 

superior en comparación a los modelos tradicionales de regresión lineal múltiple. 

La reconstrucción de las series climáticas vistas propiamente como conjuntos de datos puede ser 

abordada desde dos perspectivas principales; haciendo una imputación de valores analizando la 

relación entre variables existentes, o, efectuando un ejercicio de pronóstico basado en métodos 

estadísticos. En este último, se han implementado métodos de postprocesamiento que van desde 

métodos simples de corrección de sesgo hasta estadística de salida de modelos basados en 

regresión lineal múltiple más complicados, con lo que se busca mejorar los pronósticos brutos del 

modelo [14] . Lo anterior es especialmente útil para pronósticos meteorológicos a corto plazo. Sin 

embargo, cuando de pronósticos a largo plazo de trata, se evidencian las limitaciones de los modelos 

lineales, puesto que es conocido que no siempre es posible obtener una buena relación de este tipo 

entre los predictores y los pronósticos. En ese caso, surge la oportunidad de utilizar técnicas de 

redes neuronales y aprendizaje automático, encontrando múltiples ventajas dentro de las cuales 

está el explorar características o relaciones no lineales para un conjunto de datos, además de extraer 

patrones más sofisticados y covariabilidades ocultas dentro de los predictores y pronósticos, 

generando de esa manera, información estadística de alto nivel que podrá ser utilizada para corregir 

los pronósticos iniciales, enfocados principalmente en los considerados de largo plazo (entre la 

semana 3 y 4), obteniendo una eficiencia considerablemente superior en comparación a los modelos 

tradicionales de regresión lineal múltiple. 

Como parte de la revisión de la literatura para el presente proyecto, se encontró la aplicación de 

modelos lineales multinivel de efectos mixtos para analizar y predecir datos anidados y jerárquicos 

de forma múltiple, propiamente aplicado para la predicción de pronósticos climáticos en las 

variables de temperatura y precipitaciones basados en observaciones en la zona de Dar Chaoui al 

norte de Marruecos entre 1979 y 2014 [15]. A diferencia de la utilización de modelos de regresión 

lineal simple, en los modelos lineales mixtos de efectos de múltiples niveles, los parámetros se 

tratan por medio de una estimación conjunta de los efectos fijos, los efectos aleatorios y la 

estimación de parámetros de varianza. Dicho ejercicio demostró que los valores estimados estaban 

muy próximos al valor real. 

Más aún, se ha innovado en múltiples alternativas concernientes a realizar predicciones en tiempo 

real, nuevamente, de las variables climáticas de temperatura y precipitación. Lo anterior es el caso 

de la Oficina de Recuperación y Servicio Nacional de Meteorología y Oceanografía (EEUU), la cual 

creó una subestación climática llamada Forecast Rodeo, con el objetivo de predecir acertadamente 

estas variables en el oeste de Estados Unidos con una anticipación enmarcada en dos periodos de 

tiempo, de 2 - 4 y de 4 - 6 semanas [16]. Como parte del desarrollo, se utilizaron dos modelos de 

regresión no lineal. El primero integra las mediciones meteorológicas y pronósticos realizados por 

medio de modelos dinámicos aplicados a los conjuntos de datos obtenidos de la subestación Rodeo, 

para posteriormente, eliminar predictores irrelevantes haciendo uso de procedimientos 

personalizados de selección de modelos multitarea. El segundo establece la utilización restringida 

de mediciones históricas de las variables objetivo (temperatura y precipitación) complementados 

con características multitarea de estaciones cercanas en una regresión lineal local ponderada. 
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Para finalizar el estudio de antecedentes, se realizó la búsqueda de trabajos o investigaciones 

previas relacionados con la combinación de datos provenientes de observaciones de estaciones 

climáticas en tierra y de satélites que orbitan la tierra. Algunos de esos estudios se expondrán a 

continuación: 

El artículo titulado "Spatiotemporal geostatistical analysis of precipitation combining ground and 

satellite observations" por E. A. Varouchakis, D. T. Hristopulos, G. P. Karatzas, G. A. Corzo Perez y V. 

Diaz, publicado en la revista Hydrological Research en marzo de 2021, se centra en el análisis 

geoespacial y geostadístico de la precipitación al combinar observaciones de estaciones terrestres 

y observaciones satelitales. En este estudio, los autores exploran cómo integrar y analizar 

conjuntamente datos de precipitación obtenidos de diferentes fuentes para comprender mejor la 

variabilidad espacial y temporal de la precipitación. Utilizan métodos geoestadísticos para modelar 

la dependencia espacial de los datos de precipitación y realizar estimaciones en ubicaciones no 

muestreadas. El objetivo principal del estudio es mejorar la precisión y la resolución espacial de las 

estimaciones de precipitación al combinar datos de estaciones terrestres y observaciones 

satelitales. Esto tiene implicaciones importantes para el monitoreo y la gestión de los recursos 

hídricos, la planificación del uso del agua y la predicción de eventos extremos relacionados con la 

precipitación [17]. 

El artículo titulado "Combining the Perspective of Satellite- and Ground-Based Observations to 

Analyze Cloud Frontal Systems" por A. Hünerbein et al., publicado en el Journal of Applied 

Meteorology and Climatology en noviembre de 2014, se centra en el análisis de sistemas frontales 

de nubes utilizando observaciones tanto de satélites como de estaciones terrestres. En este estudio, 

los autores investigan cómo combinar y utilizar de manera conjunta las perspectivas proporcionadas 

por las observaciones satelitales y las mediciones en estaciones climáticas en tierra para analizar y 

comprender los sistemas frontales de nubes. Los sistemas frontales son áreas de transición entre 

diferentes masas de aire y son de gran importancia para el clima y las condiciones meteorológicas. 

El artículo describe los métodos utilizados para integrar y analizar datos de satélite y estaciones 

terrestres, así como las técnicas de procesamiento y análisis aplicadas. También presenta los 

resultados obtenidos en términos de la caracterización de los sistemas frontales de nubes y la 

identificación de patrones y características relevantes [18]. 

El artículo titulado "Estimating snow depth by combining satellite data and ground-based 

observations over Alaska: A deep learning approach" por J. Wang et al., publicado en el Journal of 

Hydrology en junio de 2020, se centra en la estimación de la profundidad de la nieve al combinar 

datos satelitales y observaciones en tierra utilizando un enfoque de aprendizaje profundo (deep 

learning). En este estudio, los autores proponen un método para estimar la profundidad de la nieve 

en Alaska al combinar datos provenientes de satélites y mediciones realizadas en estaciones 

terrestres. Utilizan un enfoque basado en técnicas de aprendizaje profundo, que es una rama de la 

inteligencia artificial que permite a los modelos analizar y extraer características complejas de los 

datos. El artículo describe la metodología empleada para entrenar y utilizar el modelo de 

aprendizaje profundo, así como los conjuntos de datos utilizados. También presenta los resultados 

de las estimaciones de la profundidad de la nieve obtenidas a partir de la combinación de los datos 

satelitales y las observaciones terrestres. El enfoque propuesto tiene como objetivo mejorar la 
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precisión y la resolución espacial de las estimaciones de la profundidad de la nieve, lo que es de gran 

importancia para la monitorización y la gestión de los recursos hídricos, el pronóstico de 

inundaciones y otras aplicaciones relacionadas con el clima y el agua [19]. 

El artículo titulado "Agreements between ground-based and satellite-based observations" por S. I. 

Akasofu, D. et al., publicado en Planetary and Space Science en diciembre de 1990, se centra en la 

comparación y evaluación de las observaciones realizadas tanto en tierra como desde satélites. En 

este estudio, los autores examinan las concordancias y discrepancias entre las observaciones 

realizadas desde estaciones terrestres y las mediciones obtenidas mediante observaciones 

satelitales. El objetivo principal del artículo es evaluar y comprender la consistencia y la 

concordancia entre estas dos fuentes de datos. El artículo describe los métodos utilizados para 

realizar las comparaciones y las evaluaciones, así como los conjuntos de datos utilizados en el 

estudio. También presenta los resultados obtenidos según las similitudes y diferencias entre las 

observaciones terrestres y las observaciones satelitales. El estudio de las concordancias entre las 

observaciones en tierra y desde satélites es importante para validar y mejorar la calidad de los datos 

obtenidos mediante ambos métodos. Esto tiene implicaciones para diversas áreas de estudio, como 

la meteorología, la climatología y la ciencia espacial, ya que permite una mejor comprensión de los 

fenómenos naturales y la mejora de los modelos y pronósticos [20]. 

El artículo titulado "Combining satellite precipitation and long-term ground observations for 

hydrological monitoring in China" por X. Zhang y Q. Tang, publicado en el Journal of Geophysical 

Research: Atmospheres en julio de 2015, se centra en la combinación de datos de precipitación 

provenientes de observaciones satelitales y mediciones de larga duración en estaciones terrestres 

para el monitoreo hidrológico en China. En este estudio, los autores investigan cómo integrar y 

utilizar conjuntamente los datos de precipitación obtenidos tanto desde satélites como desde 

estaciones terrestres para mejorar el monitoreo hidrológico en China. La precipitación es un factor 

clave en los estudios hidrológicos, ya que influye en la disponibilidad de agua y en los procesos de 

flujo y almacenamiento en los sistemas hídricos. El artículo describe los métodos utilizados para 

combinar los datos de precipitación de diferentes fuentes y las técnicas de análisis aplicadas. 

También presenta los resultados obtenidos en términos de la mejora del monitoreo hidrológico, la 

evaluación de la calidad de los datos y la validación de los resultados obtenidos mediante la 

combinación de datos satelitales y terrestres. La combinación de datos de precipitación satelital y 

observaciones terrestres proporciona una cobertura espacial más amplia y una mayor resolución 

temporal, lo que permite una mejor comprensión de los patrones de precipitación y su variabilidad 

en el tiempo y el espacio. Esto tiene implicaciones importantes para la gestión de recursos hídricos, 

la predicción de inundaciones y sequías, y la planificación de la infraestructura hidrológica en China 

[21]. 

Desde siempre, el interés por el entendimiento de la precipitación en cuanto a su comportamiento 

e incidencia como elemento climatológico clave en el desarrollo de una gran variedad de actividades 

económicas del país, ha ocupado un espacio importante en los proyectos de investigación nacientes 

en la academia. Es de saber que tanto las inundaciones como las sequías son un problema serio para 

la economía, el medio ambiente y la sociedad en general. Por tal razón, es imperativo poder predecir 

dicha variabilidad, anticipando la ocurrencia de un evento de esta índole, y así, mitigar el impacto 

adverso que puedan llegar a tener. 
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En este contexto, surge la idea de utilizar mediciones tanto de las estaciones terrestres como de los 

satélites como método de calibración y/o validación para construir un modelo funcional aditivo que 

pueda predecir los datos de precipitación de las estaciones terrestres de manera más precisa. Se 

menciona un modelo funcional debido a que los datos, aunque se evalúan de manera discreta en el 

tiempo, en realidad tienen una naturaleza continua. En lugar de utilizar datos discretos por estación 

e imágenes satelitales para cada año, se propone emplear un enfoque funcional que caracterice el 

comportamiento de manera anual. Además, dado que la modelación de la precipitación diaria 

resultaría complicada debido a su gran variabilidad, se sugiere trabajar con la precipitación diaria 

acumulada anual. Esto permitiría obtener curvas más suaves para cada año y, finalmente, construir 

diferentes modelos incorporando factores y covariables para mejorar la capacidad predictiva. 

Este método que fusiona datos tanto terrestres como satelitales, y emplea técnicas de modelado 

funcional, presenta una estrategia completa para mejorar la predicción de la lluvia y, en 

consecuencia, mitigar el impacto de sucesos climáticos extremos en Colombia. 

Desde un punto de vista estadístico, el análisis de un gran volumen de datos espaciotemporales, 

como los utilizados en el actual proyecto, presenta desafíos significativos. Anteriormente, se han 

propuesto diversas técnicas de modelación de la precipitación, que abarcan modelos lineales 

generalizados, modelos lineales mixtos, series temporales, cadenas de Markov, regresión no 

paramétrica, modelación de la precipitación pentadal, modelación Integrando imágenes satelitales, 

geoestadística, entre otros. Sin embargo, la elección de la herramienta estadística depende de los 

objetivos específicos perseguidos, como la descripción espaciotemporal, la estimación de la 

variación media, la predicción en el tiempo y la predicción espacial. 

En resumen, se destaca la importancia de comprender y predecir la precipitación en el Valle del 

Cauca, dado su impacto en la economía regional. Se propone el uso de herramientas estadísticas, 

en particular el análisis de datos funcionales, junto con modelos de machine learning, para abordar 

los desafíos relacionados con la variabilidad espacial y temporal de la precipitación y su modelación 

en una región con una economía sensible a las condiciones climáticas. 

 

3.2 PREDICCIÓN DE LA PRECIPITACIÓN 

 

En el estudio, para la predicción de la precipitación se aplican técnicas de aprendizaje automático y 

estadístico. Estos métodos / herramientas se definen a continuación. 

 

3.2.1 Aprendizaje Automático 
 

Acorde a Géron [22], el machine learning (ML) o aprendizaje automático es la ciencia (y arte) de 

programar computadores para que ellos puedan aprender de los datos. En el presente estudio se 
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aborda el problema con aprendizaje supervisado, modelos de regresión y clasificación como se 

definen a continuación. 

Los sistemas de ML pueden clasificarse según la cantidad y el tipo de supervisión que reciben 

durante el entrenamiento. Existen varias categorías, pero en el proyecto se utilizó aprendizaje 

supervisado [22]. 

 

3.2.1.1 Aprendizaje Supervisado 

 

En el aprendizaje supervisado, el conjunto de entrenamiento con el que se alimenta al algoritmo 

incluye las soluciones deseadas, denominadas etiquetas [22]. Hay dos tipos principales de tarea en 

el aprendizaje supervisado: 

 

3.2.1.1.1 Regresión 

En los problemas de regresión, la etiqueta de salida es una cantidad o valor continuo. El objetivo es 

predecir un valor numérico (milímetros o pulgadas de lluvia). 

 

3.2.1.1.2 Clasificación 

En los problemas de clasificación la etiqueta es una categoría o clase. El objetivo es predecir 

correctamente a qué clase pertenece un nuevo dato u observación (llueve o no llueve). 

 

3.2.2 Aprendizaje Estadístico 
 

El aprendizaje estadístico se refiere a un conjunto de herramientas y métodos utilizados para dar 

sentido a conjuntos de datos complejos [23]. Estos métodos provienen de la estadística y el 

aprendizaje automático, y su objetivo principal es hacer inferencias o predicciones a partir de datos. 

El aprendizaje estadístico se centra en el desarrollo y la aplicación de modelos que pueden aprender 

de los datos, identificar patrones y tomar decisiones con mínima intervención humana. 

 

3.3 ÁREA DE ESTUDIO 

 

Las estaciones meteorológicas analizadas se encuentran localizadas en el departamento del Valle 

del Cauca, localizado en la parte suroccidental de Colombia entre las coordenadas geográficas 3° y 

рϲ ƭŀǘƛǘǳŘ bƻǊǘŜΤ трϲпрΩ ȅ ттϲорΩ ƭƻƴƎƛǘǳŘ hŜǎǘŜΣ la máxima altura es 4080 m.s.n.m. y se encuentra 

en los farallones de Cali. Limita por el Norte con el departamento del Chocó y Risaralda, por el Este 
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con Tolima y Quindío, por el Sur con el Cauca, y por el Occidente con el Océano Pacífico. Tiene un 

área de 21140 km2, lo que representa el 1.95% del territorio nacional. En la Fig. 1 se puede apreciar 

un mapa con la localización del área de estudio descrita. 

 

 
Fig. 1. Mapa de localización del área de estudio 

Nota: elaboración propia. 

 

3.3.1 Climatología 
 

Este departamento es conocido por tener un clima variado debido a su topografía diversa que 

incluye áreas costeras, valles y montañas. Su posición geográfica en la zona intertropical, muy cerca 

al Ecuador, determina un régimen de altas temperaturas durante todo el año; sin embargo, el factor 

altitudinal, presente en las cordilleras, ocasiona una disminución de la temperatura del casi 0.5°C 

por cada 100 m de ascenso. 

Las masas nubosas procedentes del Océano Pacífico chocan con la vertiente occidental y cima de la 

cordillera occidental, al igual que con la vertiente occidental expuesta de la Cordillera Central, 

causando la ocurrencia de lluvias por lo que aparecen ambientes húmedos a muy húmedos. La 

ladera o vertiente oriental de la Cordillera Occidental, partes media y baja, toda el área plana del 

valle geográfico del río Cauca y la ladera baja de la cordillera central por estar en una posición oculta, 

con relación a los vientos cargados de humedad del Océano Pacífico, reciben menor precipitación 

lo que determina ambientes secos a muy secos. 
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Los máximos valores de precipitación se presentan en los periodos abril ς junio y octubre ς 

noviembre, aunque para las áreas próximas a Buenaventura el comportamiento de lluvias es 

prácticamente igual durante todo el año, por la humedad imperante en el océano. 

El clima del Valle del Cauca presenta un régimen bimodal, caracterizado por dos trimestres secos y 

dos trimestres lluviosos. La mayor parte de la precipitación anual ocurre en los meses lluviosos, 

representando aproximadamente el 70% de la precipitación total registrada en la región. Dado que 

la economía del departamento se basa en gran medida en la agricultura, los cambios bruscos en las 

condiciones climáticas, especialmente en los patrones de precipitación, afectan la disponibilidad de 

agua y, en última instancia, repercuten en la producción agrícola. 

 

3.3.2 Aspectos Fisiográficos 
 

Los aspectos geomorfológicos, climáticos, altitudinales y latitudinales se combinan para crear cuatro 

zonas fisiográficas muy contrastadas: vertiente occidental de la Cordillera Central, valle geográfico 

del río Cauca, Cordillera Occidental y llanura marina del Pacífico. La orografía del Valle del Cauca se 

puede apreciar en el mapa de la Fig. 2 en la página siguiente. 
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Fig. 2. Relieve / orografía Valle del Cauca. 

Nota: tomado de [24]. 
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4. METODOLOGÍA 

 

El esquema general del proyecto se puede observar en la figura siguiente (Fig. 3). 

 
Fig. 3. Esquema comprensión del proyecto. 

Nota: elaboración propia. 

 

Con el esquema anterior en mente, a continuación, se describe de manera detallada cada uno de 

los pasos de la metodología aplicada en el estudio. 

 

4.1 SELECCIÓN FUENTE DE DATOS 

 

Para el estudio se utilizaron dos fuentes de datos, la primera son datos capturados por estaciones 

meteorológicas en tierra y la segunda son datos proporcionados por imágenes capturadas por 

satélites climatológicos que orbitan alrededor de la Tierra. Ambas fuentes proporcionan 

información de una variedad de datos hidrometeorológicos que son esenciales para el monitoreo y 

el estudio de las condiciones atmosféricas. Sin embargo, para el caso de este proyecto, la variable 

objeto de estudio es la precipitación. Considerando que los datos de las estaciones en tierra 

presentan pérdida de datos por su ubicación geográfica, fallas en los instrumentos o falta de 

mantenimiento, los datos suministrados por los satélites permiten reconstruir las series climáticas 

en un periodo de tiempo. De esta manera, para este estudio la variable dependiente (X) está 

representada por los datos provenientes de las imágenes satelitales y la variable independiente (Y) 

por los datos de las estaciones en tierra. A continuación, se detallan las características de cada 

fuente de datos. 
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4.1.1 Recopilación de datos de estaciones meteorológicas en tierra 
 

En el presente estudio se analizaron los datos de 58 estaciones hidrometeorológicas en tierra en el 

departamento del Valle del Cauca del Instituto de Hidrología, Meteorología y Estudios Ambientales 

de Colombia (IDEAM), abarcando 32 años de registros desde 1983 hasta 2014, como base para el 

análisis exploratorio de los datos. Los datasets se descargaron como CSV comprimidos (.zip) de la 

base de datos DHIME en línea del IDEAM. Cada archivo cuenta tanto con los de las estaciones, así 

como la fecha (año-mes-día), así como los registros respectivos de precipitación en milímetros de 

lluvia en cada caso. 

En la Fig. 4 se puede observar la distribución geográfica de la totalidad de estaciones históricas del 

IDEAM disponibles en el área de estudio. 

 
Fig. 4. Totalidad estaciones IDEAM en el departamento del Valle del Cauca. 

Nota: elaboración propia. 

 

De las estaciones disponibles en el departamento del Valle del Cauca, se realizó la selección de 58 

estaciones meteorológicas con datos representativos de precipitación que se analizaron en este 

estudio. La distribución y ubicación de las estaciones seleccionadas se puede observar en el mapa 

de la Fig. 5. 
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Fig. 5. Estaciones hidrometereológicas seleccionadas para el proyecto. 

Nota: elaboración propia. 

 

4.1.2 Extracción de datos satelitales 
 

Los datos satelitales se obtuvieron del dataset disponible en Climate Hazards Group InfraRed 

Precipitation with Station (CHIRPS), quienes han creado una base de datos de precipitación que 

abarca desde 1981 hasta la actualidad. Estos datos se presentan en formato ráster con una 

resolución espacial de 5 kilómetros a lo largo del Ecuador. Es posible acceder de manera gratuita a 

esta información en el sitio web del grupo CHIRPS. Los datos se encuentran recopilados en un 

archivo zip que contiene 12 archivos GeoTiff (.tif), uno para cada mes del año (enero es el 1; 

diciembre es el 12) [25]. 

Dentro de la información disponible se cuenta con los valores de precipitación mundial mensual 

para cada año, lo cual se puede apreciar en la Fig. 6. 

En las figuras siguientes se puede visualizar los datos climáticos satelitales obtenidos de WordClim, 

fuente de datos climáticos históricos mensuales de la variable precipitación, variable objeto de 

estudio del presente proyecto. Las gráficas fueron procesadas con R, haciendo uso de las librerías: 

Raster, Ggplot2, y Leaflet. 
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Fig. 6. Precipitaciones mundiales. 

Nota: elaboración propia. 
 

Se obtuvo el promedio mensual de precipitación mundial con el objetivo de recopilar toda la 

información disponible en una sola imagen (ver Fig. 7). 

 

 
Fig. 7. Precipitaciones anuales promedio. 

Nota: elaboración propia. 

 

Luego, se procedió a obtener los valores de precipitación promedio para el territorio colombiano 

(tal como se puede apreciar en la Fig. 8). Se observa la distribución anual de precipitaciones para 

Colombia con una escala en metros, destacando zonas con altas precipitaciones en regiones como 

el Pacífico y la Amazonia con valores superiores a 8500 mm, seguido por la zona central del país, 

donde las precipitaciones se sitúan en valores menores a 8000 mm. La zona de La Guajira presenta 

precipitaciones más bajas que el resto del país, con valores por debajo de 4000 mm anuales. 
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Fig. 8. Precipitación anual promedio para Colombia. 

Nota: elaboración propia. 

 

Con esta información de precipitación para Colombia, y considerando las coordenadas geográficas 

de las estaciones en tierra del IDEAM, se extrajo el valor diario de la lluvia para cada ubicación, 

obteniendo la precipitación de los datos satelitales de cada estación en el período de tiempo (1983-

2014). Los criterios para delimitar este periodo de tiempo fueron la cantidad de datos faltantes y la 

disponibilidad de estaciones en tierra. Los datos se consolidaron en una hoja de cálculo (.xlsx) que 

contiene para cada día (day ς month - year) los registros de precipitación en milímetros de lluvia de 

los 58 puntos satelitales. 

 

4.1.3 Lectura de archivos 
 

Como se comentó anteriormente, los datos de precipitación de cada una de las estaciones en tierra 

se descargaron por grupos en formato CSV y comprimidos ZIP para cada una de las estaciones 

seleccionadas del IDEAM y luego se consolidaron en un solo archivo de texto CSV con todos los 

registros de lluvia de las estaciones para día del periodo histórico analizado. De la misma manera, 

los datos satelitales extraídos se consolidaron a una hoja de cálculo XLSX para los puntos satelitales 

/ coordenadas equivalentes a las estaciones en tierra para cada día del periodo analizado. 

Con los datos en formatos mencionados, se procedió a su lectura y la creación con Python respectiva 

de los dataframes tanto a nivel estaciones y satélite. A partir de las columnas de año, mes y día se 

crea un índice datetime para todos los registros. En las figuras siguientes (Fig. 9 y Fig. 10) se puede 

apreciar el encabezado para cada dataframe. 
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Fig. 9. Dataframe estaciones en tierra. 

Nota: elaboración propia. 

 

 
Fig. 10. Dataframe datos satelitales. 

Nota: elaboración propia. 

 

4.2 ANÁLISIS EXPLORATORIO DE DATOS 

 

Para el análisis descriptivo de los datos se utilizaron las librerías Pandas, Numpy y Statmodels. Para 

la visualización de datos se generan diferentes gráficas de interés (series de tiempo, histogramas, 

boxplots, etc.) con las librerías Matplotlib, Seaborn y Plotly. El resultado del análisis exploratorio / 

EDA se puede consultar en el capítulo 5 y en el ANEXO A. Dicho análisis incluye el estudio de las 

tendencias de las lluvias en las diferentes agregaciones temporales de interés, la correlación entre 

los puntos estudiados, así como la identificación de los datos faltantes de las estaciones en tierra 

del IDEAM. 

 

4.3 ANÁLISIS ESPACIAL DE DATOS 

 

Cuando fue necesario, se realizó un análisis espacial de las estaciones y su efecto en los registros 

obtenidos (p.ej. estaciones lluviosas en el Pacífico), adicional a esto la ubicación de los puntos de las 

estaciones y la generación de los mapas requeridos para el proyecto se realizaron con las librerías 

Folium. Leaflet y el software ArcGIS. 
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4.4 TRANSFORMACIÓN DE DATOS 

 

Los dataframes de datos satelitales y de estaciones en tierra se unieron (merge) en uno solo 

conjunto de datos usando como criterio el índice de fechas (datetime). Las columnas de los datos 

satelitales se renombran como Ŝƭ ǎǳŦƛƧƻ άψȄέ ȅ ƭŀǎ ŘŜ ƭŀǎ ŜǎǘŀŎƛƻƴŜǎ Ŝƴ ǘƛŜǊǊŀ Ŏƻƴ Ŝƭ ǎǳŦƛƧƻ άψȅέ (ver 

encabezado en la Fig. 11). Para crear las agregaciones temporales estudiadas se pasa de datetimes 

diarios a semanales, mensuales y anuales aplicando con Pandas los resamples correspondientes a 

cada periodo de interés. Para convertir los registros de precipitación en categorías o intensidades 

de interés se aplican funciones teniendo en cuenta los rangos de lluvia. 

 
Fig. 11. Dataframe unificado. 

Nota: elaboración propia. 

 

4.5 APLICACIÓN TÉCNICAS DE IMPUTING 

 

Previo a la aplicación de modelos como tal de regresión y clasificación, se aplicaron técnicas de 

imputing univariado, multivariado y de vecinos más cercanos (KNN) con Scikit-Learn para completar 

los datos faltantes. Para evaluar los resultados con dichos estimadores se calcularon para cada 

estación y agregación temporal las métricas seleccionadas en el proyecto (ver numeral 4.11). 

 

4.6 SELECCIÓN DE MODELOS 

 

En el presente estudio se implementaron técnicas de aprendizaje automático (machine learning ς 

ML), estadístico y profundo (Deep learning) a las series climáticas de precipitación seleccionadas, a 

continuación, en la Fig. 12 se presenta un diagrama de los modelos implementados en el proyecto. 
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Fig. 12. Modelos implementados en el proyecto 

Nota: elaboración propia. 

 

Los modelos seleccionados e implementados en la figura anterior se describen con mayor detalle 

en los numerales siguientes. 

 

4.6.1 Modelos implementados 
 

En el proyecto se utilizaron las librerías de Python: scikit-learn [26], sktime [27], statmodels [28] y 

Prophet [29]. Los principales estimadores / modelos implementados en el proyecto de dichas 

librerías se describen a continuación con base a la documentación de cada una. 

 

4.6.1.1 Regresión 

 

4.6.1.1.1 LinearRegression 

El modelo de Regresión Lineal de Scikit-Learn es probablemente el más básico y conocido. Asume 

una relación lineal entre las variables independientes y la variable dependiente. Calcula los 

coeficientes para las variables independientes que minimizan el error cuadrático total entre las 

predicciones y los valores reales. 

Este modelo se puede representar matemáticamente de la siguiente manera: 

Dado un conjunto de datos con n muestras y m características, y denotando X como la matriz de 

características (con n filas y m columnas) e y como el vector de etiquetas/targets, el objetivo del 
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ƳƻŘŜƭƻ ŘŜ ǊŜƎǊŜǎƛƽƴ ƭƛƴŜŀƭ Ŝǎ ŜƴŎƻƴǘǊŀǊ ƭƻǎ ŎƻŜŦƛŎƛŜƴǘŜǎ ᷆ ǉǳŜ ƳƛƴƛƳƛȊŀƴ ƭŀ ǎǳƳŀ ŘŜ ƭƻǎ ŎǳŀŘǊŀŘƻǎ 

de las diferencias entre las predicciones y los valores reales. 

La fórmula para el modelo de regresión lineal simple (una sola característica) es: 

ώ ὼ 

Donde: 

Á y es la variable dependiente (target/etiqueta). 

Á x es la variable independiente (característica). 

Á ḃ0 es la intersección en el eje y (ordenada al origen). 

Á ḃ1 es la pendiente de la línea (la tasa de cambio de y con respecto a x). 

Para encontrar estos coeficientes, scikit-learn utiliza el método de mínimos cuadrados ordinarios 

(OLS) o algún método de optimización más avanzado dependiendo de los parámetros específicos 

configurados. 

 

4.6.1.1.2 SVR 

La Regresión de Vectores de Soporte, parte de la librería scikit-learn, es una versión de las Máquinas 

de Soporte Vectorial (SVM) adaptada para regresión. En lugar de tratar de ajustar un hiperplano en 

un espacio de características para separar dos clases, el SVR intenta ajustar un hiperplano de tal 

manera que se maximice el margen y se minimice el error de predicción dentro de un límite 

determinado. 

La representación matemática del SVR es la siguiente: 

Dado un conjunto de datos de entrenamiento (X, y), donde X es una matriz de características e y es 

el vector de etiquetas, el objetivo es encontrar la función f(X) que se ajuste lo mejor posible a los 

datos. 

La formulación básica del problema de SVR es la siguiente: 

ÍÉÎ
ȟȟȟz

ρ

ς
ᴁύᴁ ᶫ ʊ ʊᶻ  

sujeto a las restricciones: 

ώ ộύȟὼỚ ὦ  ɴ  ʊ
ộύȟὼỚ ὦ ώ   ʊᶻ 

 

Y 

ʊȟʊᶻ π 

Donde: 

Á w es el vector de pesos que define el hiperplano. 
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Á b es el sesgo. 

Á  ˅y ˅ ᶻ son variables de holgura que representan errores de margen. 

Á Ů es el parámetro de holgura. 

Á C es un parámetro de regularización que controla el trade-off entre la complejidad del 

modelo y la penalización por errores. 

Á (x) es una función de mapeo no lineal que proyecta los datos de entrada a un espacio de 

características de mayor dimensión. 

El objetivo es minimizar la suma de los errores de margen y la complejidad del modelo, sujeto a las 

restricciones impuestas por las etiquetas de los datos de entrenamiento. 

Esta formulación define un problema de optimización cuadrático convexo que se puede resolver 

utilizando técnicas de optimización convexa. En la práctica, se utilizan algoritmos eficientes de 

optimización numérica para encontrar los valores óptimos de w y b. 

 

4.6.1.1.3 DecisionTreeRegressor 

Es un modelo de regresión basado en árboles de decisión. Funciona dividiendo el espacio de los 

datos en regiones más pequeñas y manejables. Para cada región, el modelo calcula el valor medio 

de la variable objetivo, que se utiliza para hacer predicciones. Los árboles de decisión son útiles por 

su simplicidad y capacidad para modelar relaciones no lineales. 

Matemáticamente se podría describir este modelo de la siguiente manera: Se tiene un conjunto de 

datos de entrenamiento que consiste en n observaciones (x1, y1), (x2, y2), ..., (xn, yn), donde xi 

representa las características e yi representa la variable objetivo (la etiqueta correspondiente o el 

valor que queremos predecir). 

El objetivo del algoritmo DecisionTreeRegressor es encontrar la mejor forma de dividir los datos en 

cada nodo del árbol para minimizar la varianza de las etiquetas de destino dentro de cada 

subconjunto. 

Supongamos que, en un nodo dado m, tenemos un conjunto de datos Dm que consiste en nm 

observaciones. Se desea dividir este conjunto de datos en dos subconjuntos Dm,izquierda y Dm,derecha 

ƳŜŘƛŀƴǘŜ ǳƴŀ ǊŜƎƭŀ ŘŜ ŘƛǾƛǎƛƽƴ ʻ = ( j , t), donde j es el índice de la característica y t es el umbral. 

Para cada nodo m, queremos minimizar la función de costo: 

ὅέίὸέά  
ὲ

ὲ
ὠzὥὶὈ  

Donde Var(Dm) es la varianza de las etiquetas de destino en el conjunto de datos Dm. 

El algoritmo busca recursivamente las divisiones que minimizan este costo hasta que se alcanza un 

cierto criterio de detención, como la profundidad máxima del árbol o el número mínimo de 

muestras requeridas para dividir un nodo. 

 



 

 

 

 

33 

4.6.1.2 Clasificación 

 

4.6.1.2.1 LogisticRegression 

Es un modelo de clasificación de scikit-learn que estima la probabilidad de que una instancia 

pertenezca a una clase particular. A pesar de su nombre, es un modelo de clasificación y no de 

regresión. Es particularmente útil para problemas de clasificación binaria. El modelo utiliza la 

función logística para modelar una función de decisión binaria y puede extenderse a la clasificación 

multiclase (p.ej., usando la técnica "one-vs-rest"). 

La función logística está dada por: 

ὖώ ρ ȿ ὼ
ρ

ρ Ὡ
 

Donde: 

Á P (y = 1᷄x) es la probabilidad de que la clase sea 1 dada la entrada x. 

Á w es el vector de pesos (coeficientes). 

Á b es el término de sesgo. 

Á e es la base del logaritmo natural (~2.71828). 

La predicción final se realiza aplicando un umbral a la probabilidad estimada. Por ejemplo, si la 

probabilidad estimada es mayor que 0.5, se clasifica como la clase positiva; de lo contrario, se 

clasifica como la clase negativa. 

El modelo de regresión logística se entrena ajustando los parámetros w y b para maximizar la 

probabilidad conjunta de las observaciones en el conjunto de entrenamiento. Esto se hace 

típicamente maximizando la función de verosimilitud logarítmica o minimizando la función de 

pérdida logística, que está dada por: 

ὒύȟὦ
ρ

ὲ
ώÌÏÇὖώ ρȿὼ ρ ώ ÌÏÇρ ὖώ ρȿὼ  

Donde: 

Á n es el número de observaciones. 

Á yi es la etiqueta de clase real de la observación xi. 

El modelo se puede regularizar agregando términos de penalización a los coeficientes w para evitar 

el sobreajuste. 

La regresión logística es un modelo lineal generalizado y es ampliamente utilizado debido a su 

simplicidad, eficiencia computacional y capacidad para proporcionar probabilidades bien calibradas 

como salida. 
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4.6.1.2.2 SVC 

El SVC de scikit-learn es un clasificador que utiliza la técnica de Máquinas de Soporte Vectorial para 

realizar la clasificación de datos. Es efectivo en espacios de alta dimensión y en situaciones donde 

el número de dimensiones es mayor que el número de muestras. Este modelo es útil en problemas 

de clasificación binaria y multiclase y funciona bien con márgenes de separación claros. La 

matemática detrás de SVR es la siguiente: 

Dado un conjunto de datos de entrenamiento (X, y), donde X es una matriz de características e y es 

el vector de etiquetas, el objetivo es encontrar la función f(X) que se ajuste lo mejor posible a los 

datos. 

El objetivo del SVR es encontrar la función que se ajuste dentro de un margen de tolerancia 

especificado, que se define mediante dos parámetros:  ʁy C. 

La formulación matemática del problema de optimización para SVR es la siguiente: 

ÍÉÎ
ȟȟȟz

ρ

ς
ᴁύᴁ ᶫ ʊ ʊᶻ  

Sujeto a las restricciones: 

ώύȟὼ ὦ  ρ  ʊ 

ʊ π 

donde C es un parámetro de regularización que controla el equilibrio entre maximizar el margen y 

minimizar el error de clasificación. El parámetro C controla la penalización por errores de 

clasificación: un C mayor penaliza más los errores, lo que lleva a un hiperplano de separación más 

ajustado a los datos de entrenamiento. Por otro lado, un C menor permite un margen más amplio, 

lo que puede llevar a un mayor error de clasificación en el conjunto de entrenamiento, pero 

posiblemente mejor generalización en datos no vistos. 

 

4.6.1.2.3 DecisionTreeClassifier 

Es un modelo de clasificación de scikit-learn basado en árboles de decisión. Al igual que su 

contraparte de regresión, divide repetidamente el espacio de los datos, creando un árbol donde 

cada nodo representa una decisión basada en una característica.  

Matemáticamente, un árbol de decisión clasificador puede representarse como una función f(x) que 

asigna una etiqueta de clase a un vector de características x. Esta función se define por las reglas de 

decisión almacenadas en el árbol. 

En un árbol de decisión, f(x) se puede expresar como una secuencia de reglas if - else anidadas. Por 

ejemplo, podríamos tener algo como: 

Si x1 Җ ŎƻǊǘŜ1, entonces 

Si x2 Җ ŎƻǊǘŜ2, entonces 
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Clase = C1 

Sino 

Clase = C2 

Sino 

Si x3 Җ ŎƻǊǘŜ3, entonces  

Clase = C3 

Sino 

Clase = C4 

Donde x1, x2, x3 son las características, corte1, corte2, corte3 son los valores de corte seleccionados 

durante el entrenamiento y C1, C2, C3, C4 son las etiquetas de clase asignadas a cada región. 

El proceso de entrenamiento de un árbol de decisión implica encontrar la mejor manera de dividir 

el espacio de características para maximizar la pureza de las hojas. Esto se hace de manera recursiva 

hasta que se alcanza algún criterio de parada, como la profundidad máxima del árbol o el número 

mínimo de muestras requeridas para realizar una división. 

En resumen, aunque la formulación matemática exacta de un árbol de decisión no se expresa 

típicamente como una ecuación única, se representa mediante un conjunto de reglas de decisión 

que definen cómo se clasifican las observaciones basadas en sus características. 

 

4.6.1.3 Series de tiempo 

 

4.6.1.3.1 ARIMA 

Con relación al proyecto abordado, se contempla el uso del modelo estadístico ARIMA, ya que ha 

demostrado ser eficaz para capturar tendencias y estacionalidades en los datos climáticos. Puede 

modelar patrones cíclicos y comportamientos a largo plazo presentes en las series temporales, 

permitiendo así la generación de proyecciones más precisas. 

Por otra parte, la versatilidad del modelo ARIMA facilita la incorporación de múltiples fuentes de 

datos, como en este caso, las mediciones de estaciones en tierra y la información recopilada a partir 

de imágenes satelitales. Esto proporciona una base sólida para la reconstrucción de series climáticas 

con una amplia variedad de datos. 

Es de saberse que las series climáticas pueden sufrir de irregularidades en las mediciones debido a 

diversos factores, como problemas con los dispositivos de medición o falta de datos en ciertos 

períodos. El modelo ARIMA por lo demás, se presenta inicialmente como una buena opción capaz 

de manejar datos irregulares pudiendo imputar valores faltantes, garantizando la integridad y 

consistencia de las series reconstruidas. 
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ARIMA, es propiamente un modelo de regresión el cual está compuesto por los siguientes tres 

términos: 

Á AR (auto-regresión): modelo que muestra una variable cambiante que retrocede sobre sus 

propios valores atrasados/anteriores. 

Á I (integrado): diferenciación de observaciones sin procesar para permitir que la serie 

temporal se vuelva estacionario.  

Á MA (promedio móvil): dependencia entre una observación y un error residual de un modelo 

de promedio móvil. 

Ahora bien, los parámetros p, d y q establecen el modelo ARIMA a implementar, parámetros 

descritos a continuación: 

Á p: número de observaciones de retraso en el modelo; también denominado como el orden 

de retardo. 

Á d: número de veces que se diferencian las observaciones sin procesar; también denominado 

como el grado de diferenciación. 

Á q: tamaño de la ventana del promedio móvil; también denominado como el orden de la 

media móvil. 

El modelo SARIMA (Seasonal Autoregressive Integrated Moving Average) es una extensión del 

modelo ARIMA que incorpora componentes estacionales para capturar patrones repetitivos en la 

serie temporal. Es útil cuando los datos exhiben variaciones estacionales que no pueden ser 

capturadas adecuadamente por un modelo ARIMA estándar. Al incluir términos estacionales en el 

modelo SARIMA, se puede mejorar la capacidad predictiva y la capacidad de capturar patrones 

estacionales en los datos. 

 

4.6.1.3.2 Prophet 

Prophet es un algoritmo de Meta / Facebook para la predicción / pronóstico de datos de series de 

tiempo basado en un modelo aditivo en el que las tendencias no lineales se ajustan con 

estacionalidad anual, semanal, diaria y por festivos. Funciona mejor con series de tiempo que tienen 

fuertes efectos estacionales y varias estaciones de datos históricos. Prophet es robusto a los datos 

faltantes, a los cambios en la tendencia, y maneja bien los valores atípicos. 

 

4.6.1.3.3 NaiveForecaster 

El NaiveForecaster es un modelo de predicción de series temporales dentro de Sktime que utiliza 

estrategias simples pero efectivas para predecir futuros valores basándose en los datos históricos 

disponibles. Es parte de los forecasters estadísticos y se usa comúnmente como un modelo de 

referencia debido a su simplicidad y eficacia en ciertos tipos de datos. 

Para calcular los cuantiles de predicción, sktime estima el error estándar de los residuos de 

predicción bajo la suposición de residuos no correlacionados. La varianza del pronóstico se calcula 

entonces multiplicando la varianza residual por una constante. Esta constante es un ajuste de sesgo 
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de muestra pequeña y cada método (media, última, deriva) tiene diferentes fórmulas para calcular 

la constante (las fórmulas se pueden consultar en [30]). Por último, bajo la suposición de que los 

residuos siguen una distribución normal, NaiveForecaster usa la varianza del pronóstico y las 

puntuaciones z de una distribución normal para estimar los cuantiles de predicción. 

 

4.6.1.4 Redes neuronales 

 

4.6.1.4.1 SequentialRegressor 

Esta es una adaptación de modelos de redes neuronales de Keras [31] para tareas de regresión. 

Permite construir modelos de aprendizaje profundo personalizados y flexibles, adecuados para 

datos complejos y no lineales. 

Este modelo secuencial sigue los siguientes pasos en el contexto de la regresión de series 

temporales: 

Á Arquitectura del modelo: Los modelos secuenciales pueden tomar varias formas, como 

redes neuronales recurrentes (RNN), redes neuronales convolucionales (CNN), redes 

neuronales transformer, entre otros. Cada uno de estos modelos tiene su propia 

arquitectura y forma de procesar las secuencias de entrada para realizar la regresión. 

Á Entrada y salida: En el contexto de la regresión de series temporales, la entrada al modelo 

suele ser una secuencia de puntos de datos temporales, y la salida es una predicción para 

un punto de datos futuro (o varios puntos de datos futuros, dependiendo del diseño del 

modelo). 

Á Función de pérdida: Durante el entrenamiento del modelo, se utiliza una función de pérdida 

para comparar las predicciones del modelo con los valores reales. La función de pérdida 

típicamente utilizada para la regresión incluye el error cuadrático medio (MSE, Mean 

Squared Error) o alguna variante que tenga en cuenta la naturaleza secuencial de los datos. 

Á Optimización: Se utiliza un algoritmo de optimización para ajustar los parámetros del 

modelo de manera que la función de pérdida se minimice. Esto implica el cálculo de 

gradientes y la actualización iterativa de los parámetros del modelo. 

Á Entrenamiento y predicción: Una vez entrenado el modelo, se puede utilizar para hacer 

predicciones sobre nuevas secuencias de datos temporales. 

 

4.7 APLICACIÓN MODELOS DE REGRESIÓN 

 

Para cada estimador / modelo de regresión descrito anteriormente se procedió a crear un bucle con 

un pipeline de trabajo para cada uno de los modelos / estimadores para cada estación / punto 

estudiado en el proyecto (58 en total). El pipeline incluye el respectivo train / split de los datos, 

asignando 70% a los datos de entrenamiento (train) y 30% o 0.3 a los datos de prueba (test). El 
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resultado final del bucle es un dataframe con las métricas de evaluación cada uno de los puntos / 

modelos (ver ANEXO C). 

 

4.7.1 GridSearch 
 

Para el ajuste de los hiperparámetros de los estimadores utilizados, se obtuvieron en primer lugar 

la lista de parámetros de cada modelo con el método get_params (ver ejemplo en la Fig. 13). Con 

los parámetros identificados para cada estimador, fue posible aplicar dentro de un bucle / pipeline 

un diccionario / grilla de valores / opciones a evaluar con la función GridSearchCV de Scikit-Learn 

que arroja los mejores parámetros y las métricas correspondiente para cada uno de ellos en cada 

punto / estación analizada en el estudio (). 

 
Fig. 13. Ejemplo obtención de parámetros de un estimador / modelo. 

Nota: elaboración propia. 

 

 
Fig. 14. Ejemplo aplicación GridSearchCV para ajuste de hiperparámetros de un estimador / modelo. 

Nota: elaboración propia. 
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4.8 APLICACIÓN DE MODELOS SERIES DE TIEMPO 

 

En el análisis exploratorio de datos, se evidenció que varias estaciones en tierra cuentan con 

periodos continuos (semanas, meses e incluso años) de datos faltantes (ver numeral 5.1.3.1). Dicho 

suceso, se debe a que al presentar fallas la estación, el hecho de reparar o reemplazar los sensores 

o todo el sistema, requiere un proceso contractual público que como es de esperar no es inmediato 

por las etapas que deben surtirse. Por lo anterior, en el proyecto se identificó que aplicar modelos 

de series de tiempo para realizar pronósticos futuros con los datos históricos previos a la pérdida de 

datos, es una opción viable para reconstruir las series climáticas como la precipitación. 

Como se describió en el numeral 4.6.1.3, en el proyecto se aplicaron las librerías Pmdarima / ARIMA, 

Prophet y Sktime para realizar pronósticos / forecasting de las series de tiempo de lluvia y sus 

diferentes agregaciones temporales. Para cada modelo fue necesario realizar la transformación de 

los datetime a periodos y hacer un temporal train / train split del 70% y 30% basado en la serie de 

tiempo (lo que implica que no se usó un suffle aleatorio) y luego con un bucle / pipeline de trabajo 

se encuentra para cada estimador / agregación las métricas de cada punto / estación evaluada. 

 

4.9 APLICACIÓN DE MODELOS DE CLASIFICACIÓN 

En vista de los resultados iniciales de las métricas de regresión para las precipitaciones diarias, en el 

proyecto se planteó que adicional a predecir los valores de precipitación de lluvia, sería de utilidad 

saber con base a los datos históricos si va a llover o no el futuro y era necesario validar las métricas 

en dicho ejercicio de aprendizaje supervisado. Para lo anterior, fue necesario clasificar de manera 

ōƛƴŀǊƛŀ ƭƻǎ ǊŜƎƛǎǘǊƻǎ ŘƛŀǊƛƻǎ ŘŜ ǇǊŜŎƛǇƛǘŀŎƛƽƴΣ Ŝƴ ŘƝŀǎ ǎƛƴ ƭƭǳǾƛŀ όάлέ Ґ л ƳƳύ ƻ ŘƝŀǎ ƭƭǳǾƛƻǎƻǎ ƻ con 

ǊŜƎƛǎǘǊƻǎ ŘŜ ǇǊŜŎƛǇƛǘŀŎƛƽƴ όάмέ Ґ Ҕ л ƳƳύΦ 

Para los datos categorizados y como se describió en el numeral 4.6.1.2 se aplicaron los algoritmos 

de regresión logística (LogisticRegression), máquinas de soporte vectorial (SVC) y árboles de decisión 

(DecisionTreeClassifier) de Scikit-Learn. 

En cada caso y tal como con los estimadores de regresión, se crearon bucles con pipelines de trabajo 

para obtener las métricas para cada modelo, agregación y punto estudiado en el proyecto. 

 

4.9.1 Clasificación por intensidad de lluvia 
 

Más allá de si en un día o un mes llueve o no, la precipitación se puede clasificar por su intensidad 

en diferentes categorías. A continuación se presentan en las figuras siguientes (Fig. 15, Fig. 16 y Fig. 

17), diferentes clasificaciones de intensidad para la lluvia diaria y mensual acorde a Wang [32], 

Latupapua et al. [33] y el Centro Nacional de Hidrología y Meteorología (NCHM) de Bután [34]. 
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Fig. 15. Intensidad de lluvia diaria [32] 

Nota: tomado de [32]. 

 

 
Fig. 16. Intensidad de lluvia por horaria, diaria y mensual [33] 

Nota: tomado de [33]. 

 

 
Fig. 17. Clasificación intensidad de lluvia diaria NCHM [34] 

Nota: tomado de [34] 

 

Con las intensidades anteriores, en el estudio se crearon las categorías respectivas para los registros 

de lluvia acumulada diaria y mensual, y luego se aplicaron las clases acorde a los milímetros de 

precipitación del periodo, para evaluar el impacto de dichas categorías en la evaluación de los 

modelos de clasificación seleccionados. 

 

4.10 APLICACIÓN DE REDES NEURONALES 

 

En presente estudio, no podía dejarse de lado la aplicación de redes neuronales en busca de un 

panorama prometedor o, al menos, algo más optimista que los resultados obtenidos hasta el 

momento. Es importante reconocer que las redes neuronales tienen su mayor aplicación en el 
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campo de la visión por computador y el reconocimiento de imágenes. Sin embargo, no se quería 

descartar su implementación sin haber obtenido resultados sistemáticos que soportaran esta 

decisión, aplicados al proyecto actual. De esta manera, se llegó al punto de adaptar el ejercicio de 

predicción de la precipitación de la lluvia a una red neuronal completamente conectada, cuya 

arquitectura puede verse en el siguiente diagrama de bloques de la Fig. 18. 

 
Fig. 18. Arquitectura de la red neuronal completamente conectada 

Nota: elaboración propia. 

 

Como capa de entrada, se tiene un vector unidimensional con los valores de lluvia captados por las 

ƛƳłƎŜƴŜǎ ǎŀǘŜƭƛǘŀƭŜǎΦ 9ƭ ǇŀǊłƳŜǘǊƻ ŜǎǘŀōƭŜŎƛŘƻ ŎƻƳƻ άbƻƴŜέ ƛƴŘƛŎŀ ǉǳŜ ƴƻ ǎŜ Ƙŀ ŜǎǇŜŎƛŦƛŎŀŘƻ Ŝƭ 

tamaño del lote (batch size). 

La primera capa densa (oculta) establece una dimensión de entrada y 512 dimensiones de salida, 

interpretadas como 512 neuronas. Este comportamiento se replica en las siguientes cuatro capas 

ocultas, donde estas se conectan de manera secuencial, teniendo una disminución paulatina de la 

cantidad de unidades en cada capa en términos de potencias de 2, hasta llegar a 64 unidades previo 

a la capa de salida. La capa de salida establece una única unidad de salida, que será la predicción de 

la lluvia para las estaciones en tierra. 

Aunque no se especifica en el diagrama, todas las capas ocultas tienen una función de activación 

ReLU (Rectified Linear Unit), mientras que en la capa de salida se implementó una función de 

activación lineal (linear), adecuada en problemas de regresión donde se predice un valor numérico. 

Como función de pérdida, se utilizó el error cuadrático medio / MSE para calcular la diferencia entre 
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las predicciones y los valores reales. Además, como métrica de evaluación, y siguiendo la misma 

línea de los modelos anteriores, se optó por el coeficiente de determinación R2. 

Para evitar un posible sobreajuste (overfitting) del modelo debido a la alta presencia de ceros en el 

vector de entrada del modelo, se decidió incluir una capa de dropout como técnica de 

regularización, con una fracción de desactivación de neuronas del 50% en cada paso del 

entrenamiento. 

En la Fig. 91, se presenta el resumen de la red Fully Connected Neural Network (FCNN) 

implementada y se aprecia capa por capa la cantidad de parámetros que el modelo debe ser capaz 

de estimar. 

 
Fig. 19. Resumen modelo FCNN 

Nota: elaboración propia. 

 

El algoritmo de optimización utilizado fue Adam, con una tasa de aprendizaje adaptativa de 0.01. 

Nuevamente, el establecimiento tanto de la arquitectura de la red como de los hiperparámetros del 

modelo se diseñó con el propósito de llevar esta herramienta a un ejercicio de predicción de un 

valor numérico continuo. 

 

4.11 EVALUACIÓN DE RESULTADOS 

 

A continuación, se presentan las métricas utilizadas para evaluar los modelos seleccionados en el 

proyecto, las definiciones y fórmulas corresponden a las encontradas en scikit-learn [26]. 
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4.11.1 Métricas Regresión 
 

A continuación, se definen las métricas utilizadas para los modelos de regresión. 

 

4.11.1.1 R² (Coeficiente de Determinación) 

El R² (coeficiente de determinación) mide cuánta variación en los datos de respuesta puede ser 

explicada por el modelo. La mejor puntuación posible es 1, la peor 0, aunque puede ser negativa 

(porque el modelo puede ser arbitrariamente peor y en realidad no tiene por qué ser el cuadrado 

de una cantidad R). 

Ὑ ρ
ώ ώ

ώ ώ
 

 

4.11.1.2 MAE (Error Absoluto Medio) 

El MAE (Mean Absolute Error) mide el promedio de los errores absolutos entre las predicciones y 

los valores reales, sin considerar la dirección. 

ὓὃὉ
ρ

ὲ
ȿώ ώȿ 

 

4.11.1.3 MSE (Error Cuadrático Medio) 

El MSE (Mean Squared Error) mide el promedio de los cuadrados de los errores entre las 

predicciones y los valores reales. Es sensible a los datos atípicos ya que eleva los errores al cuadrado. 

ὓὛὉ
ρ

ὲ
ώ ώ  

 

4.11.1.4 Max Error 

El Max Error mide el error máximo entre las predicciones y los valores reales. Es la diferencia 

absoluta más grande entre un valor real y su predicción correspondiente. 

ὓὥὼ Ὁὶὶέὶάὥὼȿώ ώȿ 

 

4.11.2 Métricas Clasificación 
 

Ahora se definen, las métricas utilizadas con los modelos de clasificación. En el estudio se analizan 

las métricas tanto si se convierten los registros de lluvia en días con lluvia o no (llueve o no llueve) 

o en la clasificación de la intensidad de lluvia en diferentes categorías. 
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4.11.2.1 Exactitud (Accuracy) 

La Exactitud o Accuracy mide la proporción de predicciones correctas (tanto positivas como 

negativas) entre el total de casos. 

ὃὧὧόὶὥὧώ
Ὕὖ Ὕὔ

Ὕὖ Ὕὔ Ὂὖ Ὂὔ
 

 

4.11.2.2 Sensibilidad (Recall) 

La Sensibilidad o Recall mide la proporción de positivos reales que fueron identificados 

correctamente. 

ὙὩὧὥὰὰ
Ὕὖ

Ὕὖ Ὂὔ
 

 

4.11.2.3 Precisión (Precision) 

La Precisión mide la proporción de predicciones positivas que fueron correctas. 

ὖὶὩὧὭίὭέὲ
Ὕὖ

Ὕὖ Ὂὖ
 

 

4.11.2.4 F1-Score 

El F1-Score es la media armónica de la Precisión y la Sensibilidad / Recall, proporcionando un balance 

entre estas dos métricas. 

Ὂρ ς
ὖὶὩὧὭίὭέὲὙzὩὧὥὰὰ

ὖὶὩὧὭίὭέὲὙὩὧὥὰὰ
 

 

Como se ha mencionado en la aplicación de los modelos de regresión, clasificación y series de 

tiempo, las métricas para cada modelo, estación y agregación se realizó por medio de bucles / 

pipelines de trabajo que al final arrojaban un dataframe con las métricas consolidadas por punto. 
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5. ANÁLISIS DE DATOS 

 

5.1 ANÁLISIS EXPLORATORIO DE DATOS 

 

5.1.1 Conjunto de datos 
 

Como se comentó en el capítulo anterior, a partir de los datos recopilados, se crearon conjunto de 

datos / datasets / dataframe: uno para las estaciones IDEAM (en adelante referido en tablas y 

ƎǊłŦƛŎŀǎ ŎƻƳƻ ά9ǎǘŀŎƛƽƴ ƻ 9ǎǘŀŎƛƻƴŜǎέύ ȅ ƻǘǊƻ ǇŀǊŀ ƭƻǎ Řŀǘƻǎ ǎŀǘŜƭƛǘŀƭŜǎ /ILwt{ όǊŜŦŜǊƛŘƻ 

ƛƴŘƛǎǘƛƴǘŀƳŜƴǘŜ ŎƻƳƻ ά{ŀǘŞƭƛǘŜ ƻ {ŀǘŞƭƛǘŜǎέύΦ /ŀŘŀ ŎƻƭǳƳƴŀ κ ǾŀǊƛŀōƭŜ κ feature de dichos datasets 

corresponde a una estación / punto estudiado en el proyecto. 

 

5.1.2 Periodo Analizado 
 

Como se muestra en la figura siguiente, para ambos conjuntos de datos, se recopilaron y analizaron 

32 años de datos (11688 días / registros). 

 

 
Fig. 20. Periodo analizado conjunto de datos. 

Nota: elaboración propia. 

 

5.1.3 Estadística Descriptiva 
 

En el ANEXO A se presentan los estadísticos descriptivos principales para los datos de Estaciones y 

Satélites los cuales proporcionan una comprensión general de la distribución, dispersión y forma de 

los datos e insumo para la generación y análisis de los siguientes gráficos. 
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5.1.3.1 Datos faltantes 

 

Como era de esperarse de equipos y sensores electrónicos debido a fallas o falta de mantenimiento, 

en el dataset de las Estaciones se evidenciaron datos faltantes (NaNs / Nulls) para los puntos 

analizados. 

 
Fig. 21. Datos faltantes por Estación. 

Nota: elaboración propia. 

 

Siendo las estaciones1 con datos faltantes mayores al 10% las presentadas en la tabla siguiente: 

TABLA I. TOP 10 ESTACIONES CON MÁS DATOS FALTANTES. 

# Estación % Datos Faltantes 

1 54075020_y 27.25 

2 26100790_y 23.52 

3 54075040_y 16.09 

4 26075010_y 13.36 

5 26095080_y 13.35 

6 26110210_y 13.12 

7 26105150_y 11.64 

8 26095230_y 11.29 

9 26105160_y 11.14 

10 54030030_y 10.75 

Nota: elaboración propia. 

 

La pérdida de datos en las estaciones analizadas es significativa, lo que puede tener diversas 

implicaciones en el contexto del análisis, la toma de decisiones y la comprensión de fenómenos 

naturales en la zona de estudio. Es importante garantizar la integridad y disponibilidad de la 

 
1 Como se ha mencionado anteriormente, en el presente estudio, en los dataframes y gráficas desarrolladas, 

ƭŀǎ ŎƻƭǳƳƴŀǎ κ ǾŀǊƛŀōƭŜǎ ŘŜ ƭŀǎ ŜǎǘŀŎƛƻƴŜǎ Ŝƴ ǘƛŜǊǊŀ ƭƭŜǾŀƴ Ŝƭ ǎǳŦƛƧƻ άψȅέ ȅ ƭŀǎ ŘŜ ƭƻǎ Ǉǳƴǘƻǎ ǎŀǘŜƭƛǘŀƭŜǎ άψȄέΦ 
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información de las estaciones en tierra, sin embargo, cuando las áreas de estudio presentan 

condiciones de acceso difíciles o los recursos no son suficientes para revertir la perdida de 

información, los datos de satélite se convierten en una fuente de datos alterna sin importar la 

ubicación geográfica. 

Con la ayuda del mapa de calor de la Fig. 22 se puede identificar en cuales de las estaciones en tierra 

hay una mayor ausencia de datos. En general, las estaciones en tierra tienen periodos de tiempo en 

los cuales se presenta perdida de datos, lo que interrumpe las series de tiempo. Por esta razón, se 

pretende obtener información a partir de los datos satelitales que puedan completar de manera 

consistente los periodos de tiempo sin información en las estaciones en tierra. Aunque se escapa 

del alcance del presente estudio, es bueno conocer siempre si la gran cantidad de datos faltantes 

en algunas estaciones se debe a su ubicación geográfica, condiciones climatológicas, errores de 

comunicación o por fallas en los instrumentos o sensores. 

 
Fig. 22. Mapa de calor Datos faltantes en el periodo analizado. 

Nota: elaboración propia. 

 

5.1.4 Visualización Datos 
 

En el ANEXO A se pueden consultar las principales visualizaciones realizadas para los datos de 

precipitación estudiados tanto de las estaciones en tierra, como de satélite. 

 



 

 

 

 

48 

5.1.5 Correlación de Datos 
 

En la figura siguiente (Fig. 23) se presenta el mapa de calor de correlación para las Estaciones en 

tierra, esta visualización permite analizar la relación entre las estaciones en forma de una matriz de 

colores. 

 

 
Fig. 23. Mapa de calor de correlación para las Estaciones ς datos diarios. 

Nota: elaboración propia. 

 

Se observa que la correlación entre estaciones en tierra se encuentra entre moderada y débil, con 

magnitudes por debajo de los 0.5. Estos valores de correlación pueden deberse al distanciamiento 

entre las estaciones, lo que permite que los datos capturados por cada una de las estaciones sean 

valores significativos en la zona de estudio. Con este mapa de calor también se corrobora que hay 

un grupo de estaciones con correlación muy baja con las otras (celdas con color rojo valores con 

cercanos a cero de la correlación). 

Ahora, en la Fig. 24 en la página siguiente se puede apreciar el mapa de calor de correlación para 

los datos de satélite de precipitación. 
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Fig. 24. Mapa de calor de correlación para Satélite ς datos diarios. 

Nota: elaboración propia. 

 

A diferencia de los datos de las estaciones en tierra, en el mapa de la correlación de los datos de 

satélites de la figura anterior, se puede observar que la relación entre las variables se sitúa entre 

moderada y fuerte. Las correlaciones obtenidas pueden ser consecuencia del tamaño de pixel de las 

imágenes de satélite fuente para la obtención de los datos de precipitación en la ubicación de cada 

una de las estaciones en tierra. La resolución espacial de las imágenes CHIRPS es de 5 km, por eso, 

la distancia existente entre cada estación en tierra debe considerarse al analizar los resultados de 

modelamiento. A la anterior afirmación, se suma que persiste la distinción de ocho (8) estaciones 

que muestran una correlación débil (color rojo) con las demás estaciones, esto hace necesario la 

identificación de estas estaciones y su visualización geográfica para analizar su localización frente a 

las demás estaciones. 

 

5.1.6 Análisis de puntos con baja correlación 
 

De acuerdo con lo analizado en los mapas de calor de correlación, las siguientes estaciones fueron 

seleccionadas por su correlación débil y fueron diferenciadas de las demás: 53080010, 53090030, 

53090040, 54070030, 54075020, 54075040 y 53115010. 
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Como se observa en la Fig. 25 las estaciones rojas tienen una magnitud de correlación baja, su 

localización está distante de la mayoría de las estaciones y, además, se encuentran en una zona 

denominada geomorfológicamente como la llanura marina del Pacífico, región con un clima tropical 

húmedo con altas precipitaciones y temperaturas cálidas todo el año. Esta combinación de clima y 

condiciones oceánicas pueden darnos una idea del por qué estas estaciones presentan datos con 

una distribución mayor de su mediana en el rango intercuartil (50% central de los datos), con más 

cantidad de valores atípicos y con una correlación más baja comparadas frente al resto de 

estaciones terrestres localizadas en las regiones de la Cordillera Central, el valle geográfico del río 

Cauca y la Cordillera Occidental. 

 
Fig. 25. Localización de estaciones con correlación débil 

Nota: elaboración propia. 

 

Lo anterior se evidencia a nivel de correlaciones, en el siguiente gráfico (Fig. 26) que combina el 

resultado de la correlación entre las estaciones (tres medidas comunes: Pearson, Spearman y 

Kendall) y el valor del porcentaje de días sin lluvia con una temporalidad diaria. Las tres medidas de 

correlación muestran un comportamiento muy similar (se encuentran alrededor de 0.2), esto 

sugiere que las variables están relacionadas de manera consistente, dicho de otra manera, la 



 

 

 

 

51 

relación entre variables es robusta y no está influenciada significativamente por supuesto 

específicos de cada método. 

De igual forma, se observa como factor común, la alta presencia de valores ceros, interpretado como 

días sin lluvia. Esto, claramente representaría la clase dominante en un problema de clasificación. 

Y, por la naturaleza del problema, esa desbalanceada distribución es la representación precisa de la 

realidad. Realidad en donde la clase minoritaria (días con lluvia) representa eventos inusuales, por 

lo que mantener dicho desbalance refleja más fielmente la frecuencia real de estos eventos en el 

mundo real. 

Es así como, y para este caso en particular, el balancear el conjunto de datos mediante diferentes 

técnicas puede llevar a la generación de datos artificiales o a la pérdida de información valiosa. Esto 

puede causar que el modelo se sobreajuste de especial manera a los datos desbalanceados, en lugar 

de llegar a una buena generalización de los datos reales. 

Por otra parte, se considera que la evaluación de los modelos de clasificación en conjuntos con datos 

desbalanceados puede ser más realista para entender su rendimiento en escenarios prácticos. 

 
Fig. 26. Correlación y porcentaje de días sin lluvia (ceros) - datos diarios 

Nota: elaboración propia. 

 

El siguiente mapa de calor (Fig. 27) nos muestra el comportamiento de los datos tanto de las 

estaciones en tierra como de los datos provenientes de las imágenes satelitales, permitiéndonos ver 

unos valores de precipitación acumulada mensual altos en las mismas estaciones que referenciamos 

anteriormente con una correlación débil. 
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Fig. 27. Mapa de calor lluvia acumulada mensual 

Nota: elaboración propia. 

 

Lo anterior es clave tenerlo presente, ya que como se mostrará en los capítulos siguientes los 

modelos utilizados no se desempeñan bien en las estaciones / puntos con alta precipitación. 

 

5.2 AGREGACIONES TEMPORALES 

 

Como se comentó en el numeral 5.1.2, se cuenta con un periodo de 11688 días de datos de lluvia. 

Es importante precisar también, que la precipitación se suele analizar a nivel horario, diario, 

semanal, mensual o anual dependiendo del tipo de estudio que se quiera realizar. Como se 

presentará en el capítulo siguiente en el proyecto se probaron los modelos seleccionados con 

agregaciones (lluvia acumulada) diarias, semanales, mensuales y anuales, aunque para la mayoría 

de los modelos de regresión los resultados mejoraron a nivel semanal (1671) y mensual (384 meses) 

respecto a los datos diarios, no pasó lo mismo con datos anualizados (32 años de estudio). 
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5.2.1 Comportamiento temporal de la lluvia con diferentes agregaciones 
 

En las figuras siguientes (Fig. 28, Fig. 29, Fig. 30 y Fig. 31) se presenta como cambian las series de 

tiempo para la Estación 26070760 en las agregaciones utilizadas en el estudio (diaria, semanal, 

mensual y anual), tanto para datos de las estaciones en tierra, como para los satelitales. 

 

 
Fig. 28. Lluvia acumulada diaria - Estación 26070760 

Nota: elaboración propia. 

 

 
Fig. 29. Lluvia acumulada semanal - Estación 26070760 

Nota: elaboración propia. 
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Fig. 30. Lluvia acumulada mensual - Estación 26070760 

Nota: elaboración propia. 

 

 
Fig. 31. Lluvia acumulada anual - Estación 26070760 

Nota: elaboración propia. 

 

La estación seleccionada para las gráficas anteriores es la que menos datos faltantes cuenta del 

dataset y en general se pueda observar que los datos satelitales y de las estaciones en tierra 

presentan tendencias más afines a agregaciones mayores. 

Para evaluar el impacto de las agregaciones estudiadas en la correlación entre la estación en tierra 

y satelital para el punto referido (26070760), a continuación, se presentan en las figuras siguientes 
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(Fig. 32, Fig. 33, Fig. 34 y Fig. 35), las matrices o gráficas de dispersión para la lluvia acumulada diaria, 

semanal, mensual y anual. 

 
Fig. 32. Matriz de dispersión lluvia acumulada diaria - Estación 26070760 

Nota: elaboración propia. 

 

 
Fig. 33. Matriz de dispersión lluvia acumulada semanal- Estación 26070760 

Nota: elaboración propia. 
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Fig. 34. Matriz de dispersión lluvia acumulada mensual- Estación 26070760 

Nota: elaboración propia. 

 

 
Fig. 35. Matriz de dispersión lluvia acumulada anual- Estación 26070760 

Nota: elaboración propia. 

 

Como se puede observar en las figuras anteriores, con datos diarios no se encuentra ninguna 

tendencia o correlación clara entre los datos en tierra y satelitales, mientras que con datos 

semanales empieza a formarse una tendencia, la cual es clara para los datos mensuales y empieza 

perderse en las lluvias acumuladas anuales debido a la poca cantidad de datos. 
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5.2.2 Correlación de la lluvia con diferentes agregaciones temporales 
 

Tal como se presentó en la Fig. 26 para los datos diarios, para los datos de lluvias semanales, 

mensuales y anuales también se calcularon las correlaciones de Pearson, Spearman y Kendall para 

todas las estaciones y la existencia de días sin lluvias (porcentaje de ceros) en cada una de las series, 

los resultados se pueden apreciar en las figuras siguientes (Fig. 36, Fig. 37 y Fig. 38). 

 
Fig. 36. Correlación y porcentaje de días sin lluvia (ceros) - datos semanales 

Nota: elaboración propia. 
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Fig. 37. Correlación y porcentaje de días sin lluvia (ceros) - datos mensuales 

Nota: elaboración propia. 

 

 
Fig. 38. Correlación y porcentaje de días sin lluvia (ceros) - datos anuales 

Nota: elaboración propia. 

 

Tal como se apreció con las dispersiones de la estación 26070760, en las figuras anteriores se puede 

observar que los valores de correlación aumentan a nivel semanal respecto a los diarios (pasan de 

0.2 a 0.5), teniendo mejores resultados Pearson y Spearman que Kendall; para los datos mensuales 
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se dan las mejores correlaciones (entre 0.6 y 0.8) y para datos anuales es interesante notar que 

algunas estaciones presentan correlaciones bajas e incluso negativas. Los ceros (periodos sin lluvia) 

como es de esperar disminuyen a medida que aumenta el periodo / agregación. 

Para los datos de lluvia mensual que presentaron las mejores correlaciones, se presenta en la página 

siguiente en la Fig. 39 el mapa de calor de las correlaciones entre las estaciones en tierra y 

satelitales. 

 

Fig. 39. Mapa de calor de correlación para datos en Satélite y Estaciones Tierra ς datos mensuales. 
Nota: elaboración propia. 

 

La Fig. 39 muestra la correlación entre los datos mensuales para Satélite / Estaciones (en tierra), 

donde se observa en general que la fuerza de la correlación es alta entre los datos, solo en unos 

pocos casos se presentan correlaciones débiles. Con esto se puede inferir que la mayoría de los 

datos de las estaciones y de los satélites tienden a aumentar y disminuir juntos. Pese a que los datos 

tienen una periodicidad mensual sigue observándose una correlación débil en las mismas ocho 

estaciones que fueron identificadas en el mapa de calor de correlación para los datos diarios (ver 

numeral 5.1.5). 
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6. RESULTADOS MODELOS 

 

6.1 APRENDIZAJE AUTOMÁTICO 

 

A continuación, se presentan los resultados de las métricas principales obtenidos tanto a nivel de 

regresión, como de clasificación con modelos de aprendizaje automático seleccionados en el 

proyecto. 

 

6.1.1 Modelos de regresión 
 

Para los modelos de regresión se presentan las gráficas siguientes con los valores obtenidos de R2, 

para cada modelo referenciado y el valor medio o promedio para todas las estaciones (línea 

punteada de color rojo). Las gráficas de resultados de R2 para cada modelo de regresión, se pueden 

consultar en el ANEXO B. Las tablas de todas las métricas obtenidas para los modelos de regresión 

incluyendo MAE, MSE y MaxError se pueden consultar en el ANEXO C. 

 

6.1.1.1 LinearRegression 

 

En las figuras siguientes (Fig. 40, Fig. 41 y Fig. 42) se presentan los resultados del R2 obtenidos 

mediante regresión lineal para las predicciones diarias, semanales y mensuales. 

 
Fig. 40. Resultados R2 predicciones diarias OLS 

Nota: elaboración propia. 
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Fig. 41. Resultados R2 predicciones semanales OLS 

Nota: elaboración propia. 

 

 
Fig. 42. Resultados R2 predicciones mensuales OLS 

Nota: elaboración propia. 

 

Como se puede observar en las figuras anteriores, los modelos de regresión lineal / OLS no 

presentan buenos resultados de R2, para agregaciones diarias, pero el valor promedio de dicha 

métrica pasa de cerca de 2.5% a casi 30% con datos semanales y al 54% para las agregaciones 

mensuales. En el proyecto se aplicaron otros estimadores / modelos lineales como Ridge, Lasso, 

ElasticNet de scikit-learn obteniendo en esencia los mismos resultados anteriores con 

LinearRegression. 
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6.1.1.2 SVR 

 

En las figuras siguientes (Fig. 43, Fig. 44 y Fig. 45) se presentan los resultados del R2 obtenidos 

mediante máquinas de soporte vectorial (SVR) para las predicciones diarias, semanales y mensuales. 

 

 
Fig. 43. Resultados R2 predicciones diarias SVR 

Nota: elaboración propia. 

 

 
Fig. 44. Resultados R2 predicciones semanales SVR 

Nota: elaboración propia. 
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Fig. 45. Resultados R2 predicciones mensuales SVR 

Nota: elaboración propia. 

 

Como se puede observar los modelos SVR no dan buenos resultados de R2 para la precipitación 

diaria, mejoran al agregarse semanalmente con un promedio de 25.6% y no aumentan el 

desempeño de la métrica para la agregación mensual por los bajos resultados en las estaciones con 

altas lluvias. 

 

6.1.1.3 DecisionTreeRegressor 

 

En las figuras siguientes (Fig. 46, Fig. 47 y Fig. 48) se presentan los resultados del R2 obtenidos 

mediante árboles de decisión (DTR) para las predicciones diarias, semanales y mensuales. 

 
Fig. 46. Resultados R2 predicciones diarias DTR 

Nota: elaboración propia. 
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Fig. 47. Resultados R2 predicciones semanales DTR 

Nota: elaboración propia. 

 

 
Fig. 48. Resultados R2 predicciones mensuales DTR 

Nota: elaboración propia. 

 

Como se puede observar en las tres figuras anteriores, los árboles de decisión no dan métricas 

adecuadas de R2 para los registros diarios de lluvia, no mejoran mucho al agregarse semanalmente 

y en general permanecen bajos para las lluvias mensuales. Es de notar, que en cada agregación hay 

una estación diferente que da un desempeño muy malo y arrastra el promedio de la métrica para 

todas las estaciones. 
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6.1.2 Modelos de clasificación 
 

A continuación, se presentan las gráficas con los resultados de la métrica Accuracy (exactitud) para 

los modelos de clasificación utilizados en el estudio, así como el valor promedio para todas las 

estaciones analizadas. Las tablas de todas las métricas obtenidas para los modelos de clasificación 

incluyendo recall, precisión y F1 score se pueden consultar en el ANEXO C. 

 

6.1.2.1 LogisticRegression 

 

En las figuras siguientes (Fig. 49, Fig. 50 y Fig. 51) se presentan los resultados de Accuracy obtenidos 

mediante regresión logística (logit) para las predicciones diarias, semanales y mensuales. En el eje y 

se visualiza la precisión obtenida y en el X la estación objeto de la predicción. 

 
Fig. 49. Resultados Accuracy predicciones diarias Logit 

Nota: elaboración propia. 
 

Como se puede observar en la Fig. 57 la precisión del modelo para predicciones diarias es de cerca 

66%, lo que significa que el modelo predijo correctamente un poco más de la mitad de los casos 

correctamente. 
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Fig. 50. Resultados Accuracy predicciones semanales Logit 

Nota: elaboración propia. 
 

Para las predicciones semanales (Fig. 58) se observa un mejor accuracy del modelo de regresión 

logística, lo cual puede deberse a la menor cantidad de datos resultado de la agregación semanal. 

La exactitud / accuracy promedio para todas las estaciones de aproximadamente del 82 %, este 

modelo tiene una precisión alta. 

 
Fig. 51. Resultados Accuracy predicciones mensuales Logit 

Nota: elaboración propia. 

 

De acuerdo con los resultados obtenidos en la precisión del modelo de regresión logística para 

predicciones mensuales (Fig. 59) se puede observar que la precisión del modelo mejora 

considerablemente al aumentar el periodo de tiempo de predicción. Comparado con los dos 

modelos de predicción para predicciones diarias y semanales, el modelo para predicciones 

mensuales presenta la mejor exactitud en promedio, cercana a 0.95 / 95% en Accuracy. 
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Aunque son métricas diferentes, es claro que el desempeño de los modelos de clasificación para 

predecir si lluevo o no mejora respecto a cuando se quiere predecir el valor de milímetros de 

precipitación de un día usando modelos de regresión. 

 

6.1.2.2 SVC 

 

A continuación, se relacionan las figuras Fig. 52, Fig. 53 y Fig. 54, las cuales presentan los resultados 

de Accuracy obtenidos mediante máquinas de soporte vectorial (SVC) para las predicciones / 

clasificaciones diarias, semanales y mensuales. Aunque no se presentan en este numeral, en el 

estudio se probaron otros estimadores basados en máquinas de soporte vectorial adicional a SVC, 

como NuSVC y LinearSVC de scikit-learn obteniendo en esencia los mismos resultados que se 

muestran en las figuras siguientes. 

 
Fig. 52. Resultados Accuracy predicciones diarias SVC 

Nota: elaboración propia. 
 

En la Fig. 60 se observa una precisión moderada para el modelo SVC con predicciones diarias, similar 

a la exactitud del 66% arrojada por el modelo de regresión logística / logit para los registros diarios. 
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Fig. 53. Resultados Accuracy predicciones semanales SVC 

Nota: elaboración propia. 

 

Para el modelo SVC con predicciones semanales (Fig. 61) se observa un incremento en la exactitud 

del 17% aproximadamente y llega a un 82%, respecto a las clasificaciones diarias. El resultado 

obtenido con las máquinas de soporte vectorial permite confirmar que para el caso de las 

clasificaciones de lluvia a mayores agregaciones (sin contar la anual) se obtienen mejores accuracies. 

 
Fig. 54. Resultados Accuracy predicciones mensuales SVC 

Nota: elaboración propia. 

 

La precisión observada en la Fig. 62 correspondiente al modelo SVC para las predicciones mensuales, 

refuerza lo afirmado con las predicciones semanales: el valor del accuracy aumentará de manera 

significativa (cerca de 30%) al clasificar la precipitación desde agregaciones diarias a agregaciones 

mensuales. 
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6.1.2.3 DecisionTreeClassifier 

 

En las figuras siguientes (Fig. 55, Fig. 56 y Fig. 57) se presentan los resultados de Accuracy obtenidos 

mediante árboles de decisión (DTC) para las clasificaciones diarias, semanales y mensuales. 

 
Fig. 55. Resultados Accuracy predicciones diarias DTC 

Nota: elaboración propia. 

 

En la Fig. 63 se observa una exactitud alrededor de los 0.66 para las predicciones diarias con DTC tal 

como se observó usando los modelos logit y SVC. 

 

 
Fig. 56. Resultados Accuracy predicciones semanales DTC 

Nota: elaboración propia. 
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Nuevamente, como los modelos de clasificación anteriores, se observa un incremento al 82% (Fig. 

64) al agregar de manera semanal los datos. 

 
Fig. 57. Resultados Accuracy predicciones mensuales DTC 

Nota: elaboración propia. 

 

Al comparar los resultados de accuracy obtenidos para los tres modelos / estimadores utilizados 

(LogisticRegression, SCV y DecisionTreeClassifier) se observan resultados similares al aumentar la 

agregación. Esto sugiere que el periodo de tiempo más adecuado para lograr una alta exactitud en 

la clasificación es mensualmente. Los modelos ajustados a este periodo de tiempo pueden ser 

mucho más simples, lo que les permite centrarse en patrones a largo plazo, que suelen ser más 

estables y fáciles de predecir. 

Ahora, al aplicar las diferentes intensidades de lluvia descritas anteriormente (ver numeral 4.9.1), 

se generaron dataframes con las categorías de cada intensidad y se utilizó el modelo de clasificación 

de regresión logística (logit) para evaluar el cambio en las métricas seleccionadas en el proyecto. 

Los resultados de accuracy obtenidos se presentan en la figura siguiente (Fig. 58). 

 
Fig. 58. Comparación resultados Accuracy Logit por Intensidad de Lluvia 

Nota: elaboración propia. 
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De la figura anterior, se aprecia claramente que el aumento del número de categorías disminuye el 

valor de la exactitud obtenida en cada estación por el modelo de regresión logística, tanto que los 

valores obtenidos para 5 categorías / intensidades diarias presentan mejores accuracies en algunos 

puntos que las predicciones mensuales para el mismo número de categorías. 

 

6.2 APRENDIZAJE ESTADÍSTICO 

 

A continuación, se presentan los resultados obtenidos para los modelos estadísticos de series de 

tiempo seleccionados en el proyecto. 

 

6.2.1 Modelos series de tiempo 
 

6.2.1.1 ARIMA 

 

Es importante señalar que la estrategia empleada se fundamentó en identificar la estación con la 
mejor convergencia entre la correlación más fuerte entre las mediciones en tierra y los valores 
satelitales, y la secuencia más extensa de valores no nulos, para de ese modo, ejemplificar la 
aplicación del modelo sobre dicha estación; salvaguardando así el precepto de temporalidad de los 
datos que rige al modelo ARIMA (ver Fig. 59 y Fig. 60). 
 

 
Fig. 59. Mayor cantidad de valores consecutivos no nulos por estaciones 

Nota: elaboración propia. 
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Fig. 60. Comportamiento temporal de la estación con mejor convergencia entre la correlación y mayor cantidad de 

valores no nulos consecutivos - [26070760] 
Nota: elaboración propia. 

 

Ahora bien, la naturaleza estocástica del modelo ARIMA lo hace adecuado para adaptarse a las 

variaciones geográficas presentes en el área establecida en el proyecto. Esto es especialmente 

relevante al combinar datos de estaciones terrestres ubicadas en áreas específicas con información 

satelital que cubre regiones más extensas. 

La Fig. 61 muestra claramente que los datos de la estación 26070760 en cuestión son estacionales, 

estacionalidad que se analiza a continuación. 

 

Fig. 61. Descomposición de la serie temporal en sus componentes principales: tendencia, estacionalidad y residuos - 
[26070760] 

Nota: elaboración propia. 
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A continuación, se presentan los resultados de prueba estadística Dickey Fuller (ver Fig. 62), 

buscando determinar de manera teórica la estacionalidad de los datos. 

 
 

Fig. 62. Resultados de la prueba estadística Dickey Fuller - [26070760] 
Nota: elaboración propia. 

 

Por el resultado del p-value (<0.05) es posible decir que la serie temporal es estacionaria, lo cual se 

establece al rechazar la hipótesis nula, aceptando la evidencia de que los datos de la serie de tiempo 

son generados por un proceso estacionario, con lo que se determina qué tan fuertemente se ven 

afectados por una tendencia. 

Para la estimación de los parámetros del modelo ARIMA a aplicar, se utilizó la librería auto_arima 

del módulo pmdarima en Python, lo cual arrojó los siguientes resultados (Fig. 63): 

 

 
Fig. 63. Estimación de los parámetros (p, d, q) del modelo ARIMA a aplicar - [26070760] 

Nota: elaboración propia. 
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Por lo anterior, se establecen los siguientes parámetros óptimos a utilizar: 

p: 4 - d: 1 - q: 0 - P: 2 - D: 1 - Q: 0 

Componente estacional con un periodo de 12 unidades de tiempo, indicando que, al tener 

fragmentados los datos de manera diaria, se indica al modelo que debe considerar una 

estacionalidad mensual. 

En este momento, se crea y entrena el modelo utilizando la librería SARIMA. A continuación, se 

presenta el resumen del modelo en la figura siguiente (Fig. 64). 

 
Fig. 64. Summary del modelo SARIMA implementado - [26070760] 

Nota: elaboración propia. 

 

En las siguientes figuras (Fig. 65, Fig. 66 y Fig. 67) se presentan las métricas de aplicar ARIMA, los 

errores residuales y las predicciones obtenidas. 

 

 
Fig. 65. Métricas del desempeño del modelo SARIMA - [26070760] 

Nota: elaboración propia. 
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Fig. 66. Gráfico de los errores residuales de las predicciones del modelo SARIMA - [26070760] 

Nota: elaboración propia. 

 

 
Fig. 67. Resultados de las predicciones del modelo SARIMA - [26070760] 

Nota: elaboración propia. 

 

En ese orden de ideas, se procedió a aplicar el mismo modelo en todas las estaciones, obteniendo 

los resultados que se detallan en el ANEXO C (métricas modelo ARIMA, que incluyen R2, MSE y MAE). 

Adicionalmente, se generaron las siguientes gráficas de resumen (Fig. 65). 
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Fig. 72. Resultados R2 predicciones diaria ς ARIMA 

Nota: elaboración propia. 

 

6.2.1.2 Prophet 

 

A continuación, se presentan las predicciones / pronósticos obtenidos con el modelo Prophet para 

valores diarios y mensuales de lluvia, en cada caso se representan (y distinguen por color) los datos 

usados para entrenamiento (train ς azul), los valores de prueba (test ς rojo) y las predicciones (pred 

- verde) del modelo. La Fig. 68 presenta las predicciones diarias, la Fig. 69 el pronóstico semanal, la 

Fig. 70 las mensuales y la Fig. 71 la predicción anual para la Estación 26070760 (la que menos datos 

faltantes tiene en el dataset original de las estaciones en tierra). 

 
Fig. 68. Resultado predicción / pronóstico diario Prophet ς Estación 26070760 

Nota: elaboración propia. 
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Fig. 69. Resultado predicción / pronóstico semanal Prophet ς Estación 26070760 

Nota: elaboración propia. 

 

 
Fig. 70. Resultado predicción / pronóstico mensual Prophet ς Estación 26070760 

Nota: elaboración propia. 
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Fig. 71. Resultado predicción / pronóstico anual Prophet ς Estación 26070760 

Nota: elaboración propia. 

 

Se puede apreciar, especialmente en las predicciones mensuales, que el modelo predice bien las 

tendencias, aunque no capta o pronóstica bien los valores / picos extremos en cada uno de los años. 

Igual es importante reconocer que el modelo genera un patrón similar para cada uno de los casi 10 

años pronosticados (0.3 o 30% son seleccionados para la prueba). Es evidente también que, aunque 

la tendencia del pronóstico mejora para los datos semanales respecto a los diarios y a su vez las 

predicciones de lluvia mensual respecto a la semanal, no pasa lo mismo para las predicciones 

anuales de lluvia que es claro que difieren significativamente tanto en la tendencia de la Fig. 71 y 

los valores obtenidos. 

Con lo anterior en mente, se procede en las figuras siguientes a calcular las métricas para todas las 

estaciones / puntos analizados en el presente estudio. A continuación, se presenta los valores de la 

métrica R2 para cada uno de los puntos, en la Fig. 72 se presentan para los resultados diarios, la Fig. 

73 presenta los resultados semanales y en la Fig. 74 para los mensuales. 
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Fig. 72. Resultados R2 predicciones diarias Prophet 

Nota: elaboración propia. 

 

 
Fig. 73. Resultados R2 predicciones semanales Prophet 

Nota: elaboración propia. 
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Fig. 74. Resultados R2 predicciones mensuales Prophet 

Nota: elaboración propia. 

 

Como se puede apreciar de las tres figuras anteriores, los resultados de R2 usando Prophet para 

pronosticar las diferentes agregaciones de las series de tiempo no son buenas, siendo notorio una 

caída en del desempeño al pasar de la agregación diaria a la semanal y luego una leve mejoría al 

agregar mensualmente los datos. 

 

6.2.1.3 Sktime 
 

En la gráfica siguiente se presentan la métrica R2 para las predicciones mensuales obtenidas con los 

pronósticos con el naiveforecaster de Sktime. Es importante, tener presente que con el modelo en 

cuestión no fue posible generar predicciones diarias y semanales. 

 
Fig. 75. Resultados R2 predicciones mensuales Sktime 

Nota: elaboración propia. 
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Como se puede apreciar en la Fig. 75, los resultados de R2 para los pronósticos mensuales no son 

buenos, en especial para siete estaciones que presentan métricas muy por debajo de las otras. 

 

6.3 COMPARACIÓN DE RESULTADOS 

 

En el presente numeral se realiza la comparación de los resultados obtenidos con las diferentes 

agregaciones y modelos utilizados en el estudio. 

 

6.3.1 Modelos de regresión 
 

En las siguientes figuras (Fig. 76,Fig. 77 y Fig. 78) se comparan los resultados de R2 para cada uno de 

los modelos de regresión lineal utilizados en el estudio para las diferentes agregaciones temporales 

evaluadas (lluvia acumulada diaria, semanal y mensual). 

 

 
Fig. 76. Comparación resultados R2 OLS / regresión lineal 

Nota: elaboración propia. 
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Fig. 77. Comparación resultados R2 SVR / máquinas de soporte vectorial 

Nota: elaboración propia. 

 

 
Fig. 78. Comparación resultados R2 DTR / árboles de decisión 

Nota: elaboración propia. 

 

En los tres casos anteriores, es evidente que los mejores resultados se presentan con las 

agregaciones mensuales, respecto a las agregaciones semanales y diarias. Aunque se puede deducir 

por los valores obtenidos en las gráficas, en general de los tres modelos usados (regresión lineal, 

máquinas de soporte vectorial y árboles de decisión) los de regresión lineal presentan las mejores 

métricas en cada agregación, tal como se puede apreciar en la figura siguiente (Fig. 79). Para mayor 

claridad en el ANEXO D se presentan las gráficas de comparación de los R2 de los modelos de 

regresión para cada agregación por separado (diario, semanal y mensual). En dicho anexo, se 

observa fácilmente en las figuras que la regresión lineal / OLS presenta las mejores métricas y los 

árboles de decisión / DTR las más bajas, solamente en las predicciones semanales, el desempeño de 

OLS son muy similares a los de las máquinas de soporte vectorial / SVR. 
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Fig. 79. Comparación resultados R2 modelos de regresión 

Nota: elaboración propia. 

 

En la Fig. 80, se puede observar el mejor coeficiente de determinación (R2) promedio obtenido, 

medido sobre el R2 de la predicción en cada una de las estaciones, se da claramente en el modelo 

de regresión lineal para una agrupación mensual, alcanzando un valor máximo del 50%. Esto es 

significativamente mejor en términos de precisión al predecir el valor de lluvia mensual en 

comparación con las predicciones diarias. Este resultado sugiere que los modelos utilizados son más 

eficaces cuando se utilizan datos agregados mensualmente, lo que puede deberse a una reducción 

en la variabilidad y ruido presentes en los datos diarios, permitiendo así una mejor captura de las 

tendencias subyacentes. 

 

 
Fig. 80. Comparación de resultados R2 por agrupación de tiempo y modelo 

Nota: elaboración propia. 
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En las figuras siguientes (Fig. 81, Fig. 82 y Fig. 83) se presentan la comparación del desempeño por 

agregación temporal y modelo de las métricas error absoluto medio (MAE), error cuadrático medio 

(MSE) y error máximo residual (MaxError) para los modelos de regresión implementados. 

 
Fig. 81. Comparación de resultados MAE por agrupación de tiempo y modelo 

Nota: elaboración propia. 

 

Los altos valores obtenidos para el MAE en las combinaciones de modelo-agrupación de tiempo, 

sugieren implicaciones en el desempeño de estos en cuanto a la capacidad de hacer predicciones 

precisas, lo que se interpreta como que, en promedio, las predicciones están lejos de los valores 

reales. Esto significa que los modelos no están capturando bien la relación subyacente entre la 

variable independiente y la variable dependiente. 

 
Fig. 82. Comparación de resultados MSE por agrupación de tiempo y modelo 

Nota: elaboración propia. 
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Como es conocido, al elevar al cuadro las diferencias entre los valores reales y los valores predichos, 

en el MSE, se penalizan de mayor manera los errores grandes con relación al MAE. Sin embargo, es 

claro que un alto MSE indica que el modelo (sea cual quiera que se seleccione) tiene, en promedio, 

grandes errores de predicción. Lo que lleva a la posibilidad de la existencia de outliers que los 

modelos no logran captar bien. 

 
Fig. 83. Comparación de resultados error máximo por agrupación de tiempo y modelo 

Nota: elaboración propia. 

 

Estos errores máximos obtenidos dan pie a entender, al menos en una primera instancia, el bajo 

desempeño de los indicadores analizados anteriormente. Es claro que en todos los casos hay al 

menos una observación para la que el modelo falla considerablemente en la predicción. Esto tiene 

implicaciones directas en los promedios de los indicadores aquí representados. Nuevamente, los 

casos atípicos son una opción de especial análisis, pero con la idea de analizarlos para determinar si 

son genuinamente atípicos, lo que podría indicar la posibilidad de tener datos mal etiquetados. 

 

6.3.2 Modelos series de tiempo 
 

Respecto a ARIMA, en el ANEXO B (Resultados R2 de las predicciones del modelo ARIMA para todas 

las estaciones), es posible observar el comportamiento de la predicción efectuada para cada una de 

las estaciones, tal como se explicó en el apartado 6.2.1.1. En las gráficas, es evidente la gran 

distorsión entre el valor real (azul) y el valor de la predicción (verde). Además, se puede notar que 

para ningún día en ninguna estación se logra llegar al valor real, lo que explica implícitamente los 

resultados del R2 de tal magnitud. 

En la Fig. 84 se presentan se comparan los resultados de R2 obtenidos por medio de los pronósticos 

del modelo de series de tiempo Prophet para las diferentes agregaciones temporales evaluadas 
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(lluvia acumulada diaria, semanal y mensual). Como se puede apreciar en la figura de la página 

siguiente y ya se había establecido en el numeral 6.2.1.2, los resultados de Prophet a la hora de 

pronosticar las diferentes agregaciones de las series de tiempo no son buenos y se descartaría a la 

hora de pronosticar valores de precipitación. 

 

 
Fig. 84. Comparación resultados R2 Prophet / forecasting series de tiempo 

Nota: elaboración propia. 

 

6.3.3 Modelos de clasificación 
 

En las siguientes figuras (Fig. 85, Fig. 86 y Fig. 87) se comparan los resultados de exactitud (accuracy) 

para cada uno de los modelos de clasificación utilizados (logit, SVC y DTC) en el estudio para las 

diferentes agregaciones temporales evaluadas al clasificar la lluvia de manera binaria (existencia o 

no de lluvia diaria, semanal y mensual). 

 
Fig. 85. Comparación resultados Accuracy Logit / regresión logística 

Nota: elaboración propia. 
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Fig. 86. Comparación resultados Accuracy SVC / Máquinas de soporte vectorial 

Nota: elaboración propia. 

 

 
Fig. 87. Comparación resultados Accuracy DTC / árboles de decisión 

Nota: elaboración propia. 

 

En las tres gráficas anteriores, es claro que el comportamiento y rango de valores para los tres 

diferentes modelos de clasificación son similares y que en general las agregaciones mensuales 

presentan los valores más alto de exactitud. A continuación, en la Fig. 88 se evidencia la similitud 

del accuracy / exactitud para los modelos logit, SVC y DTC. En el ANEXO D se pueden consultar las 

gráficas de comparación de los accuracy de los modelos de clasificación para cada agregación 

temporal por separado. 
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Fig. 88. Comparación resultados Accuracy modelos de clasificación 

Nota: elaboración propia. 

 

Finalmente, en la Fig. 89 se evidencia una alta consistencia de las diferentes métricas de clasificación 

evaluadas al aplicar los diferentes modelos y las agrupaciones realizadas, donde destaca el 

comportamiento de la agrupación mensual por encima de las otras. El alto accuracy muestra que 

predicen correctamente en la mayoría de los casos. El recall perfecto indica que no se pierde 

ninguna instancia positiva, lo cual es crucial en aplicaciones sensibles. La alta precisión asegura que 

la mayoría de las predicciones positivas son correctas, minimizando los falsos positivos. 

 

 
Fig. 89. Comparación de resultados por agrupación de tiempo, modelo y métricas de clasificación 

Nota: elaboración propia. 










































































































