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INTRODUCCION

Las lesiones cutdneas producto de la enfermedad de la Leishmaniasis pueden asemejarse a las
producidas por otras enfermedades como es el caso de lepra, cancer de piel, tuberculosis, micosis
cutaneas, asi como picaduras de insectos infectados, por lo que mediante observacién no resulta
tan facil identificar qué tipo de enfermedad es. Poder predecir con antelacion y con una buena
precision a qué se esta enfrentando el paciente es de vital importancia para aplicar un tratamiento
adecuado que repercuta de manera positiva en la salud de este.

En el presente proyecto se aplicaron Redes Neuronales Convolucionales y se entrenaron modelos
con una base de datos de imagenes de lesiones cutdneas de la Leishmaniasis y de otros tipos de
lesiones cutdneas, las imagenes de lesiones correspondientes a Leishmaniasis fueron aportada
por el CIDEIM (Centro Internacional de Entrenamiento e Investigaciones Médicas), los resultados
de dichos modelos fueron contrastados mediante evaluacidon de métricas para poder establecer
cual es mas preciso y adecuado para entregar la mejor solucién, de este modo mediante una
fotografia se pudo predecir si la lesion cutanea de determinado paciente corresponde o no a
Leishmaniasis.
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1. DEFINICION DEL PROBLEMA

1.1. PLANTEAMIENTO DEL PROBLEMA

La Leishmaniasis es una enfermedad parasitaria transmitida por un mosquito, que se presenta
principalmente en regiones tropicales, las manifestaciones clinicas de la enfermedad van
desde ulceras cutdneas que cicatrizan espontdneamente, hasta formas fatales en las cuales se
presenta inflamaciéon grave del higado y del bazo. Después de la picadura del mosquito,
transcurren entre una y doce semanas para que se desarrolle una papula eritematosa, que crece
y se ulcera, generando una costra de exudado seco. La mayoria de los pacientes desarrollan una
o dos de estas lesiones, en cara, manos o piernas, con un tamafo de cada lesién entre 0,5y 3
centimetros de diametro, aunque existe una gran variabilidad en la presentacién de ellas. Este
tipo de Leishmaniasis es mas comun en América Central y del Sur [1].

Colombia es un pais que por su ubicacion cuenta con unas condiciones geograficas y climaticas
bastante adecuado para la proliferacion del mosquito transmisor de la Leishmaniasis, las regiones
con mayor afectacion son aquellas en cercanias al océano pacifico y que ademas cuentan con
abundancia selvatica como es el caso del departamento del Chocé, Cauca, Valle del Cauca y Narifio

[1].

En la actualidad existen diferentes tipos de enfermedades que también pueden llegar a generar
lesiones cutaneas similares a las producidas por la Leishmaniasis, como es el caso de lepra, cancer
de piel, tuberculosis, micosis cutaneas, asi como picaduras de insectos infectados, por lo que a
través de observacion no resulta tan facil saber de qué enfermedad se trata y se puede prestar
para confusiones, teniendo en cuenta lo anterior, el presente proyecto estd enfocado en la
aplicaciéon de técnicas de Aprendizaje automatico (Redes Neuronales Convolucionales) sobre una
base de datos conformada por imdagenes de lesiones cutaneas de Leishmaniasis (imagenes
aportadas por el CIDEIM) y de otros tipos de lesiones cutaneas similares a la Leishmaniasis
(imagenes extraidas de internet mediante “Google imagenes” para conformar la respectiva base
de datos a través de diferentes fuentes), por medio de las cuales se pudo entrenar varios modelos
con los que es posible realizar predicciones para determinar si las Ulceras que presenta un
paciente determinado corresponden o no a Leishmaniasis y de este modo saber qué tipo de
medicacién aplicar.
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1.2. FORMULACION DEL PROBLEMA

La problematica planteada implicé responder los siguientes interrogantes:

¢Cémo diagnosticar si una lesidn cutdnea de algun paciente corresponde o no a Leishmaniasis
mediante técnicas de aprendizaje automatico aplicadas al reconocimiento de imagenes?

¢Como procesar las imagenes suministradas por el CIDEIM?

¢Como aplicar las técnicas de aprendizaje automatico adecuadas?

¢Como refinar los modelos de aprendizaje automatico seleccionados?

¢Como evaluar los resultados de los modelos de aprendizaje automatico aplicados?

13
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2. OBIJETIVOS DEL PROYECTO

2.1 OBJETIVO GENERAL

Aplicar técnicas de aprendizaje automatico para diagnosticar la ocurrencia de la Leishmaniasis a
través de imagenes de lesiones cutaneas

2.2 OBJETIVOS ESPECIFICOS

® Preprocesar lasimagenes correspondientes a la base de datos suministrada por el CIDEIM

e Seleccionar las técnicas de aprendizaje automatico adecuadas para el procesamiento de
imagenes

e Refinar los modelos de aprendizaje automatico seleccionados para diagnosticar la
ocurrencia de la enfermedad

e Evaluar los resultados obtenidos por los modelos de aprendizaje automatico aplicados

14



3. MARCO TEORICO Y ANTECEDENTES

3.1. MARCO TEORICO

A continuacién, se presentan los temas que estdn relacionados con el desarrollo del presente
proyecto, inicialmente se detalla la enfermedad vy las principales caracteristicas de su afectacion
cutanea, posteriormente se presentan conceptos fundamentales sobre aprendizaje profundo,
redes neuronales convolucionales y modelos pre entrenados.

3.1.1 LEISHMANIASIS EN COLOMBIA

Las diversas formas clinicas de la Leishmaniasis constituyen un serio problema de salud publica
en el mundo. La Organizacion Mundial de la Salud (OMS), en la matriz de énfasis estratégico del
programa de investigacion en enfermedades tropicales (Tropical Disease Research), ha clasificado
la Leishmaniasis en la categoria | como una enfermedad emergente y sin control. En América
Latina, incluida Colombia, se presentan casos de las tres formas clinicas principales de la
enfermedad. En Colombia el aumento de los casos notificados en los Ultimos cinco afos refleja un
incremento de la transmisién de la enfermedad, que se puede atribuir a diversos factores, entre
otros, al aumento de las actividades humanas en ambientes silvestres en donde existe la
transmisidn enzodtica, la adaptacion de los vectores al peridomicilio y domicilio, y la urbanizacién
de la parasitosis en la forma cutanea y visceral [1].

La Leishmaniasis humana presenta diversas manifestaciones clinicas, y se describen la
Leishmaniasis cutdnea (LC), la Leishmaniasis mucosa o mucocutdnea (LM) y la Leishmaniasis
visceral (LV). La LV es causada por Leishmania donovani en el viejo mundo y por Leishmania
infantum tanto en el viejo como en el nuevo mundo; es la mas severa de las formas, en la que la
ausencia de tratamiento puede causar la muerte de las personas infectadas, especialmente a los
menores de cinco anos. Las formas agudas de LV tienen inicio subito de escalofrios y fiebre alta
que a veces se hace periddica; al transcurrir el tiempo, se presenta hepatomegalia y/o
esplecnomegalia, anemia y pérdida de peso, en especial en infantes con problemas de
desnutricidon. La esplenomegalia puede llegar hasta la fosa iliaca izquierda, aunque el bazo se
palpa blando y poco doloroso. También hay manifestaciones hemorragicas. La muerte sobreviene
cuando se presentan infecciones como neumonia bacteriana o septicemia, tuberculosis o
disenteria. El periodo de incubacién puede variar desde los 10 dias a un afio, siendo la media de
2 a9 meses [1].

Existe un niUmero considerable de especies de Leishmania que causan Leishmaniasis cutanea (LC)
o Leishmaniasis mucosa (LM), las cuales no son fatales, pero causan una elevada morbilidad en la
poblacién localizada en las dreas endémicas. Las formas clinicas varian desde lesiones cerradas
como papulas, nédulos y placas que pueden ser de aspecto verrugoso, hasta las formas ulceradas.
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En Colombia, la presentacién mas frecuente es la Ulcera indolora con compromiso linfangitico y
adenopatia regional. Las lesiones se localizan por lo general en cara, brazos y piernas; se inician
con la presencia de pequefias papulas rojas, que se convierten gradualmente en pequefios
nodulos firmes que se ulceran gradualmente. Algunos pacientes jamas se ulceran y presentan
lesiones nodulares. Cuando se presentan Ulceras, éstas son usualmente redondeadas, con un
fondo limpio de aspecto granular y bordes hiperémicos y engrosados, que se tornan indoloros. Si
no hay infeccion bacteriana ni micética asociada, el paciente no presenta eritema ni descamacion
de la piel [1].

3.1.2 INTELIGENCIA ARTIFICIALY APRENDIZAJE PROFUNDO

Podriamos definir la Inteligencia Artificial (IA) como aquellas técnicas y sistemas informaticos
capaces de realizar tareas que normalmente requieren de inteligencia humana, como la
percepcion visual, la toma de decisiones o el reconocimiento del habla [2]. Al comienzo de su
desarrollo, estaba basada en técnicas que no usaban el aprendizaje, sino que seguian un conjunto
de reglas establecidas para una determinada tarea, como por ejemplo jugar al ajedrez. Sin
embargo, este enfoque se quedaba corto para tareas mdas complejas y surgié el subcampo que
hoy conocemos como aprendizaje automatico (o Machine Learning), en el que un sistema es capaz
de determinar por si solo las reglas necesarias para llevar a cabo un problema sin estar
especificamente programado para esa tarea. Dentro del Aprendizaje Computacional podemos
distinguir entre aprendizaje supervisado, no supervisado y aprendizaje por refuerzo. En el
supervisado se le suministran al sistema los datos y las salidas deseadas a dichos datos, como por
ejemplo las imagenes y la categoria a la que pertenecen; en el no supervisado el sistema extrae
por si solos las categorias existentes en el problema a partir de las diferencias que encuentra entre
los datos; y en el aprendizaje por refuerzo esto es aprendido con base a la retroalimentacion que
recibe del entorno. Ademads, dentro del Aprendizaje Computacional se distingue otro subcampo,
conocido como Aprendizaje Profundo (o Deep Learning), una serie de algoritmos basados en
redes neuronales artificiales, las cuales son capaces de extraer patrones de datos y aprender a
realizar tareas a partir de ellos [2].
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Figura 1. Red neuronal [2]

Una red neuronal artificial es un modelo computacional que se asemeja a las sinapsis neuronales
reales y que consiste en un conjunto de neuronas conectadas entre si. Estas neuronas estan
organizadas en capas, en donde cada neurona recibe informacion de neuronas de capas
anteriores, la procesa y la propaga a neuronas de la siguiente capa. Cada neurona asigna un peso
a cada una de sus entradas, que son las salidas que le llegan de la capa de neuronas anterior [2].

3.1.2.1 REDES NEURONALES CONVOLUCIONALES
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— TRUCK
— VAN

O [] —eicyeLe

7~ FULLY
l INPUT CONVOLUTION + RELU POOLING CONVOLUTION + RELU POOLING FLATTEN CONNECTED SOFTMAX
% Y % Y
FEATURE LEARNING CLASSIFICATION

Figura 2: Red neuronal convolucional [3]

Las redes neuronales convolucionales (CNN, del inglés Convolutional Neural Networks), son un

tipo de red que se utiliza mayoritariamente para tareas de analisis de imagen y de sefial. La razén

principal por la que se usan este tipo de redes en dichas tareas es que permiten observar patrones
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locales en una imagen, de forma que si lo que se busca es un objeto la red lo detectara
independientemente de en qué parte de laimagen se encuentre. En contraste, si se usara una red
densa, que son las explicadas anteriormente, solo se podria encontrar patrones generales en la
imagen, es decir, cuando el objeto que estamos buscando estuviese en un sitio determinado de
la imagen.

Las capas convolucionales son las capas principales que extraen los patrones de interés. Cada capa
consta de uno o varios filtros de imagen, de manera que cada uno de los valores matriciales de
estos filtros son los pesos a entrenar. De esta forma, cuando estos filtros hacen una convolucién
através de toda laimagen, la neurona encargada de analizar un determinado pixel no solo analiza
dicho pixel, sino que también recibe informacién de los pixeles de alrededor, que es lo que facilita
encontrar los patrones locales comentados anteriormente. Lo que hace cada uno de estos filtros
es resaltar una caracteristica determinada de la imagen, de forma que cada capa cada vez buscara
unas caracteristicas mas complejas basadas en las que ha inspeccionado la capa anterior.

Por otro lado, el pooling es un proceso que se aplica entre capas de convolucién y que sirve para
reducir la resolucién de la imagen ayudando asi a la red neuronal convolucional con la deteccion.

La deteccion de objetos complejos o incluso enfermedades desde una imagen surge de la
secuencia de capas usando convolucién (combinadas con las de pooling). Si bien en una red
neuronal convolucional para detectar coches las primeras capas de convolucién no son capaces
de detectar ningun coche, si que son capaces de detectar lineas y curvas. Y unas capas mas
profundas igual son capaces de detectar una rueda hasta llegar a las ultimas capas que son
capaces de detectar coches como tal. Es por este suceso que los diagramas de las redes
neuronales convolucionales se representan como un embudo [3].

-1 -1 -1

=1 8 -1
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* = max(255, 657)

Kernel Input Output

Figura 3. Aplicacion de un proceso de convolucion a una imagen y el correspondiente mapa de caracteristicas [3]
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3.1.2.2 FUNCION DE ACTIVACION

Una red neuronal esta formada de neuronas conectadas entre ellas; a su vez, cada conexion de
nuestra red neuronal esta asociada a un peso que dictamina la importancia que tendrd esa
relacion en la neurona al multiplicarse por el valor de entrada.

Cada neurona tiene una funcion de activacién que define la salida de la neurona. La funcién de
activacion se usa para introducir la no linealidad en las capacidades de modelado de la red.

3.1.2.2.1 FUNCION DE ACTIVACION SIGMOID

La funcidn sigmoid permite reducir valores extremos o atipicos en datos validos sin eliminarlos.
Una funcion sigmoidea convierte variables independientes de rango casi infinito en
probabilidades simples entre 0 y 1. La mayor parte de su salida estara muy cerca de los extremos
de 0 o 1 (resulta importante que los valores estén en este rango en algunos tipos de redes
neuronales).

10 B
08 1

06 1

0o

Figura 4. Funcion de activacion Sigmoid [4]

3.1.2.2.2 FUNCION DE ACTIVACION SOFTMAX

La funcidn softmax se basa en calcular “las evidencias” de que una determinada imagen pertenece
a una clase en particular y luego se convierten estas evidencias en probabilidades de que
pertenezca a cada una de las posibles clases.

Para medir la evidencia de que una determinada imagen pertenece a una clase en particular, una
aproximacion consiste en realizar una suma ponderada de la evidencia de pertenencia de cada
uno de sus pixeles a esa clase.
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La funcidn Softmax en lugar de clasificar en binario puede contener multiples limites de decisién
y se encontrard a menudo en la capa de salida de un clasificador.

3.1.2.2.3 FUNCION DE ACTIVACION RELU

La funcidn de activacién rectified linear unit (ReLU) es una transformacidon muy interesante que
activa un solo nodo si la entrada esta por encima de cierto umbral. El comportamiento por defecto
y mas habitual es que mientras la entrada tenga un valor por debajo de cero, la salida sera cero,
pero cuando la entrada se eleva por encima, la salida es una relacion lineal con la variable de
entrada de la forma f (x) = x. La funcién de activacién ReLU ha demostrado funcionar en muchas
situaciones diferentes, y actualmente es muy usada [4].

T T T T T

-6 -4 -2 0 2 4

o+

Figura 5. Funcion de activacion Relu [4]

3.1.2.3 DROPOUT

La capa de Dropout (apagado de neuronas) ayuda a prevenir el sobreajuste ya que, durante el
entrenamiento, desactiva algunas neuronas en la proporcién que se le asigne. Asi, se evita que
todas las neuronas de una capa se fijen en las mismas caracteristicas de la capa anterior, de modo
que la red se veria forzada a no depender solo de unas pocas caracteristicas [2].
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(a) Standard Neural Net (b) After applying dropout.

Figura 6. Red con todas las neuronas encendidas (izquierda) y red después de aplicar Dropout (derecha) [2]

3.1.2.4 OPTIMIZADORES

El algoritmo de optimizacién es el que le permite a la red neuronal calcular los pesos de los
pardmetros a partir de los datos de entrada y de la funcién de loss definida.

Keras dispone en estos momentos de diferentes optimizadores que pueden usarse: SGD,
RMSprop, Adagrad, Adadelta, Adam, Adamax, Nadam.

De forma general, podemos ver el proceso de aprendizaje como un problema de optimizacion
global donde los pardmetros (los pesos y los sesgos) se deben ajustar de tal manera que la funcidn
de loss se minimice. En la mayoria de los casos, estos pardmetros no se pueden resolver
analiticamente, pero en general se pueden aproximar bien con algoritmos de optimizacién
iterativos u optimizadores, como los mencionados anteriormente [4].

3.1.2.4.1 OPTIMIZADOR ADADELTA

Adadelta es un método de descenso de gradiente estocastico que se basa en la tasa de aprendizaje
adaptativo por dimensidn para abordar dos inconvenientes:

e Elcontinuo descenso de los ritmos de aprendizaje a lo largo de la formacion.
e Lanecesidad de una tasa de aprendizaje global seleccionada manualmente.

Adadelta es una extensién mas sélida de Adagrad que adapta las tasas de aprendizaje en funcién

de una ventana mavil de actualizaciones de gradientes, en lugar de acumular todos los gradientes

anteriores. De esta manera, Adadelta continda aprendiendo incluso cuando se han realizado

muchas actualizaciones. En comparacién con Adagrad, en la versién original de Adadelta no es

necesario establecer una tasa de aprendizaje inicial. En esta versidn, se puede establecer la tasa
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de aprendizaje inicial, como en la mayoria de los otros optimizadores de Keras [6].

3.1.2.4.2 OPTIMIZADOR ADAM

Adam, o Adaptive Moment Estimation, es un algoritmo de optimizacion que combina las ventajas
de los algoritmos RMSprop y Momentum para mejorar el proceso de aprendizaje de un modelo.

Al igual que Momentum, Adam utiliza una estimacién del momento y de la magnitud de los
gradientes anteriores para actualizar los parametros del modelo en cada iteracidn. Sin embargo,
en lugar de utilizar una tasa de aprendizaje constante para todos los pardmetros, Adam adapta la
tasa de aprendizaje de cada parametro individualmente en funcién de su estimacidon del momento
y de la magnitud del gradiente. Esto permite que el modelo se ajuste de manera mas eficiente y
efectiva a los datos de entrenamiento, lo que puede llevar a una mayor precision de la prediccidn
en comparacién con otros métodos de optimizacion [7].

3.1.3 MODELOS PRE ENTRENADOS

En la busqueda de optimizar los resultados obtenidos se planted la utilizacion de Transfer Learning
mediante la aplicacién de modelos pre entrenados, Transfer Learning se refiere al conjunto de
métodos que permiten transferir conocimientos adquiridos gracias a la resolucion de problemas
para resolver otros problemas, el Transfer Learning ha tenido un gran éxito con el crecimiento del
Deep Learning. Frecuentemente, los modelos utilizados en este campo necesitan grandes tiempos
de cdlculo y muchos recursos. Sin embargo, utilizando como punto de partida modelos pre-
entrenados, el Transfer Learning permite desarrollar rdpidamente modelos eficaces y resolver
problemas complejos de Computer Vision o Natural Language Processing.

3.1.3.1 VGG-16

Uno de los modelos mas conocidos es VGG-16, el cual es una red neuronal convolucional con 16
capas de profundidad, de las cuales 13 son convolucionales y las demds fully connected, fue
propuesta por K. Simonyan y A. Zisserman, de la Universidad de Oxford, y adquirié notoriedad al
ganar el desafio de reconocimiento visual a gran escala de ImageNet en 2014, el modelo alcanzé
una precision de 92.7%, fue presentado por primera vez en el articulo de investigacién titulado
"Very Deep Convolutional Networks for Large-Scale Image Recognition" [13].

VGG-16 fue entrenada con mas de un milléon de imagenes de la base de datos ImageNet, dicha
base de datos es usada en la actualidad para evaluar algoritmos de clasificacion, localizacién y
reconocimiento de imagenes, cuenta con mas de 14 millones de imagenes etiquetadas en mas de
1000 clases [13].
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Figura 7. Arquitectura VGG-16 [8]

3.1.3.2 VGG-19

Por otra parte, estd VGG-19, que es una red similar a VGG-16 pero en este caso cuenta con 19
capas de profundidad, de las cuales 16 son convolucionales y las demas fully connected, esta red
también fue entrenada haciendo uso de la base de datos de imagenes de ImageNet, la red pre
entrenada puede clasificar imagenes en 1000 categorias de objetos (por ejemplo, teclado, ratdn,
l[dpiz y muchos animales). Como resultado, la red ha aprendido representaciones ricas en
caracteristicas para una amplia gama de imagenes [13].
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Figura 8. Arquitectura VGG-19 [9]
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VGG-19 fue desarrollado por el grupo Visual Geometry Group (VGG) de la Universidad de Oxford.
Fue presentado por primera vez en 2014 en el articulo de investigacién titulado "Very Deep
Convolutional Networks for Large-Scale Image Recognition" por Karen Simonyan y Andrew
Zisserman.

3.1.3.3 RESNET-152

El tercer modelo que se planted utilizar fue ResNet-152, la cual cuenta con 152 capa de
profundidad, 150 capas convolucionales y dos fully connected, ResNet es una red residual que se
inspira en el hecho biolégico de que algunas neuronas se conectan con otras neuronas en capas
no necesariamente contiguas, saltando capas intermedias, fue propuesta por Kaiming He, Xiangyu
Zhang, Shaoging Ren y Jian Sun, fue la red ganadora de la competencia ImageNet de 2015
logrando un error de 3.57%, ademas, permitié por primera vez entrenar redes muy profundas (de
mas de 100 capas), fue presentado en el articulo titulado "Deep Residual Learning for Image
Recognition" y expuesto en la Conferencia sobre Computer Vision and Pattern Recognition (CVPR)
en 2016 [14].

3%x3 conv, 128
[ 3x3 conv 128 1-7

152 layers

| fc 6 |
Figura 9. Arquitectura ResNet-152 [10]

Cabe resaltar que de los anteriores modelos pre entrenados solo se utilizé la parte convolucional,
la cual se congeld para que no se entrenara en el nuevo proceso de entrenamiento, por otra parte,
las demas capas de la red planteada inicialmente de nuestro modelo si se utilizaron para que
fueran entrenadas, como es el caso de la capa densa y el clasificador.

24



3.1.4 METRICAS PARA EVALUAR EL DESEMPENO DE LOS MODELOS

3.1.4.1 MATRIZ DE CONFUSION

En el mundo del aprendizaje automdatico una herramienta para evaluar modelos es la matriz de
confusion (confusion matrix), una tabla con filas y columnas que contabilizan las predicciones en
comparacion con los valores reales. Se usa esta tabla para entender mejor que tan bien el modelo
se comporta y es muy util para mostrar de forma explicita cuando una clase es confundida con
otra.

Una matriz de confusién para un clasificador binario tiene esta estructura:

Prediccion
Positivos Negativos
5 Positivos Verdadero positivo (VP) Falso negativo (FN)
S
§ Negativos Falso positivo (FP) Verdadero negativo (VN)
o

Tabla 1. Matriz de confusion

En la que:

VP es la cantidad de positivos que fueron clasificados correctamente como positivos por el
modelo.

VN es la cantidad de negativos que fueron clasificados correctamente como negativos por el
modelo.

FN es la cantidad de positivos que fueron clasificados incorrectamente como negativos.

FP es la cantidad de negativos que fueron clasificados incorrectamente como positivos [4].

3.1.4.2 EXACTITUD

Teniendo en cuenta la anterior matriz de confusion, la exactitud (accuracy) se puede calcular
sumando los valores de la diagonal principal y dividiendo por el total de casos examinado:
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Accuracy = (VP +VN) / (VP + FP + VN + FN)
Ahora bien, la exactitud puede ser engaiosa en la calidad del modelo, esto porque no se distingue
entre los errores de tipo falso positivo y falso negativo, como si ambos tuvieran la misma
importancia. Por ejemplo, en un modelo que predice si una seta es venenosa. En este caso, el

coste de un falso negativo, es decir, una seta venenosa dada por comestible podria ser dramatico.
En cambio, al revés, un falso positivo tiene un coste muy diferente [4].

3.1.4.3 SENSIBILIDAD

La sensibilidad (o recall) nos indica que tan bien el modelo evita los falsos negativos:
Recall = VP / (VP + FN)

Es decir, el total de observaciones positivas que fueron correctamente identificadas por el
algoritmo, también se conoce como Tasa de Verdaderos Positivos (True Positive Rate) [4].

3.1.4.4 PRECISION

Esta métrica representa el numero de verdaderos positivos que son realmente positivos en
comparacion con el nimero total de valores positivos predichos.

Precision = VP / (VP + FP)

También se puede considerar como la dispersién del conjunto de valores obtenidos a partir de
mediciones repetidas de una magnitud. Cuanto menor es la dispersién mayor la precision [4].

3.1.4.5 PUNTAJE F1

Esta métrica es la combinaciéon de las métricas de precision y sensibilidad y sirve como una medida
de calidad mas general del modelo. La mejor puntuacién F1 esigual a 1y la peor a 0.

F1=2* (Precision * Recall) / (Precision + Recall)
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3.2. ANTECEDENTES / TRABAJOS RELACIONADOS

Se realizé una busqueda de informacidn precisa, relacionada con la Leishmaniasis en Colombia y
su afectacion en la poblacion, asi como libros y articulos referentes a la aplicacion de modelos de
Machine Learning para el analisis de imagenes de Ulceras cutaneas de diferentes enfermedades.

e Una mirada a la epidemiologia y al control de la Leishmaniasis Zoonética en Colombia. En
este articulo se estudian las diversas formas de la Leishmaniasis, enfocandose
especificamente en Colombia, en donde se evalla el incremento de la transmisién de la
enfermedad por diversos factores, ademds se puede encontrar abundancia en cuanto a
terminologia cientifica que se desprende de la enfermedad [1].

e (lasificacion de imagenes de lesiones cutaneas mediante redes neuronales
convolucionales y Aprendizaje profundo. Este trabajo de grado contiene informacién muy
precisa con respecto a conceptos relacionados con Deep Learning y las redes neuronales
convolucionales, aplicadas especificamente al reconocimiento de las lesiones cutaneas
producidas por el melanoma o cancer de piel [2].

e Deep Learning en la deteccién de lesiones cutdneas malignas. Este trabajo de grado es
similar al descrito anteriormente puesto que esta enfocado al reconocimiento de lesiones
cutaneas producidas por el cancer de piel y como mediante la aplicacion de estas técnicas
se pueden hacer diagndsticos precisos sin el concepto de un dermatdlogo, ademas cuenta
con una seccion de anexos en donde se describe en detalle la programacién del algoritmo
implementado en Python, lo cual puede ser de utilidad para el presente proyecto [3].

e Atlas interactivo de Lesihamaniasis en las Américas: aspectos clinicos y diagndsticos
diferenciales. En este libro hay informacion detallada sobre la Leishmaniasis y diversos
tipos de lesiones cutdneas de caracteristicas similares, principalmente aquellas de tipo
ulcerado, el contenido es bastante explicativo acompainado de multiples ilustraciones [5].

® Aplicacion mdvil para deteccion de melanoma con redes neuronales artificiales. En este
proyecto implementan una red neuronal convolucional para clasificar imagenes de
lesiones de melanoma y desarrollan una interfaz grafica mediante un aplicativo mévil [11].
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e Aprendizaje de maquina aplicado a la prediccion del éxito del tratamiento de la
Leishmaniasis. Este trabajo de grado contiene informacién de interés relacionada con la
enfermedad de la Leishmaniasis y la aplicacién de diferentes modelos de aprendizaje
automatico para predecir el éxito en el tratamiento de la enfermedad [12].
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4. PREPARACION DE LOS DATOS

4.1 CONSECUCION Y CLASIFICACION DE LAS IMAGENES

El CIDEIM (Centro Internacional de Entrenamiento e Investigaciones Médicas) permitid la
utilizacion de un conjunto de 1.386 imagenes distribuidas en 44 carpetas, estas carpetas
corresponden a diferentes pacientes y documentan varias etapas de la enfermedad, antes,
durante y después del tratamiento. Para el caso de este proyecto resultan de interés aquellas
imagenes antes de la aplicacidn del tratamiento y muy al inicio de este, donde se puede percibir
la lesién cutanea en todo su esplendor, para ello el CIDEIM facilité un diccionario desarrollado por
ellos mismos mediante el cual se pudieron identificar y clasificar estas imagenes en especifico a
través del etiquetado que tenian, el etiquetado de interés es el siguiente:

Acrénimo o texto Significado Observaciones
Visita inicial, primer contacto con el paciente,
por lo
V00 o VO Visita O general de toma de muestra (frotis). No ha
ingresado

al estudio ni recibido tratamiento.

. Primera visita del estudio, el paciente no ha
Evaluacion de

EdeB recibido
base .
tratamiento
S0 o SO0 Semana 0 Antes del inicio del tratamiento
Dia 2-3 de tratamiento, ideal 48 horas después
V1A Visita 1A de su inicio

Tabla 2. Etiquetado de importancia para el proyecto

De un total de 1.386 imagenes se seleccionaron aquellas con los acrénimos anteriormente
sefialados, quedando un total de 407 imagenes para a la categoria de interés “Leishmaniasis”.

La segunda categoria que conforma el dataset se identificd6 como “Otras”, dicha categoria
corresponde a otras lesiones cutdneas con caracteristicas visuales similares a Leshmaniasis, las
cuales pueden a simple vista generar confusién al momento de dar un diagndstico inicial del
paciente. Por recomendacién del CIDEIM se escogieron aquellas lesiones de tipo ulcerado,
tomando como base la siguiente clasificacion:
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Enfermedades Ulcera| Papula | Placa | Nodulo | Verruga | Tumor | Linfangitis | Cicatriz
Ulcera piégena B
Forunculos X X
Sifilis I X
Microbacterias atipicas X X X
» | Tuberculosis cutédnea X X X
g Lepra X
] Cromomicosis X X X X
£ | Esporotricosis X X X X X
~ | Histoplasmosis X X X
Lobomicosis X X X
Paracoccidiodomicosis X X X
Ectima X
Impétigo X
Tabla 3. Lesiones cutaneas causadas por infecciones [5]
Enfermedades Ulcera | Papula | Placa | Nodulo | Verruga | Tumor | Linfangitis | Cicatriz
Ulcera venosa RS
Ulcera arterial boXx
Ulcera vascular mixta = X
" Ulcera diabética X
S | Lupus discoide l I X X X
S | Psoriasis X
g Necrosis cutanea X X
-2 | Anemia de células X X
% falciformes
E | Ulcera traumética X
% | Picaduras de insecto X X X X
B Pioderma gangrenoso l X I X X X
Sarcoidosis l X I X X
Ulcera banal l X
Granuloma facial l = X X X
Tabla 4. Lesiones cutaneas causadas por inflamaciones reactivas [5]
Enfermedades Ulcera | Papula | Placa | Nodulo | Verruga | Tumor | Linfangitis | Cicatriz
Carcinoma X X X X X X
" basocelular
< | Carcinoma X X X X X X
S | escamocelular
E Queratoacantoma X X X
Linfoma cutaneo X I X X X
Linfocitoma cutis I X X

Tabla 5. Lesiones cutaneas causadas por tumores [5]
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Para la consecucion de estas imagenes se utilizd “Google Imagenes” y se tuvo en cuenta las
caracteristicas especificas de cada lesidon visualmente hablando, estas fueron descargadas en
formatos tales como JPG, JPEG y PNG, los cuales pueden ser procesados sin problema mediante
el lenguaje de programacion Python. Para la categoria “Otras” se obtuvieron un total de 478
imagenes.

4.2 LIMPIEZA DEL DATASET

Tanto la categoria “Leshmaniasis” como “Otras”, son fotografias tomadas desde diferentes
angulos y perspectivas, en donde se pueden apreciar diferentes elementos que no son de interés
para el analisis, como una mano, un brazo, el torso completo del paciente, las dos piernas, asi
como objetos que hayan quedado registrados en ese instante. Teniendo en cuenta que de las
imagenes lo que resulta de interés son las lesiones propiamente, fue necesario hacer una edicion
de cada una de las imagenes buscando hacer énfasis en la Ulcera cutanea.

Figura 10. Imagen de Leishmaniasis sin editar
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Figura 11. Imagen de Leishmaniasis editada
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4.3 DISTRIBUCION DEL DATASET PARA ENTRENAMIENTO, VALIDACION Y TESTEO

Previo a la distribuciéon se decidié no hacer balanceo de datos puesto que la diferencia entre la

cantidad de imagenes de Leishmaniasis (407) y Otras (478) no es tan marcada.

La proporcion que se selecciond para este proyecto corresponde a 60% para entrenamiento, 20%
para validacién y 20% para testeo en las dos categorias planteadas (normalmente el conjunto de
datos se suele repartir en esta proporcion, lo importante es ser siempre conscientes de que hay
que evitar el sobreajuste u “overfitting”), teniendo en cuenta que los datos de entrenamiento son
los datos que se usaron para entrenar el modelo y los datos de validacidn son los datos que se
usaron para comprobar si el modelo que se generd a partir de los datos de entrenamiento
funciona. Es decir, si las respuestas predichas por el modelo para un caso totalmente nuevo son

acertadas o no.

A continuacidn, se presenta la distribucidn de las imagenes del Dataset:

Categoria Total datos Train 60% Validacion 20% Testeo 20%
100%
Leishmaniasis 407 245 81 81
Otras 478 286 96 96
885 531 177 177

Tabla 6. Distribucion de los datos para entrenamiento, validacion y testeo
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Figura 12. Muestra del set de datos de Leishmaniasis para Train

4.4 AUMENTO DE DATOS

Teniendo en cuenta que no se tiene un conjunto de datos tan grande (885 imagenes), se tomé la
decision de realizar un proceso de aumento de datos mediante programacion, esto permitiod
aplicar diversas transformaciones sobre las entradas originales, obteniendo muestras ligeramente
diferentes, lo que permite a la red desenvolverse mejor en la fase de inferencia.

Esta técnica se utiliza mucho en el campo de la visidn artificial porque funciona de manera
eficiente. Dentro de dicho contexto, una misma imagen de entrada es procesada por la red
neuronal tantas veces como épocas se ejecuten en el entrenamiento. Lo que se hace es aplicar
transformaciones de forma aleatoria cada vez que se vuelve a introducir la imagen a la red.

Ejemplos de transformaciones:

e Voltearlaimagen en horizontal / vertical.
e Rotar laimagen X grados.

e Recortar, anadir relleno, redimensionar.
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e Aplicar deformaciones de perspectiva.
e Ajustar brillo, contraste, saturacion.
e Introducir ruido, defectos.

e Combinaciones de las anteriores.

Para el presente proyecto se utilizé especificamente el giro horizontal (voltea completamente la
imagen), rango de zoom (20%) para hacer acercamiento a las imagenes y rango de corte (20%)
para generar inclinaciones, de esta forma se aumentd la informacidn para entrenamiento (se
resalta que este aumento de datos fue solo para el conjunto de datos que corresponde a
entrenamiento, 531 imdagenes) sin necesidad de obtener muestras adicionales, y también sin
alargar los tiempos. Lo mejor es que esta técnica permite que el modelo sea capaz de obtener
buenos resultados para imagenes tomadas desde distintos dngulos o bajo distintas condiciones
de luz. Por tanto, se consigue que la red no se sobreajuste y que generalice mejor.
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5. CONSTRUCCION DE LOS MODELOS Y OPTIMIZACION

5.1 SELECCION DE LAS TECNICAS DE APRENDIZAJE AUTOMATICO ADECUADAS

La técnica de aprendizaje automatico seleccionada para el desarrollo de este proyecto es las redes
neuronales convolucionales, esta resulta ser la adecuada para proyectos en donde se requiere
hacer predicciones mediante imagenes, esto debido a que su aplicacién esta fundamentada en
matrices bidimensionales, son muy efectivas para tareas de visién artificial, como en la
clasificacién y segmentacion de imagenes, entre otras aplicaciones.

Teniendo en cuenta que las redes neuronales convolucionales (CNN) manejan un conjunto de
términos bastante variado en sus diferentes etapas (Convolucion, Kernel, Funcién de activacion,
MaxPooling, Dropout, Flatten, Dense), se estudié en detalle cada uno de estos términos y su
funcionalidad dentro del proyecto.

Simultdneamente se desarrolld un Script inicial en Python haciendo uso de la libreria de
aprendizaje automatico TensorFlow, ademas de Keras (la cual se ejecuta sobre TensorFlow) y es
usada para el desarrollo de redes neuronales convolucionales, todo esto mediante el entorno de
desarrollo de Google Colab.

Por otra parte, la arquitectura seleccionada para esta red neuronal convolucional es basica en el
sentido de que no posee un nimero tan grande de capas y por ende tiene poca profundidad, la
arquitectura que se trabajo es la siguiente:

Dos capas convolucionales con 64 neuronas cada una (el nUmero de neuronas fue obtenido
mediante busqueda de hiperpardmetros) con un kernel de 3x3 y funcién de activacion Relu,
después de cada capa convolucional hay una capa de MaxPooling con Pool_Size de 2x2, una capa
de Dropout de 0.1 (porcentaje obtenido mediante busqueda de hiperpardmetros) en medio de
las dos capas convolucionales, una capa Flatten, una capa densa de 128 neuronas (el numero de
neuronas fue obtenido mediante busqueda de hiperpardmetros) y funcién de activacioén relu y
una capa de clasificacidn o salida binaria con 1 neurona y funcidn de activacién Sigmoid.
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Figura 13. Diagrama de bloques de la arquitectura seleccionada

Figura 14. Visualizacion por capas de la arquitectura seleccionada
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De izquierda a derecha, en amarillo las capas convolucionales, en rojo las capas de MaxPooling,
en verde el Dropout, en azul la capa Flatten y en azul oscuro la capa densa y el clasificador.

5.2 AJUSTE DE HIPERPARAMETROS

Se partid de una arquitectura como la ya expuesta, con base en esta se aplicé el ajuste del modelo
(model tuning) haciendo uso de una funcién de busqueda aleatoria de hiperparametros
(RandomSearch), mediante el entrenamiento de varios modelos y experimentando entre las
siguientes opciones:

Hiperparametros a variar:

Neuronas capas convolucionales: 32, 64, 128
Neuronas capa densa: 128, 256, 512.
Optimizador Adam-Learning Rate: 0.1, 0.01, 0.001
Dropout: 0.1, 0.3, 0.5, 0.7

Hiperparametros fijos:
Funcidn de activacion: Relu
Epocas: 50

Tamafio del lote: 32
Max_Trials: 50

Parada anticipada-Patience: 10

Los mejores hiperpardmetros obtenidos fueron:

Hiperparametro Mejor resultado
Neuronas de las dos capas 64
convolucionales
Neuronas de la capa densa 128
Rata de aprendizaje 0.001
Dropout 0.1

Tabla 7. Mejores hiperparametros encontrados
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Por otra parte, los parametros de la red entrenada fueron:

Capa Forma a la salida # de parametros
Conv2D 62,62, 64 1.792
MaxPooling2D 31, 31,64 0
Dropout 31, 31, 64 0
Conv2D 29, 29, 64 36.928
MaxPooling2D 14, 14, 64 0
Flatten 12.544 0
Dense 128 1'605.760
Classifier 1 129
Total de parametros 1’644.609
Total de parametros entrenados 1’644.609

Tabla 8. Parametros de la red

Teniendo en cuenta los mejores hiperparametros obtenidos, se evalud la funcién de pérdida del
modelo y el rendimiento mediante las siguientes graficas:

—— Loss Training
————— Loss Validate

20 25 20

Number of Epochs

0
o

Accuracy (%)
N
(@]

o
o

—— Accuracy Training
----- Training Validate

(o} 5 10 15 20 25 30
Number of Epochs

Figura 15. Grafica de la funcidn de pérdida (superior) y del rendimiento (inferior)
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En la anterior gréfica, la funcion de pérdida permite apreciar un decaimiento adecuado conforme
avanzan las épocas, mas pronunciado para entrenamiento (rojo) que para validacién (azul), la
grafica de validacion sigue en gran medida a la grafica del entrenamiento, excepto en la parte final
en donde se separa un poco con tendencia a mantenerse constante (entre 0.4 y 0.5), sin
considerarse esto un sobreajuste, la grafica del rendimiento se comporta de manera incremental
en entrenamiento y validacién siendo bastante similares, llegando a un techo por debajo de 90%,
con un acuraccy de aproximadamente 83%.

5.3 ENTRENAMIENTO DEL MODELO TOMANDO TRAIN+VALIDATION

Tomando los mejores hiperparametros obtenidos, se realizaron cinco (5) entrenamientos desde
cero teniendo en cuenta que el Train en este caso fue la suma de Train y Validation (para cada
entrenamiento se usaron variaciones aleatorias del set de datos de Train y Test), la distribucion es
la siguiente:

Categoria Total datos Train 80% Testeo 20%
100%
Leishmaniasis 407 326 81
Otras 478 382 96
885 708 177

Tabla 9. Distribucion de los datos para entrenamiento y testeo

Los resultados de los cinco entrenamientos fueron promediados, obteniendo las siguientes
métricas:

0 1
0 0,11
1 0,20 0,80

Tabla 10. Matriz de confusién del modelo entrenado con los mejores hiperparametros
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Class Precision Recall F1-Score Support Accuracy
0 0,7994 0,8987 0,8457 81
0,8497
1 0,9051 0,8083 0,8533 96

Tabla 11. Métricas del modelo entrenado con los mejores hiperparametros

Los anteriores resultados muestran una mejora en el accuracy (84.97%) al tomar como Train a
Train + Validation, esto se debe a que el conjunto de imagenes que se toma para entrenar es
mucho mayor en este caso y de esta forma se refuerza el entrenamiento del modelo, en general
las demdas métricas de este modelo fueron un punto de partida para buscar mejorar el
rendimiento e incrementar el porcentaje de aciertos al momento de hacer la clasificacién, cabe
resaltar que las métricas de Precision, Recall y F1-Score fueron calculadas con base en las dos
clases, Leishmaniasis (0) y Otras (1).

5.4 TRANSFER LEARNING VGG-16

La primer técnica de Transfer Learning usada para buscar optimizar los resultados del anterior
modelo fue VGG-16, esta arquitectura ha revolucionado la eficiencia en el entrenamiento de
modelos de aprendizaje profundo. Al aprovechar los conocimientos previos adquiridos por VGG-
16 en grandes conjuntos de datos, se acelera significativamente el proceso de entrenamiento para
tareas especificas. De igual forma se realizaron 5 entrenamientos los cuales fueron promediados,
tras aplicar VGG-16 se llegd a los siguientes resultados:

1 0,11

Tabla 12. Matriz de confusidn aplicando Transfer Learning VGG-16

Class Precision Recall F1-Score Support Accuracy
0 0,8811 0,9012 0,8892 81
0,8972
1 0,9170 0,8937 0,9037 96

Tabla 13. Métricas aplicando Transfer Learning VGG-16
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Los resultados que se obtuvieron aplicando VGG-16 muestran unas métricas (Accuracy, Precision,
Recall, F1-Score) mejores a las entregadas por el modelo base (entrenado con Train + Validation),
sin embargo, no son los resultados mas adecuados puesto que se pretendia obtener un balance
general de métricas por encima del 90% en ambas clases.

5.5 TRANSFER LEARNING VGG-19

La segunda técnica de Transfer Learning que se utilizé fue VGG-19, esta permite la transferencia
de conocimientos aprendidos en grandes conjuntos de datos a tareas especificas, optimizando el
tiempo de entrenamiento. Este enfoque es esencial para problemas donde los conjuntos de datos
son limitados, ya que la red preentrenada puede adaptarse eficientemente a nuevas aplicaciones,
mejorando la precision y la eficacia del modelo, los resultados fueron los siguientes:

1 0,10

Tabla 14. Matriz de confusidn aplicando Transfer Learning VGG-19

Class Precision Recall F1-Score Support Accuracy
0 0,8937 0,9383 0,9147 81
0,9198
1 0,9464 0,9042 0,9241 96

Tabla 15. Métricas aplicando Transfer Learning VGG-19

Las métricas entregadas por VGG-19 fueron mejores a las que se obtuvo utilizando Transfer
Learning con VGG-16, lo cual lo perfiléd como uno de los mejores modelos en este punto ya que la
mayoria de métricas estan por encima del 90% tanto para la clase Leishmaniasis como para la
clase Otras.

5.6 TRANSFER LEARNING RESNET-152

Para finalizar, se aplicd una ultima técnica de Transfer Learning la cual contiene un gran nimero
de capas de profundidad y que podria mejorar los resultados del modelo, los resultados fueron
los siguientes:
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0,56 0,44
0,35 0,65

Tabla 16. Matriz de confusién aplicando Transfer Learning ResNet-152
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Class Precision Recall F1-Score Support Accuracy
0 0,6360 0,5679 0,5424 81
0,6124
1 0,6996 0,6500 0,6054 96

Tabla 17. Métricas aplicando Transfer Learning ResNet-152

Tras la obtencién de las anteriores métricas, se pudo establecer que la aplicacién de Transfer
Learning no garantiza que los resultados del nuevo modelo entrenado mejoren, en el caso de
ResNet-152 ocurrid lo contrario que en VGG-16 y VGG-19, los resultados empeoraron
significativamente para ambas clases como se puede apreciar en las métricas, esto es atribuible a
que la profundidad de este modelo preentrenado (150 capas convolucionales) es bastante grande
en comparacion con la cantidad de informacién (imagenes) que se manejo y para el numero de
clases que es solo de dos.

5.7 UTILIZACION DE FINE TUNING

Adicionalmente al Transfer Learning existe una solucién mas en la busqueda de optimizar los
resultados obtenidos de la anterior experimentacion, Fine Tuning ofrece la opcién de descongelar
una o varias de las capas convolucionales para que sean entrenadas también en el proceso, opcidn
gue puede hacer que los resultados varien, pero nuevamente como en Transfer Learning existe la
posibilidad de que estos mejoren o de que empeoren.

Se procedid a aplicar Fine Tuning Unicamente a los modelos que al ser entrenados presentaron

mejoras, como fue VGG-16 y VGG-19, teniendo en cuenta que para cada uno de ellos se realizaron
5 entrenamientos y se generd su respectivo promedio.
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5.7.1 FINE TUNING A VGG-16

Teniendo en cuenta el planteamiento realizado para Transfer Learning con VGG-16, se procedié a
aplicar sobre este el respectivo Fine Tuning, lo cual permite retener los conocimientos generales
aprendidos por VGG-16 y afinar las capas finales, esto puede logra una mayor especializacion y
rendimiento en aplicaciones mas especificas, los resultados fueron los siguientes:

0 0,02

1 0,04

Tabla 18. Matriz de confusién aplicando Fine Tuning VGG-16

Class Precision Recall F1-Score Support Accuracy
0 0,9547 0,9827 0,9684 81
0,9707
1 0,9852 0,9604 0,9729 96

Tabla 19. Métricas aplicando Fine Tuning VGG-16

Los anteriores resultados haciendo uso de Fine Tuning muestran una mejora considerable en
comparacion a VGG-16 con transfer Learning, para este caso se descongeld una sola capa
convolucional (la ultima), la aplicacién de la técnica fue positiva para la mejora del rendimiento
en este modelo en sus diferentes métricas, con un porcentaje de aciertos para la clase principal
(Leishmaniasis) equivalente al 98.27% y de 96.04% para la clase secundaria (Otras), lo cual lo
convierte en el mejor modelo en todo el proceso de experimentacién que se realizd en este
proyecto.

5.7.2 FINE TUNING A VGG-19

Como ultimo experimento, se aplicd Fine Tuning a Transfer Learning VGG-19, esto implica ajustar
las capas superiores de la red preentrenada para adaptarse a una tarea especifica. Este proceso
es crucial para personalizar el modelo a las caracteristicas Unicas del nuevo conjunto de datos,
optimizando asi su rendimiento, a continuacion los resultados:
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Figura 20. Matriz de confusion aplicando Fine Tuning VGG-19

Class Precision Recall F1-Score Support Accuracy
0 0,8964 0,9654 0,9278 81
0,9300
1 0,9697 0,9000 0,9317 96

Tabla 21. Métricas aplicando Fine Tuning VGG-19

Los resultados muestran que para este caso la aplicacién de Fine Tuning también optimizd el
modelo, logrando un porcentaje de aciertos para la clase principal (Leishmaniasis) equivalente al
96.54% y de 90.00% para la clase secundaria (Otras), se resalta que de igual forma que con el Fine

Tuning de VGG-16 se descongeld sola la ultima capa convolucional.
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6. ANALISIS DE RESULTADOS

Previo a la arquitectura que se planted en el presente documento, se experimentd con un mayor
numero de capas, lo cual entregé resultados deficientes y que fueron dificiles de optimizar, el
sobre ajuste estuvo presente y los resultados de las métricas (Accuracy, Precision, F1-Score, Recall)
siempre fueron bajos y dificiles de balancear, ademas, las clases siempre se comportaron de
manera dispar en la matriz de confusién. Estos resultados previos nos mostraron que cuando se
quiere realizar una clasificacién binaria como en este caso donde solo se tienen dos clases
(Leishmaniasis y Otras), la mejor opcion es usar una arquitectura bdsica, de pocas capas, pocas
neuronas y poca profundidad, caso contrario si se tiene un gran nimero de clases probablemente
la mejor opcidn sea usar un niumero de capas considerable que permita una mayor profundidad
del modelo, todo ello sujeto a una correcta validacion de sus métricas.

Tras seleccionar la arquitectura expuesta en el principio del anterior capitulo, se implementé una
busqueda aleatoria de hiperpardmetros la cual permitié encontrar aquellos que entregaban el
mejor desempeno, proceso que implicd un tiempo considerable, ya que de manera automatica se
realizan multiples entrenamientos probando diferentes combinaciones de hiperparametros segun
las opciones que se hayan especificado hasta entregar los mejores al final, ademas, los resultados
del modelo con los mejores hiperparametros permitieron apreciar que no hay sobre ajuste como
se puede ver en la grafica de la funcion de pérdida y en la grafica del rendimiento, la cual muestra
un Accuracy de aproximadamente 83%, lo cual fue un buen punto de partida.

La combinacién del conjunto de datos de Train y Validation en uno solo es un proceso que se suele
realizar cuando ya se han encontrado los hiperparametros adecuados y se desea mejorar un poco
mas el rendimiento del modelo incrementando el numero de datos de entrenamiento,
efectivamente al usar este nuevo conjunto de datos de Train el Accuracy mejord subiendo a
84.97%, sin embargo, la Precision del modelo para la clase principal (Leishmaniasis) estaba cerca
de 79.94% lo cual no se puede considerar un valor tan bueno y por otra parte el porcentaje de
aciertos de la clase secundaria (Otras) fue apenas del 80.83%, por lo cual, optimizar los resultados
de todas las métricas es de vital importancia para garantizar mayor solidez y confiabilidad en las
predicciones del modelo para las dos clases.

Class Precision Recall F1-Score Support Accuracy
0 0,7994 0,8987 0,8457 81
0,8497
1 0,9051 0,8083 0,8533 96

Tabla 22. Métricas del modelo entrenado con los mejores hiperparametros

La técnica del Transfer Learning mediante VGG-16 y VGG-19 fue de gran ayuda para optimizar los
resultados anteriormente expuestos, siendo VGG-19 el que entregd las mejores métricas, con un
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Accuracy de 91.98%, un porcentaje de aciertos ya mds parejo para ambas clases, 93.83% para
Leishmaniasis y 90.42% para Otras, pero también se tenia una precisién que seguia estando por
debajo de 90% en el caso de Leishmaniasis. Por otra parte, también se pudo apreciar que la
utilizacion de ResNet-152 empeord los resultados del modelo base en la mayoria de métricas de
ambas clases, esto es atribuible a que la profundidad de este modelo preentrenado (150 capas
convolucionales) es bastante grande en comparacion con la cantidad de informacion (imagenes)
que se manejé y para el numero de clases que es solo de dos, entonces, se pudo concluir que
hacer uso de modelos pre entrenados mediante Transfer Learning no garantiza que los resultados
del nuevo modelo sean mejores, asi que siempre es necesario llevar a cabo la respectiva
experimentacidn para poder tener certeza a través de los resultados numéricos obtenidos.

Class Precision Recall F1-Score Support Accuracy
0 0,8937 0,9383 0,9147 81
0,9198
1 0,9464 0,9042 0,9241 96
Tabla 23. Métricas aplicando Transfer Learning VGG-19
Class Precision Recall F1-Score Support Accuracy
0 0,6360 0,5679 0,5424 81
0,6124
1 0,6996 0,6500 0,6054 96

Tabla 24. Métricas aplicando Transfer Learning ResNet-152

Como recurso final para buscar mejorar un poco mas las métricas obtenidas de la etapa anterior,
se empled Fine Tuning, tanto a VGG-16 como a VGG-19, de estos dos se encontrd que las mejores
métricas fueron para VGG-16 con Fine Tuning a una de las capas convolucionales, con este modelo
se logrdé un buen balance de las 4 métricas (Accuracy, Precision, Recall, F1-Score) estando estas
por encima de 90% en las dos clases, el porcentaje de aciertos de la clase principal Leishmaniasis
fue de 98.27% y para la clase Otras de 96.04%, el Accuracy fue de 97.07%, Precision de 95.47% y
F1-Score de 96.84% en el caso de la clase principal, estos resultados son garantia de confiabilidad
por parte del modelo al momento de realizar una prediccion para saber si una lesidén cutanea
corresponde o no a Leishmaniasis. Nuevamente al igual que en el caso de Transfer Learning, hacer
uso de Fine Tuning no garantiza que los resultados mejoren, puede que si o puede que no, por lo
que realizar la experimentacidn es necesario para dar un concepto claro.

Class Precision Recall F1-Score Support Accuracy
0 0,9547 0,9827 0,9684 81
0,9707
1 0,9852 0,9604 0,9729 96

Tabla 25. Métricas aplicando Fine Tuning VGG-16
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7. DESPLIEGUE DEL MODELO

Se hizo necesario desarrollar una interfaz grafica mediante la cual un usuario pueda probar la
funcionalidad del modelo y visualizar los resultados de una forma practica y entendible, esto
pensando en que personal de la salud que tenga que lidiar con pacientes con la enfermedad de la
Leishmaniasis puedan realizar predicciones mediante fotografias de la lesidn, todo ello a través
del presente aplicativo, el cual resulta bastante practico e intuitivo de utilizar.

Esta interfaz grafica se desarrollé implementando el modelo que entregd los mejores resultados
(VGG-16 con Fine Tuning), fue realizada haciendo uso de Python y Streamlit, cabe resaltar que
Streamlit es un “framework” de Python de cddigo abierto que permite de manera sencilla e
integrada desarrollar aplicaciones web gracias a la interaccién con otras librerias para su empleo
en campos de la teledeteccion, ciencia de datos, etc. Streamlit fue desarrollado para facilitar a los
cientificos de datos y desarrolladores la creacién de interfaces de usuario para sus proyectos, sin
requerir conocimientos profundos en desarrollo web.

El presente aplicativo fue probado de manera local haciendo uso del navegador web Google
Chrome, sin embargo, también puede ser montado en un servidor en linea para que se pueda
utilizar en cualquier momento desde cualquier parte del mundo mediante conexidn a internet.

CLASIFICADOR DE IMAGENES DE
LESIONES CUTANEAS DE
LEISHMANIASIS

Figura 16. Interfaz grafica

Mediante esta aplicacidon es posible cargar una fotografia de la lesién cutanea que se quiera
evaluar y oprimiendo un botdn se procede a realizar la prediccion usando el modelo precargado
para de esta forma saber si es 0 no Leishmaniasis, el procedimiento puede ser repetido tantas
veces como se requiera con las imagenes que se disponga validar.
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8. CONCLUSIONES Y TRABAJOS FUTUROS

8.1. CONCLUSIONES

e Se logré preprocesar la base de datos de imdagenes suministrada por el CIDEIM (1.386
imagenes), imagenes correspondientes a lesiones cutaneas de la Leishmaniasis, proceso
que implicé seleccionar y editar dichas imagenes para llegar a un conjunto final de 407
imagenes con la calidad suficiente para una correcta realizaciéon de los entrenamientos de
los modelos.

¢ Mediante redes neuronales convolucionales se puede entrenar modelos de alta precision,
por medio de los cuales es posible realizar la clasificacion de imdagenes de lesiones
cutaneas de la Leishmaniasis y de otro tipo de lesiones en especifico, ya sea mediante un
sistema binario como es el caso de este proyecto, o mediante un sistema categérico de
mas de dos clases segun sea el caso.

e Al aplicar Transfer Learning mediante VGG-16 y VGG-19 para buscar optimizar los
resultados obtenidos con el modelo que se entrend con los mejores hiperpardmetros, se
logré mejorar dichos resultados de manera significativa en varias de sus métricas.

e Teniendo en cuenta que al aplicar Transfer Learning con VGG-16 y VGG-19 optimizé los
resultados del modelo, se procedid a realizar Fine Tuning para buscar mejorarlos un poco
mas, lo cual generd buenos resultados para el caso de VGG-16 en las diferentes métricas,
sin embargo, los resultados de VGG-19 empeoraron.

e Tomando los resultados del presente proyecto, se puede decir que, al usar modelos pre
entrenados como base, puede ayudar a optimizar los resultados de una red neuronal
convolucional en algunos casos, por lo cual, siempre es necesario realizar la
experimentacién correspondiente ya que cabe la posibilidad de que los resultados no
terminen mejorando, sino que tiendan a empeorar.

e Entrelos diferentes modelos obtenidos en la experimentacidn, se logré llegar a un modelo
con un porcentaje de acierto del 100% al momento de hacer predicciones de la clase
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principal que es Leishmaniasis y en general con métricas por encima del 90% (accuracy,
precision, f1-score y recall).

Se logrd hacer el despliegue del mejor modelo obtenido, programando una interfaz grafica
que permite probar el modelo de una forma 4gil e intuitiva para que este pueda ser usado
de manera local por aquellas personas que quieran realizar un diagndstico de la
enfermedad de la Leishmaniasis mediante imagenes de lesiones cutaneas.

8.2. TRABAJOS FUTUROS

Se recomienda realizar el montaje en un servidor de la interfaz web que se desarrolld junto
al mejor modelo obtenido, para de este modo poder utilizarla desde cualquier lugar en
donde se disponga de una conexidn a internet y asi poder diagnosticar de manera remota
si una lesién cutanea corresponde o no a Lesihmaniasis mediante fotografias de dicha
lesion.

Desarrollar una aplicacion maévil que permita usar el modelo implementado junto a la
camara del teléfono celular y de esta forma realizar la prediccidon de una forma mas agil.

Realizar un clasificador categdrico en donde exista una gama de lesiones cutaneas mucho
mas grande (no solo Lesihmaniasis y Otras), lo cual podria ayudar a realizar diagnésticos
de multiples enfermedades, de las cuales no se tenga mucho conocimiento por parte del
personal de la salud que esté evaluando dichas lesiones en un momento determinado.
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ANEXOS

Script implementado

# Red Neuronal Convolucional (CNN) para identificar imagenes de lesiones cutaneas de
Leishmaniasis

#Desarrollado por: Ing. Camilo Castro Duarte
#Maestria en ciencia de datos
#Universidad Pontificia Javeriana Cali

Ipip install keras-tuner --upgrade

min

"""#lmportacion de librerias

# Commented out IPython magic to ensure Python compatibility.

#Carga de las librerias

import tensorflow as tf

from tensorflow.keras.preprocessing.image import ImageDataGenerator

from tensorflow.keras.preprocessing.image import load_img, img_to_array

from tensorflow.keras.models import load_model

from tensorflow.keras.applications.imagenet_utils import preprocess_input, decode_predictions
from tensorflow.keras.applications import VGG16

from tensorflow.keras.models import Sequential, Model

from tensorflow.keras.layers import Conv2D, MaxPool2D, Dense, Flatten, Dropout,
BatchNormalization, Input

from sklearn.metrics import confusion_matrix, f1_score, roc_curve, precision_score, recall_score,
accuracy_score, roc_auc_score

from sklearn import metrics

from sklearn.model_selection import train_test_split, RandomizedSearchCV

#from keras.utils.vis_utils import plot_model

from mixtend.plotting import plot_confusion_matrix

import os

import numpy as np

import matplotlib.pyplot as plt
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from keras_tunerimport RandomSearch
# %matplotlib inline

from google.colab import drive
drive.mount('/content/drive')

from keras.preprocessing.image import ImageDataGenerator

tf.__version

nman

"""# Especificacion del directorio

batch_size = 32

width_shape = 64

height_shape = 64

directory = '/content/drive/MyDrive/Maestria_pruebas/datasets/Leishmaniasis_2/'

"""#Carga de datos para entrenamiento con aumento de datos

train_datagen = ImageDataGenerator(rescale = 1./255,
shear_range=0.2,
zoom_range = 0.2,
horizontal_flip = True)
training_set = train_datagen.flow_from_directory(directory +'train’,
target_size = (width_shape, height_shape),
batch_size = 32,
class_mode = 'binary’)

"""# Carga de datos para validacion

valid_datagen = ImageDataGenerator(rescale = 1./255)

valid_set = valid_datagen.flow_from_directory(directory + 'validation’,
target_size = (width_shape, height_shape),
batch_size =32,
class_mode = 'binary')
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"""# Configuracion de la Red Neuronal Convolucional para la busqueda de los mejores

mnmn

hiperparametros

def build_model(hp):

cnn = tf.keras.models.Sequential()

cnn.add(tf.keras.layers.Conv2D(filters= hp.Choice('filters1', [32, 64, 128]), kernel_size=3,
activation="relu’, input_shape=[width_shape, height_shape, 3]))

cnn.add(tf.keras.layers.MaxPool2D(pool_size=2, strides=2))

cnn.add(tf.keras.layers.Dropout(rate= hp.Choice('rate’, [0.1, 0.3, 0.5, 0.7])))

cnn.add(tf.keras.layers.Conv2D(filters= hp.Choice('filters2', [32, 64, 128]), kernel_size=3,
activation="relu'))

cnn.add(tf.keras.layers.MaxPool2D(pool_size=2, strides=2))

cnn.add(tf.keras.layers.Flatten())

cnn.add(tf.keras.layers.Dense(units= hp.Choice('units', [128, 256, 512]), activation="relu'))

cnn.add(tf.keras.layers.Dense(units=1, activation='sigmoid'))

optimizer=tf.keras.optimizers.Adam(learning_rate= hp.Choice('learning_rate', [0.1, 0.01,
0.001]))

cnn.compile(optimizer = optimizer, loss = 'binary_crossentropy', metrics = ['accuracy'])

return cnn

"""# Entrenamiento y validacion para la busqueda de los mejores hiperparametros

tuner = RandomSearch(build_model, objective = 'val_loss', max_trials = 50) #Max trials (numero
total de pruebas), por defecto es 10
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checkpoint_cb = tf.keras.callbacks.ModelCheckpoint(directory+"my_keras_model.h5",
save_best_only=True)
early_stopping_cb = tf.keras.callbacks.EarlyStopping(monitor='val_loss', patience=10, #
Parada anticipada, evita el sobre ajuste
restore_best_weights=True)

tuner.search(training_set, validation_data = valid_set, epochs =50,
callbacks=[checkpoint_cb, early_stopping_cb])

best_model = tuner.get_best_models()[0]

#Verificacién de los mejores hiperparametros
print(best_model.layers[0].filters, best_model.layers[1].filters)
print(best_model.layers[0].rate)
print(best_model.layers[0].units)

print(best_model.optimizer.learning_rate)

test_loss, test_acc = best_model.evaluate(valid_set)
print('test_acc:', test_acc)

"""#Entrenamiento desde cero del modelo con los mejores hiperpardmetros encontrados, usando

nuan

como Train a Train + Validation

cnn = tf.keras.models.Sequential()

cnn.add(tf.keras.layers.Conv2D(filters=64, kernel_size=3, activation='"relu’,
input_shape=[width_shape, height_shape, 3]))

cnn.add(tf.keras.layers.MaxPool2D(pool_size=2, strides=2))

cnn.add(tf.keras.layers.Dropout(rate=0.1))

cnn.add(tf.keras.layers.Conv2D(filters=64, kernel_size=3, activation="relu'))

cnn.add(tf.keras.layers.MaxPool2D(pool_size=2, strides=2))

cnn.add(tf.keras.layers.Flatten())
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cnn.add(tf.keras.layers.Dense(units=128, activation="relu'))
cnn.add(tf.keras.layers.Dense(units=1, activation='sigmoid'))

optimizer=tf.keras.optimizers.Adam(learning_rate= 0.001)
cnn.compile(optimizer = optimizer, loss = 'binary_crossentropy', metrics = ['accuracy'])

tf.keras.utils.plot_model(cnn)
history = cnn.fit(x = training_set, epochs = 50)

#Exportar el modelo en formato h5
cnn.save('leishmaniasis.h5')

lls

cnn.summary()

#Matriz de confusidon para evaluar el modelo entrenado
names = ['leishmaniasis','otras']

test_data_dir = '/content/drive/MyDrive/Maestria_pruebas/datasets/Leishmaniasis_2/test'
test_datagen = ImageDataGenerator(rescale= 1./255)

test_generator = test_datagen.flow_from_directory(
test_data_dir,
target_size=(width_shape, height_shape),
batch_size = batch_size,
class_mode='binary',
shuffle=False)

predictions = cnn.predict_generator(generator=test_generator)

y_real = test_generator.classes
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H#genero las etiquetas para cada prediccidn
y_pred =predictions[:,0]>0.5

#tGeneracion de la matriz

matc=metrics.confusion_matrix(y_real, y_pred)

print(metrics.classification_report(y_real,y_pred, digits = 4))

plot_confusion_matrix(conf_mat=matc, figsize=(9,9), colorbar=True, show_absolute=False,
show_normed=True)
plt.show()

#Exactitud
exactitud = accuracy_score(y_real, y_pred)
print(exactitud)

#Precision
precision = precision_score(y_real,y_pred, pos_label=0)
print(precision)

#Sensibilidad
sensibilidad =recall_score(y_real, y_pred, pos_label=0)
print(sensibilidad)

H#F1

puntaje =f1_score(y_real, y_pred, pos_label=0)
print(puntaje)

Ipip install visualkeras

#Visualizamos las capas del modelo entrenado

import visualkeras
visualkeras.layered_view(cnn)
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"""#Transfer Learning y Fine Tuning con VGG16"""

#Cargando el modelo preentrenado
pre_trained_model = VGG16(input_shape=(height_shape, width_shape, 3), include_top = False,
weights = 'imagenet’)

#Se verifica la estructura del modelo preentrenado
pre_trained_model.summary()

#Se congelan las capas convolucionales del modelo preentrenado para que no sean entrenadas
nuevamente a exepcién de la ultima capa convolucional la cual si se entrena - Fine Tuning

pre_trained_model.trainable = True
set_trainable = False

for layerin pre_trained_model.layers:
if layer.name =="'block5_conv1"
set_trainable =True
if set_trainable:
layer.trainable = True
else:
layer.trainable = False
cnn = tf.keras.models.Sequential()
cnn.add(pre_trained_model)
cnn.add(tf.keras.layers.Flatten())
cnn.add(tf.keras.layers.Dense(units=128, activation='relu'))

cnn.add(tf.keras.layers.Dense(units=1, activation='sigmoid'))

optimizer=tf.keras.optimizers.Adam(learning_rate= 0.001)
cnn.compile(optimizer = optimizer, loss = 'binary_crossentropy', metrics = ['accuracy'])

history = cnn.fit(x = training_set, epochs = 50)
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#Exportar el modelo en formato h5
cnn.save('leishmaniasis.h5')

lls

cnn.summary()

#Matriz de confusion para evaluar el modelo entrenado

names = ['leishmaniasis','otras']

test_data_dir = '/content/drive/MyDrive/Maestria_pruebas/datasets/Leishmaniasis_2/test'
test_datagen = ImageDataGenerator(rescale= 1./255)

test_generator = test_datagen.flow_from_directory(
test_data_dir,
target_size=(width_shape, height_shape),
batch_size = batch_size,
class_mode='binary',
shuffle=False)
predictions = cnn.predict_generator(generator=test_generator)

y_real = test_generator.classes

#genero las etiquetas para cada prediccién
y_pred =predictions[:,0]>0.5

#Generacién de la matriz

matc=metrics.confusion_matrix(y_real, y_pred)

print(metrics.classification_report(y_real,y_pred, digits = 4))
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plot_confusion_matrix(conf_mat=matc, figsize=(9,9), colorbar=True,
show_normed=True)
plt.show()

#tExactitud
exactitud = accuracy_score(y_real,y_pred)
print(exactitud)

#Precision
precision = precision_score(y_real, y_pred, pos_label=0)
print(precision)

#Sensibilidad
sensibilidad = recall_score(y_real, y_pred, pos_label=0)
print(sensibilidad)

#F1
puntaje =f1_score(y_real, y_pred, pos_label=0)
print(puntaje)

Ipip install visualkeras

#Visualizamos las capas del modelo entrenado

import visualkeras
visualkeras.layered_view(cnn)

"""#Probando el modelo con imagenes especificas

#Carga del modelo para probarlo
longitud, altura = 64, 64

show_absolute=False,

modelo = '/content/drive/MyDrive/Maestria_pruebas/modelo/leishmaniasis.h5'

cnn = load_model(modelo)

names = ['leishmaniasis','otras']
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test_data_dir = '/content/drive/MyDrive/Maestria_pruebas/imagenes2'
test_datagen = ImageDataGenerator(rescale= 1./255)

test_generator = test_datagen.flow_from_directory(
test_data_dir,
target_size=(width_shape, height_shape),
batch_size = batch_size,
class_mode='binary',
shuffle=False)

predictions = cnn.predict(test_generator)
predictions

y_pred =predictions[:,0]>0.5
y_pred

y_pred =predictions[:,0]>0.5
y_pred
if y_pred == False:

print("pred: si es leishmaniasis")
elify_pred == True:

print("pred: no es leishmaniasis")

"""#Convirtiendo el modelo a Tensorflow JS"""

#Exportar el modelo en formato h5
cnn.save('leishmaniasis.h5')

#Para convertirlo a tensorflow.js, primero debemos instalar la libreria
Ipip install tensorflowjs

#Crear carpeta donde se colocaran los archivos resultantes
Imkdir carpeta_salida

#tLibreria necesaria
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Ipip install jax==0.4.14

#Realizar la exportacion a la carpeta de salida
Itensorflowjs_converter --input_format keras leishmaniasis.h5 carpeta_salida

#Confirmar que en la carpeta de salida se hayan generado los archivos. Deben aparecer archivos

Ilbinll y lljsonll
lls carpeta_salida
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Script interfaz grafica

#Interfaz grafica en Streamlit para probar nuestro modelo entrenado para el reconocimiento de
lesiones cutaneas de la Leishmaniasis

#Desarrollado por: Ing. Camilo Castro Duarte
#Maestria en ciencia de datos
#Universidad Pontificia Javeriana Cali

##lInstalacion de paquetes

Ipip install streamlit -q

Ipip install streamlit-lottie

Ipip install Pillow

#%%writefile /usr/local/lib/python3.10/dist-packages/colab_kernel_launcher.py

import streamlit as st

import requests

from streamlit_lottie import st_lottie
from PIL import Image

from skimage.transform import resize

import tensorflow as tf

from tensorflow.keras.preprocessing.image import ImageDataGenerator

from tensorflow.keras.preprocessing.image import load_img, img_to_array

from tensorflow.keras.models import load_model

from tensorflow.keras.applications.imagenet_utils import preprocess_input, decode_predictions
import os

import numpy as np
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#La pagina

#st.write("""My first app Hello *world*""")
MODEL_PATH="/content/leishmaniasis.h5'

#Dimensiones de laimdagene de entrada
width_shape =64
height_shape = 64

#Clases
names = ['leishmaniasis’, 'otras']

# Se recibe laimagen y el modelo, devuelve la prediccion

def model_prediction(img, model):

img_resize =resize(img, (width_shape, height_shape))

x = np.expand_dims(img_resize, axis=0)

preds = model.predict(x)

y_pred =preds[:,0]>0.5

if y_pred == False:
y_respuesta="Si es Leishmaniasis"
#y respuesta=x

elify_pred ==True:
y_respuesta= "No es Leishmaniasis"
#y respuesta=x
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returny_respuesta

def main():
model=""

# Se carga el modelo
if model=="":
model = load_model(MODEL_PATH)

st.title("CLASIFICADOR DE IMAGENES DE LESIONES CUTANEAS DE LEISHMANIASIS")
predictS=""
img_file_buffer = st.file_uploader("Carga una imagen", type=["png", "jpg", "jpeg"])

# El usuario carga una imagen

if img_file_buffer is not None:
image = np.array(Image.open(img_file_buffer))
st.image(image, caption="Imagen", use_column_width=False)

# El botdn prediccidn se usa para iniciar el procesamiento
if st.button("Prediccion"):

predictS = model_prediction(image, model)
st.success(predictS)

if _name__=="'main_"
main()

lwget koboldai

"""##Validacion de mi IP"""

print("##HEH ")
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print("IP v")
Icurl https://ipva.icanhazip.com/
Drint("HH ")

"""##Corremos la aplicacion

Istreamlit run /usr/local/lib/python3.10/dist-packages/colab_kernel_launcher.py & npx
localtunnel --port 8501
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