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RESUMEN: La Leishmaniasis cutanea es una enfermedad presente en multiples regiones
tropicales del mundo, afectando a diversos grupos poblaciones y territorios. América Latina
es uno de estos territorios, con la presencia de 15 de sus variedades. Esta enfermedad
parasitaria afecta a grupos poblacionales vulnerables que requieren de un tratamiento
especializado. Sin embargo, este tratamiento no siempre es exitoso y sus efectos colaterales
son, en algunos casos, severos. Teniendo en cuenta esto, es importante contar con
herramientas que permitan determinar con un grado alto de confianza el desenlace
terapéutico de estos pacientes. Con este objetivo, el presente proyecto busca brindar una
prediccidn sobre el desenlace del tratamiento para la Leishmaniasis Cutanea con un alto
grado de confianza, utilizando dos fuentes de datos. Una de informacién metaboldmica y otra
de mutaciones genéticas conocidas como “SINGLE NUCLEOTIDE POLYMORPHISMS (SNPs)”,
junto con técnicas de aprendizaje automatico cldsicas. Con base en proyectos del grupo
DESTINO como antecedentes, se realizaron 18 experimentos aplicando 3 técnicas de
3
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aprendizaje supervisado. De estos, 9 experimentos resultaron en 9 clasificadores base, 6 con
cada uno de los conjuntos de datos ya mencionados, y adicionalmente 3 con un nuevo
conjunto de datos, originado de la interseccidn de muestras entre las dos fuentes de datos.
Posteriormente, se evalla su desempefio con métricas como “Accuracy”, “Precision”, “Recall”
y “F1 Score”. A partir de esto, se realiza un afinamiento de hiperpardametros de estos
clasificadores, usando una técnica de grilla y de nuevo se analizan los resultados con las
métricas antes mencionadas. También se experimenta con una técnica de ensamble en
cascada, como segunda mecdnica para realizar la prediccién del tratamiento contra la
leishmaniasis. Esto se realiza utilizando los 2 mejores clasificadores que resultan de la fase de
afinamiento de modelos. Al finalizar, se obtuvo que un clasificador que mezcla como entradas
7 SNPs, por parte del conjunto de datos de mutaciones genéticas, y 3 metabolitos del
conjunto de datos de informacién metabolémica, obtiene un desempefio superior a los
clasificadores con conjuntos de datos separados. Asi mismo, el método de ensamble resultd
en clasificaciones con un alto nivel de confiabilidad. Esto evidencia, que, combinando fuentes
de informacién diferente bajo dos mecanicas distintas, es posible obtener una herramienta
clinica para predecir el desenlace del tratamiento contra la leishmaniasis cutanea.
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INTRODUCCION

La Leishmaniasis cutdnea es una enfermedad presente en regiones tropicales que afecta a
multiples territorios y grupos poblacionales en multiples territorios. En este sentido, el Centro
Internacional de Entrenamiento e Investigaciones Médicas (CIDEIM) ha enfocado sus esfuerzos en
el estudio de enfermedades infecciosas, y en particular con un enfoque en la Leishmaniasis que a
su vez impulsé nuevos avances en otras enfermedades. En este marco, y de la mano del Grupo de
Investigacion DESTINO de la Pontificia Universidad Javeriana, se han venido desarrollando
diferentes proyectos que apoyan las dindmicas de investigacién sobre esta enfermedad infecciosa,
y especialmente, en su tratamiento. Como se presentard en este documento, el tratamiento de
esta enfermedad presenta unos desafios y consideraciones que se pretenden entender y resolver
usando la aplicacién de ciencia de datos y técnicas de aprendizaje automatico.

Como se menciond antes, el enfoque del trabajo y especificamente de este proyecto en el marco
de la colaboracion entre el grupo DESTINO y el CIDEIM, fue el de apoyar el proceso de tratamiento
de la enfermedad infecciosa conocida como la Leishmaniasis aplicando técnicas de aprendizaje
automatico, produciendo modelos que fueran capaces de predecir el desenlace de la terapia con
un porcentaje de precision superior a aproximaciones anteriores en estos proyectos. En el
presente trabajo se exploraron técnicas clasicas de aprendizaje automatico supervisado en
conjunto con dos conjuntos de datos proporcionados por el CIDEIM. El primer conjunto de datos
relacionado con informacidon metabolémica y el segundo conjunto relacionado con informacién
de SNIPS. Estos marcadores y datos fueron utilizados de manera conjunto para determinar el
resultado del desenlace terapéutico de los pacientes que son tratados en esta enfermedad.

El propdsito de este proyecto fue se centra en el objetivo del CIDEIM de reducir el impacto de esta
enfermedad infecciosa, de manera que sea posible predecir con un grado de confianza el
resultado de |a terapia previo a aplicarse al paciente. La razén detras de esto es que el tratamiento
en cuestion es un tratamiento con un impacto considerable que afecta la calidad de vida de estas
personas. Como se verd en el presente trabajo, muchas veces estos tratamientos no son exitosos
y solo es posible saberlo una vez que el paciente fue sometido este tratamiento que puede ser
bastante doloroso para el individuo. Con los resultados aqui consignados, se espera brindar una
alternativa para el CIDEIM con el fin de mejorar la calidad de vida de las personas afectadas por
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esta enfermedad a través del uso de capacidades tecnoldgicas como el aprendizaje automatico y
la ciencia de datos. Esto se podra reflejar en un impacto a la sociedad y al entorno del pais.

1. DEFINICION DEL PROBLEMA

PLANTEAMIENTO DEL PROBLEMA

La Leishmaniasis es una enfermedad parasitaria causada por un organismo protozoario y que se
manifiesta con diferentes sintomas como: lesiones en la piel, inflamacién de mucosas
degenerativa e infeccion visceral. En otras palabras, es una enfermedad que destruye diferentes
tejidos en el cuerpo del huésped. Existen 22 variedades de protozoarios capaces de producir la
infeccion, segun la OMS. Esta misma entidad sefiala que 15 de esas variedades se encuentran en
las américas. El parasito se transmite mediante la picadura de insectos fleb6tomos hembras de la
familia Lutzomyia, con picaduras durante la noche, cuando estos estan activos y lo transmiten al
ser humano. [1]

Entre los 10 paises que reportan mas casos a nivel mundial para la Leishmaniasis cutdnea, 4 de
ellos se encuentran en el continente americano: Brasil, Colombia, Nicaragua y Peru. La
leishmaniasis cutdnea es la forma mas frecuente de la infeccidon y se manifiesta con lesiones
ulcerosas que pueden dejar cicatrices para toda la vida. Actualmente, no existe una vacuna que
prevenga la infeccién de este parasito. Por lo tanto, una vez se produce la infeccidn, esta solo
puede ser tratada. [1]

El tratamiento de la Leishmaniasis es un tratamiento bastante severo para el paciente y su
efectividad no tiene una alta tasa de efectividad. En [2]se expone que el tratamiento con una
sustancia como el antimonio puede ser un tratamiento probablemente exitoso, pero la cantidad
de aplicaciones necesarias alcanzan la misma morbilidad que en el escenario en donde la
enfermedad no se trata. Adicionalmente, el antimonio es costoso, exceptuando su forma genérica
[2]. Dependiendo de la variedad del pardsito que causa la infeccién en el norte de Suramérica, por
ejemplo, la leishmaniasis brazilensis o leishmaniasis panamensis, la tasa de curacion para tres
meses puede oscilar entre el 60 y 90% [2]. Estas sustancias pueden tener grandes impactos en
drganos como el corazdn, asi como otros drganos del paciente. Es en este punto donde el CIDEIM
(Centro de Internacional de Entrenamiento e Investigaciones Médicas), se involucra como un actor
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en la investigacion de la Leishmaniasis para identificar alternativas terapéuticas que sean mas
efectivas, seguras y faciles de administrar que las que existen actualmente. La trayectoria del
CIDEIM lo han hecho reconocer como un Centro Colaborador de la OMS desde 1992 y un Centro

de Referencia para identificar especies de Leishmania. [3]

En el marco de la investigacion del CIDEIM, y en conjunto con el grupo DESTINO de la Pontificia
Universidad Javeriana, se busca lograr la prediccién del desenlace terapéutico y qué
caracteristicas influencian una respuesta positiva frente al tratamiento, aplicando técnicas de
Aprendizaje Automatico y de analitica de datos. El proceso de decisiones del tratamiento se podria
ver beneficiado, mejorando la calidad de vida de los pacientes y evitando incertidumbres en su
proceso de recuperacion

FORMULACION DEL PROBLEMA

1.2.1 Formulacién
éCémo realizar la prediccion del resultado terapéutico de la Leishmaniasis Cutdnea usando
fuentes de informacidon metabdlica y SNPs de los pacientes del CIDEIM?

1.2.2 Sistematizacidn

éComo se puede mezclar los distintos tipos de informacidn de las bases de datos de informacién
metabdlica y las bases de datos de SNPs para poder procesarlas con algoritmos de aprendizaje
automatico?

¢Como usar las fuentes de informacién para realizar la prediccidn del desenlace terapéutico en
un paciente con técnicas de aprendizaje automatico cldsicas?

éDe qué manera se puede evaluar la prediccidn realizada por el modelo desarrollado en el
proyecto?
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2. OBJETIVOS DEL PROYECTO

2.1 OBJETIVO GENERAL

e Predecir el resultado del tratamiento terapéutico para la Leishmaniasis cutanea, combinando fuentes
de informacidon metabdlica y SNIPS de diferentes bases de datos del CIDEIM.

2.2 OBJETIVOS ESPECIFICOS

e Mezclar diferentes tipos de informacion de multiples bases de datos como informacién de SNIPS
y metabolémica de manera que esta pueda ser procesada por algoritmos de aprendizaje
automatico.

e Predecir, usando fuentes de datos de diferentes tipos de informacion que incluyen informacion
de SNIPS y metabolémica, el desenlace de la terapia de un paciente con Leishmaniasis Cutdnea
por medio de técnicas clasicas de aprendizaje automatico.

e Evaluar la precision de la prediccién del desenlace terapéutico usando informacidon genética y
metabdlica.
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3. MARCO TEORICO Y ANTECEDENTES

En el marco del desarrollo del proyecto, se revisaron algunos conceptos bioldgicos involucrados
en el estudio del desenlace terapéutico de los pacientes que han sido tratados por padecer la
leishmaniasis cutanea. Por otro lado, se hizo revisién de algunas de las técnicas de aprendizaje
automatico supervisado clasicas que han sido relevantes en algunos de los procesos de prediccidon
del desenlace terapéutico de esta enfermedad. A continuacidn, se exponen algunas definiciones
alrededor de los diferentes marcadores bioldgicos como los metabolitos y los. Asi mismo, se
exploran conceptos el perceptrén multicapa, el concepto de “gradient boosting” y la técnica de
maquina de vectores de soporte, como parte de algunas técnicas de aprendizaje supervisado
cladsicas. Por ultimo, se hizo una revisién de antecedentes en el drea de la terapia para la
Leishmaniasis cutanea, y sobre algunos resultados que se han tenido en esta area.

3.1. MARCO TEORICO

Metabolitos

Una aproximacién que se ha tenido a la hora de estudiar el desenlace terapéutico de la
enfermedad ya mencionada antes es el uso de la informacién metabolémica de los pacientes. La
informacidn metabolémica contiene datos respecto a los biomarcadores conocidos como
metabolitos. Los metabolitos son los productos y los resultados intermedios producidos por la
actividad metabdlica celular. Esto significa que gran parte de las actividades del cuerpo humano
generan como resultado estos metabolitos. Los metabolitos tienen gran cantidad de funciones
incluyendo conversién de energia, seiales, influencia epigenética [4]. Un uso clinico conocido de
estos biomarcadores se da en la medicién de la glucosa en el fluido cerebro espinal. En el caso
particular de la Leishmaniasis, estos biomarcadores se han utilizado para prediccidn del éxito de
una variedad especifica de leishmaniasis. A continuacién, se puede observar la estructura
bidimensional de uno de estos metabolitos, en especifico, del metabolito 1-octadecanoyl-sn-
glycero-3-phosphocholine
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Figura 1: Estructura de 1-octadecanoyl-sn-glycero-3-phosphocholine. Fuente: [5]

El metabolito en la figura 1 es el precursor del mediador inflamatorio de las células cutdneas
conocido como “paf (paf-acether)” [6]. Este metabolito estd compuesto por carbono, oxigeno,
hidrégeno, nitrégeno y fésforo. Su formula molecular es C6HseNOgP. Este es uno de muchos
metabolitos presentes en los estudios del CIDEIM. Como es posible apreciar, y se reitera, estas
son moléculas que son producidas por los distintos procesos del metabolismo humano. Estos
productos pueden ser medidos, y en el caso particular del tratamiento de enfermedades, es
posible observar el comportamiento de estos metabolitos previo a un tratamiento y posterior a
un tratamiento.

Single nucleotide polymorphism (SNPs)

En el cuerpo humano, se encuentra la molécula de Acido Desoxirribonucleico (ADN), encargada
de contener la informacidn genética para el desarrollo y funcionamiento de un organismo [7]. Esta
cadena se compone de nucledtidos. Estos son los bloques fundamentales de los acidos nucleicos.
Estos se componen de una molécula de azucar adherida a un grupo fosfato y una base que
contiene nitrégeno [8]. En la figura 2 de [8] se aprecian los nucleétidos como las unidades
fundamentales de una cadena de ADN

12
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Figura 2: Nucleotidos. Fuente: [8]

Sin embargo, estos nucleétidos en algunos casos sufren de variaciones de un genoma a otro. Esto
permite introducir el segundo biomarcador de interés sobre el proyecto, llamado “Single
nucleotide polymorphism” o SNPS (pronunciados como SNIPS). Los SNPs se definen como la
variante gendmica en una posicidn base del ADN, en otras palabras, son diferencias en la cadena
de ADN que se pueden presentar de un individuo a otro. Esto puede verse incluso a nivel de ciertas
poblaciones y no solo de un individuo. Los SNPs son, en algunos casos, los responsables de
influenciar la salud, las enfermedades, las respuestas a farmacos, entre otros aspectos [9]. En la
figura 3 obtenida de [9], se puede apreciar como una de estas diferencias se manifiesta en la
cadena de ADN de diferentes individuos
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Individual 1
matemal . . . CGATATTCCBATCGAATGTC. . .
patemal . . . CGATATTCCBATCGAATGTC. . .

Individual 2
Maternal...CGATATTCCCATCGAATGTC...
PatemalCGATATTCCCATCGAATGTC

Individual 3
Maternal . . CGATATTCCTATCGAATGTC ohie
patemal - - - CGATATTCCHATCGAATGTC. . .

Individual 4
matemal . . . CGATATTCCEATCGAATGTC. . .
patemal . . . CRATATTCCBATCGAATGTC. . .

Figura 3: Single nucleotide polymorphism. Fuente: [9]

Aprendizaje supervisado

En el campo de la inteligencia artificial, se tiene el proceso de aprendizaje automatico. Para

el aprendizaje supervisado, como se describe en [10], se define como el proceso de aprendizaje
en donde la informacién que entrena un modelo esta etiquetada, es decir, que esta informacién
contiene ejemplos, asi como su correspondiente valor objetivo. Este tipo de aprendizaje
automatico se utiliza en problemas de prediccién o clasificacién. Existen varios modelos
fundamentales alrededor del aprendizaje supervisado, que sirven para clasificar o predecir. A
continuacién, se nombran tres de las técnicas utilizadas en aprendizaje supervisado

Perceptrén Multicapa: El perceptrén multicapa es una implementacion de lo que es llamado una
red neuronal artificial. La idea detras de esta técnica es tener una red de nodos, llamadas
unidades, que conectadas permiten propagar un impulso, usando una funcidn de activacion y
representando las conexiones entre estas unidades con un peso determinado que indica la fuerza
de la conexion entre las mismas [11]. En la figura 4, tomada de la literatura de Russell [11] se
puede apreciar una estructura de un perceptron simple y una de una red neuronal con capas
ocultas
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Figura 4: (a) Perceptron simple con dos entradas y salidas. (b) Red Neuronal con una capa oculta, dos entradas y dos salidas

Fuente: Russell [11]

Es importante sefialar que, asi como otros modelos, las redes neuronales artificiales con capas
ocultas pueden ser sujeto de sobreajuste cuando existen muchos pardmetros en el modelo. En
otras palabras, pueden no generalizar bien los datos como modelos que tienen pocos parametros.
En el caso de las redes neuronales totalmente conectadas existen dos parametros que quedan
por escoger para determinar la estructura del modelo: la cantidad de capas ocultas y el tamafio
de cada capa. En [9] Russell y Norvig indican que el método principal para lograrlo es probar varias
combinaciones y elegir el mejor, combinado con técnicas de validacién cruzada.

Gradient Boosting: El Gradient boosting es una técnica de ensamble para aprendizaje supervisado
gue caracteriza por entrenar un modelo sencillo, se evalia computando el error residual de este
predictor, y se entrena un nuevo modelo que intenta predecir el error residual del anterior modelo
[12]. Al combinar estos modelos, se genera un modelo mas fuerte, y se reduce el error residual
del primer modelo. Este proceso se puede repetir de manera iterativa para corregir el error de

III

modelos anteriores y generar nuevos modelos que mejoren de manera incremental el “accuracy”
del predictor. En esta técnica, se construye un arbol de decisidén para predecir el error residual y
hacer el ajuste de cada modelo. Los hiperparametros claves de este tipo de clasificador

normalmente se encuentran en la cantidad de estimadores y la tasa de aprendizaje.

Maquina de Vectores de Soporte: La maquina de vectores de soporte es una técnica supervisada
gue se considera como una de las técnicas supervisadas mas populares [11]. Es especialmente
util cuando no se tiene un conocimiento previo especializado del dominio sobre el que se
encuentra un problema. Existen tres propiedades [11] que las hacen una técnica popular:
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1. Esta técnica construye un margen de separacion maxima, que le permite determinar un
limite donde la distancia de separacién se maximiza a los ejemplos. Esto se traduce en que
pueden generalizarse muy bien.

2. Esta técnica puede separar linealmente con un hiperplano los ejemplos. Sin embargo, es
posible embeber los datos en espacios de mayor dimensionalidad usando el truco de
kernel para separar datos que no son linealmente separables en el espacio de entrada
original.

3. Por ultimo, las mdaquinas de vectores de soporte, depende de algunas observaciones
claves en el conjunto de datos, que se convierten en los vectores de soporte. Esto significa
gue la maquina no requiere de todas las observaciones para ajustar un separador. Esto
hace a la técnica resistente al sobreajuste y permite representar funciones complejas.

0.8

0.6

0.4

0.2

0

Figura 5: Vectores de Soporte en un espacio bidimensional. Fuente: Russell [11]

En la figura 5, se puede observar los elementos claves para una maquina de vectores de soporte.
Las clases para separar son representadas los puntos oscuros y claros. El separador es la linea
gruesa, que se encuentra entre las lineas punteadas. Los circulos mas grandes interceptados con
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las lineas punteadas representan las observaciones mas cercanas al separador que sirven como
vectores de soporte.

Busqueda de Grilla

Es una técnica de busqueda exhaustiva que entrena un modelo con un conjunto de
hiperpardmetros dado, que permite encontrar la combinacidn éptima de estos hiperparametros
en el entrenamiento sobre el conjunto de datos [13]. Es una técnica que computacionalmente es
costosa si un conjunto de datos es de tamaino considerable. En [13], se establece que, para
conjuntos de datos pequeiios, es una técnica apropiada y confiable para encontrar el mejor
conjunto de hiperparametros para un modelo. A continuacién, se observa una figura de [13], que
muestra la aproximacion exhaustiva que tiene la técnica de busqueda de grilla para encontrar la
mejor combinacion de hiperpardmetros.

0
@
;

o;o-o.o.p_t
v )
B =u.
O ® e ® =,

Param 2

Figura 6: Busqueda de grilla sobre dos parametros.

Fuente: Agrawal [13]
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Bibliotecas y Herramientas

Las técnicas antes mencionadas presentan diferentes implementaciones en el médulo de scikit-
learn para Python. La biblioteca scikit-learn es un médulo de Python, creado en el aifio 2007, por
David Cournapeau, que integra una gran variedad de algoritmos de aprendizaje automatico de
estado del arte, para aprendizaje supervisado de mediana escala y problemas no supervisados.
Su énfasis, como lo indica en [14], es en la facilidad de uso, desempefio, documentacién y
consistencia en su API, con dependencias minimas. Algoritmos para Gradient Boosting, Maquina
de Vectores de Soporte y Perceptron Multicapa presentan una serie de implementaciones
estables que permiten construir sistemas predictores con el mismo.

3.2. ANTECEDENTES

Este proyecto se planted con base en la existencia de proyectos en el area, usando técnicas
distintas u otras fuentes de informacién para la prediccién. Uno de estos proyectos se presenta
en [15], en el afio 2021, en Irdn, los autores e investigadores buscaban detectar casos que no
respondieran positivamente a los tratamientos con drogas estandar en pacientes que sufren la
Leishmaniasis Cutdnea causada por la sepa Leishmania Tropica. La resistencia a los tratamientos
es bastante comun segun se expone en [15], por lo tanto, era clave identificar rapidamente un
paciente cuyo tratamiento no estaba respondiendo. Para ello, se involucraron técnicas de
aprendizaje automatico supervisado con el fin de clasificar a los pacientes entre casos que
respondian y casos que no respondian al tratamiento. Se exploraron modelos como K-vecinos mas
cercanos, maquina de vectores de soporte, perceptron multicapa, entre otros. Finalmente, el
modelo seleccionado fue el clasificador Perceptréon Multicapa, este modelo obtuvo resultados de
87.8%, 90.3% y 0.88% en medidas como Sensitivity, Specifity y area bajo la curva ROC,
respectivamente. Se identificé que la caracteristica que mas influencié la respuesta al tratamiento
fue la cantidad de tiempo de la lesidn, y la que menos afectd fue el género del paciente.

Por otro lado, existen trabajos enmarcados en la alianza con el CIDEIM con el grupo de
investigacién DESTINO de la Pontificia Universidad Javeriana Cali. En [16] y [17], se desarrollan
proyectos con informacién de SNPs (mutaciones genéticas) y metaboldmica respectivamente. En
ambos proyectos se realizaba prediccion del desenlace terapéutico. En [16], se realizé un proceso
de reduccién de dimensionalidad y aplicacién de técnicas de aprendizaje automatico supervisado
con resultados de alto desempefio, al aplicarlo en los datos de mutacidon genética. De manera
similar, se tiene que en [17] se aplican técnicas supervisadas clasicas de aprendizaje automatico,
en donde se resalta el clasificador de vectores de soporte. Con este, en las observaciones
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pretratamiento se obtuvo resultado de “accuracy” de 0.77 como el mejor resultado en términos
de desempefio para un subconjunto de datos (RFE) pretratamiento. Asi mismo, se destaca que la
técnica con mejor desempeiio en términos de “accuracy” en el mismo subconjunto de datos fue
la de regresién logistica con 0.85 de “accuracy”. Cabe resaltar que, en el marco del mismo
proyecto, también se obtuvieron resultados con una red neuronal artificial para otro subconjunto
de datos (ANOVA) de datos pretratamiento con informacidon metabolémica, con un “accuracy” de
0.62. Es importante sefialar, que ambos trabajos se desarrollaron con informacién de poblacion
en territorio colombiano.
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4. PREPARACION Y DISENO DEL PROCESAMIENTO DE INFORMACION
METABOLOMICA Y DE SNPs

En el marco de desarrollo del proyecto, se tuvo a disposicion la informacion de muestras de
pacientes del CIDEIM en forma de archivos XLSX y CSV. Sin embargo, algunos de estos datos se
encontraban en una disposicion estructural que requeria preprocesamiento para realizar la
experimentacion. En particular, el conjunto de datos de informacién metaboldmica presentaba
una disposicién en sus filas y columnas, que hizo necesario aplicar algunas transformaciones
adicionales sobre los datos que fueron suministrados por el centro de investigacion.

Cémo se menciond antes, para lograr la utilizacion de estos conjuntos de datos, se requirié de una
revisién preliminar de su estructura. Esto se evidencié notablemente en el conjunto de datos de
metabolémica. El objetivo de estas transformaciones era el de obtener 3 conjuntos de datos a
partir de las dos fuentes originales de informacién: un conjunto de entrenamiento y evaluacion
con datos metaboldmicos, un conjunto de entrenamiento y evaluacién con datos de SNPs y un
conjunto de entrenamiento y evaluacion de datos mixto, que reunia caracteristicas
metaboldmicas y de SNPs de un mismo paciente. En otras palabras, para estos ultimos, la
interseccién de ambos conjuntos de datos originales. A continuacidon, se describen las
caracteristicas seleccionadas vy las estrategias utilizadas el procesamiento inicial de estas fuentes
de informacion.

Seleccion de Metabolitos y SNIPS para procesamiento

Para el conjunto de datos de SNPs, y fundamentado en los resultados presentados en el trabajo
de Gémez en [16], se toman los siguientes SNPs para su procesamiento y pruebas. Estos SNPs
presentaron un desempefo alto como se evidencia en [16] y se utilizaron como base para la
experimentacién en el presente proyecto:

e 1510800745

e 54859120

e 510061385

e rs573057

e 11511101913

e 152379991

o 158042254

Por otro lado, para el conjunto de datos de Metabolitos, y fundamentado en los resultados
presentados en el trabajo de Zuluaga en [17], se tomaron los siguientes metabolitos para su
procesamiento y pruebas:

e [FA(11:2)] 4_10-undecadiynal
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e [PC(18:0)] 1-octadecanoyl-sn-glycero-3-phosphocholine

o D-Erythrose

Transformacion

Una vez seleccionados en base al trabajo presentado en [16] y [17], se procedid con varias
transformaciones a cada conjunto de datos. Estas transformaciones se mencionan y describen a

continuacion.

Transformaciones para el conjunto de metabolémica

1.

Transposicion de Filas y Columnas: Las observaciones de este dataset se encontraban en
formas de columnas para cada paciente. Por lo tanto, se debia realizar una transposicion
para obtener las observaciones en la estructura apropiada.

Identificacion de tipos de datos de columnas: Posterior a la transposicién, se debe
validar qué datos son categéricos y si se requiere de codificacion o de algun tratamiento
para un tipo de dato numeérico en las columnas resultantes.

Seleccién y filtrado de muestras para pacientes pretratamiento: El conjunto de datos de
metabolitos contenia informacion de los pacientes pretratamiento y postratamiento, por
lo que se debia remover los datos postratamiento. La idea era realizar prediccion del
resultado terapéutico con datos previos a cualquier tratamiento, y es en este paso
donde se realiza esta seleccidn de filas.

Renombramiento de llaves de paciente: Se renombraron las llaves del paciente para
remover prefijos innecesarios y que no permitian unir la columna del resultado
terapéutico que se encontraba en una estructura tabular separada.

Mezcla de muestras de pacientes con tabla de ID de muestras y resultado del
tratamiento: Se realiza una operaciéon de mezcla en Python, con los ID de muestras para
juntar las columnas de metabolitos con el resultado de desenlace terapéutico.

Seleccidn de columnas: En este paso se seleccionan las columnas que corresponden a los
tres metabolitos de interés para los experimentos.

Transformaciones para el conjunto de SNPs

1. Seleccidn de Columnas: En este paso se seleccionan las columnas que corresponden a los
SNPs de interés para los experimentos.

2. ldentificacion de tipos de datos de columnas: Se validaron qué datos son categdricos y si se
requiere de codificacidn o de alguin tratamiento para un tipo de dato numérico en las

columnas resultantes.

3. Codificacién de columnas categdricas: Se realizd una codificacidn de las columnas de SNPs
con un codificador de etiquetas, debido a que estas columnas son de naturaleza categdrica y
se hace necesario para alimentar los modelos de los experimentos posteriores.

Para el conjunto de datos de SNPs, la cantidad de transformaciones requeridas fue
sustancialmente menor que la del conjunto de metabolitos.

21



Transformaciones para el conjunto de datos mixto (SNPs + Metabolitos)

Una vez los conjuntos de datos anteriores fueron preparados para el entrenamiento de modelos
en una estructura apropiada, se procedid a realizar la construccién del tercer conjunto de datos
necesario para la totalidad de los experimentos.

Para este nuevo conjunto de datos, se resolvié usar la mezcla o bisqueda de interseccién
usando la llave de “Sample ID”, proporcionada por el centro de investigacion. Esto permitio
generar una interseccion que ofrecia 22 muestras para trabajar.

Una vez identificada la interseccion, se aplicé la técnica de sobremuestreo sobre el conjunto de
datos resultante para realizar un balance de clases. De esta manera, al realizar la division para el
entrenamiento, se tendria un conjunto mas equilibrado y éptimo para entrenar y validar.

Division de los datos test-train

Para dividir los datos en conjuntos de entrenamiento y pruebas, se planted una divisiéon de 70%
para datos de entrenamiento y el 30% restante para realizar pruebas. La particidn de los datos
se realizd para cada conjunto de datos desde el principio y se mantuvo la misma para cada uno
de los experimentos que se realizaron y que se presentaran en este mismo documento en
capitulos posteriores.
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5. ENTRENAMIENTO Y RESULTADOS DE MODELOS

A

P @ -
Dataset Sumgri?slgdu I:’[I'Edicc'ifJn
Metabol6mica P erapia
- -
P G —
- -—
Dataset Snips Modelo Prediccion
Supervisado Terapia

Figura 7: Arquitectura predictor con fuentes de datos individuales. Fuente: Autor

Pontificia Universidad

JAVERIANA
< Cali

Para lograr la prediccion utilizando técnicas clasicas de aprendizaje supervisado, se plantearon
doce experimentos con los conjuntos de datos antes mencionados. Se planted un experimento
por cada técnica con cada conjunto de datos. Se escogieron tres técnicas de aprendizaje
supervisado, cuya implementacidn estd disponible dentro del paquete de herramientas de scikit-
learn. Estas técnicas son, en su respectivo orden: Perceptron Multicapa, “Gradient Boosting”,
Mdquina de Vectores de Soporte.

A continuacién, se puede ver la figura 7, donde se presenta el pipeline de prediccién al entrenar
los modelos con las dos fuentes de datos individuales, realizando prediccion del desenlace
terapéutico:

Por otra parte, se puede apreciar en la figura 8 cdmo la interseccién de los datos sirve como una

tercera fuente de datos que también alimenta un modelo supervisado como parte de los doce

experimentos planteados:
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Figura 8: Arquitectura Predictor con datos mezclados. Fuente: Autor

Modelos Base

Para iniciar el entrenamiento de clasificadores, se partié una serie de modelos base con el fin de
evaluar su desempeio inicial, para asi proceder con el afinamiento de parametros. A
continuacidn, se presentan los resultados iniciales de los nueve experimentos con modelos base.

TABLA 1: Resultados Peceptrén Base

Dataset Accuracy Score Precision Score Recall Score F1 Score
Metabolitos 0.500 0.250 0.500 0.333
SNPs 0.600 0.619 0.600 0.583
Metabolitos + 0.500 0.25 0.500 0.333
SNPs

TABLA 2: Resultados Gradient Boosting Base

Dataset Accuracy Score Precision Score Recall Score F1 Score
Metabolitos 0.863 0.873 0.863 0.866
SNPs 0.772 0.786 0.772 0.777
Metabolitos + 0.863 0.885 0.863 0.846
SNPs
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TABLA 3: Resultados Maquina de Vectores de Soporte Base

Dataset Accuracy Score Precision Score Recall Score F1 Score
Metabolitos 0.500 0.250 0.500 0.333
SNPs 1 1 1 1
Metabolitos + 0.875 0.900 0.875 0.873
SNPs

Afinamiento de Hiperparametros con el método de busqueda de grilla

Una vez se obtuvieron los modelos base, se procedid a realizar entrenamiento de clasificadores,
haciendo ajuste de sus hiperparametros para mejorar el desempeno. Para tal fin, se decidié aplicar
el método de busqueda de grilla, también conocido como “Grid Search” en las tres técnicas para
obtener los mejores clasificadores. La busqueda de grilla se centré en encontrar diferentes
configuraciones de hiperparametros que generaran el mejor clasificador. Se escogio esta técnica,
a pesar de su costo computacional, porque los conjuntos de datos y la cantidad de columnas no
requeria una capacidad de computo alta, asi como el tiempo requerido para aplicar la busqueda.

Para cada una de las técnicas, se aplicd el método de busqueda de grilla tomando la particién de
entrenamiento de cada conjunto de datos. Como se describe en el capitulo 4, el criterio para
definir el conjunto de entrenamiento fue tomar el 70% del conjunto de datos de metabolitos, el
70% del conjunto de datos de SNPs y el 70% del conjunto de datos mezclados de informacién
metaboldmica y SNPs. En adelante, estas particiones seran sefialadas afiadiendo la palabra “train”
al final de cada conjunto de datos. Durante la aplicacidn de la busqueda de grilla, se alimenté el
método con la particion de “train” de cada fuente de datos. A estos conjuntos se les aplicé una
validacidn cruzada, usando el parametro k con valor de 7. De esta manera el método selecciond
la mejor combinacién combinacidon de pardmetros, luego de evaluar distintas combinaciones de
estos hiperparametros. Para la validacion final de los estimadores obtenidos en la bldsqueda, se
tenia la particién del 30% restante de cada conjunto de datos, que serd referida de aqui en
adelante con el nombre del conjunto de datos anexando la palabra “test”. La intencion de esta
segunda particién era tener muestras que nunca habian sido observadas por los mejores
clasificadores. Esto permitia evaluar de mejor manera el desempeno de estos. De esta manera, se
podia comparar los clasificadores en términos de las mismas particiones de los conjuntos de
datos.

Para la red neuronal, se hizo el afinamiento con “Grid Search” en dos pasos. El primer paso
permitio ajustar la arquitectura de las capas ocultas del perceptrdn. Esto orientado a determinar
la mejor estructura para el perceptréon. En el segundo paso, se afinaron otros pardmetros del
perceptrén como el “solver”, la funcidn de activacion y la tasa de aprendizaje. Con este método,
se busco reducir el tiempo de entrenamiento y de la busqueda de hiperparametros. Sin embargo,
se debe resaltar nuevamente que la cantidad de registros y columnas involucradas no presentaban
un tiempo de codmputo considerable. Pero teniendo en cuenta que estos conjuntos de datos
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pueden crecer en un trabajo futuro, se propuso realizarlo de esta manera, contemplando algun
desafio en el tiempo de cdmputo necesario.

Por otro lado, para la maquina de vectores de soporte y la técnica de “gradient boosting”, también
se aplicé una busqueda de grilla, con el propdsito de realizar el afinamiento y obtencidn del mejor
modelo aplicando estas técnicas. Diferente al perceptrén, aqui no se dividid en dos pasos la
busqueda de hiperparametros. Se hizo una busqueda por modelo.

Hiperparametros Perceptréon Multicapa

A continuacién, se presentan los resultados de la busqueda de hiperparametros para el
perceptrén con cada uno de los conjuntos de datos de entrenamiento que se utilizaron como base
para los experimentos.

TABLA 4: Hiperparametros Perceptron Multicapa para Metabolitos (train)

Hiperparametro Valores Valor ()ptimo
Busqueda

Hidden Layer Sizes e (10) * (10)
e (10,5)
e (10,5,3)

Activation e 'relu * 'logistic
e 'logistic'
e 'tanh'

Solver o 'sgd' o 'sgd
e ‘'adam'

Learning Rate e 001 e 001

TABLA 5: Hiperparametros Perceptron Multicapa para SNPs (train)

Hiperparametro Valores Valor Optimo
Busqueda
Hidden Layer Sizes e (10) e (10)
e (10,5)
e (10,53)
Activation e 'relu ¢ 'logistic
e 'logistic'
e 'tanh'
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Solver .

Learning Rate .

Isgdl
'adam'’

0.01

e 0.01

TABLA 6: Hiperparametros Perceptron Multicapa para Metabolitos y SNPs (train)

Hiperparametro Valores

Busqueda

Hidden Layer Sizes e (10,)

e (10,5)

e (10,5,3)
Activation o 'relu

e 'logistic'

e 'tanh'
Solver o 'sgd'

e 'adam'
Learning Rate e 0.01

Hiperparametros Gradient Boosting

Valor Optimo
e (10)
e 'tanh'
e 'adam'
e (.01

Para la técnica de gradient boosting también se presentan los resultados de la busqueda de
hiperparametros con cada uno de los conjuntos de datos de entrenamiento que se utilizaron como

base para los experimentos:

TABLA 7: Hiperparametros Gradient Boosting para Metabolitos (train)

Hiperparametro Valores

Busqueda
Numero de e 50
estimadores e 100
e 150
Madxima °
profundidad .
Estado Aleatorio e O
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Learning Rate e 0.01

TABLA 8: Hiperparametros Gradient Boosting para SNPs (train)

Hiperparametro Valores Valor Optimo
Busqueda
Numero de e 50 * S0
estimadores e 100
e 150
Mdxima . * 2
profundidad .
, e O
Estado Aleatorio e 0
Learning Rate e 0.01 c 001

TABLA 9: Hiperparametros Gradient Boosting para Metabolitos y SNPs (train)

Hiperparametro Valores Valor Optimo
Busqueda
Numero de e 50 o=t
estimadores e 100
e 150
Madxima . 1
profundidad o 2
. e 0
Estado Aleatorio e 0
Learning Rate e 0.01 c 001

Hiperparametros Maquina de Vectores de Soporte

Por ultimo, se presentan los resultados de la técnica de optimizacion de hiperpardmetros para la
busqueda de grilla con cada conjunto de datos de entrenamiento:
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TABLA 10: Hiperparametros Maquina de Vectores de Soporte para Metabolitos (train)

Hiperparametro Valores Valor Optimo
Busqueda
Factor de e Rango: ° 297635
regularizacion Logspace(-
5,7,20)
Kernel e 'linear' * ‘poly
° |p0|y|
o 'rbf

TABLA 11: Hiperparametros Maquina de Vectores de Soporte para SNPs (train)

Hiperparametro Valores Valor Optimo
Busqueda
Factor de e Rango: SRS
regularizacion Logspace(-
5,7,20)
Kernel e 'linear' ¢ linear
° Ipolyl
o 'rbf

TABLA 12: Hiperparametros Maquina de Vectores de Soporte para Metabolitos y SNPs (train)

Hiperparametro Valores Valor Optimo
Busqueda
Factor de e Rango: 0 SasEIEel
regularizacion Logspace(-
5,7,20)
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Kernel e 'linear'
° Ipolyl
o 'rbf

Resultados con afinamiento de Hiperparametros

Una vez se completaron las busquedas de hiperparametros, se obtuvieron resultados para nueve
experimentos utilizando las particiones de evaluacién para cada conjunto de datos. En este
momento, se evaluaron los clasificadores afinados y los resultados se presentan en tres tablas
donde se discrimina cada conjunto de datos y las respectivas métricas de desempefio.

Para la técnica de la red neuronal artificial, el perceptron multicapa, se pueden ver las siguientes
métricas, discriminadas por su respectivo conjunto de datos

TABLA 13: Resultados Perceptrén Multicapa

Dataset Accuracy Score Precision Score Recall Score F1 Score
Metabolitos (test) 0.500 0.250 0.500 0.333
SNPs (test) 0.909 0.919 0.909 0.902
Metabolitos + 0.500 0.25 0.500 0.333

SNPs (test)

Para la técnica optimizada de gradient boosting, se pueden ver las siguientes métricas,
discriminadas por su respectivo conjunto de datos:

TABLA 14: Resultados Gradient Boosting

Dataset Accuracy Score Precision Score Recall Score F1 Score
Metabolitos (test) 0.600 0.619 0.600 0.583
SNPs (test) 0.727 0.759 0.727 0.737
Metabolitos + 1.0 1.0 1.0 1.0
SNPs (test)

Para la técnica de clasificador de vectores de soporte, se pueden ver las siguientes métricas,
discriminadas por su respectivo conjunto de datos:
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TABLA 15: Resultados Maquina de Vectores de Soporte

Dataset Accuracy Score Precision Score Recall Score F1 Score
Metabolitos (test) 0.600 0.619 0.600 0.583
SNPs (test) 0.863 0.859 0.863 0.859
Metabolitos + 0.750 0.833 0.750 0.733
SNPs (test)

Modelos ensamblados en Cascada

Durante este proyecto se planted experimentar con otra mecdnica, diferente a la de mezclar las
dos fuentes de informacién directamente. Esta fue el ensamble de diferentes modelos.
Especificamente, se implementd un sistema predictor en cascada. Esta técnica se implementé
utilizando dos de los mejores modelos resultantes posterior al proceso de afinamiento. En este
escenario, los dos mejores modelos para los conjuntos de datos individuales fueron: el clasificador
de “gradient boosting”, entrenado con la informacién metabolémica y el perceptrén multicapa
entrenado con la informacién de SNPs. En la figura 9 se puede observar la estructura en cascada
del ensamble que se implementé.

> e
e Su zAr\(/’izilgo #1 Predicc:n "1 | N
Metabolémica P intermedia y

Modelo Prediccién Final

Supervisado #2

Dataset Snips

Figura 9: Arquitectura Ensamble en Cascada. Fuente: Autor

A partir de esta arquitectura de ensamble, se realizaron dos experimentos adicionales. En el
primer experimento, se establecié un umbral con la probabilidad de clase del modelo mas débil.
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En este caso, si la probabilidad de clase del clasificador de informacién metabolémica no superaba
0.95, se realizaba una segunda prediccidn con el clasificador para la informacién de mutaciones
(SNPs). Esto permitié decidir en el pipeline cudndo aplicar esta cascada. Cuando la probabilidad
de la prediccion por la clase no supera un umbral establecido, se recurre a un segundo modelo,
mas fuerte.

Para la técnica de ensamble basado en un umbral, se obtuvo el siguiente resultado:

TABLA 16: Resultados Ensamble con Umbral

Accuracy Score Precision Score Recall Score F1 Score

1.0 1.0 1.0 1.0

Por otra parte, en el segundo experimento se establecié un promedio ponderado para decidir el
resultado de la prediccién. A diferencia del primer experimento, en este los dos clasificadores
realizan su prediccién. Sin embargo, a cada clasificador se le dio un peso ponderado en esa
prediccién. De esta manera, al clasificador que se observd con mejor desempefio, se le dio una
mayor ponderacidn, con un peso ponderado de 0.7. este clasificador es el perceptron multicapa
para el conjunto de datos de SNPs. Por otro lado, se le asigné 0.3 como peso ponderado al
clasificador mas débil, el clasificador de “gradient boosting” para la informacién metabolémica.

Para la técnica de ensamble con promedio ponderado, se obtuvo el siguiente resultado:

TABLA 17: Resultados Ensamble con Promedio Ponderado

Accuracy Score Precision Score Recall Score F1 Score

1.0 1.0 1.0 1.0
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6. ANALISIS DE RESULTADOS DE MODELOS INICIALES

Los resultados presentados en el capitulo anterior sirven como insumo para realizar un proceso
de andlisis respecto a su desempeiio y su utilidad a la hora de realizar predicciones para el
desenlace terapéutico. En este capitulo se revisan las técnicas que destacaron por su desempefo
en cada uno de los conjuntos de datos. De igual manera, se discuten algunas de las razones para
el desempefio presentado en los mejores modelos de cada técnica y se revisa si la mezcla de
conjunto de datos resulté beneficiosa.

Para el conjunto de metabolitos, se pudo apreciar que la técnica de maquina de vectores de
soporte tuvo un desempeiio igual al del perceptron multicapa. En términos de “accuracy” se
observé que el modelo no tuvo mucho éxito en clasificar correctamente si un paciente es curado
o no. Este alcanza apenas un 60.0%. A pesar de esto, con respecto al modelo base, que obtuvo
50.0% de “accuracy”, este clasificador tuvo mejor desempefio al aplicar la busqueda de
hiperparametros y afinarlo. Sin embargo, la mejora con respecto al modelo base fue de solo un
10%, lo que indica que la técnica no es muy prometedora en la experimentacion realizada.

En segundo lugar, en el conjunto de SNPs, se pudo apreciar que el perceptrén multicapa tuvo un
desempefio alto con un porcentaje de “accuracy” del 90.9% con el conjunto de evaluacion. Con
respecto al clasificador base, el “accuracy” de este clasificador mejord en un 30.9%. La mejora
también se presentd en las métricas de “precisidon”, “recall” y “F1 score”. Esta es una mejora
sustancial. Adicionalmente, el porcentaje de “recall” indica que este clasificador es muy eficaz
identificando los casos verdaderamente positivos en términos de pacientes que se consideran con
desenlace terapéutico positivo, alcanzando un porcentaje de 90.2%. Sin embargo, es importante
sefialar que la maquina de vectores de soporte, en su modelo base, obtuvo un desempefio del

100% en su evaluacién y se resalta como un resultado llamativo.

III

Finalmente, para el conjunto de la interseccidn, el resultado con la técnica de gradient boosting
fue extraordinario con el conjunto de evaluacién. Se obtuvo un “accuracy”, “precision” y “recall”
del 100%. La técnica de gradient boosting fue la de mejor desempefio entre todas las técnicas
luego de realizar el afinamiento con el conjunto de entrenamiento de la interseccién. Con respecto
al modelo base, su desempefio se incrementd un 13.7% en términos de “accuracy”. Asi mismo,
este superd el desempenio del perceptron multicapa que fue el mejor modelo con Unicamente la
informacidn del conjunto de entrenamiento de SNPs por aproximadamente un 9.1% en términos
de “accuracy”. Esto permite afirmar que la mezcla de informacidon metabolémica y de SNPs puede
resultar beneficiosa para incrementar el desempefio al predecir el desenlace terapéutico. Esto
beneficido también a una técnica en especifico por encima de las otras. También es importante
sefialar que la técnica de gradient boosting tuvo un desempeno en “accuracy” superior en un 25%
y 50% sobre la maquina de vectores de soporte y perceptrén multicapa respectivamente. Esto
también resulta interesante, a pesar de que ele perceptrén multicapa tuvo un excelente
desempeiio con el conjunto compuesto Unicamente por SNPs, su desempeno se degradd
sustancialmente con la mezcla de informacion.
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Por otro lado, al revisar los resultados del pipeline de prediccién en cascada, se puede afirmar que
los resultados obtenidos son de alto desempeno. Esto refuerza la idea de que una mezcla de
informacidn, incluso bajo otra mecanica a través de la prediccidn en cascada, resulta beneficiosa
para la prediccion del desenlace terapéutico de la leishmaniasis cutanea usando informacién
metaboldmica y SNPs. Con el modelo ensamblado en cascada se obtuvo puntajes en las cuatro
métricas de 1.0. Este desempefio es igual que el alcanzado al mezclar las fuentes de datos
directamente hallando la interseccion de los datos, luego de hacer el proceso de
preprocesamiento.

Teniendo en cuenta lo anterior, se puede afirmar que la mezcla de las fuentes de datos con un
Unico modelo resulta ser la mejor opcidon. A pesar de que tiene el mismo desempeiio que el
pipeline ensamblado en cascada, esta opcion requiere de entrenar con una sola técnica un
conjunto de datos. Esto puede reflejarse en menos tiempo en términos de implementacién, sin la
necesidad de entrenar diferentes clasificadores con distintas técnicas. Asi mismo, no es necesario
definir un ponderacién o umbral para tomar una accién al momento de determinar el resultado
de una prediccién en el desenlace terapéutico.
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7. INTERFAZ PARA DESPLIEGUE Y CONSUMO DE MODELO ENTRENADO

Como parte de los objetivos especificos del presente proyecto, se buscaba implementar una
interfaz que permitiera utilizar los modelos entrenados como una API, con el fin de ampliar el
horizonte de uso mas alla de un Jupyter Notebook. Esto presentd la posibilidad de profundizar en
un método para la puesta en produccidn de un clasificador ya entrenado, que pudiera
incorporarse a otras aplicaciones o a interfaces graficas que el personal del CIDEIM puede usar.

Fue con este objetivo en mente que se implementd un API (Application Programming Interface),
utilizando el framework “Flask”. De esta forma, fue posible desplegar un servidor web simple de
manera local, que alojara el predictor en forma de un API. Este servidor solo tenia un “endpoint”
gue ofrecia un método POST para realizar la prediccion, teniendo como entrada una estructura
JSON que representaba la observacion de un paciente. Esta entrada es una entrada simplificada
que aisla al usuario de conocer los detalles de implementacion en la forma de estructurar los datos
de entrada que utiliza el modelo. A continuacidn, se presenta un contrato que permite ver la
estructura JSON que se envia en el cuerpo de un “request” al APl que se desarrollé en el marco
del proyecto.

'met_1': float,
'met_2': float,
'met_3': float,
'rs10800745': int,
'rs4859120': int,

'rs10061385' :int,
'rs573057': int,
'rs11101913': int,
'rs2379991': int,
'rs8042254': int

Figura 10: Contrato API para sistema Predictor

Para los parametros met_1, met_2 y met_3, se tienen que corresponden respectivamente a las
mediciones de los metabolitos del paciente en su respectivo orden: [FA (11:2)] 4_10-
undecadiynal, [PC (18:0)] 1-octadecanoyl-sn-glycero-3-phosphocholine, D-Erythrose. En el caso
de los parametros que le siguen, se corresponden con los SNIPS de la misma denominacidn. Estas
son columnas que corresponden a datos categéricos que se deben codificar como un ndimero
entero.

Para ofrecer el clasificador que ha sido entrenado en un API, se realizé un proceso de escritura de
los modelos en memoria al disco como un archivo “. pkl”, utilizando la biblioteca “pickle” en
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Python. De esta forma se consiguioé servir un APl de manera local con un modelo previamente
entrenado en el marco del proyecto, que extiende su uso por fuera de un “Jupyter Notebook”.
(18]
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8. CONCLUSIONES

Como conclusién principal, es posible afirmar que se pudo entrenar y evaluar de manera exitosa
modelos que tuvieron un desempefio alto al momento de combinar dos fuentes de datos
distintas, de informacién metabolémica y de SNIPS. El proyecté demostré que es posible combinar
estas fuentes de datos que son diferentes y obtener desempeiios altos y, en algunos casos,
superiores a los clasificadores usados con una sola fuente de datos. Asi mismo, a pesar de que la
cantidad de muestras no era una cantidad alta, la proporcion y los datos encontrados en la
interseccién del conjunto hicieron viable la aplicacién de técnicas de aprendizaje supervisado para
predecir el desenlace terapéutico. Adicionalmente, se puede concluir que la técnica de gradient
boosting es una técnica competitiva, ya que se obtuvo un puntaje de “accuracy”, “precision”,
“recall” y “F1 score” de 1.0 con el conjunto de evaluacién. No obstante, la técnica de maquina de
vectores de soporte tuvo un buen desempefio que plantea la posibilidad de realizar mayor

exploracién con esta técnica para mejorar su desempenio.

En la misma linea, se pudo desarrollar un sistema predictor ensamblado en cascada, que es util
para predecir el desenlace terapéutico, valiéndose de los mejores clasificadores hallados durante
los experimentos. Estos clasificadores, gradient boosting para metabolitos y perceptréon multicapa
para SNPs, presentaron un alto desempefio en las cuatro métricas evaluadas al integrarse en
cascada. Ambos experimentos obtuvieron un puntaje de 1.0 para “accuracy”, “precision”, “recall”
y “F1 score”. Esto demuestra otro camino viable para integrar ambas fuentes de datos en un
sistema de prediccién con un alto grado de confianza. Teniendo informacién metabolémica y de
SNPs, con predictores independientes, es posible predecir el resultado de la terapia. Sin embargo,
se puede concluir que la mezcla de las fuentes de datos con un Unico modelo resulta ser la opcion
mas viable debido a que requiere de entrenar con una sola técnica un conjunto de datos ya
mezclado. Esto es necesario considerarlo en un ejercicio de ingenieria y de proyectos porque los
recursos en un proyecto de ciencia de datos son limitados. Tanto el tiempo, como el poder de
computo, asi como sus costos, llevan a pensar que entrenar mas técnicas para construir una
cascada podria resultar en mayores costos, sin que el desempefio sea significativamente mayor al
gue se ha alcanzado al mezclar primero los datos y entrenar un modelo como gradient boosting.

Por ultimo, se pudo implementar un API simple en un servidor local, que permite el consumo de
uno de los modelos que se alimenta de la mezcla de ambas fuentes de informacién, permitiendo
gue el horizonte de uso de esta herramienta vaya mas alld de un cuaderno de “Jupyter” y pueda
integrarse en un sistema de mayor complejidad o con una interfaz de usuario para los
investigadores del CIDEIM. Esto facilita el ingreso de pardmetros y la obtencién de la prediccién,
sin afiadir complejidad con la ejecucidon de un cuaderno de “Jupyter”. De esta manera, se estan
ofreciendo mas herramientas al CIDEIM para expandir su trabajo en el mejoramiento de la calidad
de vida de las personas que sufren de la Leishmaniasis Cutanea, y que se enfrentan a un
tratamiento donde el resultado muchas veces no es positivo, y no es facil predecirlo.
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9. TRABAJOS FUTUROS

Como trabajo futuro, y teniendo en cuenta los resultados alcanzados durante este trabajo, se
recomiendan dos rutas que tienen valor en el marco de continuar esta experimentacién. En primer
lugar, se plantea extender la experimentacidon con un conjunto de datos con mas observaciones.
Esto con el fin de conseguir mejores estimadores y evitar tener clasificadores que puedan sufrir
de exceso de confianza. Esto permitira reducir la incidencia del tamafio del conjunto de datos en
los resultados de los experimentos. Aunque se realizd experimentacién utilizando la técnica de
sobremuestreo para contrarrestar los efectos del tamafio de los conjuntos de datos, es posible
explorar con un conjunto de datos mas grande, y de ser necesario, aplicando técnicas de
sobremuestreo que generen valor a la hora de entrenar los clasificadores.

Por otra parte, se recomienda extender y escalar la funcionalidad del APl implementado. El
servidor implementado actualmente solo permite realizar la prediccion de una sola observacion.
Como trabajo futuro, se recomienda explorar la implementacién de un APl que permita procesar
varias observaciones y retornar sus predicciones como una coleccién. Esto mejoraria la usabilidad
del endpoint y podria escalarse para su uso en un aplicativo mucho mas complejo.
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Tabla 18: Conjunto Train Metabolitos Post-Procesamiento

A. ANEXO A

[FA (11:2)] [PC (18:0)] 1- D- Respuesta
4_10- octadecanoyl- Erythrose
UNDECADIYNA sn-glycero-3-
L phosphocholin
e
7 6151,598 3498168 21076,74 0
18 6859,235 2478269 19918,31 0
24 8140,19 4084666 25134,54 1
3 7477,694 2941742 18779,54 0
15 12314,85 2659492 24669,38 0
a 6467,406 2608760 21806,93 0
29 9101,834 3890887 20600,38 1
30 10393,34 3181904 10908,08 1
32 12100,13 4166258 20114,57 1
5 6090,529 2728504 18697,39 0
21 8730,236 2939934 22974,8 0
1 7498,572 2095392 29008,21 0
25 7043,212 2925104 13485,19 1
3 5711,174 3480736 27113,84 0
17 9344,885 3143997 16958,97 0
6 8140,348 2704562 10457,12 0
23 11795,28 3826207 11902,33 1
11 6717,1 2540003 21041,63 0

41



0 5127,423 3331903 26200,63 0
14 10261,58 2473965 21860,58 0
13 5453,397 2736192 22796,08 0
19 9076,019 1901419 21559,58 0
12 7430,245 2576174 24022,45 0
Tabla 19: Conjunto Test Metabolitos Post-Procesamiento
[FA (11:2)] [PC (18:0)] 1- D- Respuesta
4 10- octadecanoyl-sn- Erythrose
UNDECADIYNAL glycero-3-
phosphocholine

9 2851,816 2783345 35565,45 0
16 10416,82 2540316 28369,78 0
26 8299,794 2926051 19561,63 1
2 5152,68 3397793 20116,25 0
10 6891,813 3462315 11893,82 0
22 7865,299 1815553 9871,237 1
28 6869,92 2458349 17242,36 1
31 9098,916 3279609 12785,97 1
20 8700,357 3211458 21648,4 0
27 6311,634 3348933 14710,53 1

Tabla 20: Conjunto Train SNPs Post-Procesamiento

rs1080074 rs485912 rs1006138 rs57305 rs1110191 rs237999 rs804225 Respuest
5 0 5 7 3 1 4 a

11 0 1 1 1 2 2 0 0
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Tabla 21: Conjunto Test SNPs Post-Procesamiento

rs48591 rs100613 rs57305 rs111019 rs23799 rs80422 Respues

RS108007

ta

54

91

13

85

20

45

37
55
21

57

47

54
35

52

29
64

34
22

23
51

17
13
18
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Tabla 22: Conjunto Train Metabolitos+SNPs Post-Procesamiento
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[FA (11:2)] [PC (18:0)] 1-octadecanoyl- D- rs108 rs48 rs100 rs57 rs111 rs23 rs80422 R

4_10- sn-glycero-3-phosphocholine  Erythr 0074 5912 6138 305 0191 7999 54 e

UNDECADIY ose 5 1] 5 7 3 1 s

NAL p

u

e

s

t

a

14 6151,598 3498168 2107 0 0 0 1 0 1 1 1
6,74

1 7043,212 2925104 1348 0 1 1 0 0 2 1 0
5,19

21 6859,235 2478269 1991 1 0 0 2 1 1 2 1
8,31

18 8730,236 2939934 2297 0 1 0 1 0 0 2 1
4,8

0 6869,92 2458349 1724 0 1 1 1 1 2 0 0
2,36

24 9076,019 1901419 2155 1 0 0 0 0 0 2 1
9,58

20 12314,85 2659492 2466 1 0 1 1 1 0 2 1
9,38

13 12314,85 2659492 2466 1 0 1 1 1 0 2 1
9,38

3 8299,794 2926051 1956 0 1 2 0 1 2 0 0
1,63

6 6869,92 2458349 1724 0 1 1 1 1 2 0 0
2,36

9 7043,212 2925104 1348 0 1 1 0 0 2 1 0
5,19

23 12314,85 2659492 2466 1 0 1 1 1 0 2 1
9,38

5 8140,19 4084666 2513 0 1 1 1 2 2 0 0
4,54

15 8730,236 2939934 2297 0 1 0 1 0 0 2 1
4,8

12 8140,19 4084666 2513 0 1 1 1 2 2 0 0
4,54

2 10393,34 3181904 1090 0 1 1 0 1 1 1 0
8,08

17 10416,82 2540316 2836 1 0 0 1 0 1 1 1
9,78
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8 8299,794 2926051 1956 0 1 2 0 1 2
1,63
Tabla 23: Conjunto Test Metabolitos+SNPs Post-Procesamiento

[FA (11:2)] [PC (18:0)] 1- D- rs10 rs48 rs10 rs5 rsll rs23 rs80 Res

4 10- octadecanoyl-sn- Eryt 8007 591 0613 730 1019 799 422 pue

UNDECADIYN glycero-3- hros 45 20 85 57 13 91 54 sta

AL phosphocholine e

19 7477,694 2941742 1877 0 0 0 0 0 1 2 1
9,54

4 6869,92 2458349 1724 0 1 1 1 1 2 0 0
2,36

7 10393,34 3181904 1090 0 1 1 0 1 1 1 0
8,08

11 10393,34 3181904 1090 0 1 1 0 1 1 1 0
8,08

16 9076,019 1901419 2155 1 0 0 0 0 0 2 1
9,58

10 10393,34 3181904 1090 0 1 1 0 1 1 1 0
8,08

25 9076,019 1901419 2155 1 0 0 0 0 0 2 1
9,58

22 6090,529 2728504 1869 0 0 2 2 0 1 1 1
7,39
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B. ANEXO B
Conjunto de Metabolitos

data_met.describe()

Metabolite [FA (11:2)] 4_10-undecadiynal [PC (18:0)] 1-octadecanoyl-sn-glycero-3-phosphocholine  D-Erythrose

count 33.000000 3.300000e+01 33.000000
mean 7875312848 2.973877e+06 20086.445034
std 2140.594294 5.779245e+05  5937.484457
min 2851.815874 1.815553e+06  9871.237305
25% B467.405762 2.576174e+06 16958.966800
50% T498.571777 2.926051e+06 20600.380860
75% 9098.916016 3.348932e+06 22974.802730
max 12314.852540 4.166258e+06 35585.453130

Figura 11: Resumen Estadistico Conjunto de Metabolomica. Fuente: Autor

Resumen Estadistico Visual: [FA (11:2)] 4 10-undecadiynal Boxplot

12000

10000

Figura 12: Resumen Visual Estadistico Metabolito #1. Fuente: Autor
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Resumen Estadistico Visual: [PC (18:0)] 1-octadecanoyl-sn-glycero-3-phosphocholine Boxplot
leb

Figura 13: Resumen Visual Estadistico Metabolito #2. Fuente: Autor

48



ey I
(o iE?

i Sy Pontificia Universidad

Resumen Estadistico Visual: D-Erythrose Boxplot
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Figura 14: Resumen Visual Estadistico Metabolito #3. Fuente: Autor

Conjunto de SNPs

data_snips.mode()

Sample ID rs10800745 rs4859120 rs10061385 rs573057 rs11101813 rs2379991

rs8042254

0 GT1012 AA AA AA TG cC TC

Figura 15: Moda para el conjunto de SNPs seleccionados. Fuente: Autor
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C. ANEXO C

POST http://127.0.01:7777/ap

hitp:/[127.0.0.1:7777/apifih_predict .~

- hittp://127.0.0.1:7777fapifih_predict

Authorizatior Body P ipt

form-data x-www-form-urlencoded @ raw binary

“resultado”:

Figura 16. Interaccion con el API + respuesta a rvidor (Herramienta: Postman). Fuente: Autor
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Figura 17: Implementacion de Servidor para API de Prediccion con mejor modelo de Gradient Boosting. Fuente: Autor
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