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Abstract

In the world, a large number of people suffer from respiratory diseases, which may or may not
be diagnosed. Due to the bad or late diagnosis, there are a large number of deaths per year, so it
is important to find a viable way of detecting pathologies prematurely in order to be able to give
timely treatment and not in advanced stages of the diseases. Given the above, this work proposes a
methodology in Python programming language which makes it possible for identifying pathological
and non-pathological chest xrays. This is done from 3 stages, the first one of image pre-processing,
in which diagnostic images are cleaned and the noise is eliminated. The second a stage of extraction
of discriminative characteristics and a third stage where different machine learning algorithms are
used to carry out the proposed classification.
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Resumen

En el mundo, gran cantidad de personas padecen enfermedades respiratorias, las cuales pueden
ser o no diagnosticadas. A causa del mal o tardio diagnostico, se presentan gran cantidad de muertes
al ano, por lo cual es importante encontrar una manera viable que permita detectar las patologias
prematuramente para asi mismo poder dar tratamiento oportuno y no en etapas avanzadas de las
enfermedades. Dado esto, este trabajo propone una metodologia en lenguaje Python la cual permite
identificar radiografias de térax patologicas y no patolégicas. Lo anterior se hace a partir de 3 eta-
pas, la primera de pre-procesamiento de imagenes, en la que se realiza una limpieza de las imégenes
diagnosticas y eliminacién de ruido. La segunda una etapa de extracciéon de caracteristicas discri-
minativas y una tercera etapa donde a partir de técnicas de aprendizaje de méaquina para realizar
la clasificacion propuesta desde diferentes algoritmos.

Palabras Clave:
= Aprendizaje de maquina
= Procesamiento de imagenes
= Extracciéon de caracteristicas
= Patologia

= Radiografia - Imagen diagnostica
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Introduccion

Las enfermedades respiratorias son consideradas como una de las principales causas de muerte
y discapacidad en el mundo, debido a la vulnerabilidad de los pulmones causada por las particulas,
quimicos, infecciones e impurezas en el aire. Aunque el deterioro respiratorio se genera en todas
las regiones del mundo y en todas las clases sociales, la pobreza, el hacinamiento, las exposiciones
ambientales y las malas condiciones de vida aumentan la vulnerabilidad de estos trastornos. Ademaés,
las enfermedades respiratorias causan el 10% de todos los anos de vida perdidos ajustados por
discapacidad (AVAD) [1].

Segun la Organizacion Mundial de la Salud (OMS) cientos de millones de personas padecen de
alguna enfermedad respiratoria cronica (ERC) y a menudo muchas no llegan a diagnosticarse [2].
Las enfermedades en el sistema respiratorio causan numerosas muertes al afio, entre las més letales
se encuentran la enfermedad pulmonar obstructiva cronica (EPOC), la tuberculosis y el cancer de
pulmoén. En el 2016 el EPOC caus6 tres millones de defunciones en el mundo, mientras que el cancer
de pulmoén produjo 1,7 millones de muertes y la tuberculosis 1,3 fallecimientos, siendo estas, tres de
las 10 principales causas de muerte en el mundo |[3].

Con el fin de diagnosticar y tratar oportunamente las enfermedades es necesario utilizar herra-
mientas o tecnologias como la inteligencia artificial (IA), la cual es una rama de la computaciéon
capaz de analizar conjuntos de datos médicos complejos [4]. Los métodos de IA se han convertido en
una herramienta popular para los investigadores médicos, dado que estas técnicas pueden descubrir
e identificar patrones [5], ayudando a predecir si un paciente tiene o no una enfermedad.

Debido a las elevadas cifras de personas que padecen enfermedades respiratorias en el mundo,
diagnosticadas o no diagnosticadas y a la cantidad de muertes al ano, es importante encontrar
una manera efectiva, econémica, facil y rapida que permita detectar las patologias prematuramente
para asi mismo poder dar tratamiento oportuno y no en etapas avanzadas de las enfermedades.
Dado esto, en el desarrollo de este proyecto se usaron técnicas de inteligencia artificial para dar una
solucién que cumpla con lo descrito anteriormente y que permita identificar pacientes enfermos y
no enfermos a partir del analisis de radiografias de torax.

En este documento se encontrard en el capitulo 1, el planteamiento detallado del problema,
los objetivos y justificacion del proyecto, el marco de referencia utilizado y la metodologia llevada
acabo. En el capitulo 2 se detalla el desarrollo de cada uno de los objetivos del proyecto, incluyendo
cémo se hicieron, que algoritmos se usaron y como se llevaron a cabo. El capitulo 3 contiene los
resultados obtenidos en cada uno de los objetivos y presentaciéon de los modelos obtenidos a partir
de los diferentes algoritmos utilizados. Finalmente, en el capitulo 4 se presentan las conclusiones del
proyecto y recomendaciones para trabajos futuros.






CAPITULO 1

Descripcion del Problema

1.1. Planteamiento del Problema

El principal reto que deben afrontar las personas con una enfermedad pulmonar es la dificultad
que se presenta al momento de ser detectadas, debido a que varias de estas enfermedades, como es el
caso del cancer de pulmoén no presenta sintomas precozmente y los diagnosticos se hacen en etapas
avanzadas de la enfermedad [6]. La oportuna deteccion de las enfermedades de pulmén aumenta
la probabilidad de vida del paciente considerablemente, como es en el caso del cancer de pulmén
microcitico en el cual la tasa relativa de supervivencia a 5 afios baja del 29 % si se detecta cuando
aun no se ha propagado al 3% cuando se ha extendido a otras partes del cuerpo [7].

Las radiografias frontales y laterales son habitualmente el examen inicial que se realiza para iden-
tificar enfermedades pulmonares. Frecuentemente enfermedades ya desarrolladas pasan desaperci-
bidas en etapas tempranas, pues caracteristicas puntuales en las iméagenes como lesiones nodulares
menores a dos centimetros de didmetro u opacidades focales de baja frecuencias pueden pueden
llegar a no ser identificadas. Otra dificultad que existe a la hora de diagnosticar una enfermedad
de pulmoén son los posibles errores en la interpretacion radioldgica. Esto puede suceder tanto por
fallos de interpretacién por parte del radiélogo como errores de percepcion y ambigiiedades en el
informe o por fallos relacionados con el sistema, es decir, problemas técnicos al adquirir la imagen
o simplemente informacién médica incorrecta [8].

Los errores encontrados en el diagnostico de imégenes médicas se pueden dividir principalmente
en dos grupos, el primero consta de todo lo relevante a la calidad y percepcién de la imagen y
el segundo consiste en todos los errores que pueden ocurrir por parte de la interpretaciéon huma-
na [9] . Las investigaciones se han enfocado principalmente en el método con el que se toman las
imégenes, pasando de la radiografia tradicional a métodos mas precisos como la tomografia compu-
tarizada, obteniendo asi gran capacidad de resolucién espacial e inclusive imagenes multiplanares y
tridimensionales [6].

Dado que la interpretacién médica esté ligada a la condicién humana, este tipo de error suele
presentarse frecuentemente, inclusive llegando a ser la tercera causa de mortalidad en los Estados
Unidos [10]. El error humano puede presentarse por mala percepcion, falta de conocimiento o mal
juicio, siendo causal del 40 % al 54 % de las demandas por negligencia médica en casos que involucran
radiologia [9]. Aunque eliminar el error humano esta lejos de la realidad, existen maneras para reducir
la frecuencia y mitigar las consecuencias, como es el uso de tecnologia como apoyo en la toma de
decisiones.

En los ultimos anos, se ha aumentado el ntmero de investigaciones y proyectos tecnolégicos
que buscan ayudar en el analisis y diagnoéstico de muestras médicas de manera facil y acertada. La
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inteligencia artificial ha sido herramienta comin en este tipo de investigaciones, principalmente al-
goritmos de Deep Learning como lo son las redes neuronales profundas(convolucionales, adversarias,
autoencoders, etc), arrojando innumerables aplicaciones en el campo del analisis de imagenes médi-
cas [11]. La inteligencia artificial no busca reemplazar la labor del médico, por el contrario, apunta
a ayudar al radidlogo a priorizar casos de manera temprana y oportuna mediante la identificacién
de pacientes con alguna enfermedad o sospecha de poder tenerla [12].

El uso de inteligencia artificial presenta retos y limitantes, pues el rendimiento de muchos al-
goritmos automatizados y semiautomatizados no es tan alto, lo que ha obstaculizado su utilidad
debido a que casi siempre se necesitan lectores humanos para verificar su precisiéon. El desempeno de
un algoritmo de inteligencia artificial se debe en gran parte a la calidad y cantidad de datos previos
que se tienen para el entrenamiento, por lo cual surgen complicaciones al tratar con enfermedades
poco comunes, pues solo un nimero limitado de personas cuentan con la experiencia necesaria para
verificar estas enfermedades, limitando asi la cantidad de datos clasificados para el entrenamiento
[11].

1.1.1. Formulacion

., Como identificar radiografias de torax patoldgicas y no patoldgicas mediante procesamiento
digital de imagenes y técnicas de aprendizaje de méquina?

1.1.2. Sistemizacion

,Como reducir el ruido de las imégenes para asi mejorar la calidad de las radiografias de torax
patologicas y no patologicas?

;,Como lograr la extraccion de caracteristicas discriminativas de las radiografias?

;,Como identificar si las radiografias son patoldgicas o no patologicas?

1.2. Objetivos

1.2.1. Objetivo General

Aplicacion de una metodologia para la identificacion de radiografias de térax patologicas y no
patolégicas mediante procesamiento digital de imégenes y técnicas de aprendizaje de maquina.

1.2.2. Objetivos Especificos

1. Implementar una etapa de preprocesamiento de las radiografis digitales que incluye filtrado,
eliminacion de artefactos y segmentacion de la regién de interés.

2. Desarrollar una fase de extraccién de caracteristicas discriminativas de las radiografias a partir
de descriptores geométricos, estadisticos, de textura y técnicas basadas en transformadas.
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3. Identificar radiografias patologicas y no patologicas empleando técnicas de aprendizaje de
maquina

1.3. Justificacion

1.3.1. Pertinencia

Como se mencion6 anteriormente las enfermedades respiratorias se encuentran dentro de las
principales causas de muerte en el mundo debido a las elevadas cifras de personas que las padecen.
Ejemplo de esto es la tuberculosis, la cual se considera una epidemia en muchos paises en via de
desarrollo, los cuales suelen tener un dificil acceso a la atenciéon médica, por lo que en muchas oca-
siones no es detectada. Casos como este evidencian la necesidad de encontrar una manera accesible,
rapida y facil de identificar las enfermedades, principalmente en paises en via de desarrollo donde
se dificulta el diagnostico [13].

El mal diagnostico es uno de los principales problemas que se presentan al momento de identificar
enfermedades pulmonares, ya sea porque se pasan por alto o simplemente se dice tenerlas cuando
el paciente se encuentra sano. Frente a esto, se hace necesario no reemplazar la labor del médico,
pero si brindar herramientas de apoyo que permitan tener mayor precision en la identificacién de
las enfermedades. Los crecientes desarrollos en inteligencia artificial, abren la posibilidad de su uso
en ambientes clinicos reales, pues en estudios se han mejorado la cantidad de diagnosticos correctos
de enfermedades y disminuido los falsos positivos en comparacion a especialistas del tema [14].

La rapidez y precisiéon al dar un diagnéstico impacta directamente el desarrollo de una posible
enfermedad y la recuperaciéon del paciente, por esto es viable el uso de inteligencia artificial, pues al
realizar autométicamente medidas estandarizadas en las imagenes, reduce considerablemente tanto
el tiempo requerido por el radidlogo para la interpretaciéon, como la necesidad de realizar tareas
complejas que proporcionan poco valor. La inteligencia artificial no solo aporta al médico un rapido
diagnostico, si no también toma en consideracion la historia clinica del paciente y un entrenamiento
previo para definir qué exdmenes son o no pertinentes de realizar, eliminando asi procesos inoficiosos
o redundantes y enfocando los esfuerzos en los estudios que mas aportan en la identificaciéon de una
posible enfermedad [15] .

La eficacia del tratamiento de una enfermedad pulmonar y la probabilidad del paciente de
sobrevivir yace en gran parte en que tan oportuno sea diagnosticada la enfermedad. Por ejemplo, en
el cancer de pulmén la deteccion y tratamiento temprano de la enfermedad puede reducir entre el
14% y el 20 % de las muertes a causa de esta enfermedad en personas de alto riesgo. La inteligencia
artificial, puede ser ese soporte que requieren los médicos especialistas para identificar el riesgo de
padecer una enfermedad para asf realizar los respectivos exdmenes y tratamientos que se requieran
de manera oportuna [16]. El buen uso de la tecnologia en aspectos médicos tiene impacto directo
en la salud y en la vida de las personas, dando cabida a las investigaciones y proyectos los cuales
como en el caso de la inteligencia artificial han tenido resultados prometedores.
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1.3.2. Viabilidad

Anteriores trabajos de investigacion han demostrado que es posible identificar patologias pulmo-
nares mediante el procesamiento de imagenes diagnosticas en conjunto con técnicas de aprendizaje
de maquina[17][18][19] . El uso de estas tecnologias en el campo médico es viable desde el punto de
vista econémico, debido a que solo se requiere del uso de un computador para examinar las radio-
grafias, siendo asi un apoyo de bajo costo para los médicos y ademés presenta viabilidad desde el
punto de vista de los conocimientos adquiridos en la carrera pues se utiliza y profundiza en métodos
numéricos, computacion grafica e inteligencia artificial.

1.3.3. Impactos

= En el campo del conocimiento: El presente proyecto evidencia un importante campo de
estudio, el cual por la viabilidad y pertinencia del mismo deja un punto de partida para futuros
trabajos de investigacion en el uso de inteligencia artificial y procesamiento de imégenes no
solo en estudios radiologicos sino en el campo médico en general.

= Sociales y Econémicos: En lo econémico, este trabajo abre la posibilidad de utilizar métodos
tecnologicos de bajo costo como la inteligencia artificial para el diagnostico de enfermedades,
sin necesidad de incurrir en examenes especializados y de costo elevado a no ser que sea
estrictamente necesario. De esta manera se puede brindar la solucién a poblaciones vulnerables
y de bajos recursos. Ademas, no solo beneficia a las personas, al disminuir el error humano los
centros médicos y profesionales de la salud disminuiran los gastos legales que acarrean pues
errores de diagnosticos, pues entre el 40 % y el 54 % de las demandas médicas son casionadas
por diagnosticar mal a los pacientes|9].

= Ambientales: El Impacto ambiental es minimo, al ser software no tiene contaminacion directa
del medio ambiente y su impacto radica en el consumo energético del computador que lo use.

1.4. Marco de Referencia

En este apartado se describen las areas tematicas , la base teérica y trabajos pertinentes en el
estado del arte los cuales sirven de base para el desarrollo de este proyecto.

1.4.1. Areas Teméaticas

= Temas Sociales y Profesionales.

e Politica Informéatica / Tecnologica

o Politica de Informacion Médica
= Computacion Aplicada.

e Vida y Ciencias Médicas
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1.4.2.

Matemaética de la Computacion

e Anilisis Matematico

e (Calculo
Metodologias Computacionales.

e Inteligencia Artificial

e Aprendizaje Automético

Marco Teoérico

Radiologia: La radiologia, también conocida como diagnéstico por imégenes, es una serie
de diferentes pruebas a partir de la toma de imagenes en varias partes del cuerpo. Muchas
de estas pruebas son tnicas ya que permiten a los médicos ver dentro del cuerpo. Se pueden
usar varios exdmenes de imagenes diferentes para proporcionar esta vista, incluyendo rayos
X, MRI, ultrasonido, tomografia computarizada y PET [20].

Radiologia de térax: Las radiografias toracicas producen imégenes del corazén, los pulmo-
nes, los vasos sanguineos, las vias respiratorias, los huesos del térax y de la columna vertebral.
Estas radiografias también pueden revelar la presencia de liquido o aire en los pulmones o al-
rededor de ellos. Ademas, es una forma frecuente de diagnosticar enfermedades, pero también
se utiliza para determinar si un tratamiento especifico est4 dando resultado|21].

Patologias pulmonares: Las patologias pulmonares se refiere a enfermedades o trastornos
que impiden que los pulmones trabajen apropiadamente. Estos trastornos se dividen en tres
categorias: los que afectan las vias respiratorias, los tejidos pulmonares y enfermedades de la
circulacién pulmonar [22].

Inteligencia Artificial: La Inteligencia Artificial (IA) es un término general que implica el
uso de una computadora para modelar y/o replicar el comportamiento inteligente. La investi-
gacion en TA se centra en el desarrollo y analisis de algoritmos que aprenden y/o realizan un
comportamiento inteligente con una minima intervencion humana [23].

Machine Learning: El machine learning o aprendizaje automatico es una rama de la inteli-
gencia artificial que tiene como objetivo ensenar a las computadoras cémo aprender y actuar
sin ser programadas explicitamente. Méas especificamente, el aprendizaje automatico es un
enfoque para el anéalisis de datos que implica construir y adaptar modelos, que permiten a los
programas “aprender” a través de un entrenamiento [24].

Maquina de Soporte Vectorial (SVM): Las maquinas de soporte vectorial son algoritmos
supervisados de aprendizaje automatico utilizados para clasificacion, regresion y deteccion de
valores atipicos. Las SVM son efectivas en espacios con alta dimensionalidad e inclusive cuando
se cuenta con mas atributos que datos, presentando un alto dinamismo y adaptabilidad a los
problemas por los diferentes kernel con los que se puede utilizar [25].
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= Deep Learning: El Deep learning es un subconjunto del aprendizaje automéatico donde las
redes neuronales artificiales, algoritmos inspirados en el cerebro humano, aprenden de grandes
cantidades de datos. De manera similar a como aprendemos de la experiencia, el algorit-
mo de deep learning realizaria una tarea repetidamente, donde cada vez aprende mas del
resultado|26].

» Red Neuronal Convolucional (CNN): Una red neuronal convolucional, es un un algorit-
mo supervisado de deep learning el cual realiza el aprendizaje directamente de los datos sin
necesidad de proporcionar caracteristicas manualmente. Las CNN son utilizadas en recono-
cimiento y clasificacién de imagenes, audio, series de tiempo y senales|27|. La ventaja de las
CNN es que son altamente precisas, extrae caracteristicas de los datos y puede ser reutilizada
para otros problemas, pero tiene el limitante que puede requerir alto consumo de recursos de
hardware|27].

Input Hidden Hidden Hidden
layer layer 1 layer 2 layer 3
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Q
Q
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Figura 1.1: Representaciéon de una CNN. Imagen
tomada de [28]

= Extracciéon de Caracteristicas: La extracciéon de caracteristicas es un proceso en el cual
un conjunto inicial de datos sin procesar se reduce a grupos mas manejables para el procesa-
miento. Un conjunto grande conjuntos de datos es aquel que cuenta con una gran cantidad
de variables y requieren elevados recursos de maquina para ser procesados. La extraccion de
caracteristicas es el nombre de los métodos que seleccionan y/o combinan variables en carac-
teristicas, reduciendo efectivamente la cantidad de datos que deben procesarse, mientras que
atn describen de manera precisa y completa el conjunto de datos original [29].

» Transfer Learning: Transfer learning es un método de Deep Learning, el cual a utiliza un
modelo previamente existente y lo entrena nuevamente para un problema nuevo relacionado
con el original. Hay numerosas aplicaciones en las que resaltan transferencia de caracteristicas
o del balanceo de los nodos, en las cuales se mantienen ciertas capas de la red y se entrenan
nuevamente las otras. [30].
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1.4.3. Trabajos Relacionados

Dentro de los trabajos que se han enfocado en el procesamiento digital de radiografias de térax
se encuentra el articulo “Multi-scale Morphological Image Enhancement of Chest Radiographs by a
Hybrid Scheme” desarrollado por Fatemeh Shahsavari Alavijeh y Homayoun Mahdavi-Nasab en el
cual mediante el uso de una transformada discreta de wavelet y métodos bayesianos de eliminacién de
ruido, buscan mejorar la visibilidad de los detalles mejorando la calidad de las imagenes diagnodsticas.
Este método consiste principalmente en realizar una descomposicién en coeficientes utilizando la
transformada de wavelet, a los cuales se les aplica métodos bayesianos para eliminar tanto ruido
sea posible. Posteriormente, se reconstruye la imagen mediante la transformada inversa de wavelet,
se normaliza y se le aplican filtros para suprimir de las radiografias detalles no necesarios y que no
aportan valor [31].

Para la identificacién de patologias a partir de radiografias de térax se han propuesto solu-
ciones basadas en deep learning como es el caso del trabajo investigativo “Deep learning in chest
radiography: Detection of findings and presence of change” en donde los autores buscan evaluar la
exactitud de un algoritmo de deep learning para la detecciéon de anomalias y evaluaciéon de la esta-
bilidad o el cambio en los resultados de imégenes diagnoésticas de térax. La investigacién inicié con
la clasificaciéon por parte de radidlogos expertos de 874 radiografias de 727 pacientes adultos, dichos
resultados fueron utilizados como estandar de referencia. Posteriormente, se utilizo el algoritmo para
clasificar las radiografias y se asignaron radiélogos que desconocian el diagnostico de las imégenes
para realizar la lectura de estas. Finalmente, se realizé6 un anélisis de los resultados obtenidos por
el algoritmo y se compararon con los de los radiélogos expertos permitiendo concluir que no existe
diferencia estadistica entre los resultados obtenidos por el algoritmo y el estandar de referencia pero
que aun asi no podia reemplazar al radiologo en su labor [32].

Patil y Ubuti en su articulo “Chest X-ray features extraction for lung cancer classification”
presenta un algoritmo para la detecciéon de noédulos en radiografias de torax. Se utilizaron un total
de 50 imégenes, a las cuales se les hizo un etapa de preprocesamiento para aumentar el detalle y
extraer partes que no tuvieran valor. Posteriormente, se realizd6 una segmentaciéon de las regiones
de interés, las cuales eran donde hubiera presencia de nédulos y areas cancerigenas. Finalmente, se
realiz6 una etapa de extraccién de caracteristicas geométricas y de contraste, dando como resultado
datos estadisticos (media, varianza, covarianza, etc.) relevantes en el proceso de clasificacion [33].

El procesamiento de imagenes, la extraccion de caracteristicas y el uso de algoritmos de clasifica-
cion han sido usados para la identificaciéon de patologias y ha sido motivo de trabajos de investigacién
como es el caso de “Feature Extraction and Classification on Esophageal X-Ray Images of Xinjiang
Kazak Nationality” en donde los autores toman 300 radiografias y realizan una segmentacion de la
region de interés, donde se realizan filtros de media y posteriormente se usa el método de ecualiza-
cion de histograma. Luego del procesamiento de las imagenes, se tomaron 37 caracteristicas entre
textura, frecuencia y complejidad. De las caracteristicas extraidas, se tomaron las que fueran dis-
criminatorias para ser usadas en el proceso de clasificacion . Finalmente , se utilizaron méaquinas de
vectores de soporte y el algoritmo de los k vecinos méas cercanos para realizar la clasificacion de las
iméagenes diagnosticas en cancerigenas y no cancerigenas|34].
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1.5. Metodologia

1.5.1. Tipo de Estudio

El presente trabajo expondra un estudio de tipo exploratorio, en donde se busca conocer y
presentar el potencial del uso de inteligencia artificial en el campo médico especialmente en la
deteccion de patologias a partir del anélisis de imagenes diagnoésticas. Este trabajo no experimentara
con personas, sino que utilizara datos debidamente etiquetados por un equipo de expertos.

1.5.2. Actividades

Para cumplir con los objetivos especificos del proyecto fue necesario llevar a cabo las siguientes
actividades:

= Objetivo 1 : Implementar una etapa de preprocesamiento de las radiografias digitales que
incluye filtrado, eliminacion de artefactos, y segmentacion de la region de interés

e Identificar un conjunto de datos publico que contenga radiografias de térax de pacientes
y sus respectivo diagnosticos.

e Depurar y organizar las radiografias del conjunto de datos a utilizar, dejando como
resultado un grupo de imagenes con mayor calidad.

o Identificar técnicas o algoritmos de preprocesamiento de imagenes digitales.

e Utilizar algoritmos previamente identificados para preprocesar las imagenes diagnosticas
presentes en el conjunto de datos.

= Objetivo 2 : Desarrollar una fase de extracciéon de caracteristicas discriminativas de las
radiografias a partir de descriptores geométricos, estadisticos o de textura y técnicas basadas
en transformadas.

e Estudiar el concepto de extraccion de caracteristicas e identificar técnicas utilizadas para
el desarrollo de este.

e Identificar transformadas matemaéticas utilizadas como base para realizar extraccion de
caracteristicas.

e Aplicar las técnicas de extraccion de caracteristicas en las imégenes del conjunto de datos
previamente definido.

= Objetivo 3 : Identificar radiografias patolégicas y no patolégicas empleando técnicas de
aprendizaje de méquina.

e Desarrollar un modelo de aprendizaje de maquina que permita identificar radiografias
patologicas y no patologicas.
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e Entrenar el modelo previamente desarrollado con imégenes provenientes del conjunto de
datos seleccionado.

e Evaluar el modelo y validar la precisiéon de los resultados obtenidos.

e Realizar la matriz de confusién con los resultados obtenidos en las pruebas.






CAPITULO 2

Desarrollo del Proyecto

2.1. Seleccién y pre-procesamiento del conjunto de datos

A continuacion se describe el proceso llevado a cabo para la seleccion del conjunto de datos y el
pre-procesamiento de las imagenes del mismo.

2.1.1. Identificacién del conjunto de datos

Con el fin de utilizar técnicas de aprendizaje de méaquina y desarrollar una metodologia que
permita la identificacion de radiografias de térax patologicas y no patologicas es necesario la iden-
tificaciéon de al menos un conjunto de datos adecuado. Este conjunto debe contener numerosas
radiografias de térax, cuyas imagenes deben ser lo méas claras y limpias posibles, a su vez cada una
de ellas debe contener la respectiva etiqueta de si pertenece a un paciente saludable o si por el
contrario tiene alguna patologia

Para la identificacién del conjunto de datos adecuado, fue necesario una investigacién exhaustiva,
esto debido a que las imagenes diagnodsticas son normalmente confidenciales y por ende de dificil
acceso. La busqueda se baso en la identificacion de los datos utilizados por otras investigaciones, de
las cuales resaltan bases de datos ptublicas de sitios como Kaggle, hospitales con enfoque investigativo
cémo es el caso del hospital de la Universidad de Stanford o el NIH Clinical Center de Estados
Unidos, el cual es el hospital més grande del pais dedicado totalmente a la investigacion clinica [35].

De las bases de datos encontradas, se hizo un barrido aleatorio por los datos dentro de estas y
se selecciond6 la proveniente del NIH pues a consideracién del autor es muy completa y las imégenes
son mayormente uniformes y de buena calidad. La base de datos consistia de carpetas con 45000
radiografias de torax y un archivo de excel con nueve columnas de informaciéon de los datos y
la clasificacién de los mismos. Finalmente para adecuar las imagenes con las que se contaban, se
depuré dejando solamente las radiografias frontales y se ajusté el Excel para solo tener el nombre del
archivo y si era o no de una persona enferma. Al finalizar la seleccién y depuracion de las imégenes
del proyecto, se conté con un conjunto de datos balanceado el cual contiene 5190 imégenes de las
cuales 2550 pertenecian a personas sanas y 2640 a radiografias patologicas.

A continuacién se muestra un ejemplo de una radiografia de una persona con patologia y otra
de una persona sana. Ambas imagenes fueron tomadas del conjunto de datos seleccionado.
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Figura 2.1: Imégen paciente enfermo de
neumonia. imagen tomada del NIH

Figura 2.2: Imagen paciente sano. imagen
tomada del NIH

2.1.2. Pre-procesamiento del conjunto de datos

Existen multiples factores que pueden afectar la calidad de las radiografias de térax, como el
aire o los fluidos presentes en los pulmones, tejidos blandos que se encuentran sobre la regiéon de
interés, problemas con los equipos o un mal diseno del lugar donde se toman las imagenes [36]. Al



2.1. Selecciéon y pre-procesamiento del conjunto de datos 25

presentarse alguno de los problemas previamente descritos, se evidencia en la imagen problemas
de contraste , regiones borrosas o con ruido que dificultan la lectura y posterior diagnostico de los
pacientes.

Por la posibilidad de presentar alguno de los problemas descritos y con el propésito de contar
con los mejores datos posibles en esta investigacion, fue necesario la implementacién de una etapa
de pre-procesamiento de cada una de las imégenes. Para esto, se busco en el estado del arte y
se identificaron unas técnicas basadas en transformadas para la reduccién de ruido y mejora de
contraste que se ve reflejado en imagenes de mejor calidad.

Primero y como parte del pre-procesamiento de las imagenes del conjunto de datos, se busco
reducir el ruido a partir de la transformada wavelet utilizando la funcién Daubechies. En este
proyecto, se utilizé la descomposicién ortogonal wavelet de nivel dos y posteriormente a este, se
realiz6 un proceso de umbralizacion (thresholding) de los coeficientes de la imagen descompuesta,
mediante el método de umbralizacién por reducciéon Bayesiana. Finalmente se realiza la transformada
inversa de wavelet y se reconstruye la imagen, esta vez con la respectiva reduccién de ruido. El
proceso descrito se implement6 en Python mediante el uso de la libreria skimage la cual cuenta con
funciones dedicadas a wavelet y al procesamiento de imagenes a partir de estas.

Una vez se obtuvo la reduccién de ruido mediante el uso de la transformada wavelet, se identificd
que para mejorar la calidad de imagenes frecuentemente es utilizado el algoritmo de ecualizaciéon de
histograma (HE), el cual mejora el contraste aplanando el histograma de la imagen. El problema
con este algoritmo, es que toma la imagen entera uniformemente, transformando por igual regiones
que pueden ser significativamente mas oscuras o claras por igual, generando poca mejora o inclusive
empeorando en la calidad [37].

Finalmente, se encuentra el algoritmo AHE con contraste limitado (CLAHE), el cual limita la
mejora de contraste para evitar los problemas de amplificaciéon de ruido que presenta AHE. CLAHE
en esencia funciona igual que AHE, pero este suaviza los histogramas segin un limite llamado clip
limit, aumentando el contraste y los detalles de la imagen sin generar ruido|37].

Dado lo anterior, en este proyecto se utilizé el algoritmo de CLAHE sobre toda la base de
datos de las radiografias mejorando asi notablemente la calidad mediante un aumento del detalle
y reducciéon del ruido en la regiéon toracica, permitiendo asi un mejor analisis de cada una de las
imagenes.

Coémo ultimo paso en la etapa de pre-procesamiento de las imagenes se identifica que todas estas
deben tener el mismo tamano, para conseguir una base de datos homogénea que permita mejores
resultados en el entrenamiento del modelo de clasificacion. Con el fin de reducir la capacidad de
procesamiento necesaria, se reduce el tamano de todas las radiografias del conjunto de datos a
200 pixeles x 200 pixeles, esto se hizo mediante la libreria PIL.Image la cual utiliza interpolacién
proximal para hacerlo.
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2.2. Extraccion de caracteristicas

El conjunto de datos estd compuesto por miltiples imagenes diagnosticas (radiografias de To-
rax), por ende, requiere elevados recursos de maquina para ser procesado en su totalidad. Dado
lo anterior fue necesario la implementacién de una etapa de extraccién de caracteristicas, con la
cual se buscé reducir la dimensionalidad de cada una de las imagenes y representarlas en un vector
lineal de caracteristicas que describen el conjunto de datos original. En esta etapa, se investigaron
e identificaron diferentes maneras para realizar una extraccion de caracteristicas, de las cuales en el
proyecto se implementaron dos, la primera seleccionar caracteristicas de manera manual y la otra
mediante el uso de transfer learning para generar un extractor de caracteristicas a partir de un
modelo de clasificacion ya existente.

2.2.1. Extraccion Manual de caracteristicas

Para la extraccién manual de caracteristicas, se busco cuéles eran utilizadas a menudo y cuéles
técnicas se aplican para la extracciéon de las mismas. Lo primero que se hizo, fue la implementacion
de un patron binario local(LBP), el cual es un operador de textura que transforma cada pixel en
un nimero binario. El valor resultante se genera comparando el pixel con cada uno de los lo que lo
rodean, siendo uno si es mayor y cero si es menor, como se muestra en el siguiente ejemplo:

218<157...70  218<255...71

157 178220 || 5152178 20 218<219 . .21

219 | 218 1255 || 218<220...21 218<215...20

215 219|255 || 218<255...21 218<219...21 LBP (1,1)=00111101 =61

A

Figura 2.3: Ejemplo Algoritmo LBP. imagen tomada del [38]

Una vez se obtiene el LBP, se busca extraer las primeras dos caracteristicas que son la energia
y la entropia de Shannon. Para empezar, se normaliza la matriz LBP mediante la divisién de todos
sus valores por el valor méximo presente. Luego, se utilizé la libreria matemética Numpy para
generar el histograma de la matriz normalizada, dado que esta libreria cuenta con un conjunto de
funciones que lo facilitaba. Una vez se tiene el histograma se generan las probabilidades al dividirlo
por la sumatoria de sus valores y retirando los valores en cero. La energia, primera caracteristica
extraida, se obtiene mediante la sumatoria de los cuadrados de los valores presentes en la matriz de
probabilidades y la entropia de Shannon se obtuvo mediante la sumatoria de la multiplicacién de
cada valor de la matriz de probabilidades por el logaritmo base dos del mismo.

Para las siguientes caracteristicas, se utilizé la Matriz de co-ocurrencia de nivel de gris (GLCM),
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el cual es un método para extraer detalles de textura y discriminaciéon de patrones. Con la ayuda
de la librerfa skimage se utiliza el algoritmo GLCM para calcular cinco caracteristicas de textura,
las cuales fueron contraste, disimilitud, homogeneidad, energia y correlacion. Como entrada del
algoritmo GLMC, es necesario indicar el nimero de pixeles vecinos que se van a evaluar y el angulo
en grados de la orientacién en la cual se tomaran los pixeles. En este proyecto se utilizé una distancia
de dos pixeles como valor fijo y se generaron las 5 caracteristicas previamente descritas para las
orientaciones 0°, 90°, 180° y 270°, generando asi 20 caracteristicas a partir del GLMC.

Para las siguientes dos caracteristicas se extrajo la energia y la entropia pero esta vez a partir del
filtro de Gabor que es una técnica utilizada para realizar analisis de textura. Para empezar, se genera
el filtro Gabor mediante el uso de la libreria skimage, Luego, fue necesario generar el histograma
de la matriz Gabor, que al igual que para el LBP se hizo mediante el uso de la libreria matemaética
Numpy. Una vez se tiene el histograma se generan las probabilidades al dividir el histograma por
la sumatoria de sus valores y retirando las probabilidades en cero. La energia de Gabor, se extrae
mediante la sumatoria de los cuadrados de los valores presentes en la matriz de probabilidades y la
Entropia Gabor se obtuvo mediante la sumatoria de la multiplicacién de cada valor de la matriz de
probabilidades por el logaritmo base dos del mismo.

Una vez extraidas las 24 caracteristicas a cada una de las imégenes se almacenan en una lista de
listas (matriz), en la cual las listas interiores representan las imagenes del conjunto de datos. Luego
se realiz6 un anélisis para evaluar cuéles de las caracteristicas eran relevantes y podrian ayudar
en la posterior etapa de entrenamiento y generacion del modelo de clasificaciéon de radiografias
patolégicas y no patolégicas. Para lo anterior, se normaliz6 la matriz, se calculé la varianza de cada
caracteristica y se removieron aquellas cuya varianza era menor a 0,001, dejando como resultado
19 caracteristicas. Esto se hizo debido a que en el proceso de entrenamiento de un modelo de
inteligencia artificial los valores con variaciéon muy pequena implica que son muy similares, lo cual
puede impactar en la calidad y capacidad de aprender del modelo. A continuacién se presenta un
diagrama con la descripciéon del proceso previamente descrito.
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Figura 2.4: diagrama del proceso de extracciéon de caracteristicas

2.2.2. Extracciéon de caracteristicas por transfer learning

Como segundo método de extraccion de caracteristicas se decidi6 utilizar transfer learning, es
decir, partir de un modelo de inteligencia artificial que ya existia y habia sido entrenado previamente.
Para que el modelo funcionara, su proceso de entrenamiento previo debia ser en un problema similar
al que plantea este proyecto, es decir de clasificacion de imégenes. Con el fin de cumplir con lo
anterior, se utilizé la libreria Keras, la cual cuenta con un conjunto de modelos de deep learning
utilizados para clasificacion, extraccion de caracteristicas y afinacion de parametros [39]

Luego de leer la documentacion de los diferentes modelos presentes en Keras se escogio el modelo
VGG19 el cual cuenta con 26 capas y 143667240 pardametros. Como todo modelo, el VGG19 tiene la
posibilidad de ser entrenado desde cero o tomar los pesos de un entrenamiento previo. Dado que en
este caso se busco crear un extractor de caracteristicas se tomé el entrenamiento que trae el modelo
y que fue hecho a partir de la base de datos de imagenes Imagenet, la cual es una base de datos
libre utilizada en investigaciones y cuenta con cientos de miles de imégenes previamente clasificadas
[40].

Finalmente, y con el fin de transformar el modelo de clasificacion VGG19 en un extractor de
caracteristicas, se remueven las capas finales de la red, las cuales son las encargadas de clasificacion,
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generando asi un modelo que tiene como salida una capa interior del VGG19, la cual cuenta con
nodos y valores ya afinados que seran utilizados como las caracteristicas de las imagenes a clasificar.
Esto se hizo dado que la red fue entrenada en una gran cantidad de imagenes de diferentes tipos,
donde aprendi6é en su procesamiento interno a analizar caracteristicas o particularidades comunes
entre las diferentes imagenes. Estas pueden ser utilizadas para cualquier representacién de una
imagen como un vector de caracteristicas. Para concluir esta etapa y al igual que en el proceso
manual, se pasbd todo el conjunto de datos por el extractor de caracteristicas y se guardaron los
resultados en una matriz que fue usada posteriormente en la etapa de entrenamiento y clasificacion.

2.3. Modelo de aprendizaje de maquina para la clasificaciéon de ra-
diografias de torax entre patolégicas y no patolégicas

Con el fin de desarrollar un modelo que presentara una buena tasa de acierto, se utilizaron
diferentes enfoques y algoritmos de machine learning y deep learning para asi poder evaluar cual
generaba mejores resultados. Fn esta seccion se describen los algoritmos utilizados y como fueron
implementados en ese proyecto.

2.3.1. MaAquina de Soporte Vectorial (SVM)

El primer algoritmo que se utilizé fue una maquina de soporte vectorial, para este se tomaron
los vectores de caracteristicas resultantes de la etapa anterior y se hizo el mismo proceso de entre-
namiento y validacién para ambos, esto con el fin de sacar resultados concluyentes del uso del SVM
en el vector de caracteristicas extraido manualmente o el resultante del uso de transfer learning.

Este proceso de entrenamiento consistié en tomar el vector de caracteristicas y sus respectivas
etiquetas y dividirlo en dos partes. La primera parte contaba con el 80 % de los datos y se utiliz6 para
entrenar el modelo, el 20 % restante fue utilizado para evaluar el desempeno del modelo entrenado.
Luego, se implement6 la SVM, para esto se utilizé la libreria sklearn y su conjunto de funciones
dedicadas para este algoritmo de aprendizaje de maquina. Sklearn pedia como entrada el tipo de
kernel a utilizar por la SVM y unos hiperpardametros que varian segin el kernel seleccionado. Para
esta investigacion se utilizaron dos SVM, una con kernel lineal e hiperparametro C y la otra con
kernel RBF e hiperparametros C y gamma.

Finalmente, fue necesario afinar los hiperparametros para ver que valores entregaban mejores
resultados. Para esto, se corri6 el proceso de entrenamiento multiples veces, variando los valores
de los hiperparametros en cada una de las ejecuciones. Para el caso de la SVM lineal se vario C
entre todos los valores del conjunto 0.001,0.01,0.1,0.5,1.0,1.1,1.5,2.0,4.0,6,8,10,50,100. Para el caso
del kernel RBF se alterné C entre los valores del conjunto 0.1,0.5,1.0,2.0,4.0,6,10 y gamma tomo
cada uno de los valores del conjunto 0.0001,0.001,0.1,0.5,1.0,2.0,6,10,50,100. Para RBF se realiz6
una cantidad combinatoria de pruebas fijando cada valor de C y probando con todos los de gamma.
Finalmente se realiz6 en cada ejecuciéon de ambos kernel la respectiva matriz de confusién para
poder visualizar cuél de todas las combinaciones de valores presentaba mejores resultados.
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2.3.2. Deep Learning - Transfer learning

como segundo método, se buscd implementar un modelo que desde otro enfoque fuera capaz
de aprender de la totalidad del conjunto de datos y no solo de las caracteristicas extraidas. Para
lograrlo, se utilizé transfer learning, donde al igual que en la etapa de extraccién de caracteristicas
se toma una red neuronal existente, pero con la diferencia de que no se remueven capas y se utiliza
la red en su totalidad. La red neuronal sirvié para evaluar su desempeno en el conjunto de datos y
ver desde el enfoque deep learning los resultados que se podian llegar a alcanzar.

Al igual que en la etapa anterior se utiliz6 la libreria Keras y con esta se importo la red neuronal
VGG19. Una vez se contaba con el modelo, se defini6 mantener los valores del entrenamiento a
partir de la base de datos Imagenet. Dado que se buscaba usar el modelo con otro propésito al que
fue desarrollado, se mantuvieron los valores del entrenamiento previo en todas las capas menos en la
capa de clasificacion final. Esta capa seria entrenada nuevamente con la base de datos del proyecto
para asi poder clasificar radiografias entre patologicas y no patologicas.

Antes de iniciar el entrenamiento y evaluacién del modelo, se tomd la base de datos y sus
respectivas etiquetas y se pasaron por un proceso de aumento de datos (data augmentation), este
proceso consistié en usar la libreria Keras y con sus funciones generar nuevas imagenes a partir de
las originales del modelo, para asi contar con un conjunto de datos més completo sin necesidad de
buscar nuevas imagenes.

Con el conjunto de datos listo, se implementé una funciéon de CallBack para el proceso de
aprendizaje del modelo. La funcién utilizada fue ReduceLROnPlateau la cual consiste en monitorear
la precision del modelo y si después de 5 iteraciones no tiene una mejora se reduce la tasa de
aprendizaje, para asi evitar que el modelo se quede estancado en un 6ptimo local y pueda buscar
una mejor soluciéon. La reduccion de la tasa de aprendizaje se dara en un 10 % cada vez y se detendra
en el hipotético caso que el valor tienda a 0 o termine el entrenamiento del modelo.

Dado que el objetivo del proyecto es solo clasificar las imagenes diagnésticas en patologicas y
no patologicas, el modelo fue compilado con una funcién de pérdida binary crossentropy, la cual
es utilizada cuando se clasifica solamente entre dos clases que son representadas en cero y uno.
La métrica utilizada en la compilaciéon fue la precision, es decir que el modelo en su proceso de
aprendizaje, buscard mejorar este valor en cada epoch que realice.

Para finalizar, se utilizé la funcién model.fit generator para entrenar el modelo, esta funciéon
recibe como entrada el conjunto de datos de entrenamiento, el conjunto de datos de validaciéon o
prueba , la cantidad epochs que a realizar y los pasos por cada epoch, cuantos pasos de validacién se
harén y finalmente la funciéon de Call back. Esta etapa es la que mas recursos de méquina consumio
y mas tiempo tomo, dejando como resultado las tasas de acierto del entrenamiento y validaciéon del
modelo.

2.3.3. Red Neuronal Convolucional (CNN)

Para finalizar, se implementé una Red Neuronal Convolucional con el fin de que el modelo
pudiera aprender de la totalidad del conjunto de datos y no solo de las caracteristicas extraidas.
Para la construcciéon de este algoritmo, fue necesario utilizar la libreria Keras con la cual se inicializ6
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el modelo y se definieron cada una de las capas que lo componen. Para este caso, se definié una capa
de entrada a la red que recibiera datos de 200 pixeles x 200 pixeles pues estas eran las dimensiones
de las imagenes de la base de datos. Luego de construir el modelo, la CNN cont6 con 14 capas y
27784670 pardmetros los cuales todos iban a ser entrenados. La capa final tendria como salida un
valor binario el cual representaria si la radiografia de térax corresponde a una persona sana o si por
lo contrario a una que cuente con alguna patologia.

Al igual que en el modelo desarrollado por transfer learning, se utilizé la libreria keras para
llevar a cabo un proceso de aumento de datos , es decir de incrementar las imagenes de la base
de datos sin afectar la calidad del entrenamiento ni requerir buscar nuevas imégenes. Luego se
utiliz6 la misma funcién de Callback que se implementd en el método anterior es decir la funcién
ReduceLROnPlateau

Finalmente, el modelo fue compilado con una funcién de pérdida binary crossentropy y se utilizé
la funcién model.fit _generator para entrenar el modelo, esta funcién recibe como entrada el conjunto
de datos de entrenamiento, el conjunto de datos de validacién o prueba , la cantidad epochs a realizar
y los pasos por cada epoch, cuantos pasos de validaciéon se haran y finalmente la funcion de Call
back. Esta etapa es la que méas recursos de méaquina consumié y mas tiempo tomo, dejando como
resultado las tasas de acierto del entrenamiento y validacion del modelo.






CAPITULO 3

Resultados y discusion

En este capitulo se mostraran los resultados obtenidos en el proyecto en las etapas de pre-
procesamiento de imégenes, extraccidon de caracteristicas y el desempeno de los modelos de apren-
dizaje implementados.

3.1. Pre-procesamiento de las imagenes del conjunto de datos

Una vez se contaba con el conjunto de datos con el que se iba a evaluar el modelo, se cred
una estructura de carpetas exactamente igual a la que traian las imagenes inicialmente. El propo6-
sito de estas carpetas fue almacenar las imagenes una vez estuviera completada la etapa de pre-
procesamiento, para asi mantener intactas las imégenes originales por si eventualmente se requeria
volver a utilizarlas.

Lo primero que se hizo, fue generar dos vectores, el primero contenia las rutas y nombres de
cada una de las imagenes del conjunto de datos y el segundo las rutas de donde debian ser dejadas
las imagenes ajustadas. Estos vectores se utilizaron como entrada de una funcién desarrollada, la
cual mediante un ciclo recorre el vector de ubicaciones original y las abre una a una, las transforma
en escala de grises y les ajusta el tamano a 200 pixeles x 200 pixeles. Una vez tenemos las imagenes
con las dimensiones ajustadas, se pasan por otra funciéon, la cual estd construida por la transfor-
mada Wavelet y el algoritmo Clahe. Al final de cada iteracion del ciclo que recorre las ubicaciones,
contamos con una imagen nueva, con mayor detalle y mucho menos ruido, la cual se almacena bajo
el mismo nombre en la ruta referente a la nueva estructura de carpetas.

A continuacién se presenta la misma imagen en su estado original y luego se muestra tras pasar
por el proceso de pre-procesamiento.
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Figura 3.1: Imagen original tomada del conjunto

de datos NIH
o
o o

Figura 3.2: Imagen del conjunto NIH Luego de la
etapa de pre-procesamiento

Con estas imagenes se evidencia la mejora en la calidad, en donde después de pasar por esta
etapa de pre-procesamiento se aumenta el contraste y se reduce el ruido, dejando como resultado
un conjunto de datos con mayor detalle, el cual fue utilizado como insumo del resto del proyecto.
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3.2. Extraccion de caracteristicas

A continuacion, se mostraran los resultados obtenidos en la etapa de extraccion de caracteristicas
tanto en el proceso manual como en el que involucra Transfer Learning.

3.2.1. Extraccion manual de Caracteristicas.

En esta etapa se tomaron cada una de las imagenes pre-procesadas y se pasaron por un conjunto
de 24 funciones que retornaban igual niimero de caracteristicas. Estos 24 resultados fueron almace-
nados en un vector que representa la imagen y que luego se guardaria en una matriz que contendria
informacién de todo el conjunto de datos.

Una vez se tenia la matriz completa, se realizé un proceso de normalizacién de las caracteristicas
entre cero y uno. Para esto, se tomd cada caracteristica por separado, se identificé el mayor valor
entre todas las imagenes y se dividié cada valor por este niimero. Al final de este proceso, se obtuvo
un valor de uno en el mayor niimero de cada caracteristicas y el resto fueron valores pertenecientes
al intervalo [0,1]. Una vez normalizada la matriz se calculo la varianza de las caracteristicas por
medio de una funcién de Python, los resultados se pueden ver en la siguiente tabla:
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Energy LBP 0.00017
Entropy LBP 0.002742
GLCM_Contrast 0 0.01151
GLCM_Dissimilarity 0 0.005917
GLCM_Homogeneity 0 0.010541
GLCM_Energy 0 0.010309
GLCM_Correlation 0 0.000979
GLCM_Contrast 90 0.014644
GLCM_Dissimilarity 90 0.008252
GLCM_Homogeneity 90 0.009961
GLCM_Energy 90 0.014977
GLCM_Correlation 90 0.000935
GLCM_Contrast 180 0.01511
GLCM_Dissimilarity 180 0.008422
GLCM_Homogeneity 180 0.009709
GLCM_Energy 180 0.014951
GLCM_Correlation 180 0.000912
GLCM_Contrast 270 0.01151
GLCM_Dissimilarity 270 0.005917
GLCM_Homogeneity 270 0.010541
GLCM_Energy 270 0.010309
GLCM_Correlation 270 0.000979
Energy_Gabor 0.006338
Entropy_Gabor 0.01101

Figura 3.3: Tabla de varianzas de las

caracteristicas del conjunto de datos

Dado que entre menor sea la varianza significa que los valores se encuentran cercanos unos de
otros, lo cual en modelos de aprendizaje puede sesgar el clasificador aprendiendo de valores no
influyentes. Por lo anterior, se retiraron la correlaciéon GLCM a 0°, la correlacion GLCM a 90°, la
correlacion GLCM a 180°, la correlacion GLCM a 270° y la Energia LBP, pues en estas la varianza
era menor a 0.001. Al final de este proceso, se contd con 19 caracteristicas que serian posteriormente
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utilizadas en el proceso de entrenamiento del modelo de clasificacion.

3.2.2. Extracciéon de Caracteristicas por transfer learning

Como segundo método de Extraccion de caracteristicas, se implementd un extractor a partir de
un modelo ya existente y entrenado para clasificaciéon de imagenes. En este caso se utilizé el modelo
VGG19, para el cual se definié que los pardmetros no fueran entrenables, es decir, que mantuvieran
los valores adquiridos al aprender de la base de datos Imagenet. El modelo se inicializ6 para que
reciba de entrada imagenes con dimensiones 200 pixeles x 200 pixeles que es el tamafio que tienen
las radiografias del conjunto de datos.

Una vez se cuenta con el modelo cargado se le retira la ultima capa de la red, la cual es la
encargada de realizar la calificacién. A continuacién se evidencia el resumen de la red y algunas de
las caracteristicas de las capas que la componen.
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Model: "wggl9"

Layer (type) Output Shape Param #
input_1 (InputLayer) {(None, 208, 208, 3) a -
blockl_convl (Conv2D) {None, 200, 200, 64) 1792
blockl_conv2 (Conv2D) {Mone, 208, 208, 64) 36928
blockl_pool {(MaxPooling2D) {None, 128, 104, 64) 2
blockZ_convl (Conv2D) {None, 198, 1ea, 128) 73856
block2_conv2 (Conv2D) {None, 198, 1ea, 128) 147584
block2_pool {(MaxPooling2D) {Mone, 5@, 5@, 128) 2
block3 convl (Conv2D) {Mone, 5@, 5@, 256) 295168
block3 convz (Conv2D) {Mone, 5@, 5@, 256) 599080
block3_conv3 (Conv2D) {None, 5@, 5@, 256) 500089
block3_convd (Conv2D) (None, 5@, 5@, 256) 5900880
block3_pool (MaxPooling2D) {(None, 25, 25, 256) 2]
blockd_convl (Conv2D) {None, 25, 25, 512) 11801680
blockd _conv2 (Conv2D) {None, 25, 25, 512) 2359808
blockd4_conv3 (Conv2D) {Mone, 25, 25, 512) 2359808
blockd_convd (Conv2D) {None, 25, 25, 512) 2359808
block4_pool {(MaxPooling2D) {None, 12, 12, 512) a
block5_convl (Conv2D) {None, 12, 12, 512) 2359808
block® convz (Conv2D) {Mone, 12, 12, 512) 2359898
blocks conv3 (Conv2D) {None, 12, 12, 512) 2359898
blocks convd (Conv2D) {None, 12, 12, 512) 2359898
block5_pool (MaxPooling2D) {None, 6, 6, 512) 2

Total params: 20,824,384
Trainable params: @

MNon-trainable params: 28,624,384

Figura 3.4: Detalle de la red VGG19
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Una vez se retir6 la capa final del modelo, se pasaron una a una las imagenes del conjunto de datos
y se almacenaron en un vector. Al final de este proceso el vector cuenta con tantas posiciones como
imagenes del conjunto de datos y cada posicién equivale a una imagen, la cual es representada por
las 18432 caracteristicas obtenidas. Al finalizar esta etapa, el vector de caracteristicas fue utilizado
en el proceso de entrenamiento del modelo de clasificacion.

3.3. Modelo de aprendizaje de maquina para la clasificacién de ra-
diografias de torax entre patolégicas y no patolégicas

A continuacion se describe el uso de los diferentes modelos de aprendizaje de méquina implemen-
tados y los resultados obtenidos luego de pasar el conjunto de datos por ellos para su entrenamiento
y posterior validacion.

3.3.1. MaAquina de soporte vectorial (SVM):

Como primer método se implementé el algoritmo SVM, para el cual se evalué el desempeno
utilizando tanto un Kernel Lineal como uno RBF. Ambos tipos de kernel cuentan con unos hiper-
parametros los cuales dependiendo del valor que se les asigne pueden verse reflejados en una SVM
con mejores o peores resultados. A continuaciéon se describe el proceso de seleccion de valores para
cada kernel y los resultados obtenidos.

3.3.1.1. SVM kernel lineal

Para el kernel lineal, se utiliz6 tanto el conjunto de caracteristicas extraidas manualmente como
las obtenidas mediante transfer learning. Para ambos casos se utilizaron las mismas imagenes para
entrenamiento y validacion. A continuacién se presenta una tabla con la precisiéon obtenida en el
SVM con kernel lineal para cada valor de C con el conjunto de caracteristicas extraidas manualmente:
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C Precision
0.001 62.00%
0.01 62.00%
0.1 73.00%
0.5 71.00%
1 71.00%
1.1 71.00%
1.5 72.00%
2 72.00%
4 72.00%
7 72.00%
10 72.00%
50 72.00%
100 72.00%

Figura 3.5: Tabla de
valores de C y precision
obtenida

De la tabla anterior se evidencia que el valor de C que presentd la mayor precision fue 0.1 el
cual tuvo una precision del 73 %. A continuacion evidenciamos la respectiva matriz de confusion :

C=0.1 0 1
0 144 90
1 80 310

Figura 3.6: Matriz de confusion para C=0.1 y el conjunto de

caracteristicas extraido manualmente

En el caso de las caracteristicas obtenidas por transfer learning, para el SVM de kernel lineal
todas las imégenes fueron clasificadas como patologicas independientemente del valor de C. a con-
tinuacion se muestra la matriz de confusiéon obtenida en cada una de las iteraciones.
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Para todo C 0 1
0 0 234
1 0 390

Figura 3.7: Matriz de confusion para todo valor de C en el conjunto de

caracteristicas extraido por transfer learning

Para el kernel RBF, se utilizé tanto el conjunto de caracteristicas extraidas manualmente como
las obtenidas mediante transfer learning. Para ambos casos se utilizaron las mismas imégenes para
entrenamiento y validacién obteniendo los siguientes resultados:

© Gamma Precisién Gamma Precision Gamma Precisién Gamma Precisién Gamma Precision
01 0.0001 62.00% 0.001 62.00% 0.1 68.00% 0.5 73.00% 1 72.00%
2 71.00% 6 72.00% 10 72.00% 50, 68.00% 100 64.00%
05 0.0001 62.00% 0.001 62.00% 0.1 73.00% 0.5 73.00% 1 71.00%
2 72.00% 6 72.00% 10 73.00% 50| 73.00% 100 70.00%
0.0001 62.00% 0.001 62.00% 0.1 72.00% 0.5 71.00% 1 71.00%
! 2 71.00% 6 73.00% 10 73.00% 50 74.00% 100 72.00%
0.0001 62.00% 0.001 62.00% 0.1 72.00% 0.5 71.00% 1 72.00%
2 2 71.00% 6 74.00% 10 74.00% 50 73.00% 100 71.00%
0.0001 62.00% 0.001 63.00% 0.1 71.00% 0.5 72.00% 1 72.00%
4 2 73.00% 6 75.00% 10 75.00% 50 72.00% 100 71.00%
0.0001 62.00% 0.001 62.00% 0.1 71.00% 0.5 72.00% 1 72.00%
6 2 73.00% 6 75.00% 10 76.00% 50 72.00% 100 70.00%
0.0001 62.00% 0.001 68.00% 0.1 71.00% 0.5 72.00% 1 72.00%
10 2 74.00% 6 75.00% 10 76.00% 50 72.00% 100 69.00%

Figura 3.8: Tabla de precisénes de SVM con Kernel RBF.

En la tabla anterior se muestra que los valores de los hiper-parametros que presentaron mejores
resultados fueron C=6 y gamma=10 y C=10 y gamma=10, que para ambos casos presentd una
precision del 76 %. A continuacién evidenciamos las respectivas matrices de confusion :

C=6 Gamma=10 0 1
0 138 96
1 55 335

Figura 3.9: Matriz de confusién para C=6 y Gamma=6 en el conjunto de

caracteristicas extraido manualmente.
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C=10 Gamma=6 0 1
0 134 100
1 51 339

Figura 3.10: Matriz de confusiéon para C=10 y Gamma=6 en el conjunto
de caracteristicas extraido manualmente..

En el caso de las caracteristicas obtenidas por transfer learning y al igual que para el SVM de
kernel lineal, en el SVM con kernel RBF todas las imagenes fueron clasificadas como patologicas
independientemente de los valores de C o Gamma. A continuacién se muestra la matriz de confusiéon
obtenida en cada una de las iteraciones.

Para todo Cy Gamma 0 1
0 0 234
1 0 390

Figura 3.11: Matriz de confusiéon para todo valor de C en el conjunto de

caracteristicas extraido por transfer learning

3.3.2. Deep Learning - Transfer Learning:

Como segundo método se utilizo6 nuevamente Transfer learning y del mismo modo que para el
extractor de caracteristicas se hizo a partir del modelo VGG19. Al igual que antes se mantuvo la
red con lo aprendido en el entrenamiento a partir de la base de datos Imagenet, pero cont6é con
la diferencia de incluir la capa final de la red para que fuera entrenada y aprendiera de la base de
datos del proyecto, pues esta es la encargada de hacer la clasificaciéon. El modelo se inicializé para
que reciba de entrada imagenes con dimensiones 200 pixeles x 200 pixeles, pues este es el tamano
que tienen las radiografias del conjunto de datos. A continuaciéon se evidencia el resumen de la red
y algunas caracteristicas de las capas que la componen.
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Model: "model"

Layer (type) Qutput Shape Param #
input_1 (InputLayer) [None, 224, 222, 3)) @&
blockl_convl (Conv2D) (None, 224, 224, 64) 1792
blockl_conv2 (Conv2D) (None, 224, 224, 64) 36928
blockl_pool {(MaxPooling2D) (None, 112, 112, 64) a
block2_convl (Conv2D) (None, 112, 112, 128) 73856
block2_conv? (Conv2D) (None, 112, 112, 128) 147584
block?2_ponl (MaxPooling2D) (None, 56, 56, 128) A
block3_convl (Conv2D) (None, 56, 36, 256) 205168
block3_conv2 (Conv2D) (None, 56, 36, 256) 50pase
block3_conv3 (Conv2D) (None, 56, 36, 256) 50@0sae
block3_convd (Conv2D) (None, 56, 36, 236) 500080
block3_pool (MaxPooling2D) (None, 28, 28, 256) a
blockd_convl (Conv2D) (None, 28, 28, 512) 1188168
blockd_conv2 (Conv2D) (None, 28, 28, 512) 2359888
blockd_conv3 (Conv2D) (None, 28, 28, 512) 2359888
blockd_convd (Conv2D) (None, 28, 28, 512) 2359888
blockd_ponl (MaxPooling2D) (None, 14, 14, 512) A
block5_convl (Conv2D) (None, 14, 14, 512) 2350808
block5_conv2 (Conv2D) (None, 14, 14, 5312) 2359808
block5_conv3 (Conv2D) (None, 14, 14, 312) 2359808
block5_convd (Conv2D) (None, 14, 14, 512) 2359808
block5_pool (MaxPooling2D) (None, 7, 7, 512) a
flatten (Flatten) (None, 25088) a

dense (Dense) (None, 2) 50178

Total params: 20,874,562
Trainable params: 58,178
Non-trainable params: 208,024,384

Figura 3.13: Detalle de la red VGG19 con todas sus capas.

Una vez se contaba con el modelo, se compil6 con una funcién de pérdida Binary Crossentropy,
un optimizador Adam y la métrica utilizada fue la precision. Luego, se utilizo la libreria ImageDa-
taGenerator para aumentar los datos, este proceso consiste en copiar los datos y hacer pequenas
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modificaciones sobre las copias con el fin de hacer crecer la base de datos sin afectar la precision
del modelo. El proceso de aumento de datos es frecuentemente utilizado en bases de datos que no
cuentan con cantidades grandes de elementos.

Finalmente se implement6 la funcién callback ReduceLROnPlateau la cual hard seguimiento al
pardmetro validation loss y en caso de no mejorar reducira la tasa de aprendizaje para evitar que
se quede estancado en 6ptimos locales. Luego de esto, se entrend el modelo y se validé en 10 epochs
obteniendo los siguientes resultados.

Epoch 1/1@
163/163 [ ====] - B26s 5s/step - loss: @.3858 - accuracy: 8.842@ - val_loss: 8.5249 - val_accuracy: @.7885
Epoch 2/1@
163/163 | ====] - 794s 5s/step - loss: @.1582 - accuracy: ©.9352 - val_loss: ©.2685 - val_accuracy: @.8974
Epoch 3/1@
163/163 [ ====] - 7945 5s/step - loss: @.1153 - accuracy: ©.958@ - val_loss: 1.@369 - val_accuracy: @.6987
Epoch 4/1@
163/163 [ ====] - 794s 5s/step - loss: @.1233 - accuracy: 0.9485 - val_loss: 8.4746 - val_accuracy: 0.8413
Epoch 5/1@
163/163 | ====] - 794s 5s/step - loss: @.1869 - accuracy: ©.9583 - val_loss: 8.5023 - val_accuracy: 0.8349
Epoch 6/1@
163/163 [ ====] - 78945 5s/step - loss: @.887@ - accuracy: 8.9684 - val_loss: 98.4260 - val_accuracy: @.8494
Epoch 7/1@
163/163 | ====] - 795s 5s/step - loss: @.8676 - accuracy: ©.9739 - val_loss: 8.3792 - val_accuracy: 0.8679
Epoch 8/1@
163/163 [ ====] - 7945 5s/step - loss: @.8779 - accuracy: 8.975@ - val_loss: 9.4441 - val_accuracy: @.8381
Epoch 9/1@
163/163 | - 794s 5s5/step - loss: 8.8755 - accuracy: 0.9717 - val_loss: ©.4495 - val_accuracy: 0.8462
Epoch 18/18
163/163 | ====] - 795s 5s/step - loss: @.@828 - accuracy: ©.9718 - val_loss: 8.4833 - val_accuracy: 0.8413

Figura 3.14: Resultados del entrenamiento y validaciéon de la red

Epoch vs Precision
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Figura 3.15: Gréfica de los resultados de la validacion del modelo.
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La figura 3.14 evidencia para cada epoch la pérdida en el entrenamiento (loss), la precision en el
entrenamiento (accuracy) , la pérdida en el proceso de validaciéon o prueba (val loss) y la precision
en el proceso de validacion o prueba (val accuracy). El principal valor que se tuvo en cuenta al
final de la ejecucion fue la precision de validacion, la cual para los 10 epochs tuvo un valor promedio
de 83.028 % y una desviacién estandar de 5.36 %.

3.3.3. Red Neuronal Convolucional (CNN) :

Para finalizar, se utiliz6 una Red Neuronal Convolucional pero esta vez se implementd desde
cero y no con transfer learning como en el método anterior. El modelo se inicializé para que reciba
de entrada imagenes con dimensiones 200 pixeles x 200 pixeles, pues este es el tamano que tienen
las radiografias del conjunto de datos. A continuacién se evidencia el resumen de la red y algunas
caracteristicas de las capas que la componen.

convi

conv2

conv3

convd .
cOnvS 23 x 23 x 512
conve
g ] = 7 ¢ 7 il
46 x 46 x 512 1x 1x 270848 Tx1x100 1x1x2
47 x 4T x 256
97 x 97 x 128

98 x 98 x 64

convolutional + ReLU

198 x 198 % 32 ) maxpooling
Efiﬂ Flatten
@ Dense
199 x 199 x 16 @ Dropout
softmax

Figura 3.17: Arquitectura de la CNN
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Model: "sequential_35"

Layer (type) Output Shape Param #
conv2d_94 (Conv2D) (None, 199, 199, 16) 208
conv2d_95 (Conv2D) (None, 198, 198, 32) 2080
max_pooling2d_43 (MaxPooling (None, 99, 99, 32) )
conv2d_96 (Conv2D) (None, 98, 98, 64) 8256
conv2d_97 (Conv2D) (None, 97, 97, 128) 32896
max_pooling2d_44 (MaxPooling (None, 48, 48, 128) )
conv2d_98 (Conv2D) (None, 47, 47, 256) 131328
conv2d_99 (Conv2D) (None, 46, 46, 512) 524800
max_pooling2d_45 (MaxPooling (None, 23, 23, 512) /)
flatten_11 (Flatten) (None, 270848) )
dense_20 (Dense) (None, 100) 27084900
dropout_9 (Dropout) (None, 100) )
dense_21 (Dense) (None, 2) 202

Total params: 27,784,670
Trainable params: 27,784,670
Non-trainable params: @

Figura 3.16: Detalle de la CNN

Al igual que como se hizo para el modelo de transfer learning usado en el método anterior,

se compil6é con una funcion de pérdida Binary Crossentropy, un optimizador Adam y la métrica

utilizada fue la precision. Luego, se utiliz6 la libreria ImageDataGenerator para realizar un proceso
de aumento de datos. Finalmente se implement6 la funcién callback ReduceLROnPlateau y luego
de esto, se entrend el modelo y se validé en 10 epochs obteniendo los siguientes resultados.
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Figura 3.18: Resultados del entrenamiento y validaciéon de la red
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Figura 3.19: Grafica de los resultados de la validaciéon del modelo.
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La figura 3.17 evidencia para cada epoch la pérdida en el entrenamiento (loss), la precision en el
entrenamiento (accuracy) , la pérdida en el proceso de validaciéon o prueba (val loss) y la precision
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de en el proceso de validaciéon o prueba (val accuracy). El principal valor que se tuvo en cuenta al
final de la ejecucion fue la precision de validacion, la cual para los 10 epochs tuvo un valor promedio
de 80.193 % y una desviacion estandar de 2.63 %.

Al terminar esta etapa, el modelo puede ser guardado y utilizado para la clasificacién de nuevas
imégenes en proyectos de investigaciéon o directamente en el campo médico.



CAPITULO 4

Conclusiones

En esta seccién se detallaran las principales conclusiones del proyecto y algunas recomendaciones
para trabajos futuros.

4.1. Conclusiones:

Con las altas cifras de pacientes que fallecen en el mundo y en especial en paises con escasos
recursos por malos o tardios diagnoésticos de las enfermedades se concluye que la implementacion de
este tipo de tecnologias y utilizacién en hospitales podrian ayudar a salvar muchas vidas mediante
tratamientos en etapas tempranas de las patologias.

Como conclusion principal se identificé que es viable y pertinente la utilizaciéon de un modelo
de aprendizaje de maquina como mecanismo de apoyo médico efectivo, econémico y rapido para
detectar patologias en el sistema respiratorio. En este proyecto se implementaron varios modelos
de aprendizaje de maquina de los cuales se destaco el uso de Deep Learning con Transfer learning
a partir del modelo pre-entrenado VGG19, el cual tuvo una precision promedio de 83,028 % en la
validacion realizada, la cual es una cifra prometedora en un proyecto exploratorio como este.

Los resultados de esta investigaciéon concluyen que para la base de datos con la que se cuenta,
no es recomendable el uso de un extractor de caracteristicas con transfer learning a partir del
modelo VGG19 para usarlo como insumo de una SVM de kernel lineal o RBF, pues al ser tantas las
caracteristicas obtenidas, los clasificadores no lograron aprender de estas y clasificaron todo como
si fueran enfermos.

4.2. Trabajos futuros:

Para futuros trabajos o ampliaciones de esta investigacién, se recomienda en la manera de lo
posible incrementar la cantidad de imégenes del conjunto de datos, incluyendo de esta manera
otros tipos de enfermedades. Asi se podrian obtener mejores resultados y no solamente detectar
si la persona esté enferma o no, sino también que pueda decir cual es la enfermedad que padece.
Ademas, se recomienda contar con equipos que tengan recursos de Hardware (RAM y GPU) elevados
para agilizar el proceso de entrenamiento y validaciéon del modelo, pues a mayor cantidad de datos
y complejidad del modelo, mayor el procesamiento que se requiere.

Para la utilizacién de transfer learning para la extraccion de caracteristicas, se recomienda utili-
zar una base de datos grande para la cual pueda aprender acertadamente y no sesgar el clasificador
en una clase en especifico.
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Se recomienda utilizar inteligencia artificial en investigaciones en el campo médico que no sola-
mente se relacionen con el sistema respiratorio o radiografias de térax sino también a otro tipo de
exadmenes u 6rganos del cuerpo.
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